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スペクトル類似度を考慮した深層学習による
RGB画像からスペクトル画像への変換手法

坂本 真啓1,a) Raytchev Bisser1 玉木 徹1 金田 和文1

概要：スペクトル画像は工業，医療，リモートセンシング等の幅広い分野にわたり活用されている．コン
ピュータグラフィックスでもスペクトラルレンダリングにおけるライトプローブ画像やテクスチャとして

利用されている．しかし，スペクトル画像の取得には装置や時間的なコストがかかり，その取得や利用の

妨げとなっている．本研究では深層学習を用いることにより RGB画像からスペクトル画像への変換を行

う手法を提案する．従来の深層学習を用いたスペクトル画像変換では，RGB画像とスペクトル画像を直接

エンドーツーエンドで学習を行う方法を採っていた．これに対し提案手法では輝度値を直接学習するので

はなく，スペクトル類似度を損失関数としてネットワークを学習させる．これによりスペクトル画像変換

の精度向上をはかる．2つのデータセット（CAVE，VISTA）を用いて RGB画像からスペクトル画像変換

を行い，提案手法の有用性を示す．

Spectral reconstruction from RGB Image
using CNN with spectral similarity
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Abstract: Spectral images are used in a wide range of fields such as industry, medicine, and remote sensing.
They are also used in computer graphics as a light probe image and textures in spectral rendering. However,
the acquisition of spectral images is costly in terms of equipment and time, which hinders its acquisition
and use. In this study, we propose a method for converting RGB images into spectral images by using
deep learning. Conventional spectral image reconversion using deep learning has adopted a direct end-to-end
learning method for RGB images and spectral images. In contrast, our proposed method does not learn the
luminance values directly, but rather learns the network using the spectral similarity as a loss function. This
will improve the accuracy of spectral image conversion. We show the usefulness of the proposed method by
performing spectral image reconstruction from RGB images using two datasets (CAVE, VISTA).

1. はじめに

RGB画像は人間の視覚特性から赤，青，緑を用いて色

を表現しているのに対して，スペクトル画像は数十以上あ

る多数の波長帯（バンド）を含む画像である．狭い波長間

隔，つまりバンド数が多いほど，対象物のスペクトル情報

を細かく豊富に表現できる．自然界にある物質は固有のス

ペクトルを持っており，スペクトル画像は対象物の特性を
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より詳細に反映する．豊富なスペクトル情報により，人間

の視覚やバンド数の少ない RGB画像では困難な識別が可

能であり，工業，医療，農業，リモートセンシング等の幅

広い分野にわたり活用されている [1], [2]．また，物理ベー

スのレンダリングシステムの多くは物理的に正しく光のシ

ミュレーションや画像生成を行うため，スペクトル画像を

用いたレンダリングが必要となる [3]．

一般的なカメラのセンサが比較的広い波長帯をいくつか

取得するのに対して，スペクトル画像を取得するハイパー

スペクトルカメラは狭い範囲で細かく波長を識別し数十か

ら数百バンドの波長情報を取得できる．しかし，狭い波長
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帯で画像を撮影すると，画像に関する多くの情報を取得で

きるが，1つのセンサーに到達する光量も比例して減少す

るので，解像度を低く抑えなければ良質な信号雑音比を維

持するのが難しくなる [4]．したがって，スペクトル画像の

取得には空間解像度とスペクトル解像度のトレードオフが

問題となる．また，特殊なセンサーが必要とされ，複雑な

処理が要求されることからカメラのコストが高いといった

問題点もある．

このため，スペクトル画像の超解像に関する研究が盛ん

に行われてきた．スペクトル画像の超解像は空間解像度と

スペクトル解像度の 2種類に分けることができる．本研究

ではスペクトル解像度に対する超解像に焦点をあて，バン

ド数が少ない RGB画像から同じ空間解像度で多数バンド

を持つスペクトル画像への生成を取り扱う．多くの空間超

解像の研究分野 [5]と同様に，畳み込みニューラルネット

ワーク（CNN）を用いた深層学習を行うことで，RGB画

像からスペクトル画像へのマッピングを推定する．

深層学習を用いた既存のアップサンプリング手法では，

各スペクトル強度値を直接出力することで画像を生成する．

それに対して本研究ではスペクトル強度値を直接求めるの

ではなく，スペクトル類似度を考慮した変換手法を提案す

る．出力されたスペクトル類似度に対して適切なスケーリ

ングを行うことで，元の RGB画像の輝度と再構成したス

ペクトル画像の輝度は一致する．生成結果についてはスペ

クトル類似度の向上ではなく，真値画像との誤差が小さく

なることを目標にする．また，スペクトルの表現方法を複

数用意し，その結果についても検討する．

2. 関連研究

2.1 レンダリングを目的としたアップサンプリング手法

カラーディスプレイへの表示には RGBの三波長成分の

みで十分かもしれないが，光と物質の正確なシミュレー

ションには不十分である．また，物理ベースのレンダリン

グ技術はリアリスティックな表現を可能とするが，可視光

域にわたって密にサンプリングされた波長成分が必要とな

る．しかし，多くの一般的なテクスチャデータが RGB表

色系で表現されている．したがって，これらからスペクト

ラルレンダリングを行うために，RGBの三刺激値から等

価なスペクトル分布に近似させる研究が以前から行われて

きた．

スペクトラルレンダリングは物理的に正しい画像を生成

できるが，サンプリングされる波長成分が多くなるのでレ

ンダリング時の計算時間やメモリ使用量が大きくなってし

まう問題点がある．そのため，スペクトルは効率的に計算

できる表現で構成した方が望ましい．また，通常は波長の

変化に対してスペクトル強度の変化は滑らかである．その

ため，基底関数を用いて，かつ少ない係数でスペクトルを

再構成する手法が提案されている [6], [7]．

2.2 スペクトル画像の超解像

スペクトル画像の超解像として既存の研究の多くは空間

解像度の復元を試みており，それに対してスペクトル情報

の復元に関する研究は少ない．

スペクトル画像の空間解像度を向上させるためには，高

解像度の RGB画像と低解像度のスペクトル画像を組み合

わせる手法がある．この手法は，画像間の位置を正確に合

わせて取得しなければならないが，2種類の画像を適切に

撮影することは困難を伴う．この解決策として，いくつか

の研究では RGBカメラのスペクトル応答を用いることで，

空間上の誤差を是正した [8]．

これに対して，事例ベースの超解像は 1枚の低解像度画

像から高解像度画像を復元する．この分野は，近年発達し

てきた CNNを用いた深層学習が精度を向上させているこ

とから盛んに研究が行われている．その研究成果に触発さ

れ，ネットワークモデルが学習する RGB画像をスペクト

ル画像に置き換えて考えることも可能であり，高い空間解

像度を持つスペクトル画像の生成に CNNを適用した手法

が提案されている [9]．

RGB画像からスペクトル画像に変換する事例ベースの

超解像は本研究と最も関連がある．空間情報についての超

解像とは異なり，スペクトルに対する超解像は画像の空間

解像度を下げることなくスペクトル解像度における高周波

成分を復元する．これに関連する問題としてグレースケー

ル画像をカラー画像に自動変換する手法が挙げられる．こ

れは 1つのバンドから RGBの 3バンドへとアップサンプ

リングすることに他ならない．最近の手法では CNNを使

用し，画像の輝度と色度を分けて推測することで従来より

優れた結果を得る手法も提案されている [10]．RGB画像

からスペクトル画像への変換には，RBF（放射基底関数）

ネットワークを用いた手法 [11]や，K-SVDを使用してス

ペクトル画像の辞書を学習する手法 [12]などが提案されて

いる．また，Gallianiら [13]は Semantic Segmentationに

用いられた CNNをスペクトル超解像に適用した．

3. Fully Convolutional DenseNets

本章では，提案手法で用いる深層学習のネットワークモ

デルについて概説する．Gallianiら [13]の研究と同様に，

本研究では Jégouら [14]によって提案されたモデルの改良

を行った．Jégouらは Semantic Segmentationの問題に対

処するためにDensely Connected Convolutional Networks

（DenseNet）[15]を Fully Convolutional DenseNetsへと拡

張した．

3.1 DenseNets

従来の CNNでは，l− 1番目の層の出力は l番目の層の

入力となる．xl を l番目の層の出力とすると，xl は次のよ

うに表される．
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図 1 通常の CNN(左図) と Res block(右図) の比較

Fig. 1 Comparison of standard CNN (left) and

Res block (right)
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図 2 Dense block の構成

Fig. 2 Dense block configuration

xl = Hl(xl−1) (1)

ここで，H は非線形な関数である．主に畳み込み演算が行

われ，通常は活性化関数がそれに続いて適用される．

しかし，単純に層を深くすると勾配が消失してしまい，

性能が悪化する問題がある．Heら [16]は入力値を参照し

た残差関数を学習する方が，それを参照しない従来の非線

形関数を学習するよりも容易だと仮定し，ResNet[16] を

考案した．ResNetでは層の入力値を shortcut connections

によって，層の出力値と足し合わせることで残差関数を学

習する (図 1参照)．これにより，勾配の減衰を防ぐことが

でき，非常に深い層を持つネットワークの学習が可能にな

る．結果の出力 xl は次のようになる．

xl = Hl(xl−1) + xl−1 (2)

層間の情報伝達をさらに改善するため，DenseNet は

ある層から後続の全層を密に連結した (図 2参照)．つま

り，l 番目の層は入力として，それより前の層での出力

x0, x1, . . . , xl−1 を受け取る．l番目の層の出力は以下のよ

うになる．ここで [, . . . , ]は要素の連結を表す．

xl = Hl([x0, x1, . . . , xl−1]) (3)

各関数 Hl が k 個の特徴マップを生成する場合，l番目の

層には k0 + k × (l − 1)個の特徴マップが入力される．こ

こで，k0は Dense blockへの入力となる特徴マップ数であ

る．通常，k は比較的小さな値 (k = 12, 16)などに設定さ

れる．また，特徴マップ数が少しずつ増加することから，

kはネットワークの growth rateと呼ばれる．growth rate

は各層が特徴マップに追加する新しい情報の量をどの程度

にするかをコントロールする役割がある．

3.2 構成要素

提案された FC-DenseNetsの構成要素は，複数の Layer

からなる Dense blockと，ダウン (アップ)サンプリングを

行う Transition Down（Up）に分けることができる．構成

要素の概要を表 1に示す．

3.2.1 Layer

Dense blockを構成する Layerは，バッチ正規化（Batch

Normalization），活性化関数としてReLU（Rectified Linear

Unit），3× 3 convolution，そして dropoutを組み合わせた

ものである．ここでの 3× 3 covolutionによって画像サイ

ズは変化しない． Layerでは，growth rateの数だけ新し

い特徴マップが生成される．通常は 1つの Dense blockに

つき，Layerの処理は 4から 15回程度繰り返される．

3.2.2 Transition Down

Dense blockによって出力された特徴マップの空間解像

度を下げるために，Transition Down（TD）が導入される．

TDは，バッチ正規化，ReLU，1×1 convolution，dropout

へと続き，最後にサイズが 2× 2のmax poolingが行われ

る．pooling操作によって，空間解像度は 1/4にダウンサ

ンプリングされる．

3.2.3 Transition UP

Transition UP（TU）では入力画像の空間解像度を復元

させるために，stride 2の 3× 3 transposed convolutionが

行われる．これにより，空間解像度は 4倍にアップサンプ

リングされる．その後，特徴マップは poolingされる前の

同じ空間解像度を持つ特徴マップとショートカット接続を

用いて連結され，次の Dense blockの入力となる．

3.3 ネットワーク構造

このネットワークの構造は画像の特徴を抽出する En-

coderと，特徴から目標画像を生成する Decoderから成る

Encoder・Decoder モデルに従う．Encoder では，Dense

blockと TDが交互に使われる．Dense blockで画像の特

徴を取り出した後に，TDで空間解像度を徐々にダウンサ

ンプングする．Decoderでは Dense blockに加えて，TU

とショートカット接続が行われ，画像がアップサンプリン

グされる．ここでの Dense blockは，Encoderの時とは違

い，入力の特徴を出力と連結させない．これは特徴マップ

数の過剰な増加を防ぎ，演算処理にかかる負担を減らすた

めである．TUの後にショートカット接続が行われ，対応

する特徴マップが連結され，高い空間解像度の情報を得る．

ネットワークの最後の層である 1× 1 Convolutionにより，

目的の特徴マップ数を持つ画像が生成される．

提案手法における実験では，56 の畳み込み層から成

る FC-DenseNetを用いた (図 3参照)．Dense block内の

Layer数は全て 4つに固定し，growth rateは k = 4に設定

した．これにより，特徴マップはDense blockごとに 16個

生成される．Dense block間に TDと TUがそれぞれ対応

して 4回使われることで，RGB画像の特徴を抽出し，元の

画像サイズまで復元される．また，最後の Dense blockに
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表 1 Fully Convolutional DenseNets の構成要素

Table 1 Building blocks of Fully Convolutional DenseNes

Layer

Batch Normalization

ReLU

3× 3 Convolution

Dropout

Transition Down(TD)

Batch Normalization

ReLU

1× 1 Convolution

Dropout

2× 2 Max Pooling

Transition UP (TU)

3× 3 Transposed Convolution

　　
input

3×3 Conv

DB

c

TD

DB

c

TD

output

1×1 Conv

DB

c

TU

DB

c

TU

DB

c

ch:3 ch:31

Dense Block
Transition Down

Convolution
Transition Up

Skip Connection Concatenation

図 3 FC-DenseNet の構成

Fig. 3 FC-DenseNets architecture

限っては，入力の特徴を出力と連結させた．最終的に 1× 1

Convolutionの出力から 31バンドのスペクトル画像を取得

する．

4. 提案手法

4.1 スペクトルの表現

スペクトル画像を扱うにあたって，スペクトルの表現方

法を決める必要がある．従来の深層学習を用いたスペクト

ル画像の超解像は，RGB画像と出力スペクトル画像の関

係をエンドーツーエンド学習し，その際のスペクトルは離

散的に表現される．本研究では，離散表現に加えて基底関

数の和による表現も用いて実験を行った．基底関数表現を

用いた学習では，ネットワークは離散表現された各バンド

のスペクトル強度値を学習する代わりに，各基底関数の係

数を学習する．基底関数には正規分布の確率密度関数と多

項式を組み合わせたシグモイド関数の 2種類を使用した．

4.1.1 離散

スペクトルを連続した値ではなく，離散的な値で表現す

ることはシンプルな方法である．スペクトル画像の多くは

カメラで対象物を撮影することで取得され，通常の RGB

画像よりもバンド数が多い画像である．その際，波長成分

は多くの場合，一定の間隔ごとにサンプリングされる．カ

メラの技術的にもスペクトルを連続量として取得すること

は難しく，狭い間隔でサンプリングすることでスペクトル

を近似している．したがって，スペクトル画像は，一般的

にスペクトルを離散的に表現する．

また，画像の超解像は教師あり学習なので，出力形態は

データセットに依存する．学習に使うデータセットがスペ

クトル画像ならば，ネットワークは離散的に表現されたス

ペクトルを学習することになる．

先行研究では，RGB画像の 3バンドから学習用のスペ

クトル画像のバンド数までアップサンプリングした．深層

学習を用いる従来手法では，データセットの入力 RGB画

像と出力スペクトル画像の関係をエンドツーエンドで直接

学習している．

4.1.2 基底関数

主成分分析から，測定された代表的なスペクトルは少な

い主成分で再現できることが知られている [17]．この考え

に基づき，3つの基底関数を足し合わせることで，スペク

トルを再現する．

S(λ) = w1f1(λ) + w2f2(λ) + w3f3(λ) (4)

ここで，λは波長，S(λ)はスペクトル，fiは基底関数，wi

は基底関数にかかる重みである．

また，自然界でのスペクトル分布は一般に連続性をもち

緩やかに変化するという特性 [18]を考慮して，基底関数に

は滑らかな曲線を持つ正規分布の確率密度と，jakobらが

用いたシグモイド関数を用いて実験を行った．

基底関数の係数は画像の各ピクセルごとに求められ，ネッ

トワークが出力するチャネル数は係数の数と等しくなる．

また，学習用スペクトル画像との誤差を評価するため，出

力された係数からスペクトル画像を生成する必要がある．

はじめに，出力された係数から基底関数に基づいて連続的

な予測スペクトルが算出される．その後，学習画像のバン

ド数と等しくなるように予測スペクトルを一定間隔でサン

プリングすることで，スペクトル画像が得られる．最後に

画像間の誤差が計算され，最適な係数が学習される．

正規分布

スペクトルの基底関数として正規分布の確率密度関数

は以下のように表される．

fi(λ) =
1√
2πσ2

i

exp

(
− (λ− λc,i)

2

2σ2
i

)
(5)

ここで，λc,iは波長の中心，σ2
i は分散である．分散 σ2

i

の値が大きいほど，曲線はよりなだらかになる．

シグモイド

Jakobら [7]は，シグモイド関数と多項式を組み合わせ

た関数を用いてスペクトルを表現した．本研究では，

この関数を基底関数として以下のように基底関数の和
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図 4 提案手法の処理の流れ

Fig. 4 Processing flow of the proposed method

による表現へと拡張した．

S(λ) = w1f1(x) + w2f2(x) + w3f3(x) (6)

fi(x) =
1

2
+

x

2
√
1 + x2

(7)

(x = ci,0λ
2 + ci,1λ+ ci,2)

ここで，ci,j は 2次多項式の係数である．

4.2 RGB画像からスペクトル画像への変換

提案手法はスペクトル類似度に基づくアプローチをと

る．すなわち，スペクトル強度値を直接学習せず，代わり

にスペクトルの類似度を学習する．学習したスペクトル類

似度は後にスケーリングされ，元の RGB画像の輝度と一

致する．ここで，スペクトルの類似度と大きさは XYZ表

色系の xy色度と輝度である Y成分にそれぞれ相当する．

提案手法の処理の流れを図 4に示す．また，提案手法の

処理手順は以下の通りである．

( 1 ) 深層学習を用いて，RGB画像から画像のスペクトル

類似度を出力する．

( 2 ) RGB画像と，出力されたスペクトル画像の輝度値を

XYZ表色系より計算する．

( 3 ) 計算された輝度値からスペクトルの輝度を変換する．

4.2.1 類似度を考慮した損失関数

n個のバンド数を持つスペクトル画像では，1ピクセル

あたりのスペクトルは n次元のベクトルとみなすことがで

きる．2つのベクトル a, bの類似度を測る一般的な方法と

して，次式に示すコサイン類似度がある．

cos(a, b) =
a · b

||a||2||b||2
(8)

ここで，·は内積，|| ||2はユークリッドノルムである．コ
サイン類似度は 2つのベクトルがどの程度同じ方向を向い

ているかを表し，区間 [−1, 1]の値を取る．2つのベクトル

が同じ向きならばコサイン類似度は 1となり，反対の向き

ならば −1となる．

提案手法では 2つのスペクトル λ, λ̂の類似度に関する

誤差を計算する損失関数 Lossを次式とする．

Loss(λ, λ̂) = 1− cos(λ, λ̂) (9)

4.2.2 輝度値の取得

xy色度には色相や彩度に関する情報は含まれているが，

明るさに相当する輝度は含まれていない．xy色度を用いて

色を表す場合は，XYZ表色系での輝度にあたる Y成分が

必要となる．スペクトル類似度から元の輝度幅のスペクト

ルへと再構成するためには，同様に Y成分が必要となる．

提案手法は RGB 画像から復元を行うので，輝度値 Y は

RGB値から取得できる．sRGB表色系から Y は (10)式に

より変換される．また，ネットワークから出力されたスペ

クトル Ŝ(λ)の輝度 Ŷ は，等色関数 ȳを用いて (11)式によ

り計算される．

Y = 0.2126×R+ 0.7152×G+ 0.0722×B (10)

Ŷ =
1

k

∫
Λ

Ŝ(λ)ȳ(λ)dx

(
k =

∫
Λ

ȳ(λ)dx

)
(11)

4.2.3 スペクトルの輝度変換

(10)式と (11)式により得られた輝度値を用いて，ネット

ワークから出力されたスペクトルを (12)式によりスケーリ

ングすることで輝度変換を行いスペクトル画像を得る．ス

ケーリングでは，スペクトルの色度は正確に保持される．

S(λ) =
Y

Ŷ
Ŝ(λ) (12)

5. 実験と結果

5.1 実験方法

実験では 2つの異なるデータセット，CAVE dataset[19]

とVISTA datasetを用いた．公開されているデータセット

はスペクトル画像に加えて対応する RGB画像も提供され

ているが，正確に定量的な評価を行うため，XYZ表色系

の等色関数に従って入力データとなる RGB画像を生成し

直した．CAVEは画像サイズ 512×512ピクセルで実写画

像 32枚から成り，VISTAは画像サイズ 640×480ピクセル

で本実験用に CGレンダリングされた 112枚から成る．両

データセットとも 400nmから 700nmの波長範囲を 10nm

間隔でサンプリングしており，スペクトルのバンド数は 31

である．また，データセットの画像枚数が多くないので評

価指標として 2-fold cross-validationを行った．出力され

たスペクトル画像は 8bitの輝度幅に変換された後に評価さ

れ，評価指標には二乗平均平方根誤差（RMSE）を用いた．
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表 2 MSE と CosineE の RMSE 評価値 (CAVE dataset)

Table 2 RMSE values of MSE and CosineE (CAVE dataset)

離散 正規分布 シグモイド

MSE（従来） 6.442 8.113 5.989

CosineE（提案） 4.998 7.185 5.567

CNN の実装には PyTorch を用いた．損失関数には

PyTorch のライブラリから従来手法としてエンドツー

エンド学習を行う nn.MSELoss（MSE），提案手法には

nn.CosineEmbeddingLoss（CosineE）を利用した．スペク

トルの表現は離散表現（discrete）と，基底関数の和による

表現として正規分布の確率密度関数（nd）とシグモイド関

数（sig）を用い，合わせて 3種類の表現方法で実験を行っ

た．その 3種類それぞれに，MSEと CosineEの 2つを用

いて，スペクトル画像を再構成した結果を比較する．

5.2 VISTA datasetの作成

本実験ではスペクトル画像を生成するため，光源のスペ

クトルとオブジェクトのスペクトル反射率を用いて CGス

ペクトラルレンダリングを行った．レンダリングでは物理

ベースレンダリングの 1 つである，プログレッシブフォ

トンマッピング（PPM）[20]を用いた．PPMはフォトン

マッピングの推定精度がメモリ容量に制限されてしまう問

題を解決した手法である．400nmから 700nmを 10nmご

とに一様にサンプリングして，1時間かけてレンダリング

を行うことで画像を生成した．

光源には D65光源と白色 LEDの 2つを使用した．自然

光である D65光源は連続的な滑らかな分布を持つのに対

し，人工的な光である白色 LEDは輝線を持ち，険阻なスペ

クトル分布を持つ．また，異なるオブジェクトを 8つ用意

し，それぞれのオブジェクトは固有の材質を持つようにし

た．材質には金属類や透過性の物質を主に選んだ．1つの

シーンには図 6に示すように 2つの異なるオブジェクトを

左右に配置した．また，壁にはMacbeth Color Cheker[21]

からスペクトル反射率を選択し，シーンごとに壁の色を変

えた．最終的に 112枚のスペクトル画像を生成した．

レンダリングしたスペクトル画像は幅広い輝度幅を持つ

ので，トーンマッピングを行ってHDR画像から LDR画像

に変換する必要がある．今回の実験では Reinhardら [22]

の手法を使用した．この処理により，局所的に明るい部分

の輝度値を下げ，暗い部分の輝度値を上げることができる．

5.3 実験結果

各データセットでの RMSE評価値を表 2，表 3に示す．

損失関数について比較すると，どちらのデータセットにお

いても従来手法のMSEよりも提案手法の CosineEを用い

た方が誤差が小さくなった．また，全体的に基底関数を用

いた表現よりも離散表現の方が誤差は小さい．

表 3 MSE と CosineE の RMSE 評価値 (VISTA dataset)

Table 3 RMSE values of MSE and CosineE (VISTA dataset)

離散 正規分布 シグモイド

MSE（従来） 9.726 22.638 58.558

CosineE（提案） 9.141 12.752 13.816

図 5 各手法でのスペクトル (CAVE dataset)

Fig. 5 Spectra for each method (CAVE dataset)

　　

図 6 各手法でのスペクトル (VISTA dataset)

Fig. 6 Spectra for each method (VISTA dataset)

図 5と図 6では各データセットにおける出力スペクト

ルを損失関数別に表している．左列がMSE（従来手法），

右列が CosineE（提案手法）を用いた場合である．両図の

右列のスペクトルから提案手法は輝度変換により，元のス

ペクトルと同じ輝度幅に変換されていることが分かる．ほ

とんどの場合において離散表現がGround Truth（GT）に

近いスペクトルを出力している．

6. おわりに

本研究では，従来のアプローチ（RGB画像とスペクトル

画像の関係をエンドツーエンド学習）をとらず，スペクト

ル類似度を学習し，RGB画像の輝度に基づいてスケーリ

ングを行うことで RGB画像からスペクトル画像に変換す

る新たな手法を開発した．提案手法は従来手法と比べて，

スペクトル強度値との誤差が小さくなることを確認した．

また，スペクトルの表現については今回の実験では，3つ

の基底関数の和による表現よりも，離散表現の方が概ね結

果が良いことが分かった．

今後の課題としては，基底関数の最適な数の検討，蛍光

現象等のスペクトルや LDR画像よりも幅広い輝度幅を持

つ HDR画像を用いた実験を行うことなどが挙げられる．

基底関数の数は今回は 3つのみでしか実験していないが，

基底関数の数が多いほど任意のスペクトルを正確に表現で

きることを考えると，基底関数の数を増やすことにより結
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果が良くなる可能性がある．また，蛍光現象等の固有の分

布を持つスペクトルは波長依存性が高い光学現象であり，

それらのスペクトルを再現することも今後の課題として挙

げられる．そして，今回実験で行った LDR画像と異なり

HDR画像は実世界同様の幅広い輝度を持つので，LDRの

RGB画像から HDRのスペクトル画像への変換を実現す

ることもチャレンジングな課題の一つである．
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