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姿勢情報による特徴量の重み付けを用いた
寝姿体圧画像からの関節位置推定の精度向上

岩瀬　慶1,a) 榎堀　優1 吉田　直人2 間瀬　健二1

概要：寝姿勢時の褥瘡発生危険部位の特定などには関節位置まで含めた姿勢推定が重要である．カメラ画
像の利用には，プライバシー問題や，布団などによるオクルージョン問題が存在するため，我々は寝姿体

圧画像からの関節位置推定を検討している．本稿では，我々が提案した，推定人物領域によるノイズ抑制

と姿勢情報による元画像拡張を既存の関節位置推定手法である Convolutional Pose Machineに追加する手

法に，姿勢情報による特徴量の重み付けを追加することによる推定精度の向上を検討した．被験者 8名の

7種類の寝姿勢について 16点の関節点を推定した結果，特徴量の重み付けを追加することにより，RMSE

指標で約 2.7 %の精度改善が見られた．
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1. はじめに

褥瘡の原因の一つとして，長時間身体の同じ部位に圧力

がかかることが挙げられる．一般社団法人日本褥瘡学会発

表の褥瘡ガイドブック第 2版 [1]によると，特に，高齢者

や骨盤骨折・脊髄損傷患者は健常者が無意識に行っている

体位変換を自身で十分に行えないため，褥瘡の発症リスク

が高いとされている．そのため，ベッド上の被看護者の褥

瘡予防には，2時間を超えない間隔で体位変換を行う看護

が推奨されている．しかし，2時間以内の間隔で体位変換

を行う看護は 24時間継続して行う必要があり，看護者の

負担が大きい．実際には個人によって圧力のかかり方は異

なるため，センサ等を用いて褥瘡の発症リスクを推定する

ことで体位変換の間隔を個人で最適化し，看護負荷を軽減

できると考えられる．

我々は，布圧力センサで構成したシーツ型圧力センサを

用いて褥瘡の発症リスクの推定や低減を試みてきた [2]．し

かし，褥瘡の発症しやすい箇所は身体の向きや姿勢によっ

て異なるため，褥瘡発症リスクが上昇している箇所の特定

を行うには患者の関節位置を含めた寝姿勢を把握する必要

がある．そこで，ベッド上の患者の関節位置推定手法につ

いて検討した．
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関節位置の推定には，カメラ画像を利用する手法が盛ん

に研究されており [3][4][5]，高精度に関節位置を推定する

ことができる．しかし，寝姿勢の関節位置推定におけるカ

メラ画像の利用には，被看護者のプライバシーの問題や布

団などによるオクルージョンの問題がある．一方で，寝姿

体圧画像は，シーツに組み込んだ圧力センサで取得でき，

プライバシーの問題や布団によるオクルージョンの問題が

少ない．しかし，寝姿体圧画像はカメラ画像に比べ情報量

が少なく，シーツやマットレスのよれなどによって人がい

ない領域からも圧力値が計測されるため関節位置推定に利

用するのが難しい．

そこで我々は関節位置推定モデルの一つである Convo-

lutional Pose Machine（CPM）[4]に，人物領域推定によ

るノイズ圧力抑制と姿勢情報を用いた元画像拡張を組み込

み，寝姿勢体圧画像のみから高精度に関節位置を推定する

手法を提案した [6]．本稿では，先行研究 [6]にて提案した

手法に加え，姿勢情報を用いて CPM内の特徴量に重み付

けを行うことによる精度改善手法を提案する．

本稿の構成は以下のとおりである．第 2節にて，関連研

究についてまとめる．第 3節にて，提案手法である，姿勢

情報による特徴量の重み付けについて述べ，その精度評価

結果について述べる．第 4節にて，まとめを述べる．

2. 関連研究

人物の関節位置を推定する研究や，寝姿勢を圧力分布か

ら推定する研究は既に多く存在する．本章ではそれぞれに
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ついて述べ，本研究の立ち位置を示す．

人物の関節位置推定は，DNNとカメラ画像を利用する

手法が高精度であり，広く研究されている．Toshevらは

CNN構造を用いることで，特徴量の抽出から関節位置の

推定までを End-to-Endで行うネットワークによる推定手

法を提案した [3]．Weiらは同一構造の CNNを直列に複数

つなげることで，画像のより広い範囲の特徴から関節を推

定する手法を提案した [4]．Caoらは多段の CNNで関節位

置推定と関節の連関を算出することで複数人の関節位置推

定を可能とした [5]．しかし，これらのカメラ画像を用いた

関節位置推定手法をベッド上の患者の関節位置推定に用い

る場合，プライバシー問題や布団などによるオクルージョ

ン問題が発生する．そこで，本稿ではプライバシー問題や

オクルージョン問題が少ないベッド面にかかる寝姿体圧画

像のみからの関節位置推定手法について検討した．

ベッドにかかる圧力分布のみを用いた姿勢推定は広く研

究されている．西田らは，221個の圧力センサから呼吸及び

体位を監視するシステムを提案した [7]．また，Mineharu

らは，計測点が 32× 54点の圧力センサを用いて 9種類の

寝姿勢を 77.1 %の精度で推定し [8]，Xuらは，計測点が

64× 128点の圧力センサを用いて 6種類の寝姿勢を 90.8

%の精度で推定している [9]．Enokiboriらは 224個の体圧

データを最適なパラメータで Data Augumentationし，3

種類の寝姿勢を 99.7 %の精度で分類した [10]．しかし，こ

れらの手法はいずれも姿勢の推定や分類であり，関節位置

の推定までは行われていない．圧力画像は RGB画像に比

べ情報量が少なく，またベッド面のしわやよれなどの計測

環境によって，人物領域外にも圧力値が計測されノイズと

なる．そのため，既存手法では姿勢分類や推定は可能であ

るが関節位置の推定は難しい．

そこで我々は，寝姿体圧画像から推定した人物領域と分

類した姿勢情報を用いて高度に関節位置を推定する手法を

検討した．

3. 姿勢情報を用いた特徴量の重み付けによる
関節位置推定精度改善

本節では，我々が提案した，CPMにノイズ抑制と元画

像拡張を追加する手法 [6]に，姿勢情報を用いた特徴量の

重み付けを追加する手法について述べる．提案手法の概要

を図 1に示す．第 3.1節にて我々の先行研究 [6]の概要に

ついて述べ，第 3.2節にて姿勢情報を用いた特徴量の重み

付けについて述べる．

3.1 ノイズ抑制と元画像拡張を組み込んだ関節位置推定

関節位置推定モデルの一つである Convolutional Pose

Machine（CPM）[4]に，人物領域を用いたノイズ抑制と姿

勢情報を用いた元画像拡張を追加し，寝姿体圧画像からの

関節位置推定精度の向上を図った．

ノイズ抑制について，寝姿体圧画像から領域推定モデル

の一つである U-Net[11]を用いて人物領域を推定し，計測

された圧力値のうち推定人物領域外の圧力値に 0.2の重み

を掛け，領域の内外で重み付けをしノイズ圧力を抑制した．

元画像拡張について，寝姿体圧画像を RGB画像のよう

に多チャンネル化し，その一つに圧力情報を，別の一つに

姿勢情報を格納し，DNNによる畳み込み時には RGB画

像と同様に全チャンネルを合わせて畳み込み処理を実施し

た．姿勢分類には VGG16[13]を用い，分類した姿勢の種

類によって異なる値（仰臥位：0，右側臥位：50，伏臥位：

100，左側臥位：150）で姿勢情報チャンネルの全ての値を

埋めた．

3.2 姿勢情報を用いた特徴量への重み付け

先行研究 [6]に SENet[14]の構造を参考にして，4種類

の寝姿勢分類情報を用いて CPM内で特徴量の重み付けを

行い，さらなる推定精度の向上を図る．手法の概要を図 2

に示す．分類した姿勢情報は 4要素の 1次元配列とし，仰

臥位の場合［1,0,0,0］，右側臥位の場合［0,1,0,0］，伏臥位

の場合［0,0,1,0］，左側臥位の場合［0,0,0,1］とした．その

4要素の配列を全結合層の入力とし，出力数は本手法を追

加する直前の CPM内の特徴量のチャンネル数とした．そ

の全結合層の出力を CPM内の特徴量に掛け合わせること

で，姿勢情報によって重み付けを行う．

これにより，CPM内の寝姿体圧画像の特徴量のうち，姿

勢の種類毎に重視されるチャネルを選別し，強調すること

ができるため，姿勢の誤判定による推定関節位置の大きな

ずれが減らせると考えた．

CPMに特徴量の重み付けを追加した構造の概要を図 3

に示す．特徴量の重み付けは CPMの各層において，画像

が入力されてから Convolution層 4層とMaxpooling層 3

層を交互に行った後の箇所に追加した．

4. 関節位置推定精度評価実験

本節では，提案手法の姿勢情報を用いた特徴量の重み付

けが，関節位置推定精度の向上に有効であるかを検証した．

第 4.1節にて精度評価方法について述べ，第 4.2節にて評

価結果を述べる．第 4.3節にて評価結果より考察を述べる．

4.1 評価方法

関節位置推定精度の評価には先行研究 [6]と同じデータ

セットを用いた．8名の被験者の図 4に示す 7種類の姿勢

について計測した，1被験者あたり 140個，合計 1120個の

データセットである．各データは，寝姿体圧画像，図 5に

示す 16点（0:r-ankle，1:r-knee，2:r-hip，3:l-hip，4:l-knee，

5:l-ankle，6:pelvis，7:thorax，8:upper neck，9:head top，

10:r-wrist，11:r-elbow，12:r-shoulder，13:l-shoulder，14:l-

elbow，15:l-wrist）の関節位置座標，人物領域，姿勢情報
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図 1 提案手法概要

Fig. 1 Overview of proposed method

図 2 姿勢情報を用いた特徴量への重み付け

Fig. 2 Feature Weighting using posture information

図 3 特徴量の重み付けを追加した CPM 構造概要

Fig. 3 Overview of CPM structure with feature weighting

ラベル（仰臥位，右側臥位，伏臥位，左側臥位）を持つ．

データは被験者毎に分割し S1～S8とした．

提案手法の特徴量の重み付けが推定精度向上に有効であ

るか検証するために，表 1に示す人物領域を用いたノイズ

抑制（NR:Noise Reduction）と姿勢情報を用いた元画像拡

張（IE:Image Expantion）と姿勢情報を用いた特徴量への

重み付け（FW:Feature Weighting）の有無の 8条件でモデ

ルの学習，評価を行った．以降，各条件を P rew
100 のように

図 4 参考計測姿勢

Fig. 4 Reference measurement posture

図 5 推定する関節位置

Fig. 5 Estimated joint position

表記する．これはNR，IE，FWがそれぞれON（1），OFF

（0），OFF（0）の条件を示す．各条件について学習用デー

タを被験者 6名分，検証用データを被験者 1名分，テスト

用データを被験者 1名分とし，表 2のデータ選択方法に従

い，被験者単位でデータを選択し関節位置推定精度を評価

した．以降データの選択パターンをDSv7
t8 のように表記す

る．これは S7を検証データ，S8をテストデータ，残りを

学習データとしたパターンを示す．

関節位置推定に用いる人物領域は，DSv7
t8 から DSv8

t1 の

データ選択方法に従って学習を行ったモデルによる推定値

を用い，姿勢情報は，学習データは正解値，検証データと
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表 1 比較条件

Table 1 Comparison condition

Pattern NR IE FW

P rew
000 OFF OFF OFF

P rew
100 ON OFF OFF

P rew
010 OFF ON OFF

P rew
001 OFF OFF ON

P rew
110 ON ON OFF

P rew
101 ON OFF ON

P rew
011 OFF ON ON

P rew
111 ON ON ON

表 2 データ選択方法

Table 2 Data selection method

Pattern 学習データ 検証データ テストデータ

DSv7
t8 S1,S2,S3,S4,S5,S6 S7 S8

DSv6
t7 S1,S2,S3,S4,S5,S8 S6 S7

DSv5
t6 S1,S2,S3,S4,S7,S8 S5 S6

DSv4
t5 S1,S2,S3,S6,S7,S8 S4 S5

DSv3
t4 S1,S2,S5,S6,S7,S8 S3 S4

DSv2
t3 S1,S4,S5,S6,S7,S8 S2 S3

DSv1
t2 S1,S2,S3,S4,S7,S8 S1 S2

DSv8
t1 S2,S3,S4,S5,S6,S7 S8 S1

テストデータはDSv7
t8 からDSv8

t1 のデータ選択方法に従っ

て学習を行ったモデルによる推定値を用いた．領域推定モ

デルと姿勢分類モデルをDSv7
t8 からDSv8

t1 のデータ選択方

法に従って評価した結果，領域推定の精度は正解画素比率

が 0.855 ± 0.012であり，姿勢分類の精度は分類成功比率

が 0.944± 0.028であった．

　関節位置推定の評価指標には，回帰問題に用いられる平

方平均二乗誤差（RMSE:Root Mean Squared Error）と，関

節位置推定に用いられる正解関節点割合（PCK:Percentage

of Correct Key-points）を用いた．RMSEは数値が小さい

ほど精度が高いことを示す．対して PCKは数値が大きい

ほど精度が高いことを示し，RMSEと比べ外れ値に影響

されにくいが小さな精度改善を捉えることには向かない．

なお，PCKは許容誤差を 10 pixelから 100 pixelまで 10

pixel毎に導出し，その AUC（Area Under the Curve）を

評価に用いた．これは，本実験では 1 pixelあたり約 0.2

cm の誤差であるため，許容誤差は 2 cm から 20 cm ま

で 2 cm 毎に評価したこととなる．以降では，本指標を

PCK-AUC@2-20cmとする．

4.2 評価結果

各条件における推定モデルの評価結果について，表 2

のデータ選択方法の組み合わせに従って学習，評価した．

RMSEの結果を表 3に示し，その箱ひげ図を図 6 に示す．

PCK-AUC@2-20cmの結果を表 4に示し，その計算元と

なったグラフを図 7に示す．

図 6 RMSE による評価結果分布

Fig. 6 Evaluation result distribution by RMSE

表 3 RMSE による評価結果

Table 3 Evalution result by RMSE

各条件，平均差：RMSE（pixel）
改善率：FW 実装前から実装後の RMSE の減少率

先行研究 [6] +FW(|∗∗∗∗001) 平均差 改善率

P rew
000 99.8± 16.7 87.7± 13.9 12.1 0.121

P rew
100 94.9± 16.4 85.8± 12.7 9.1 0.096

P rew
010 124.6± 14.4 102.0± 15.4 22.6 0.181

P rew
110 86.6± 11.7 84.3 ± 8.9 2.3 0.027

図 7 PCK による評価結果

Fig. 7 Evalution result by PCK

表 4 PCK-AUC@2-20cm による評価結果

Table 4 Evalution result by PCK-AUC@2-20cm

各条件，差：PCK-AUC@2-20cm

改善率：FW 実装前から実装後の PCK-AUC@2-20cm の増加率

先行研究 [6] +FW(|∗∗∗∗001) 平均差 改善率

P rew
000 0.621 0.646 0.025 0.040

P rew
100 0.619 0.636 0.017 0.027

P rew
010 0.482 0.600 0.118 0.245

P rew
110 0.635 0.643 0.008 0.013

RMSEでは，どの組合せでも FWを併用することで，精

度の改善が見られた．P rew
000 から P rew

001 では 12.1 pixel（12.1

%），P rew
100 からP rew

101 では 9.1 pixel（9.6 %），P rew
010 からP rew

011

では 22.6 pixel（18.1 %），先行研究 [6]における最良手法
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表 5 RMSE による各関節ごとの評価結果（pixel）

Table 5 Joints’ RMSE on evaluation

Pattern r-ankle r-knee r-hip l-hip

P rew
000 107.4± 18.2 112.4± 26.5 47.1± 9.0 47.6± 10.7

P rew
001 95.8± 23.1 99.8± 27.6 41.9 ± 8.7 42.3 ± 9.7

P rew
100 110.5± 19.4 98.2± 27.9 48.8± 9.3 47.2± 10.6

P rew
101 100.0± 18.9 94.0± 25.0 44.8± 13.5 44.9± 11.7

P rew
010 137.2± 19.6 143.2± 21.3 74.3± 7.2 72.0± 7.9

P rew
011 112.2± 15.2 119.3± 20.4 55.1± 11.3 54.1± 14.4

P rew
110 93.4 ± 19.3 87.6± 22.1 42.1± 8.9 43.1± 11.0

P rew
111 93.5± 16.5 86.1 ± 20.0 44.2± 7.9 45.3± 10.2

Pattern l-knee l-ankle pelvis thorax

P rew
000 113.5± 31.4 107.8± 19.9 32.2± 8.9 26.3± 5.5

P rew
001 97.3± 24.2 89.4 ± 17.2 28.4 ± 6.9 25.3± 6.1

P rew
100 95.0± 30.1 111.4± 24.3 34.8± 9.6 25.4± 5.6

P rew
101 90.8± 25.2 99.6± 19.3 35.3± 9.5 24.5 ± 4.6

P rew
010 140.2± 17.0 138.7± 16.7 46.8± 7.3 33.1± 10.0

P rew
011 122.1± 21.6 112.9± 14.7 40.7± 8.4 26.9± 5.2

P rew
110 86.8± 24.8 93.0± 22.4 30.4± 6.7 25.2± 3.9

P rew
111 86.2 ± 22.0 92.0± 20.1 34.6± 6.8 24.8± 4.9

Pattern upper neck head top r-wrist r-elbow

P rew
000 30.8± 11.4 48.9± 14.1 167.0± 35.2 128.9± 37.7

P rew
001 32.4± 9.0 54.4± 15.0 155.6± 25.4 108.6± 25.2

P rew
100 29.7± 10.0 52.4± 15.5 167.1± 21.9 118.9± 30.8

P rew
101 30.7± 10.1 50.7± 10.5 148.0 ± 23.8 95.9 ± 21.5

P rew
010 39.2± 11.4 60.6± 18.1 207.7± 35.0 164.3± 30.3

P rew
011 31.6± 7.3 51.2± 13.2 179.3± 35.6 112.3± 13.2

P rew
110 30.1± 9.1 51.3± 16.2 153.0± 19.3 102.8± 19.3

P rew
111 29.2 ± 10.4 46.6 ± 9.3 151.7± 14.4 96.5± 14.5

Pattern r-shoulder l-shoulder l-elbow l-wrist

P rew
000 59.2± 16.7 61.7± 14.9 129.3± 37.4 168.5± 30.4

P rew
001 51.9± 14.1 52.7± 14.3 104.1± 29.5 148.5 ± 31.8

P rew
100 55.3± 12.2 55.3± 12.8 114.8± 31.8 164.4± 25.3

P rew
101 46.5 ± 10.1 46.6± 11.7 98.4± 24.3 154.9± 20.5

P rew
010 78.6± 18.8 75.4± 17.9 155.8± 34.4 201.4± 36.8

P rew
011 54.6± 13.2 52.9± 13.2 123.0± 36.1 177.0± 30.2

P rew
110 51.5± 10.1 50.4± 11.0 108.2± 24.3 159.3± 18.8

P rew
111 47.0± 9.4 46.2 ± 9.6 95.4 ± 20.0 159.4± 19.7

であった P rew
110 から P rew

111 では 2.3 pixel（2.7 %）の改善が

見られた．

PCK-AUC@2-20cm でも，RMSE で評価した場合と同

様に，どの組合せでも FWを併用することで，精度の改

善が見られた．P rew
000 から P rew

001 では 0.025（4.0 %），P rew
100

から P rew
101 では 0.017（2.7 %），P rew

010 から P rew
011 では 0.118

（24.5 %），先行研究 [6]における最良手法であった P rew
110 か

ら P rew
111 では 0.008（1.3 %）の改善が見られた．しかし，3

つの追加手法をすべて用いた場合ではなく，FW単体を用

いた場合が最良の結果となった．また，図 7より，許容誤

差が 10 cm までは FW単体を用いた場合が最も精度が良

く，12 cm 以上では 3つの追加手法全てを用いた場合が最

良の結果となった．

関節点毎の RMSEを表 5に示す．平均値を見ると全 16

点の関節のうち，P rew
000 から P rew

001 では 14 点，P rew
100 から

表 6 PCK-AUC@2-20cm による各関節ごとの評価結果

Table 6 Joints’ PCK-AUC@2-20cm on evaluation

Pattern r-ankle r-knee r-hip l-hip

P rew
000 0.555 0.608 0.700 0.701

P rew
001 0.586 0.639 0.735 0.735

P rew
100 0.512 0.619 0.714 0.717

P rew
101 0.540 0.640 0.739 0.733

P rew
010 0.376 0.375 0.455 0.483

P rew
011 0.503 0.567 0.656 0.667

P rew
110 0.550 0.634 0.740 0.740

P rew
111 0.549 0.646 0.743 0.735

Pattern l-knee l-ankle pelvis thorax

P rew
000 0.596 0.546 0.812 0.843

P rew
001 0.665 0.588 0.840 0.854

P rew
100 0.629 0.514 0.819 0.854

P rew
101 0.655 0.539 0.812 0.860

P rew
010 0.377 0.371 0.614 0.747

P rew
011 0.565 0.515 0.752 0.840

P rew
110 0.655 0.546 0.833 0.861

P rew
111 0.668 0.551 0.824 0.863

Pattern upper neck head top r-wrist r-elbow

P rew
000 0.813 0.716 0.341 0.482

P rew
001 0.800 0.677 0.369 0.507

P rew
100 0.822 0.670 0.324 0.473

P rew
101 0.812 0.681 0.364 0.505

P rew
010 0.696 0.603 0.235 0.312

P rew
011 0.802 0.685 0.355 0.475

P rew
110 0.818 0.684 0.353 0.479

P rew
111 0.830 0.705 0.349 0.484

Pattern r-shoulder l-shoulder l-elbow l-wrist

P rew
000 0.689 0.679 0.488 0.358

P rew
001 0.720 0.714 0.513 0.397

P rew
100 0.705 0.698 0.471 0.338

P rew
101 0.735 0.740 0.495 0.333

P rew
010 0.497 0.513 0.325 0.255

P rew
011 0.695 0.702 0.463 0.356

P rew
110 0.711 0.719 0.478 0.357

P rew
111 0.742 0.745 0.504 0.342

P rew
101 では 15点，P rew

010 から P rew
011 では 16点全て，P rew

110 か

ら P rew
111 では 11点の関節で精度改善が見られた．ただし，

NR，IE，FWの 3手法全てを用いた場合が必ずしも全ての

関節点で最良とは限らず，最良精度の関節点は P rew
001 の場

合が 5点，P rew
101 の場合が 4点，P rew

011 の場合が 0点，P rew
111

の場合が 6点であった．

関節点毎の PCK-AUC@2-20cmを表 6に示す．全 16点

の関節のうち，P rew
000 から P rew

001 では 13点，P rew
100 から P rew

101

では 13点，P rew
010 から P rew

011 では 16点全て，P rew
110 から P rew

111

では 11点の関節で精度改善が見られた．RMSEと同様に，

NR，IE，FWの 3手法全てを用いた場合が必ずしも全て

の関節で最良とは限らず，最良精度の関節点は P rew
001 の場

合が 7点，P rew
101 の場合が 0点，P rew

011 の場合が 0点，P rew
111

の場合が 7点であった．
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4.3 考察

特徴量の重み付けのみを用いた場合，全ての組み合わせ

で精度の改善が見られた．よって特徴量の重み付けは，精

度の向上に有効であることが分かる．またノイズ抑制と元

画像拡張を用いた場合よりも，ノイズ抑制と特徴量への重

み付けを用いた場合の精度が良い．よって，特徴量への重

み付けの方が元画像拡張よりも効果的に姿勢情報を扱える

と考えられる．しかし，ノイズ抑制，元画像拡張，特徴量

への重み付けのすべてを用いた方が，ノイズ抑制と元画像

拡張を用いた場合より精度が良いことから，元画像拡張と

特徴量への重み付けでは，姿勢情報の解釈方法が異なり，

併用により相乗効果が期待できることも分かった．

図 7より，PCKでは許容誤差が 10 cm以下では特徴量

の重み付けのみの場合が最も精度が良く，12 cm以上では

3つの手法全てを用いた場合が最も良い．そのため，目標

とする許容誤差によって用いる手法を選択すべきと考えら

れる．また，表 5，表 6より，関節によって最も精度が良

い条件が異なるため，位置を求めたい関節によっても手法

を選択すべきと考えられる．しかし，RMSEでは，全 16

点の関節点のうち 15点，PCK-AUC@2-20cmでは，14点

の関節が特徴量の重み付けを用いた場合が最良となってい

るため，本稿の提案手法である特徴量の重み付けは多くの

利用条件下で有効であると考えられる．

5. まとめ

本稿では，ベッド上の患者の褥瘡の発症リスクが上昇し

ている部位を特定するために，寝姿勢の関節位置を推定す

る手法として，プライバシーの問題などが少ない寝姿体圧

画像から関節位置を推定する手法を検討した．

我々の先行研究である，関節位置推定モデルの一つで

ある CPM に人物推定領域によるノイズ圧力抑制と姿勢

情報による元画像の拡張を組み込む手法に，姿勢情報を

用いた特徴量の重み付けを追加することでさらなる精度

改善を図った．先行研究 [6]の最良手法であるノイズ抑制

と元画像拡張を用いた推定結果と比べ，本稿の提案手法

である特徴量の重み付けを追加した場合，RMSEに約 2.7

%，PCK-AUC@2-20cmに約 1.3 %の精度改善が見られた．

従って，提案手法の姿勢情報を用いた特徴量の重み付けは，

関節位置推定精度の改善に有効であることが示された．

今後は，関節位置推定ネットワークの改良や学習・評価

データの再検討を行う．関節位置推定ネットワークの改良

について，先行研究 [6]及び提案手法で用いているノイズ抑

制や元画像拡張に用いた係数は，手動で事前に設定してい

る．そのため，最適係数探索により精度がより向上する可

能性がある．また，人物領域推定，姿勢分類，関節位置推

定 DNNは完全にそれぞれ別々の DNNとして学習・推定

を行っている．そのため，それらの DNNを一体化するこ

とで，より関節位置推定に適した人物領域や姿勢情報の利

用ができる可能性がある．学習・評価データについて，本

稿の推定精度評価実験で用いたデータは，関節位置推定の

データとしては数が少なく，計測環境も利用目的と近いと

は言えない．そのため，より多くの，利用目的とする実際

の病院のベッド環境に近い環境，寝姿勢の特徴を持つデー

タによる学習・評価を検討する．
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