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Spatial Transformer Networksを用いた
角膜表面反射画像からのシーン識別

前田 響介1,a) 大嶋 佑紀1,b) 中澤 篤志1

概要：人の瞳に反射するシーン画像（角膜表面反射画像）は，撮影環境周辺の多くの情報を含んでおり，
プライバシ上の大きな問題となりうることが指摘されている．一般に角膜表面反射画像は，通常撮影され

たシーンの画像と比較して位置ずれや歪みが大きく，シーン識別性能は低いと考えられてきたが，近年の

深層学習技術の発達によりより高度な位置合わせが画像認識が可能になれば，新たな問題になると考えら

れる．そこで本研究では，角膜表面反射画像に Spatial Transformer Networksを適用して画像の位置合わ

せを行い，シーン識別の精度を向上させる手法を提案する．従来法との識別精度の比較を行った結果，特

に識別手法に Triplet Networkを用いたものに対し，Spatial Transformer Networksによる精度向上が確

認できた．
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1. はじめに

今日，画像分野の研究は様々な応用がなされており，なか

でもカメラによって得られた画像からその場所を特定する

Visual Odometryの分野では，古くからの研究によって多

くの手法が提案されている．しかし，記念写真やセルフィ

―写真のような，画像中の背景の割合が小さい画像に対し

ては，一般的な手法でのシーン識別は非常に困難である．

それに対し，画像内の人物の瞳に反射した画像を利用し

てシーン識別を行う研究の意義は大きい．角膜に反射した

情報を悪用して対象人物の個人情報を特定し，凶悪な犯罪

に及ぶという実例がある．このような手口の犯罪を未然に

防ぐための，新たなプライバシー問題への対策検討のため

にも，この研究タスクは重要なものであるといえる．

角膜表面反射画像とは，撮影画像からそこに映った人物

の目領域を切り出し，目の幾何構造を考慮して平面展開す

ることで，通常のカメラ画像と同様の透視撮影による画像
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に変換したものである．しかし，このようにして得た角膜

表面反射画像は，

• 眼球内の虹彩パターンが反射したシーン画像と混ざり
合う．

• まつ毛が角膜に直接覆いかぶさる．
• 帽子やまぶたが影になりシーン画像を遮って角膜まで
到達できなくなる．

といった理由から，うまく識別できない場合も多く識別精

度が上がらない [1]．したがって，識別精度向上のためには

これらのノイズを除去する処理が必要となる．

さらに，一般的に角膜表面に反射したシーンは，元にな

るシーン画像と比較して傾いていたりするほか，目領域の

平面展開が不正確であったために歪みが生じていたりす

ることが多い．そのため，そのような画像の位置ずれ・歪

みを修正することで，識別精度の向上につながると考えら

れる．

本研究では，深層ニューラルネットの一つである Spatial

Transformer Networksを用いて角膜表面反射画像とシーン

画像との位置合わせを行い，従来手法よりも高精度なシー
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ン識別を行う手法を提案する．画像の変換の手法には，ア

フィン変換と TPS(薄板スプライン)補間の 2種類を用い

る．これらの手法で変換された角膜表面反射画像に対し，

シーン画像とのマッチングを，1) patchベースの Triplet

Networkを用いた手法，2) Vectors of Locally Aggregated

Descriptors(VLAD) を用いた手法の 2種類で行い，その識

別精度について検証した．

2. 関連研究

2.1 距離学習 (Metric Learning)に関する研究

距離学習 (Metric Learning)とは，複数のデータから得

た特徴量を，データ間の意味的な距離を考慮して変換する

手法であり，画像の分類や情報検索，異常検知といったさ

まざまなタスクへと応用されている．

Metric Learning の一種である Siamese Network[2] は，

重みを共有した 2 つのネットワークに画像のペアを入力

し，そのペアが同じラベルを持つならば出力ベクトルの距

離が近くなるように，違うラベルを持つならば遠くなるよ

うにネットワークを学習することでクラス識別を行うネッ

トワーク構造である．

Siamese Network の構造を改良したネットワークとし

て，Triplet Network[3]が提案されている．基準となる画像

(Anchor)，Anchorと近いラベルを持つ画像 (Pos:Positive)，

Anchorと遠いラベルを持つ画像 (Neg:Negative)の 3枚を

入力として，Anchor と Pos との距離は近く，Anchor と

Negとの距離は遠くなるように学習するネットワーク構造

である．入力画像ペアを「近づける」か「遠ざける」かを 2

値で定める必要がある Siamese Networkに対して，Triplet

Networkは「Negよりも Posを相対的に近づける」という

しかたで学習するため，識別タスクのコンテキストを考慮

に入れる必要がない，という長所がある．

2.2 画像の特徴量に関する研究

画像からのシーン識別の手法にはさまざまあるが，基本

的には，識別対象となる画像の特徴量とあらかじめ得てお

いた画像の特徴量とを比較し，最も一致するものからシー

ンを同定する手法が多い．それに属する研究として，Torii

ら [4] は，SIFT 特徴量と Vectors of Locally Aggregated

Descriptors(VLAD)[5] という特徴量を用いてシーン識別

を行う手法を提案した．任意の局所特徴量を k-means法で

クラスタリングし，各クラスタに属する特徴ベクトルを総

和することで算出される．位置ずれに強く次元数の大幅な

圧縮が可能な特徴量で，また主成分分析を適用してさらに

次元を圧縮することもでき，多数のデータを貯蓄できるた

め，検索性能が高いことで知られている．

2.3 Spatial Transformer Networksに関する研究

Convolutional Neural Network(CNN)を用いた従来の画

像識別タスクでは，ネットワークへの入力として画像全体

を用いている．そのため，正しい識別には必要ない画像内

の箇所が，ネットワークの識別能力に悪影響を及ぼす可能

性があると考えられる．Spatial Transformer Networks[6]

は，画像の変換を行うパラメータを学習し，識別ネット

ワークに入力する前に識別に必要な箇所のみを切り取るこ

とで，識別性能を向上させることができるネットワークで

ある．このネットワークは大きく Localization Net, Grid

Generator, Image Samplerの 3つの部分に分かれている．

Localization Netでは，ニューラルネットワークによって

入力画像から変換を行うパラメータ (例えば，アフィン変

換を行う 2 × 3の変換行列や，制御点 n個の TPSを行う

2n2 個の座標パラメータ)を生成する．Grid Generatorで

は，あらかじめ定義したサンプリングカーネルをもとに

サンプリンググリッドを計算する．そして，計算されたグ

リッドをもとに Image Samplerで出力画像を生成して出力

する．Image Samplerで出力画像を生成する一般式は，出

力空間上の点を (xt
i, y

t
i)，点 (xt

i, y
t
i)を求めた変換パラメー

タによって変換した先の点を (xs
i , y

s
i )とすると以下のよう

になる．

V c
i =

H∑
n

W∑
m

U c
nmk(xs

i −m; Φx)k(y
s
i − n; Φy) (1)

(∀i ∈ [1 · · ·H ′W ′],∀c ∈ [1 · · ·C])

ただし，H ′,W ′ は出力画像の縦のサイズと横のサイズ，

C はチャンネル数，Φx,Φy はサンプリングカーネル k の

パラメータ，U c
nmは入力空間上のチャンネル cでの格子点

(画素)(n,m)の値，V c
i はチャンネル cでの点 (xt

i, y
t
i)の値

である．サンプリングカーネル kには，例えば

k(p) = max{0, 1− p}

などが用いられる．このカーネルを利用した場合は，(xt
i, y

t
i)

の値は (xs
i , y

s
i )の近傍 4点の線形補間となる．

Localization Netには任意のネットワーク構造を利用す

ることができ，勾配計算可能な変換手法やサンプリング

カーネルを用いることで，後に接続した識別ネットワーク

と同時に学習させることができる，という点が特徴的で

ある．

3. 手法

3.1 提案手法の概要

本研究では，Spatial Transformer Networksを用いて角

膜表面反射画像を変換したのち，変換後の画像のシーン識

別を 2種類の手法で行った．

1 つ目は，学習済みの patch ベースの Triplet Network

を用いた手法である．角膜表面反射画像とシーン画像それ

ぞれから小領域 (patch)を切り出し，事前学習した Triplet

Networkを用いてそれらの特徴ベクトルを計算する．さら
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図 1 Spatial Transformer Networks のネットワーク構造

に，patch同士の距離をシグモイド関数に入力した値を求

め，その 2つの特徴ベクトルの L2-lossとの積を類似度と

して識別する．

2つ目は，Dense SIFT特徴量を集約した VLADによっ

てシーン識別をする手法である．

3.2 Spatial Transformer Networksによる角膜画像

の変換

入力画像の変換には，アフィン変換と TPS(薄板スプラ

イン補間) の 2 種類の手法を用いた．コードは PyTorch

のチュートリアルコード [7] をもとに実装し，TPS のモ

ジュールにはWarBean[8]が公開しているコードの一部も

利用した．

Spatial Transformer Networksのネットワーク構造を図

1に示す．Localization Netは，2つの畳み込み層とプーリ

ング層，2つの全結合層からなる CNNで構成した．2つ

のプーリング層にはいずれもMax Poolingを用いている．

全結合層の出力の次元は，アフィン変換を利用する場合と

TPSを利用する場合とで異なり，アフィン変換を利用する

場合は 6次元，TPSを利用する場合は 32次元である．

Grid Generatorは，サンプリングカーネルとして近傍 4

点の線形補間を出力するカーネルを用いている．出力はサ

イズ 256 × 256 × 2のテンソルで，出力画像の各画素が変

換によってどの座標の点から移ってくるかを示す．

Image Samplerは， Grid Generatorで得られたグリッ

ドをもとに実際に出力画像を構成する．入力画像はチャン

ネル数 3の RGB画像であるが，変換時にはその 3枚の画

像すべてに対し，同じサンプリンググリッドを適用するこ

とで変換を行う．変換前の点の座標が入力画像の外側には

み出ている場合は，その点の画素値はゼロとなるよう実装

している．

Spatial Transformer Networks は，以下の損失関数

LSTN：

LSTN = ||ST (Ieye)− Isc||1

を最小化するように学習する．ただし，Ieye, Isc はそれぞ

れサイズ 256× 256× 3の角膜表面反射画像とシーン画像，

ST (x)は画像 xを Spatial Transformer Networksに入力し

図 2 Triplet Network の学習時のネットワーク構造

たときの出力画像 (サイズ 256× 256× 3)である．

以上述べたネットワークを学習したのち，得られた Lo-

calization Netの重みを用いてテストデータの変換を行い，

変換後の画像を続くシーン識別の入力に利用する．

3.3 Triplet Networkによるシーン識別

Bielski[9] の公開しているコードをもとに実装した．

Triplet Network の学習時のネットワーク構造を図 2 に

示す．

学習時は，ある角膜表面反射画像から得た patchと，そ

の patchに対応するシーン画像の patch，そしてその patch

とは対応していないシーン画像の patch の 3 枚組を入力

し，重みを共有した CNNによって特徴ベクトルを計算す

る．ここで patchのサイズはいずれも 64× 64としている．

CNNのネットワークは，3つの畳み込み層とプーリング

層からなる．全てのプーリング層には Average Poolingを

使用している．3つの畳み込み層には，活性化関数として

Tanh関数を適用した．この CNNの出力は 128次元の特

徴ベクトルとなる．

損失関数には Triplet Loss を用いる．Triplet Network

は，以下の Ltriplet を最小化するように学習する．

Ltriplet = max{0, Dpos −Dneg +m} (2)

Dpos = ||Vanchor − Vpos||22 (3)

Dneg = ||Vanchor − Vneg||22 (4)

ただし，Vanchor，Vpos，Vneg はそれぞれ，角膜表面反

射画像から得た patchと，その角膜表面反射画像に対応す

るシーン画像の patch，その角膜表面反射画像に対応して

いないシーン画像の patchを Triplet Networkの CNNに

入力して得られる特徴ベクトルを表す．またmは Triplet

Networkにおけるマージンを表す定数である．この損失関

数は，対応する patch同士の誤差は小さくなるように，同

時に対応していない patch 同士の誤差は大きくなるよう

に学習を進めるように構成されている．マージン mが大

きいほど，対応する patch同士の誤差と，対応していない

patch同士の誤差との差を大きくするように要請する．
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図 3 Triplet Network の評価時のネットワーク構造

以上のネットワークを用いて学習した CNNを用いて，

図 3で示したネットワークで評価を行う．入力された角膜

表面反射画像とシーン画像からサイズ 64× 64の patchを

切り出し，学習済みの CNNに入力して特徴ベクトルを得，

それらの L2-lossを求める．さらに，2つの patchの代表

点同士の距離を計算し，シグモイド関数に入力して patch

distance lossを得る．これらの積を求め，これをこの 2つ

の patchの誤差と定義する．この誤差を，入力シーン画像

のすべての patchに対して計算し，その中で誤差が最小の

ものを選択する．以上の操作を，角膜表面反射画像のすべ

ての patchに対して行い，得られた誤差を総和した値を 2

枚の画像の誤差とする．すなわち，角膜表面反射画像中の

ある patchとの類似度が高い patchがシーン画像にあるほ

ど，またその patch同士の距離が近いほど，2枚の画像の

誤差は小さくなる．

数式で表すと，以下の誤差 Lpd が小さいほど，2枚の画

像は類似度が高いとすることになる．

Lpd =
∑

pe∈Ieye

min
ps∈Isc

pdpe,ps
||Vpe

− Vps
||22 (5)

pdpe,ps
= σ(||Re −Rs||22) (6)

σ(x) =
1

(1 + exp(−αx))
(7)

ただし，α = 0.005, Ieye，Isc はそれぞれ入力された角

膜表面反射画像，シーン画像から得られた patch全体の集

合，Re, Rs はそれぞれ patch pe, ps の代表点 (本手法では

patchの左上)の座標を表す．

本研究では，patchの切り出しのステップサイズは，角

膜表面反射画像では 32，シーン画像では 8である．

3.4 VLADによるシーン識別

識別に用いる VLAD特徴量には，Dense SIFT特徴量を

集約して得られた VLAD特徴量に対し，さらに主成分分

析を行って 4096次元に圧縮し正規化したものを用いた．2

枚の画像の類似度にはコサイン類似度を用いた．

4. データセット

4.1 京都大学周辺で撮影した角膜表面反射画像とシーン

画像のデータセット対

本研究の実験のデータセットには，京都大学周辺で撮影

した各 104 枚の角膜表面反射画像・シーン画像の対を用

いた．

撮影には図 4のような撮影器具を自作した．チンレスト

(あご乗せ台)取り付けた器具に，カラーボードと段ボール

を切り出して作った 45×45cmの正方形のフレーム (枠)を

つなげる．フレームにはビニール紐が対角線を描くように

張られており，紐の交点によってフレームの中心の位置が

わかるようになっている．フレームとチンレストとの距離

は固定されている．フレームは左右方向に回転させてチン

レストの正面から取り除くことができ，同一のカメラ位置

でフレームありの画像とフレームなしの画像の両方を撮影

することができる．

図 5のように，被撮影者にはチンレストにあごを置いて

あごの位置を固定し，その正面からカメラで被撮影者を撮

影することで目を含む顔の画像を得る．さらに，カメラの

レンズをチンレストの上に合わせてシーンを撮影すること

で，被撮影者が見ていたシーンに対応する，位置ずれの少

ないシーンの画像を得られる．

シーン 1か所あたり a.)フレームありの顔の画像 b.)フ

レームなしの顔の画像 c.)フレームありのシーン画像 d.)

フレームなしのシーン画像 の 4枚を撮影する．画像 a.の

角膜内に映ったフレームの内部には，画像 c.のフレームの

内部にあるシーンがほぼそのまま反射して映っていると考

えることができる．続いて，顔画像 a.と b.については，目

の周辺のみを切り取る作業を行う．切り取った後の画像の

黒目の位置が一致するよう，手作業で切り取りを行ってい

る．その後，切り取り作業後の目画像 a.からフレームの四

隅と中心，各辺の中点の計 9点の座標を取得し，その座標

情報を使って切り取り作業後の目画像 b.に対し TPSを適

用し，図 6のように切り取る．画像 c.については，フレー

ムの四隅 4点の座標を取得し，アフィン変換を行って同じ

く図 6のように切り取る．このような手順を踏むことで，

画像 b，d.から対応した領域のみを抽出し，シーン識別の

しやすい角膜表面反射画像を得ることができる．

4.2 24/7 Tokyo datasetから作成された角膜表面反射

画像データセット

シーン識別に用いた Triplet Networkの事前学習には，

Toriiら [10]によって作成された 24/7 Tokyo datasetと，

それを用いて Edamotoら [11]によって作成された角膜表

面反射画像データセットを用いた．

24/7 Tokyo datasetは，スマートフォンを用いて撮影さ
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図 4 データセット作成に使用した撮影器具

図 5 撮影風景と得られる画像の一例

図 6 得られた画像の変換処理

れた東京の離れた 125地点について，3つの異なる方向を

日中・日没時・夜間の 3種の時刻に撮影した，計 1125枚の

シーン画像データセットである．図 7にその一例を示す．

角膜表面反射画像データセットは，以下のような方法

で撮影された角膜表面反射画像データセットである．ま

ず，目の位置の固定のためのパターン画像と 24/7 Tokyo

datasetの画像とを八面ディスプレイに交互に表示し，そ

れをチンレストによって頭部を固定された被撮影者に見て

もらう．その被撮影者の目を正面からカメラで自動撮影す

ることで得られた 2枚の目画像のセットに対し，明るさの

調整とパターン画像に従った切り抜き，平面展開をするこ

とで，1053枚の角膜表面反射画像を得ている．図 8にその

図 7 24/7 Tokyo dataset のシーン画像の一例

図 8 Edamoto らによる角膜表面反射画像データセットの一例

一例を示す．

本実験では，まず角膜表面反射画像とそれに対応した

シーン画像とから SURF特徴量を算出し，それらを利用し

て対応する patchを求め，1)角膜表面反射画像 2)シーン画

像 3)角膜表面反射画像の patchの代表点の座標 4)シーン

画像の patchの代表点の座標 5)角膜表面反射画像の patch

の，シーン画像の patchに対する拡大率 の 5つ組のデータ

を得る．Triplet Networkの学習の際には，このデータを

もとに対応する patchの切り出しを行っている．

5. 実験

本研究の提案手法である，Spatial Transformer Networks

を用いて角膜表面反射画像を変換し，1) patch ベースの

Triplet Networkによってシーン識別を行う手法，2) VLAD

によってシーン識別を行う手法の 2つに対して，Spatial

Transformer Networksによる変換をせずにそれぞれの手

法でシーン識別を行う従来手法と比較し，精度の検証を

行った．

5.1 実験設定

学習や評価に用いる画像は，「データセット」の章で得

られた RGB画像で，サイズは 256 × 256にリサイズして

ある．

シーン識別で用いた VLAD特徴量は，Toriiら [10]によ

る，24/7 Tokyo datasetから抽出した Dense SIFT特徴量

をもとに学習を行った 4096次元の VLAD特徴量である．

Spatial Transformer Networks の学習に用いたデータ

セットと実際に変換を行ったテストデータは同一のもので

あり，いずれも京都大学周辺で撮影した 104枚の角膜表面

反射画像である．

Triplet Networkの学習に用いたデータは，24/7 Tokyo
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表 1 Triplet Network による結果 (Acc(k))

変換なし affine TPS

k = 1 0.2788 0.3077 0.3654

k = 2 0.3462 0.3365 0.4135

k = 3 0.3654 0.3654 0.4615

k = 4 0.4231 0.4038 0.4615

k = 5 0.4327 0.4423 0.5000

表 2 VLAD による結果 (Acc(k))

変換なし affine TPS

k = 1 0.8846 0.8750 0.7788

k = 2 0.8942 0.9231 0.8462

k = 3 0.9135 0.9231 0.8750

k = 4 0.9135 0.9231 0.8942

k = 5 0.9231 0.9231 0.8942

datasetと Edamotoらによる角膜表面反射画像データセッ

トから SURF特徴量を算出し，それらの対応を求めること

で得られた 2249個の patchのペアデータである．

5.2 評価方法

いずれの手法も，各角膜表面反射画像に対し類似度の高

いシーン画像を順に出力し，その上位 k件に正解画像が含

まれている割合 (Acc(k)と表す)の高さによって手法の評

価を行う．

5.3 実験結果

まず，patchベースの Tripet Networkによって評価をし

た 1つ目の手法の結果として，Spatial Transformer Net-

worksを用いて角膜表面反射画像を変換した場合の Acc(k)

の値を，変換しない場合の Acc(k)の値と比較して k =1～

5について表 1に示す．

アフィン変換，TPSのどちらの手法も，画像の変換をし

ない従来手法の場合と比較して高い精度が得られた．中で

も，TPSによる手法では，k = 5では従来手法より約 6.7%

の精度の向上が見られた．

次に，VLADによって評価をした 2つ目の手法の結果と

して，同じく Spatial Transformer Networksによって変換

した場合としない場合の Acc(k)を比較して表 2に示す．

VLADを用いた評価では，画像の変換をしない場合でも

約 92.3%と，Triplet Networkによる評価よりも高い精度

で識別ができている．画像の変換をした場合との比較をす

ると，アフィン変換を施した手法では識別精度はほとんど

変化せず，TPSを施した手法では従来手法よりも識別精度

が低下した．

6. 考察

Spatial Transformer Networksによって変換された画像

の一例を図 9に示す．

シーン 1を見ると，大きな建物や空との境界線といった

シーンにおける主要なパーツの位置が，Spatial Transformer

Networksによって元のシーン画像に近づくように変換さ

れていることがわかる．シーン 2 やシーン 3 は，Triplet

Network によって得られた正解のシーン画像との類似度

が，アフィン変換を施すことで低下し，TPSを施すこと

で向上した画像である．変換前の角膜表面反射画像の非線

形な歪みが大きい場合は，アフィン変換による識別精度向

上はあまり見込めないことがわかった．また，中にはシー

ン 5やシーン 6のように，TPSによって画像の大部分が壊

れてしまった画像もあった．これは，Spatial Transformer

Networksの学習の際に画像の色彩情報を参照するため，太

陽光が眼球内に直接入射していた，などの撮影時の条件に

起因する，角膜表面反射画像特有の着色がなされた領域を

破壊するように学習が進んだためであると推測される．

評価手法の違いによって TPSによる手法の識別精度が

大きく変わる理由として，Spatial Transformer Networks

の損失関数が色彩情報に強く依存するものであったことが

考えられる．前述のシーン 4のような角膜表面反射画像は

TPSによって大きく歪んでしまったが，Triplet Networkに

よって得られた正解のシーン画像との類似度は向上し，逆に

VLADによる類似度は低下した．Triplet Networkによる

評価の際にも patchごとの色彩情報を利用するが，VLAD

の構成の際に集約した Dense SIFT特徴量は色彩情報を利

用せず，また特徴量の獲得の過程で画像の極値を利用する

ため，画像の構造が歪むことで，正解のシーン画像から得

られる特徴量とはかけ離れたものが得られてしまうと考え

られる．

また，シーン 5については，いずれの変換手法・評価手

法を用いても正しくシーン識別をすることはできなかっ

た．これは，角膜表面反射画像に虹彩パターンが強く出す

ぎており，色，被写体の輪郭などがほとんど角膜内に確認

できないことに起因すると考えられる．

6.1 まとめ，今後の課題

本研究では，角膜表面反射画像からのシーン識別の精度

向上を目的として，Spatial Transformer Networksを用い

て角膜表面反射画像を変換し，シーン画像との位置のずれ

を補正する手法を提案した．実験には，それぞれの画像か

ら対応した領域を抽出できるように，フレームを利用して

撮影した自作のデータセットを用いた．角膜表面反射画像

の変換は，アフィン変換と制御点 16 個の TPS の 2 種類

の手法で行い，変換された角膜表面反射画像の評価には，

patchベースの Triplet Networkによる手法と VLADによ

る手法の 2つを用いて実験をした．画像の変換をしない従

来手法との識別精度の比較をした結果，アフィン変換を施

した手法では，どちらの評価手法でもわずかな精度向上が

見られた一方，TPSを施した手法では，Triplet Network

による評価の精度は大きく向上し，反対に VLADによる
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シー
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変換なし アフィン変換 スプライン補間 シーン画像

シー

ン 2

シー

ン 3

シー

ン 4

シー

ン 5

図 9 Spatial Transformer Networks によって変換された画像の

一例

評価の精度は従来手法よりも低下した．

本研究においての問題点として，以下のようなことが挙

げられる．

( 1 ) Spatial Transformer Networksの学習データがテスト

データと同一のものであるため，学習データを別の

データにした場合，本研究で得られた識別率を維持で

きない可能性が高い (汎化性能が低い可能性がある)．

( 2 ) Spatial Transformer Networksの損失関数が色彩情報

に強く依存するものであったため，VLADのように色

彩情報を参照しない評価手法では，画像変換による精

度の向上が期待できない．

( 3 ) 同様の理由で，角膜表面反射画像が暗くシーン画像と

の明度の差が大きすぎるデータに対しては，(特にTPS

による変換では)期待するような変換ができない．

( 4 ) 強い虹彩パターンの出ている角膜表面反射画像に対し

ては，画像の変換・シーン識別ともにうまくできない．

問題点 1に対しては，撮影を重ねてデータセットを増やし，

実際に学習データとテストデータを分けた場合について検

証をするべきである．しかし，大量の撮影データを獲得す

るには非常にコストがかかるため，論内で述べた撮影方法

より効率的な何らかの手法を考える必要がある．

問題点 2,3に対する解決策としては，Spatial Transformer

Networksの損失関数について再考し，色彩情報以外の情

報にも大きく依存するような関数を定義して学習をしてみ

ることが挙げられる．一般に角膜表面反射画像は太陽光の

加減や虹彩パターンによって，シーン画像と比べて色が変

わっているので，本実験で利用した画素値の L1-lossは，本

タスクにおいて最適な損失関数であったとは言い難い．画

像中のエッジの位置など，色彩情報を参照しない別の特徴

量から算出した誤差を損失関数に加えるなどすることで，

画像の変換の精度，評価の精度ともに向上する可能性が

ある．または，Spatial Transformer Networksの損失関数

を，評価手法で用いる誤差関数と同じものにしてしまうこ

とで，その評価手法における識別精度は改善されると推測

できる．
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