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CFR法とQ学習法の格闘ゲーム人工知能への適用

山岡 勇太1,a) 保木 邦仁1

概要：格闘ゲームの限定的なゲーム状況に対し CFR法と Q学習法を適用し，両手法の性能を比較した．

格闘ゲームは二人不完全情報ゲームでありビデオゲームである．CFR法は二人ゼロ和不完全情報ゲームの

ε均衡点を求める手法である．Q学習法は強化学習法の一種である．結果として，Q学習法で開発された

プレイヤは搾取されうる戦略を取るが，均衡戦略を取るプレイヤに対しては良好な性能を発揮することが

あることがわかった．また，大きさ 16の集団を形成し，これの Q学習を行うことで Q学習法の性能の改

善の余地を見い出した．

1. はじめに

ゲームを上手にプレイする人工知能 (AI) を開発するた

めの研究は古くから行われており，近年では機械学習法を

用いた AI の開発事例が数多く報告されている． バック

ギャモンでは 1994年に，強化学習法の一種である TD(λ)

法と深層学習法を用いて開発された TD-Gammonが，人

間の上級者に匹敵する性能を示した [1]． 強化学習と深層

学習を用いた強い AIの開発事例としてはこれが初である．

囲碁では 2017年に，AlphaGoが世界トッププレイヤであ

るカ・ケツに勝利した [2]．AlphaGoは，強化学習法と深層

学習法を用いて開発され，さらに豊富な計算資源を活用す

ることで，通常では 100年以上かかる学習を数日で行った．

また同年には，ポーカーの一種であるヘッズアップノーリ

ミットテキサスホールデム (HUNL) で，Deep Stackが初

めてプロのプレイヤに勝利し [3]，2018年には同ゲームで

Libratusがプロの世界ランク上位 4人と対戦し，統計的有

意に勝ち越した [4]．Deep Stackは，2人不完全情報ゲー

ムの ε均衡点を求めることができる CFR法 [5]を改良し

た CFR+ [6]と深層学習法を用いて開発された．Libratus

も，CFR+とCFR法の改良手法の一つであるMonte Carlo

CFR (MCCFR) [7] を用いて開発された．バックギャモ

ンは状態数が 1020 程度あるのに対し，囲碁は 10170 程度，

HUNLは 10160 程度あると言われている．さらに，HUNL

は不完全情報性を持つため，囲碁と同等かそれ以上に複雑

なゲームと言われている．このように非常に膨大な状態集

合を持つ複雑なゲームに対しても，豊富な計算資源を活用

した機械学習法を用いることで人間のプロを超えるような
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AIが開発可能になった．

先に挙げたボードゲーム・カードゲームの他に，ビデオ

ゲームの研究も行われている．2011年にはマリオに強化

学習法の一種である Q学習法を適用し，高性能な AIを開

発する試みが行われた [8]．2015年には Atari2600に含ま

れる 49のゲームのうち，29のゲームで人間の上級者と同

等かそれ以上の性能を持つ AIが開発された．この AIは

Deep Q-Networkという，Q学習と深層学習法を併用した

手法を用いて開発された [9]．Deep Q-Network はゲーム

画像のみから学習を行うことが可能という点で革新的であ

り，現在はこれを改良した手法が数多く提案されている．

2人不完全情報ゲームであり，かつビデオゲームでもある

ゲームの一つに格闘ゲームがある． 本研究の目的は, 不完

全情報ゲームで成果をあげたCFR法と，ビデオゲームで成

果をあげた強化学習法を格闘ゲームに適用し，ある限定さ

れたゲーム状況において，両手法の性能を比較し評価する

ことである．本研究で使用する格闘ゲームは，立命館大学

の知能エンターテインメント研究室 (Intelligent Computer

Entertainment Lab.，ICE) が開発した AI研究用格闘ゲー

ムの FightingICEである [10]．また同研究室は，モンテカ

ルロ木探索を用いて勝率が最大となるように意思決定を行

うMctsAiを公開した [11]． 本研究では，これとの性能比

較も行う．

2. 基礎知識

本章では，本研究で必要となる基礎知識を紹介する．

2.1 FightingICE

FightingICEとは，2013年に ICEが開発した AI研究用

格闘ゲームである (図 1参照)．FightingICEはゲームを進
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図 1 FightingICE のプレイ中のゲーム画面の一例． 2 つの AI そ

れぞれがキャラクタを操り格闘する．

行させる対戦マネージャと AI 2つで構成される．対戦マ

ネージャは 2体のキャラクタからなる現在のゲーム状況を

AIに送り，AIは送られてきたゲーム状況を元にキャラク

タの次の行動を決定し対戦マネージャに送る．対戦マネー

ジャは 2つの AIから行動を受け取った後にゲーム状況を

更新し，再び AIに新たなゲーム状況を送る． これらのよ

うなメッセージの通信を繰り返してゲームが進行する．

初めに，ゲーム 1 回の流れを述べる． 各 AI は使用す

るキャラクタのタイプを決定する． 使用可能なタイプは

ZEN，GARNET，LUDの 3種である．タイプを決定した

のち格闘戦を開始する． 1戦は 3ラウンドからなり，1ラ

ウンドは 60秒である．3ラウンド後，勝利したラウンド数

が多いプレイヤがゲームの勝者となる． 各ラウンドの勝

利条件は，制限時間内に相手の HPが 0になるか，ラウン

ド終了時の HPが相手よりも高いかである．ただし，制限

時間内に自キャラクタと相手キャラクタの HPが同時に 0

になるか，またはラウンド終了時のお互いのキャラクタの

HPが等しい場合は引き分けとなる．

各ラウンド中，プレイヤはフレーム単位でゲーム状況を

受け取り，キャラクタの行動を決定する． フレームとはビ

デオゲームにおける時間の最小単位のことで, FightingICE

では 1秒間は 60フレームである．

次に，キャラクタの行動について述べる． 行動は相手に

ダメージを与える攻撃行動と，それ以外の非攻撃行動に分

けられる．行動は 1回のキー入力で実行されるものと，複

数のキーを連続で入力することで実行されるものがある．

本研究では，複数のキーの連続入力は中断しないものと仮

定する．

非攻撃行動には移動行動と防御行動がある．移動行動は

キャラクタの位置を変更することができる． 例えば，ジャ

ンプやダッシュやバックステップがある． 移動行動は，相

手との距離を調整したり，相手の攻撃を避けるために用い

られる．防御行動は相手の攻撃を防御することができる．

攻撃行動は主にパンチやキックなどの通常技と，防御で

きない投げ技と，ダメージの大きい必殺技の 3つがある．

必殺技は，格闘中に溜まるポイントを消費することで使用

することができ，相手が防御している場合でも多少のダ

メージを与えることができる．また，攻撃行動には当たり

判定があり，キャラクタの当たり判定を表す領域と重なる

と，そのキャラクタにダメージを与えることができる．

最後にキャラクタの体勢について述べる． 体勢には基

本体勢と復帰体勢の 2種がある．基本体勢はキャラクタが

行動を選択可能であるときの体勢である． キャラクタが使

用可能な行動は体勢に応じて変わる．復帰体勢は，キャラ

クタが相手の攻撃を受けたときや，地上に着地したときの

体勢である． キャラクタが復帰体勢を取っている場合は行

動の選択ができない．

2.2 CFR法とQ学習法の概要

CFR法とは，Zinkevichらによって提案された二人ゼロ

和不完全情報ゲームの ε 均衡点を求める手法である [5]．

ゼロ和ゲームとは，任意の行動戦略の組 b = (b1, b2) に

対して, プレイヤすべての期待利得の総和 U1(b) + U2(b)

（Ui(b) は b の下でのプレイヤ i の期待利得）が 0 とな

るゲームのことである．CFR 法を説明するにあたって,

Ei(x), biv(e), π
b
i (x), π

b
−i(x), π

b(x, y), πb(I), πb
i (I), π

b
−i(I)

は以下を表すこととする．

Ei(x) : ゲーム木の根から節点 xへのパスに含まれるプ

レイヤ iの枝すべてからなる集合

biv(e) : プレイヤ iが節点 vで枝 eを選択する確率

πb
i (x) : b のもとで節点 x に到達する確率 πb(x) に

プレイヤ i が寄与する確率 (すなわち πb
i (x) =∏

(e,v)∈Ei(x)
biv(e))

πb
−i(x) : プレイヤ iを除くすべてのプレイヤが πb(x)に

寄与する確率

πb(x, y) : bの下で節点 xから節点 yへ到達する確率

πb(I) : 情報集合 I に到達する確率 (すなわち πb(I) =∑
x∈I π

b(x))

πb
i (I) : πb(I)にプレイヤ iが寄与する確率

πb
−i(I) : プレイヤ iを除くすべてのプレイヤが πb(I)に

寄与する確率

CFR法は反復計算を行なって average strategyを改善

し，近似精度の高い ε均衡点を求める方法である．反復計

算を T 回行ったとする（Algorithm1参照）． 反復 t回目

におけるプレイヤ iの行動戦略を bti とおく．プレイヤ iの

任意の情報集合 I ∈ Ii の任意の行動 a ∈ A(I) に対する

average strategy b
T

i (I)(a)は次の式で定義される．

b
T

i (I)(a) =

∑T
t=1 π

bt

i (I)bt(I)(a)∑T
t=1 π

bt
i (I)

(1)

行動戦略の組 bに従ったときの，手番 xにおけるプレイヤ

iの期待利得を ub
i (x)とおく．bに従ったときの，情報集合

I ∈ Ii におけるプレイヤ iの counterfactual utility ub
i (I)

は次の式で定義される．
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ub
i (I) =

∑
x∈I,w∈W πb

−i(x)π
b(x,w)ui(w)

πb
−i(I)

(2)

この式は，プレイヤ iが情報集合 I を経由しようとした場

合の，I における期待利得を表している．

RT
i (I, a), R

T,+
i (I, a)は次の式で定義される．

RT
i (I, a) =

1

T

T∑
t=1

πbt

−i(I)
(
u
bt|I→a

i (I)− ubt

i (I)
)

(3)

RT,+
i (I, a) = max

(
RT,+

i (I, a), 0
)

(4)

反復 T + 1回目の行動戦略 bT+1
i (I)(a)は次の式で定義さ

れる．

bT+1
i (I)(a) =

RT,+
i (I, a)∑

a′∈A(I) R
T,+
i (I, a′)

(5)

ただし,
∑

a′∈A(I) R
T,+
i (I, a′) = 0 ならば bT+1

i (I)(a) =

1/|A(I)|とする． また, R0
i (I, a) = 0とする．

Algorithm 1 CFRアルゴリズム
1: ∀i ∈ N, ∀I ∈ Ii, ∀a ∈ A(I), R0

i (I, a)← 0

2: for t = 1 to T do

3: ∀i ∈ N, bti ← (Rt−1
i を元にプレイヤすべての行動戦略を

式 (5) を用いて計算)

4: bt の下での各 Rt
i(I)(a) を木の頂点から初期点の方向に順番

に計算
5: end for

6: b1～bT を元に b
T
を計算

7: return b
T

搾取量とは，戦略の組の性能を評価する指標の一つであ

る [12]．b = (b1, b2)をプレイヤすべての戦略の組とする．

このとき搾取量 xは以下の式で計算される．

x =
maxb′1 U1(b

′
1, b2) + maxb′2 U2(b1, b

′
2)

2
(6)

また，bは 2x均衡点であることが知られている．

Q学習法はWatkinsによって提案された強化学習法の一

種である [13] [14]．Q学習法にはテーブル型のQ学習法と

関数近似を用いた Q学習法がある． 関数近似を用いた Q

学習法では，行動価値関数をパラメータ θで表現された関

数 Q̂(·|θ)で近似する．あるマルコフ決定過程があるエピ
ソードを生成して，状態 sで挙動方策 πによって行動 aを

選択し，状態 s′ に遷移して報酬 r を得たとする． このと

き，目標値 r+maxa′∈A(s′) Q̂(s′, a′ | θ)に Q̂(s, a|θ)を近づ
けるように θを更新する．

experience replayとは，エピソードに含まれる状態 s，

行動 a，次状態 s′，報酬 r′ の組を直近 D 個だけデータ集

合（リプレイバッファ）に保存しておき，行動価値を更新

する際にリプレイバッファの中からランダムに組を取得し

てミニバッチを構成する手法である．

target networkとは，挙動方策 πが εグリーディの場合

において，ニューラルネットワーク（NN）の重み θの更新

i回目のとき，maxa′∈A(s′) Q̂(s′, a′ | θ)の計算に ⌊i/C⌋×C

（C は正の整数）回目の重み θ′ を用いる手法である [9]．

3. 研究目的

本研究の目的は，性質が異なる二つの手法（CFR法とQ

学習法，表 1参照）を格闘ゲームに適用し，両手法の性能

を比較することである．著者らの知る限りにおいて，これ

らの手法の性能を格闘ゲームにおいて比較した研究は報告

されていない．

本研究では，FightingICEなどの格闘ゲームのゲーム木

は非常に大きいため，CFR法を適用することは困難である

ことから，限定的なゲーム状況のみを考える．また，Fight-

ingICEはリアルタイムでゲームが進行し，ゲーム木の点す

べてを訪問することは困難であることから，FightingICE

の詳細なルールを調査し，その結果を元にエミュレータを

実装する．さらに，Q学習法の行動価値関数は NNで近似

して表す．性能の比較は，CFR法と Q学習法に加え，既

存 AIの MctsAiも含めて行う．性能の指標は，搾取量と

勝率とする． 性能の比較はまた，ディレイ 0と 15の場合

で行う．ディレイとは，AIが受け取るゲーム状況の 15フ

レーム分の遅延のことである*1．これは，FightingICEが

ゲーム状況に人間がもつような制約を課すための仕組みで

ある．

4. ゲームルールの調査とエミュレータの実装
および実験

本章では，ゲームルールの調査方法とその結果について

述べた後，エミュレータの詳細と動作検証の結果を示す．

ゲームルールの詳細を調査するにあたって，FightingICE

の公式サイト*1で公開されているルールに関する情報 (PDF

の文書並びに CSV形式の表) やGitHubで公開されている

FightingICEのソースコードを参照した*2．調査した結果

を付録に示す．

調査したゲームルールに基づきエミュレータを実装し

た． エミュレータの仕様は以下の通りである．

• 3種のキャラクタのうち ZENのみ使用可能．

• リアルタイム性を排除し，対戦マネージャは AIの意

思決定が終了するまで待つ．

• ディレイやゲームの制限時間，キャラクタのゲーム開
始時のHP，Energy，位置などのパラメータを変更可．

• ゲーム画面の描画なし．
実装したエミュレータの動作確認を行う． エミュレー

*1 Fighting Game AI Competition :
http://www.ice.ci.ritsumei.ac.jp/ ftgaic/index-2h.html (last
access: Jan 26, 2020)

*2 TeamFightingICE/FightingICE - GitHub :
https://github.com/TeamFightingICE/FightingICE (last
access: Jan 26, 2020)
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表 1 CFR 法と Q 学習法のメリットとデメリット

メリット デメリット

CFR 法 二人ゼロ和不完全情報ゲームの ゲーム木が大きいと適用が困難

ε 均衡点を求めることができる

Q 学習法 行動価値関数を関数近似することで 関数近似を行うと行動価値が収束する保証がない

膨大なゲーム木を持つゲームに適用可能 不完全情報ゲームを適切に扱うことができない

タの動作は，FightingICEの既存AI 3体をエミュレータで

動作するように実装し，各 AIの，FightingICEでの勝率

とエミュレータでの勝率が同程度になるかどうかで確認す

る．実験に使用する既存 AIは以下の 3つである．

• ランダムに行動を決定するランダムプレイヤ
• モンテカルロ木探索で行動を決定するMctsAi

• IF-THENルールで行動を決定するMachete

どのAIのペアも 200ラウンド対戦する (左右それぞれ 100

ラウンド)． ゲームパラメータの設定は，Fighting Game

AI Competition の Standard League のルールに従う．ま

た，勝率を計算するにあたり，勝ちを 1，負けを 0，引き分け

を 0．5とする．95%信頼区間は標準誤差から見積もった．

ランダムプレイヤは，FightingICE とエミュレータ両方

において，他 AI 2つに殆ど勝てなかった．また，Machete

の MctsAi に対する勝率は 0.86 ± 0.10 (FightingICE) と

0.77± 0.11 (エミュレータ) であり，MacheteがMctsAiに

勝ちやすいという傾向はエミュレータ上でも再現されてい

た．ただし，FightingICEにおいては，MctsAiの意思決

定はフレーム落ちによりしばしば無視されてしまうため，

Macheteの勝率が多少高くなるようである．さらに，思考

時間が短いランダムプレイヤと Machete の対戦実験の計

算は，エミュレータの方が約 16倍速かった．

5. CFR法とQ学習法の実装および実験

本章では，CFR法を用いた実験と Q学習を用いた実験

の共通設定を述べたあと，両実験の詳細と結果を示す．

5.1 実験の共通設定

本研究では以下のようにゲーム状況を抽象化する．

• 開始時の各キャラクタの HPは 2

• 開始時の各キャラクタの Energyは 150

• 開始時のキャラクタ間の距離が 4px

• 開始時の残り時間 1秒

• 開始時の体勢は STAND

• 4フレームごとに行動の決定が可能

この状況は，待機し続ける相手に対して任意の攻撃行動が

届く距離であり，任意の攻撃行動を行うことができ，どの

攻撃行動が当たっても負けてしまう状況である．これらに

加えて，キャラクタの行動集合は以下の 2通りを考える．

行動集合 1 攻撃行動すべてからなる集合

行動集合 2 投 げ 技 弱（THROW A），必 殺 技 強 の

表 2 4 つのゲーム木の大きさ．「D」はディレイ．
行動集合 1 行動集合 2

D0 D15 D0 D15

情報集合 74 47 86 24

枝 1766 1320 348 276

内部節点 106 78 116 92

葉節点 1661 1243 233 185

葉の経路の最大長 4 4 30 24

一 種（STAND D DB BB），防 御 の 一 種

（STAND GUARD）からなる集合

ただし，投げ技弱，必殺技強，防御については付録の

表 A.1, A.2を参照されたい．先のゲーム状況において行

動集合 1の場合は，純戦略の組 (必殺技強，必殺技強) が均

衡点である．行動集合 2の場合は，純戦略上の均衡点はあ

りそうにない． もしディレイがなければ，行動集合 2の各

行動には以下のような関係がある．

• 投げ技弱は防御に勝てるが，必殺技強には負ける．
• 防御は必殺技強に勝てるが，投げ技弱には負ける．
• 必殺技強は投げ技弱には勝てるが，防御には負ける．
ただし，防御が必殺技強に勝つためには，防御を選択した

直後の意思決定において，必殺技強を選択する必要がある．

必殺技強を選択しない場合は負けとなる． つまり，行動集

合 2の各行動はジャンケンのグー・チョキ・パーのような

ものである．

5.2 CFR法を用いた実験

表 2に，2種の行動集合とディレイの下で，情報集合，

木の枝，木の内部節点および木の葉節点数を示す．ここで，

内部節点は選択可能な行動の数が 2つ以上存在する意思決

定点とした．

図 2は，各ゲーム状況に対し CFR法を適用したときの

搾取量の変化を示す．図 2では，行動集合 1のディレイ 0

とディレイ 15の場合の曲線がほぼ重なっている．この図

より，戦略の組が徐々に均衡点に近づいていくことがわか

る．また，行動集合 1の場合の方が搾取量の減少が早いこ

とがわかる． これは，純戦略均衡点が存在することに起因

すると考えられる．

CFR法で 104 回反復を行うのに，およそ 3，4日程度の

時間を要した． また，CFR法を適用するためには，各情報

集合での行動集合の大きさが全て同じだと仮定した場合，

情報集合の数×行動集合の大きさ×プレイヤの数×4程度
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図 2 各ゲーム状況での搾取量の変化

表 3 NN の構成
入力の数 出力の数 ReLU 重みの数

入力 - 163 - 0

中間層 1 163 128 ✓ 20992

中間層 2 128 128 ✓ 16512

中間層 3 128 128 ✓ 16512

出力 128 41 - 5289

表 4 キャラクタの特徴． 当り判定は boxは左右の x座標および上

下の y 座標で表現
ユニット数 特徴

1 HP

1 Energy

1 向いている方向

4 キャラクタの当り判定 box

1 x 方向の移動速度

1 y 方向の移動速度

41 効果発動中の行動

4 拳・蹴りの当り判定 box

15 態勢

12 エネルギー弾の当り判定 box

の浮動小数点数を保持する必要がある．CFR法の実験は，

Intel Xeon(R) CPU E31275のコア 1つを使って行った．

5.3 Q学習法を用いた実験

挙動方策は εグリーディ方策，推定方策はグリーディ方

策とする．学習の際は，εグリーディ方策のランダム行動

の割合を，学習開始から 105 フレーム経過するまでの間

に 1.0から 0.1に単調減少させる．105 フレーム経過後は

0.1で固定する．また， [9]の experience replayと target

networkを導入する．NNは表 2のゲーム木の内部節点す

べての行動価値関数を表現するのに十分な数の重みを持つ

（表 3参照）．NNの入力には，各キャラクタのパラメータ

(162 ユニット，表 4 参照) とラウンド開始からの経過フ

レーム数 (1ユニット) を用いる．学習における報酬は，勝

てば 1，負ければ−1，それ以外は 0とする．また，損失関

数には二乗誤差を，重みの最適化手法には確率的勾配降下

図 3 各ゲーム状況での損失関数値の平均の変化

法を用いる．学習に関するパラメータを表 5に示す．ここ

表 5 学習のパラメータ
パラメータ名 値

学習率 5.0× 10−6

モメンタム 0.9

リプレイサイズ 105

ミニバッチサイズ 32

ターゲットネットワークの
104

更新頻度 C

で，リプレイサイズは experience replayのパラメータであ

り，状態，行動，報酬，次状態の組を保持する数を表す．

対戦相手にはランダムプレイヤを用い，1つのラウンドか

ら 1つのエピソードを採取して，30万エピソード分の学習

を行う．

図 3に，損失関数値の平均の変化を示す．ここで反復と

は，ミニバッチを用いた重みの更新処理 1回を指す． 縦軸

は反復回数 1000回にわたる損失関数値の平均を表す．

反復を 106 回行うのに，およそ 1時間を要した． また，

Q学習法を行う場合，ネットワークの重みの数だけ浮動小

数点数を保持すれば良い．Q学習法の実験は Intel Core i7

2.5GHzで行った．Q学習法とMctsAiは，期待勝率が最大

となるように意思決定を行う点で類似している．しかし，

MctsAiは 1回の意思決定に 16ミリ秒を要するが，Q学習

法は，本研究のネットワークの規模であれば 1ミリ秒以内

で意思決定を行うことができる．

5.4 性能比較

まず，各ゲーム状況に対する CFR法と Q学習法の搾取

量を計算した (表 6)． ただし，Q学習プレイヤは εグリー

ディ方策に基づいて行動するものとし，ε = 0.05とする．

純戦略の組の均衡点が存在する場合は，両手法とも搾取さ

れにくい（0に近い）行動戦略を与えていることがわかっ

た．混合戦略が必要な場合は，Q学習プレイヤは搾取され

うることがわかった．また表には書いていないが，MctsAi

の搾取量も，ほとんど決定論的な意思決定を行うため，1
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表 6 各ゲーム状況におけるプレイヤに対する搾取量．「D」はディ

レイ．最前で 0，最悪で 1．
行動集合 1 行動集合 2

D0 D15 D0 D15

CFR 法 0.006 0.008 0.007 0.009

Q 学習法 0.044 0.044 0.966 0.950

表 7 Q 学習プレイヤの勝率（%）．「D」はディレイ．

行動集合 1 行動集合 2

D0 D15 D0 D15

対 CFR 48± 1 49± 1 50± 4 51± 4

対MctsAi 64± 3 64± 3 40± 3 48± 3

付近になることがわかった．

次に，CFR法と Q学習法で得られた行動戦略を勝率に

よって比較した．これらのプレイヤを用いて左右 1000ラ

ウンドずつ対戦を行い勝率を計算した．ただし，Q学習プ

レイヤは εグリーディ方策に基づいて行動するものとし，

ε = 0.05とする．勝ちを 1，負けを 0，引き分けを 0.5とし

たときの，各ゲーム状況における Q学習プレイヤの CFR

プレイヤとMctsAiに対する勝率を推定した (表 7)．

純戦略の組の均衡点が存在する場合，両手法の勝率は 5割

程度であった．混合戦略が必要な場合，Q学習プレイヤは

搾取されうる戦略を取っているにもかかわらず，均衡戦略

をとるプレイヤに対し勝率が 5割程度であった．また，Q

学習プレイヤはMctsAiとおおよそ同等の性能を示した．

5.5 プレイヤープールを用いた実験

前項では Q学習プレイヤとMctsAiの搾取量がほとんど

1であることを確認した．そこで本研究では，Multi-Agent

Reinforcement Learning [15]のような方法で Q学習プレ

イヤの性能を改善することを試みる．本研究ではまず，と

りあえずの感触を掴むために，以下に示す簡潔な手順でプ

レイヤを開発する．

1 リプレイバッファと重みの履歴の組を N 個用意（リプ

レイバッファは空であり，重みの履歴はランダムに初

期化された重み 1個とする）

2 以下繰り返し

2-1 N 個の組から重複を許さずランダムに 2 組選択

し，プレイヤ 1とプレイヤ 2を構成

2-2 ラウンドを最新の重みに基づく挙動方策で 1 つ

生成

2-3 各プレイヤのリプレイバッファを更新

2-4 リプレイバッファが溜まっていれば，各プレイヤ

の最新の重みをそれぞれ一定回数更新し，重みの

履歴を更新

この手順で開発されたプレイヤを複合プレイヤと呼ぶ．複

合プレイヤの意思決定方法は以下の通りである．

表 8 各ゲーム状況における複合プレイヤに対する搾取量（最善で

1，最悪で 0）と複合プレイヤの CFR プレイヤに対する勝率

（%）
行動集合 2

D0 D15

搾取量 0.352 0.476

対 CFR の勝率 40± 4 43± 4

1 ランダムに組を 1つ選択

2 その組の最新の重みのグリーディ方策で意思決定

先の 4つのゲーム状況のうち，行動集合 2の場合におけ

る複合プレイヤの搾取量と複合プレイヤの CFRプレイヤ

に対する勝率を計算した（表 8）．勝率の計算方法は前項と

同様である．ただし N = 16とし，挙動方策には εグリー

ディを用いた．その他の Q学習法に関するパラメータは

第 5.3項のものと同じである．

結果として，Q学習プレイヤに対する搾取量は大幅に改

善された．その一方で，均衡戦略を取るプレイヤに対する

勝率は少し小さくなってしまった．

6. おわりに

本研究では，不完全情報ゲームでありビデオゲームであ

る格闘ゲームの限定的な状況を考えて，CFR法と Q学習

法を適用し，それぞれの手法の性能を調査した．[9]で用

いられていた experience replayと target networkを導入

し，Q学習法の行動価値関数は NNで関数近似した． ま

た，CFR法を適用するために，ゲームルールの詳細を調

査し，エミュレータを実装した．結果として，Q学習法は

決定論的なプレイヤに対して搾取されうることと，均衡戦

略を取るプレイヤに対しては，良好な性能を発揮すること

があることが確認できた．また，学習の反復を 106 回行う

のに要した時間はおよそ 1時間であった． 学習を行うた

めにはリプレイバッファと NNの重みを 2セットだけ保持

すれば良いため，メモリ消費量も少なかった．これに対し

CFR法は，本研究で扱ったような小さいゲーム状況に対

しても，104 回の反復で 3,4日を要した．ゲーム木が大き

くなるにつれて，計算時間や必要なメモリが膨大に増えて

しまうため，よりオリジナルのルールに近いゲーム状況に

対する適用は困難だということがわかった．

さらに，本研究ではQ学習プレイヤの性能の改善を試み

た．結果として，Q学習プレイヤに対する搾取量は大幅に

改善された．その一方で，均衡戦略を取るプレイヤに対す

る勝率はやや悪化した．
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付 録
キャラクタ 3体のうち，ZENの非攻撃行動と攻撃行動

の詳細を表 A.1, A.2に示す．MotionLevelとは，その行動

のキャンセルしやすさを表す指標である．ダメージとは，

攻撃が相手に当たった際の，相手の HPの減少量を表す．

Startupとは，攻撃を選択してから攻撃判定が発生するま

でのフレーム数を表す．Active とは，攻撃判定が発生す

るフレーム数を表す．Recoveryとは，攻撃判定がなくな

り，他行動の選択が可能になるまでのフレーム数を表す．

IsDOWNとは，攻撃が相手に当たった際に，相手の態勢を

DOWNにできるかどうかを表す．詳しくは [16]を参照さ

れたい．
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