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概要：形式概念分析では，概念束を可視化して分析を行うが，データ量が増大すると，複雑化して理解が
困難になってしまう．そのために概念束の簡素化を必要とする．また簡素化とは別に，概念束分解の手法
がいくつか提案されてきた．従来の分解手法では，分解できるデータに対して制約がある場合や，専門的
な知識を必要とするため，実際のデータに適応しにくいという問題があった．本研究では，その問題を解
決するために，分解手法の 1つである Nested Line Diagramのための，効果的な属性分割法を提案する．
本手法は，データの情報から関連性のある属性のグループに分けることで，概念束を分解する．また，概
念束の和と積を使い作成した概念束に本手法を適用して実験・評価を行う．実験では，互いに関連性のあ
る属性が同じグループに所属され，互いに独立関係にある属性は別のグループに決まることが分かった．
これにより実データにおいても，関連性のある属性をグループとした概念束に分解できると考えられる．
また，本手法に扱うことのできる，6つのクラスタリング手法の違いを明確にし，場合によってそれらの手
法を変える必要があることを示唆した．
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Abstract: Formal concept analysis analyzes data by visualizing a concept lattice. However increasing data
complicates a concept lattice and makes harder to understand data. Because of this, concept lattice reduction
or concept lattice decomposition is needed and some decomposition methods have been proposed. Conven-
tional methods have problem that they are hard to be applied to actual data because decomposable data
is limited and they need expert knowledge. Our research proposes an effective attribute partition method
for a nested line diagram, which is one of decomposition methods. The proposed method decomposes a
concept lattice by dividing attributes into groups of related attributes using data. Furthermore, we conduct
experiments where the method is applied to concept lattices made by sum and product of concept lattices
and evaluate the method. According to experiment results, it is confirmed that independent attributes of
each other are divided into other groups. We consider that attributes will be divided into groups of related
attributes when our method is applied to actual data. Experimental results revealed difference among six
clustering methods used in our method and it is suggested that we need to use their methods properly.
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1. はじめに

形式概念分析[1]は，数学的に定義された概念に基づき

データ分析を行う．概念の構造を表す概念束を可視化する

ことで，理解を助けることができる．一方でデータの増大
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に従い概念束の構造の理解が難しくなってしまう [2]．そ

のため，概念束の簡素化を行う場合がある．簡素化手法の

多くが，一部のデータを除去することで，概念束の構造の

理解を容易にする．そのため，簡素化を行うと，分析が適

切に行われていない可能性がある．また，データを除去せ

ずに概念束の理解を容易にする手法として，概念束分解が

あるが，分解可能なデータに制約があったり，専門知識を

必要とすることから，実際の分析にはあまり応用されてい

ない．本研究では，実際の分析に応用可能な，分解手法の

1つである Nested Line Diagramのための，効果的な属性

分割法を提案する．提案手法では，データの情報から関連

性のある属性のグループに分けることで，概念束を分解す

る．相関係数を用いて定義した関連度を使い，属性どうし

の距離行列を作成，階層型クラスタリングを使って，属性

のグループ分けを行う．これにより，専門的な知識を有し

ていなくとも，概念束の分解を行うことができる．

2. 形式概念分析

形式概念分析では，対象の集合Gとそれが取りうる属性の

集合M，GとM の間の二項関係 I ⊆ G×M を扱う．g ∈ G

かつm ∈ M である gとmに対して gIm ⇔ (g, m) ∈ I で

あるとき，「対象 g は属性mを持つ」という．I は付随関

係（incidence relation）と呼ばれる．G，M，I の 3つ組

K = (G, M, I)を形式文脈という．Kは |G|行 |M |列の表
で表される．この時 gImであることを，g行m列のセルに

×を記入することで表す．表 1 は形式文脈の 1例である．

また，データによっては複数の値を持つ属性を持ってい

る場合がある．そのような属性を多値属性と呼び，形式文

脈では複数の属性で表す．多値属性は複数の属性で表され

ているが，元は 1つの値が決まっているため，それぞれの

対象はそれらの属性のうち 1つを持つことが多い．

Kにおいて，任意のX ⊆ Gと Y ⊆ M に対して，式 (1)，

(2)で定義される写像を定義する．

X �→ XI := {m ∈ M | gIm for all g ∈ X} (1)

Y �→ Y I := {g ∈ G | gIm for all m ∈ Y } (2)

XI は形式文脈 Kにおいて，X のすべての対象が共通し

て持つ属性の集合を表す．また Y I は Y のすべての属性を

持つ対象の集合を表す．誤解が生じない場合は，XI およ

び Y I をそれぞれ，X ′，Y ′と書く．このとき次のように形

式概念が定義される．

形式文脈 K = (G, M, I)について，A ⊆ G，B ⊆ M と

する．組 (A, B)が Kの形式概念であるとは，A = BI か

つ B = AI であることをいう．このとき，Aを外延，B を

内包と呼ぶ．また，形式概念は場合によっては概念と省略

して呼ぶこともある．

2つの形式概念 (A1, B1)，(A2, B2)に対して式 (3)のよ

うに順序を定める．

表 1 形式文脈の例

Table 1 Example: Formal Context.

名前 卵生（a） 言葉（b） 母乳（c）

ハト（1） ×
ヒト（2） × ×

カモノハシ（3） × ×
ネコ（4） ×

図 1 表 1 から得た概念束のハッセ図（左）とその略記（右）

Fig. 1 Concept Lattice of Table 1.

(A1, B1) ≥ (A2, B2) ⇔ A1 ⊇ A2 ⇔ B1 ⊆ B2 (3)

式 (3)が成り立つとき，(A1, B1)を上位概念，(A2, B2)

を下位概念という．この順序によりKの形式概念すべてか

らなる集合は束となる．これを概念束と呼ぶ．

表 1 は形式文脈の一例である．ここでの対象の集合が

{ハト，ヒト，カモノハシ，ネコ}，属性の集合が {卵生，
言葉，母乳}である．また，この形式文脈の概念束が図 1

（左）であり，その略記が図 1 （右）である．

また，形式文脈のサイズが大きくなると，概念束が複雑

になり構造の理解が難しくなる．そのためにいくつかの概

念束の簡素化手法が提案されてきた [3], [4]．また，別のア

プローチとして，概念束の分解手法や別の可視化の手法

が提案されてきた [5]．分解手法の 1つである Nested Line

Diagramでは，データに制約はないため，実際の分析への

応用がしやすいが，専門的な知識を必要とする．

3. 概念束の簡素化と分解

ここでは概念束の単純化手法のなかで，概念束の簡素化

と分解の代表的な手法について説明する．

3.1 安定度を用いた手法

Kuznetsovは，安定度が高い形式概念を選択することで

概念束を簡素化する手法を提案した [6]．形式概念が安定

であるとは，その内包が多くの対象に依存しないことであ

る．形式概念の安定度を測る指標は [6]で提案され，その

後 [7]でその定義が修正された．形式文脈 K = (G, M, I)

の形式概念 (A,B)の安定度指標 σ(A,B)は，式 (4)のよう

に定義される．

σ(A,B) =
|{C ⊆ A | C ′ = B}|

2|A| (4)

安定度の高い形式概念の内包は，形式文脈から少数の対

象を除いても内包となる．また安定度の高い形式概念の外
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延は，下位の形式概念の外延と離れている．安定度を用い

た簡素化手法では，安定度指標がしきい値以上の形式概念

の集合を構成するので，概念束の簡素化を行う．このよう

に構成した形式概念の集合は必ずしも束とはならない．

3.2 属性推定を用いた手法

Ishigureらが提案したこの手法は，類似した 2つの形式

概念の組から得られる関係を用いて，概念束の簡素化を行

うことを目的にしている [8]．外延の差が小さい 2つの異

なる形式概念の組からは，特定の属性を持つ対象の多くが

別の属性を持つという近似的含意関係が得られる．その近

似的含意関係を用いた属性推定を行うことで概念束の簡素

化を行う．形式文脈とその否定から関係を抽出する．その

後抽出された関係を用いて属性推定を行い形式文脈を更新

していく形で概念束の簡素化を行う．

しかし，この手法はノイズの影響を受けやすく，また抽

出する近似的含意関係やその優先度に強く依存している．

3.3 Nested Line Diagram

Nested Line Diagram [9]は，形式文脈の属性集合を，排

他的に 2つに分けることで概念束を分解し，可視化を行う

手法である．分けた形式文脈から 2つの概念束を生成し，

それぞれ内と外の概念束とする．内と外に分けた概念束は

図 2 のように可視化することで，概念束を整理して観察を

行うことができる．外の概念束となる概念束のそれぞれの

概念に，内の概念束となる概念束を代入する形で表現する．

内の概念束では，より概念束の細かい部分の分析をするこ

とができる．外の概念束では，全体的な概念束の構造を理

解するための分析を行うことができる．また，元の概念束

の概念と分解後の概念の対応は，内の概念束と外の概念束

の組合せで決まる．元の概念束に対応する概念が存在しな

いものは，他の概念より小さく表示する．この手法は，属

性集合を自由に分割することで概念束の分解を可能とする

ため，属性が 2つ以上存在する形式文脈であれば，どんな

データであっても分解することができる．しかし，どのよ

うに属性集合を分割すべきか知るためには，属性ごとの特

徴や他の属性の関連性など，専門知識を必要とする．

3.4 Subdirect Decomposition

Subdirect Decomposition [10]は，Nested Line Diagram

と同じく，分解後の概念束の概念の組合せによって，元の概

念束の概念と対応が決まる．分解を行う際には，まず形式文

脈に以下の式 (5)，(6)で定義される arrow relationを見つ

け出す．それから式 (7)のような，arrow-closed subcontext

となる形式文脈に分け，概念束を生成することで概念束の

分解を行う．

この手法は，分解を行うことのできる形式文脈に制約が

ある．そのため，どんな概念束においても分解ができるわ

図 2 Nested Line Diagram の例

Fig. 2 Example: Nested Line Diagram.

けではない．

g ↙ m ⇐⇒ ¬gIm ∧ ({g}′ ⊂ {h}′ =⇒ hIm) (5)

g ↗ m ⇐⇒ ¬gIm ∧ ({m}′ ⊂ {n′} =⇒ gIn) (6)

(H, N, I ∩ (H × N)) (7)

∀h ∈ H[h ↗ m =⇒ m ∈ N ]

∀n ∈ N [g ↙ n =⇒ g ∈ H]

4. 関連度を用いた分解

本章では，提案手法について説明する．提案手法は，分

解手法の Nested Line Diagramを実際の分析に応用するた

めの手法であり，以下の点で，従来の概念束の簡素化や分

解手法より優れている．

• 代表的な簡素化手法のように，データの一部の情報を
無視するようなことはない．

• ほとんどの分解手法のような制約がなく，どのような
データにおいても適用することができる．

• 関連性の高い属性をグループとした分解を自動で行え
るので，データに関する専門知識を必要としない．

提案手法では，関連性の高い属性を見つけるために関連

度を定義する．関連度から距離行列を作成し，階層型クラ

スタリングを行う．この結果から，属性のグループ分けを

行い，Nested Line Diagramを扱って分解を行う．

4.1 関連度

属性どうしの関係性を明らかにするために，関連度 Rel

を定義する．属性 xと属性 y の標本相関係数を r(x, y)と

するとき，関連度 Rel(x, y)は式 (8)のように定める．

Rel(x, y) = |r(x, y)| (8)

これにより，属性 xと属性 yが独立関係であるほど 0に近

い値になり，正もしくは負の相関が強いと 1に近い値にな

る．属性どうしの正の相関が高い場合では，似たような対

象がそれらの属性を持っているかどうかの指標となるため，

関連性が高いと考えられる．属性どうしの負の相関が高い
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場合でも，性別などのような，対照的な内容の属性の関連

性があると考えられる．また，すべての対象が持っている，

もしくは持っていない属性があると，分母が 0になってし

まうので関連度を求めることができない．よって，本手法

はそのような属性が存在する形式文脈を取り扱うことがで

きないが，そのような属性は分析を行う必要がないため，

このような属性は分析の対象としない．もし，そのような

属性が存在する場合は，形式文脈から除去して，提案手法

を適用する必要がある．

4.2 クラスタリング

提案手法では上記で定義した関連度から距離行列を作成

し，階層型クラスタリングを行うことで分解を行う．属性

xと y における距離 Dist(x, y)は以下の式 (9)のようにし

て決まり，関連度が高いほど距離が小さい値になる．

Dist(x, y) = 1 − Rel(x, y) (9)

すべての属性の組合せにおいて距離を算出し，距離行列

に表してクラスタリングを行う．本手法では以下の 6つの

階層型クラスタリング手法を扱い，実験では，それらの手

法の違いを明らかにして，どの手法が適しているのかに関

する考察を述べる．

• 最長距離法
• 最短距離法
• 群平均法
• 重心法
• メディアン法
• ウォード法

4.3 分解までの流れ

ここでは，提案手法の全体的なアルゴリズムの流れにつ

いて説明する．

まず，すべての属性どうしの組合せにおいての関連度を

算出し，行列の形で表す．次に，分解を行いたい概念束の

元となる形式文脈において，完全に排他的な関係となって

いる属性を見つけ，その関連度を最大の値である 1に変換

する．ここで，属性集合Mp = m1, m2, ...,mn が完全に排

他的な関係であるということは，E をすべての要素が 1と

なるベクトルとするとき，(m1 + m2 + ... + mn) = E であ

ることをいう．形式文脈においては，多値属性を複数の属

性に分けて，元の 1つの属性を表現する場合がある．これ

らの属性は，元は 1つの属性であると考えられるため，同

じグループのほうが望ましいと考えられる．このような多

値属性となる属性らが同じグループになるように分解を行

うため，関連度を最大の値を与えることにする．さらに，

クラスタリングを行うための距離行列を作成し，クラスタ

リングを行う．扱うクラスタリング手法は上記の 6つの手

法であり，分析の目的によって選ぶ必要がある．最後に，

図 3 提案手法のアルゴリズムの流れ

Fig. 3 Algorithm: Proposed method.

クラスタリングの結果から形式文脈を分割し，それぞれの

概念束を生成することで概念束分解を行う．いくつの概念

束に分解するかどうかは，分析者が自由に決めることがで

き，通常は分析者が理解しやすいサイズの概念束となるよ

うな個数とするのが好ましいと考える．

図 3は上記のアルゴリズムの流れをまとめたものである．

5. 実験と結果

今回，実験は全部で 3つ行った．1つ目は完全にランダ

ムで作成したデータに提案手法を適用し，分解した概念束

の概念数が元の概念束の概念数とどう変化したか比較し

た．2つ目は関連度が最大になる，もしくは最小となるよ

うな属性の組合せで構成された形式文脈に，一定の確率で

反転するノイズを加えたデータにより，適切な分解が行わ

れているか実験を行った．3つ目では，概念束の和と積を

用いて作成した概念束から提案手法で分解を行い，それら

がどのような概念束に分解されるのか観察した．

5.1 ランダムデータでの実験

図 4，図 5 は，ランダムデータに対し，提案手法を適用

し分解した後の 2つの概念束における概念数の和，もしく

は積を求めたグラフである．ランダムデータでは対象 50

個・属性 10個の形式文脈を使用している．グラフの横軸

はデータを作成する際の関係を結ぶ確率，縦軸が概念数の

和・積の値の平均である．また，比較のため，分解前の概

念束の概念数の平均もグラフに表している．

和の値は小さいほど分解後の概念束の構造の理解がしや

すく，積の値が小さいほど元の概念束との非対応概念の数

が少ない．和の値が元のデータの概念数より小さく，提案

手法が概念束の構造の理解がしやすくなっていることが分

かる．各クラスタリング手法を比較してみると，和の値と

積の値はトレードオフの関係であると考えられる．これは

分割した際に，属性数の偏りがしやすい，もしくは均等に

なりやすいクラスタリング手法の違いが出たと考えられ

る．本研究では，単純化を目的としているため，最長距離

法・ウォード法・群平均法などを使用したほうが適してい

ると考えられる．
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図 4 ランダムデータに対して分解を行った概念数の和

Fig. 4 Sum of the numbers of concepts.

図 5 ランダムデータに対して分解を行った概念数の積

Fig. 5 Product of the numbers of concepts.

5.2 ノイズを加えたデータでの実験

図 6 はノイズを変化させて 1,000回分解した場合の，適

切な分解が行われていた割合のグラフである．横軸がノイ

ズの生起確率，縦軸が割合である．テストデータは，表 2

で示した形式文脈となっており，対象 50個・属性 8個，属

性 1～4と属性 5～8のように属性集合が分割され，概念束

が分解されるように設定した形式文脈である．この実験に

より，上記のような分解が行われるとき適切だと考え，ど

の程度の精度で分解が行われるか・クラスタリング手法ご

とにどのような違いが出るか，検証する．

結果より，ウォード法・群平均法において，ノイズが

25%あっても約 60%の割合で適切な分解がされており，高

い精度で適切な分解が行われていることが分かる．逆に重

心法・メディアン法においてかなり精度が低い結果になっ

た．これは，前述の属性数の偏りが大きくなったために，

ノイズの影響を強く出たと考えられる．これより，提案手

法によって分解を行う際には，特にウォード法・群平均法

が適していると考えられる．

5.3 概念束の和と積を扱ったデータでの実験

この実験では，概念束の和と積を扱った，複数のデータ

が混在したデータを使った実験を行う．ここでは，概念束

の和は 2つの概念束のHorizontal Sum，概念束の積は 2つ

図 6 クラスタリング手法ごとの適切な分解の割合のグラフ

Fig. 6 Rate of proper decomposition.

表 2 属性 1～4 と属性 5～8 に分割される形式文脈

Table 2 Formal concept partitioned into m1–m4 and m5–m8.

m1 m2 m3 m4 m5 m6 m7 m8

g1 × × × ×
g2 × × × ×
g3 × × × ×
...

...
...

...
...

...
...

...
...

g25 × × × ×
g26 × × × ×
g27 × × × ×
...

...
...

...
...

...
...

...
...

g49 × × × ×
g50 × × × ×

の概念束のDirect Productとする．これにより，提案手法

が元の概念束を取り出すことができるか検証する．

概念束 Aを構成する形式文脈 KA = (GA, MA, IA)と，

概念束 B を構成する形式文脈 KB = (GB , MB , IB) の和

KA+B と積 KA×B の形式文脈は以下の式 (10)，(11)のよ

うにして求める．ここで，KA と KB の対象集合・属性集

合の共通部分はないものとする．

KA+B = (GA ∪ GB , MA ∪ MB , IA ∪ IB) (10)

KA×B = (GA ∪ GB ,MA ∪ MB ,

IA ∪ IB ∪ GA × MB ∪ GB × MA) (11)

つまり，概念束の和では表 3 のような形式文脈，積は

表 4 のような形式文脈で生成される概念束となる．

図 7 は実験において，和と積を作成するための概念束と

その形式文脈である．今回また，表 5 は 2つの概念束の和

からなる簡単な概念束の和，表 6 は 2つの概念束の積から

なる簡単な概念束の積において，分解を行ったときの結果

である．©は元の概念束が抽出された場合，�は 2つに

分解ができるが元の概念束を抽出しない場合，×は 2つに

分解することが難しい（3個以上に分解することが適切で

ある）場合である．また，これらのデータにおいて，適切
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表 3 概念束 A と B の和で表される形式文脈

Table 3 FC: Sum of concept lattice A and B.

MA MB

GA IA ∅
GB ∅ IB

表 4 概念束 A と B の積で表される形式文脈

Table 4 FC: Product of concept lattice A and B.

MA MB

GA IA ×
GB × IB

図 7 実験で用いた概念束とその形式文脈 m1～m6

Fig. 7 Concept lattices used in experiment.

表 5 簡単な概念束の和での分解結果

Table 5 Decomposition used sum of CL.

最長 最短 平均 重心 メディ ウォー

m3+m3 × × × × × ×
m4+m4 × × � � � ×
m5+m5 × © © © © �
m6+m6 × © © � � ©
m3+m5 × © � � � �
m2+m6 × © © © © �

に属性集合が分割されれば，必ず元の 2つの概念束が抽出

される．

簡単な概念束の和では，一部において，どのクラスタリ

ング手法においても分解ができない場合があった．これは

概念束のサイズが小さすぎるため，どの属性も独立になっ

てしまい，関連度がすべて等しい値になったためだと考え

られる．特に元の概念束を抽出する手法として最短距離

法，次点で群平均法があげられた．

簡単な概念束の積では，和の場合よりも分解可能な場合

が多かった．特に元の概念束を抽出する手法として群平均

表 6 簡単な概念束の積での分解結果

Table 6 Decomposition used product of CL.

最長 最短 平均 重心 メディ ウォー

m2×m2 © © © © © ©
m3×m3 × © © © © ©
m4×m4 � © © � � �
m5×m5 � � © � � ©
m6×m6 × × © � × ©
m3×m5 � � © � � ©
m1×m6 × © © © � �

図 8 (m6×m6)+(m3×m5) の場合での 4 つに分解した概念束

Fig. 8 Decomposition (m6×m6)+(m3×m5).

図 9 (m3+m5)×(m2+m6) の場合での 3 つに分解した概念束

Fig. 9 Decomposition (m3+m5)×(m2+m6).

法，次点でウォード法があげられた．

また，4個の概念束の組合せから，より複雑な概念束を

作成し，提案手法で分解を行った．

図 8 では，(m6×m6)+(m3×m5)で得られた概念束で 4

つの概念束に分解を行った場合の結果である．この場合で

は，全クラスタリング手法において同じ分解結果となり，

すべての概念束が抽出された．また，2つの概念束に分解

した場合では，m6+m3と m6+m5に分解されてしまい，

(m6×m6)と (m3×m5)のようには分解されなかった．こ

れは，簡単な概念束の和と積の場合の結果のように，和よ

りも積のほうが分解がしやすいために，このような分解が

行われたと考えられる．

図 9は，(m3+m5)×(m2+m6)で得られた概念束をウォー

ド法を用いて分解を行った結果である．この結果では，ど

のクラスタリング手法においても，元の概念束を抽出する

ことができなかった．また，ウォード法においては，図の
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ようにある程度均等に分解が行われていたが，他の手法で

は，極端に属性数の偏りがあるクラスタリング結果になり，

サイズの大きい概念束が残ってしまう結果になった．これ

は，和と積で複雑な概念束を作成した場合，元の概念束の

サイズの大きさに差があると，関係のない属性どうしで負

の相関が大きくなってしまう場合がある．そのため，関連

度が大きくなってしまい，別々の概念束の属性を一緒にし

た分解が行われたと考えられる．

6. おわりに

本研究では，構造の理解が難しい複雑な概念束を理解し

やすくするために，実際の分析に応用可能な，分解手法の 1

つである Nested Line Diagramのための，効果的な属性の

分割法を提案した．この手法は，簡素化手法のようなデー

タの情報欠損がなく，従来の分解のようなデータの制約や

専門知識の必要性がないまま，概念束の単純化を行うこと

ができる．実験では，提案手法が関連性の高い属性を取り

出すことができ，概念束のサイズを大幅に小さくすること

ができることが分かった．提案手法内で扱われるクラスタ

リング手法ごとの違いを明確にし，群平均法が総合的に扱

いやすい手法であることが分かった．しかし，和と積が複

雑に入り混じったような概念束ではうまく分解が行われな

い場合もあった．

今後の課題として，実際のデータにおいて，関連性のあ

る属性を抽出することができるのか，複雑な概念束を単純

なもの変換できているか評価する必要がある．また，従来

手法である概念束の簡素化や分解手法と，本研究で提案し

た手法と比較し，特徴や違いを明確にする必要がある．
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