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スポーツイベントのライブストリーミングにおける
多段強化学習に基づく映像品質制御手法の提案

生出 真人1,a) 阿部 亨1,2,b) 菅沼 拓夫1,2,c)

概要：スポーツイベントが開催されるスタジアムでは ICT化が進み，観客は自身の携帯端末で選手のリア
ルタイム映像を視聴できるようになりつつある．しかし，端末が高密度に存在するスタジアムでの通信環

境において，低遅延かつ高品質なスポーツ映像を配信するためには，ネットワーク資源の状況を考慮しつ

つ，端末の利用可能な資源量に適した映像品質を決定する必要がある．そこで本研究では，スポーツイベ

ントのライブストリーミングサービスにおける映像品質制御手法を提案する．具体的には，観客が持つ端

末の利用可能な資源量に適応した映像品質を効率的に決定するための，多段強化学習に基づく手法を提案

する．本稿では，初期段階の各学習手法とそれらの連携方式について設計する．

1. はじめに

野球やサッカー等のスポーツイベントが開催されるス

タジアムにおいて，ICT技術を駆使してファンエンゲー
ジメントを強化した「スマートスタジアム」化が進んでい

る [1]．スマートスタジアムにより，スポーツ観戦の魅力
を高め，今までにない体験と感動を与えることが期待され

ている．スタジアム内の限定コンテンツにアクセスするた

め，観客は，スタジアム内のWi-Fiに自身の携帯端末を接
続し，専用のアプリケーションをインストールする．この

アプリケーションを利用することにより，スタジアムにい

る時に限り，座席までのルート表示，座席からの飲食物の

注文，付近の空いてるトイレの案内が可能となる．さらに，

試合中にはスタジアム内に設置されたカメラが撮影する選

手のリアルタイム映像を視聴できる．

スタジアム内に無線基地局（アクセスポイント，AP）を
設置するエリア設計として，従来のマクロセル方式では，

多くの利用者がWi-Fiを同時に快適に利用できない問題が
あった [2]．これは，少ない AP数で省コストである一方，
最大同時接続端末数が少ないため，多数の観客が接続する

と通信速度が低下するためである．そこでスマートスタジ

アムは，屋根や壁の上部，観客席の下などのスタジアム内

に多数の APを高密度に設置する，マイクロセル方式を採
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用している．マイクロセル方式は AP数が多く高コストで
ある一方，スタジアム全体で数万台の同時接続にも対応で

き．APごとのパフォーマンスが高く，高水準なサービス
が提供可能となる．さらに，APのカバーエリアを狭く限
定することにより，AP間の電波干渉を抑制し，動画配信
などの大容量コンテンツを快適に利用可能としている．

しかし，観客が持つ携帯端末（以下，利用者端末）が高密

度に存在するスタジアムでの通信環境において，低遅延か

つ高品質なスポーツ映像を配信するためには，ネットワー

ク資源の状況を考慮しつつ，端末の利用可能な資源量に適

した映像品質を決定する必要がある．既存研究では，映像

品質の変動やバッファ占有率に着目することにより，観客

の体感品質を向上させているが [3–5]，観客数やサービス
の利用状況，利用者端末やスタジアムの特性を事前に把握

することは困難であるため，サービス利用時の状況に適応

した適切な映像品質を決定できるとは限らない．

そこで本研究では，多段強化学習に基づく映像品質制御

手法を提案する．具体的には，利用者端末，エッジサーバ

およびクラウドサーバで多段的に強化学習することによ

り，観客個人およびスタジアムに適応した効率的な映像品

質を決定する手法を提案する．本提案により，使用する利

用者端末やスタジアムで開催されるコンサート等のイベン

ト種別に依らずに，快適なネットワークサービスの提供が

可能になることが期待できる．

本稿では，初期段階の各学習手法とそれらの連携方式に

ついて設計する．
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2. 関連研究と課題

2.1 関連研究

スポーツイベントにおける映像配信では，スタジアム内

に設置した複数台のカメラ映像（以下，自由視点映像）を

リアルタイム配信する．このようなサービス形態では，高

品質な映像のデータ量に起因するトラヒック低減および遅

延低減，ならびに視点切換えによる観客の体感品質の変動

が重要となる [6,7]．そのため，クラウドを経由せず，スタ
ジアム内（エッジ）に配信サーバを設置し，映像データの

流れをスタジアム内で完結する，地産地消型のデータ流通

形態となることが一般的である．

既存研究では，観客が選択した視点映像に関連する視点

映像のみ配信することで，ネットワーク帯域の消費量を低

減している [3–5]．また，映像品質の変動を対象とした研
究では，視点間の映像の関係性に着目することにより，映

像品質切替えの頻度と程度を低減している [3]．視点切換
えを対象とした研究では，バッファ占有率に着目すること

で，スムーズな視点切換えと映像再生の停止回数を低減し

ている [4, 5]．

2.2 課題

前節で述べたように，既存研究では，視点間の映像の関

係性やバッファ占有率に着目することにより，観客の体感

品質を向上させている．しかし，観客数やサービスの利用

状況はスポーツイベント毎に異なり，利用者端末やスタジ

アムの特性を事前に把握することは困難であるため，サー

ビス利用時の状況に適応した適切な映像品質を決定できる

とは限らない．この問題を解決し，スポーツイベントにお

ける快適な映像配信サービスを実現するためには，以下の

課題に取り組む必要がある．

(C1) 個人化の欠如
利用者端末の性能の考慮が不十分であるため，提供

される映像品質が観客の満足する品質ではない可能

性がある．

(C2) 公平性の欠如
他の利用者端末に与える影響の考慮が不十分である

ため，高品質サービスを低性能端末に提供できない

可能性がある．

(C3) 適用性の欠如
他スタジアムや他イベントへの適用可能性の考慮が

不十分であるため，効率的な品質制御ができない可

能性がある．

3. 多段強化学習に基づく映像品質制御手法

3.1 提案概要

本研究では，多段強化学習に基づくスポーツ映像の品質

図 1: 提案手法の概要

制御手法を提案する．強化学習を用いることで，利用者端

末で利用可能な資源量と映像配信手法から，提供可能な映

像品質の関係性を逐次的に学習し，特定の条件下で適切な

映像品質を決定可能である [8]．この強化学習を発展させ，
利用者端末，配信サーバおよびクラウドサーバで多段的に

強化学習することにより，観客個人に特化したサービス品

質制御ではなく，スタジアム全体の利用可能な資源に適応

した映像品質を効率的に決定する手法を提案する．

具体的には，以下の 3段階の強化学習を導入する．
(F1) 個人的学習

利用者端末の性能に適応し，観客毎の個人化を実現

(F2) 局所的学習
他の利用者端末とスタジアムの特性に適応し，利用

者端末間の公平性を充足

(F3) 大域的学習
他のスタジアムやイベントの特性に適応し，スタジ

アム間の連携を実現

図 1に提案手法の概要を示す．スタジアムにはカメラ
の他に，エッジとしてエッジサーバと配信サーバを設置す

る．エッジとスタジアム外のクラウドにあるクラウドサー

バはインターネットを通して接続する．個人的学習，局所

的学習，大域的学習は，利用者端末，エッジサーバ，クラ

ウドサーバにてそれぞれ行う．

3.2 提案手法の構成要素

3.2.1 配信サーバ

配信サーバは，複数視点の映像中から利用者端末が要求

した品質の映像を配信する．本研究における映像配信で

は，配信サーバから携帯端末に一方的に映像を配信する従

来のストリーミング手法とは異なり，観客が任意の視点を

指定し，個人的学習の結果に応じた品質の映像を配信サー

バに要求する双方向的な映像配信となる．

そのため，映像の配信方式は Moving Picture Ex-
perts Group (MPEG) が標準化した Dynamic Adap-
tive Streaming over HTTP (MPEG-DASH) [9]とする．
MPEG-DASHは，カメラ映像を数秒ごとに分割したセグ
メントファイルを生成する．セグメントファイルは複数の
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品質で圧縮符号化し，配信サーバは，利用者端末からの要

求に応じた品質のセグメントファイルを配信する．

3.2.2 利用者端末

個人的学習により決定した映像品質のセグメントファイ

ルを配信サーバに要求し，配信されたセグメントファイル

を利用者端末上で再生する．なお，観客は事前に専用のア

プリケーションを利用者端末にインストールし，ネット

ワークはスタジアム内のWi-Fiを使用するものとする．
個人的学習は，利用者端末に適応した映像品質を学習お

よび決定するため，映像再生中の利用者端末の状態から映

像品質を決定する．利用者端末の利用可能な資源量は限ら

れているため，学習手法は，計算負荷が小さい強化学習手

法を採用する．学習目標は，低消費資源で再生可能な高品

質の映像品質を決定することである．これにより，観客毎

の個人化を実現する．

3.2.3 エッジサーバ

エッジサーバで局所的学習により生成したは，利用者端

末と共有する．利用者端末では，自身の知識とエッジサー

バの知識を統合する．

局所的学習は，特定のスタジアムに適応した知識を生成

するため，スタジアム内の各利用者端末から収集した知識

群に加えて環境情報を考慮し，各利用者端末に適応した汎

用的な知識を生成する．なお，エッジサーバは計算資源が

豊富であると想定し，学習手法は，計算負荷の大きい深層

強化学習手法を採用する．学習目標は，利用者端末の性能

差により生じるネットワーク帯域の割り当ての差を減ら

すことである．これにより，利用者端末間の公平性を充足

する．

3.3 クラウドサーバ

クラウドサーバで大域的学習により生成した知識は，エッ

ジサーバと共有する．エッジサーバでは，自身の知識とク

ラウドサーバの知識を統合する．

大域的学習は，あらゆるスタジアムに適応した知識を生

成するため，各スタジアムのエッジサーバから知識を収集

し，膨大な知識から汎用的な知識を獲得する．学習手法は，

計算負荷の大きい分散型深層強化学習手法を採用する．学

習目標は，汎用的な知識を活用することによる学習の予測

精度向上および収束の高速化である．これにより，他のス

タジアムやイベントの特性に適応したスタジアム間の連携

を実現する．

3.4 動作手順

提案手法を適用したスポーツイベントにおけるライブス

トリーミングの動作手順を以下に示す．図 1中の番号と箇
条書きの番号は対応している．

1⃝ スタジアムに設置した複数台のカメラは，選手やスタ
ジアム全体の俯瞰映像をエッジに送信する．

2⃝ 配信サーバは，複数のカメラ映像中から利用者端末か
らの要求に応じた映像を配信する．

3⃝ 利用者端末は，観客毎の個人化を実現するための個人
的学習を行う．具体的には，利用者端末の利用可能な

資源量と映像品質の関係性から，低消費資源で再生可

能な高品質の映像品質を学習する． 学習した結果に基

づき，配信サーバに映像を要求する．

4⃝ エッジサーバは，利用者端末間の公平性を充足するた
めの局所的学習を行う．具体的には，各利用者端末の

知識を収集し，利用者端末の消費資源量とスタジアム

の特性の関係性から，各利用者端末への帯域の割り当

ての差を学習する． エッジサーバの知識は利用者端末

に送信し，利用者端末の知識と統合する．映像配信中

は 1⃝から 4⃝を繰り返す．
5⃝ 映像配信終了後，クラウドサーバは，他スタジアムと連
携するための大域的学習を行う．具体的には，各エッ

ジサーバの知識を収集し，それらの関係性から，汎用

的な知識を獲得する． クラウドサーバの知識はエッジ

サーバに送信し，エッジサーバの知識と統合する．

4. 設計

4.1 個人的学習

個人的学習の学習手法は，Q学習 [10]を採用する．具
体的には，先行研究 [11]に基づき個人的学習をする．Q学
習では，学習の主体となるエージェント（Ag）が報酬 rの

期待値であり，行動価値となる Q値 Q(s, a)を学習してい

く．Q値は端末の状態 sと行動 aの組み合わせ数だけ保存

する．そのため，状態 sを構成する要素は離散化する必要

がある．一般に，sを行，aを列とした表形式で保存するこ

とから，s, a, Q(s, a)の組み合わせを Qテーブルと呼ぶ．
Algorithm 1に Q学習に基づく個人的学習の疑似コー

ドを示す．初めに，すべての Q値 Q(s, a)を 0に初期化す
る．サービス提供中，Agは時刻 tにおける利用者端末の

計算機資源 RCPt
とネットワーク資源 RNWt

，映像の視点

切換え頻度 fvwから，利用者端末の状態 st ∈ S を観測す

る．sの全体集合 S を以下に定義する．

S = {si | si = ⟨RCPi , RNWi , fvwi, ⟩; i = 1, 2, ..., Ni}(1)

ここで，Ni は利用者端末の総数である．

Agは観測した stに対応した行動 aを方策 πに基づき決

定する．本研究では，aの選択は映像品質 at ∈ Aを選択す

ることを意味する．aの全体集合 Aを以下に定義する．

A = {aj | aj = ⟨rsl, fps, crf⟩; j = 1, 2, ..., Nj} (2)

ここで，rsl (∈ RSL)は映像解像度，fps (∈ FPS)はフ
レームレート，crf (∈ CRF )は映像を圧縮符号化する際
に指定する画質の程度Constant Rate Factor (CRF)，Nj

は符号化パラメータの総数である．また，πは ε-greedyア
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Algorithm 1 Q学習に基づく個人的学習
1: Initialize Q values Q(s, a) for all state-action pairs to 0.0
2: repeat
3: Get resources (RCPt

and RNWt
) at time t

4: Observe a state st ∈ S

5: Determine an encoding parameter at ∈ A according to the
policy π

6: Require a video segment with quality at to the Distribution
Server

7: Receive the segment and a quality degradation ∆Dt+τ

from the Server
8: Play the segment on the display
9: Observe the next state st+τ

10: Get resources (∆RCPt+τ
and ∆RNWt+τ

) at time t+ τ

11: Calculate a reward rwdt+τ according to equation (3)
12: Update the Q-value Q(st, at) according to equation (4)
13: Transition to next time t← t+ τ

14: until the streaming service is finished.

ルゴリズム基づく決定方法とする．具体的には，確率 εで

受信端末が利用可能な帯域に適応した at を，確率 (1− ε)

で Q値が最大となる st に対応した at を選択する．

次に，選択した品質 atのセグメントを利用者端末で再生

し，状態 st+τ を再度観測する．さらに，受信端末の資源情

報である ∆RCMPt+τ
,∆RNWt+τ

とエンコーダから獲得す

る圧縮符号化後の映像品質の劣化程度 ∆Dt+τ から式 (3)
に基づき報酬 rt+τ ∈ Rを求める．rt+τ は，at が受信端末

の状態に与えた影響として Agに与える実数であり，以下
の式で導出する．

rt+τ = −∆RCP −∆RNW −∆D (3)

このとき，∆RCP , ∆RNW が増加すると，それぞれ計算機

資源，ネットワーク資源の消費量が大きくなるため，rは

小さくなる．同様に，∆Dが増加した場合，圧縮符号化後

の映像の品質劣化が大きく，サービスの利用者に対して与

えるサービス品質が劣化するため，rは小さくなる．

最後に，以下の式でQ値Qt(= Q(st, at))を更新し，tが

t+ τ に遷移する．

Qt ← Qt + α{rt+τ + γmax
a′∈A

Qt+τ −Qt} (4)

ここで，αは学習率，γ は割引率であり，ともに範囲 (0.0,
1.0]の実数である．
以上の流れをサービス提供中繰り返すことにより，利用

者端末やネットワークの状態に適応した高品質な自由視点

映像品質を決定する．

4.2 局所的学習

表形式のQ学習の問題点は，状態 sの要素数が多い場合

や，細かく離散化した場合に，Qテーブルの大きさが爆発
的に増大することである．膨大な Qテーブルを強化学習
するためには非常に多くの試行数が必要となるため，効率

的な学習は困難である．

そこで本研究では，この問題点に対処するため，深層強

化学習 [12]に基づき局所的学習をする．深層強化学習は深
層学習と強化学習を組み合わせた学習手法であり，Qテー
ブルをニューラルネット化した Qネットワークとして Q
値の近似関数を得る．しかし，ニューラルネットワークの

ような非線形関数を用いたQ関数の近似は一般的に不安定
で発散してしまうことが知られている．この原因として，

観測する状態 sの要素データ（以降，観測データ）が連続で

ありデータ間の相関が高いこと等が挙げられる．そのため

深層強化学習において安定した学習を実現するための工夫

点として，Experience Replay, Fixed Target Q-Network,
報酬の clipping, 誤差関数の選択がある．

Experience Replayは，従来のQ学習のように 1ステッ
プごとに Agがそのステップの経験（experience）を学習
するのではなく，メモリに各ステップの内容を保存して

おき，メモリから内容をランダムに取り出して（replay）
ニューラルネットワークに学習させる手法である．具体

的には，Agの時刻 tの経験 et = (st, at, rt+τ , st+τ )をバッ

ファ Bt = [et, ..., et] にプールする．Q ネットワークの
更新時は，B からランダムサンプリングしたミニバッチ

(s, a, r, s′) ∼ U(B)で行う. これにより，観測データ間に
生じる相関を除去する.

Fixed Target Q-Networkは，主となるmain-Q-network
とは別に，誤差関数で使用する Q 値を求める target-Q-
network を用意する手法である．そして Q 学習で使用
する maxa′∈A Qt+τ − Qt の値を target-Q-network から
求める．このように，main-Q-network を学習する際の
maxa′∈A Qt+τ −Qtを同じQネットワークから求めるので
はなく，少し前の固定しておいた Qネットワーク（Fixed
Target Q-Network）を使用することにより，Q値間の相
関があるために学習が発散，振動しやすくなる問題を緩和

する．

報酬の clippingは，Agが各ステップで得る報酬 rの範

囲を限定する手法である．具体的には，-1, 0, 1のいずれか
に固定することにより，学習対象に依らず，同じハイパー

パラメータで深層学習を実行可能となる．

誤差関数の選択では，二乗誤差ではなく Huber関数を
使用する．Huber関数 H(los)は以下の式で表される．

H(los) =

 1
2 l

2 (|los| ≤ δ)

δ|los| − 1
2δ

2 (otherwise)
(5)

このとき，δ = 1とすると，誤差 losが範囲 [-1, 1]の間は
二乗誤差の値となり，-1より小さいときや 1より大きいと
きには誤差の絶対値をとる．losが大きい場合に二乗誤差

を使用すると，誤差関数の出力が大きくなりすぎて学習が

安定しにくい問題が発生する．ニューラルネットワークに

おいて，losを逆方向に伝搬する誤差逆伝播法により，素

子間の結合パラメータを学習していく．
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ニューラルネットワークの入力は状態 st，出力は全ての

映像品質 atにおけるQ値となる．したがって，ニューラル
ネットワークの入力層の素子数は，状態 sの次元数（= |S|）
であり，出力層の素子数は，行動 aの次元数（= |A|）と
なる．出力層の素子が出力する値は，Q値Q(s, a)となる．

そのため，出力層の各素子が出力するQ値を比較し，一番
大きな Q値を出力した素子に対応する行動を採用する．

Algorithm 2にQ学習に基づく局所的学習の疑似コード
を示す．初めに，main-Q-network, target-Q-network, リ
プレイバッファBを初期化する．サービス提供中，エッジ

サーバのAgは観客が持つ利用者端末からQテーブルを収
集する．局所的学習では利用者端末間の公平性を考慮する

ため，利用者端末から収集したQテーブルの状態 tに環境

情報 ENV を付加して学習する．したがって，ニューラル

ネットワークに入力する状態 s+ の全体集合 S+ を以下に

定義する．

S+ = {s+i | s
+
i = ⟨si, Ei⟩; i = 1, 2, ..., Ni} (6)

E は，1APあたりの観客数 apr と利用者端末が選択可能

な映像数 nvwを用いて以下のように表現する．

E = {envi | envi = ⟨apr, nvw⟩; i = 1, 2, ..., Ni} (7)

Agは生成した s+t に対応した符号化パラメータ at の決

定を方策 πに基づき決定する．個人的学習と同様に，πは

ε-greedyアルゴリズム基づく決定方法とする．次に，状態
st+τ を再度観測し，報酬 rt+τ を求める．その後，Ag の
経験 ei1,t1 = (si1,t1, ai1,t1, ri1,t1, si1,t1+τ ) をリプレイバッ

ファBに蓄積する．Bにある程度経験が蓄積された後，ミ

ニバッチでBからランダムサンプリングした他の利用者端

末の経験 ei2,t2 = (si2,t2, ai2,t2, ri2,t2, si2,t2+τ )から，式 (4)
に基づき Q値の差分 difi,t を以下の式で求める．

difi,t = (ri2,t2+τ + γmax
a′∈A

Qt2+τ )−Qt2 (8)

そして，式 (5)を用いて dif から誤差 errを求め，誤差逆

伝播法によりmain-Q-networkの結合パラメータを更新す
る．また，C ステップごとに main-Q-networkと target-
Q-networkを同期するすことを，サービス提供中繰り返す．
これにより，個人的学習の学習効率が向上するための汎

用的な知識を生成する．

4.3 個人的学習と局所的学習の連携

個人的学習と局所的学習を連携することで，個人的学習

の効率化および公平性の充足を図る．具体的には，局所的

学習により学習したmain-Q-networkの出力層である各Q
値を個人的学習の Qテーブルに統合する．

QテーブルのQ値Qtbとmain-Q-networkのQ値Qnw

を比較し，統合する方式は以下の通りとする．

Algorithm 2 深層強化学習に基づく局所的学習
1: Initialize a main-Q-network Q

2: Initialize a target-Q-network Q̂

3: Initialize a replay buffer B to empty
4: repeat
5: Get a Q-table from the Receiver i1

6: Create a state s+i1,t1 from the Q-table adding the environ-
mental information Ei1,t1 at time t1

7: Determine an encoding parameter ai1,t1 according to the
policy π

8: Observe s+i1,t1+τ and reward ri1,t1+τ

9: Store an experiment ei1,t1 in B

10: Sample random minibatch of ei2,t2 from B

11: Calculate a difference difi,t according to equation (8)
12: Calculate an error erri,t according to equation (5)
13: Update the main-Q-network using losi,t

14: Reset the target-Q-network to main-Q-network every C

steps
15: until the streaming service is finished.

Qtb =


Qtb +

1
2 (Qnw −Qtb) (Qtb ̸= Qnw)

Qnw (Qtb = 0.0)

Qnw (otherwise)

(9)

これにより，Qテーブルの学習の偏りを抑制し，急激な利
用者端末の状態 sの変動にも対応可能とする．さらに，局

所的学習により学習した Q値に対応する行動 aが選択さ

れやすくなるため，公平性の充足を重点においたサービス

提供を実現する．

5. おわりに

本研究では，スポーツイベントのライブストリーミング

サービスを対象とし，観客が使用する端末が高密度に存在

するスタジアムでの通信環境において，低遅延かつ高品

質な映像を配信するための手法を提案した．具体的には，

ネットワーク資源の状況を考慮しつつ，端末の利用可能な

資源量に適応した映像品質を決定するための多段強化学習

に基づく映像品質制御手法を提案した．提案手法は，端末，

エッジおよびクラウドサーバで達段的に強化学習すること

により，観客個人およびスタジアムの環境に適応した効率

的な映像品質を決定する．本稿では，各学習手法に焦点を

当て，学習の初期段階の学習手法とそれらの連携方式につ

いて設計した．

今後は，局所的学習の実装を行い，実験により学習効果

を確認する．さらに，大域的学習の詳細や局所的学習との

連携方式について検討する．
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