
敵対的学習に基づくドメイン適応による
ドライブレコーダを用いたヒヤリハット検出及び分類

瀧本 祥章1,a) 山本 修平1,b) 松林 達史1,c) 倉島 健1,d) 戸田 浩之1,e)

概要：ドライブレコーダデータから交通事故やヒヤリハットなどの危険な状態を有用なデータとして抽出，
分類し，その利活用が行われている．しかしながら，それらのデータを自動的に抽出，分類するには多量の

教師データを人手で用意する必要があり，高コストである．また，既存の教師ありデータを用いて学習し

たモデルを適用することも考えられるが，車種やカメラの種類などの収集時の条件の違いによって，デー

タ集合全体の傾向が大きく変化し，その精度は制限される．そこで本稿では，分類対象のデータと異なる

環境で収集されたデータセットとその教師データを元に，高精度な分類モデルの構築を目指す．具体的に

は，既存の Convolutional Recurrent Neural Networksベースのヒヤリハット分類手法をベースに，収集

した環境を推定する層を追加することで，敵対的学習によるドメイン適応を行う．これによって，従来は

収集した環境に大きく依存した特徴量を抽出する CNN部分について，環境に依存しない特徴量の抽出が

期待できる．実験では，実際のドライブレコーダデータを用いて検証を行い，ドメイン適応によって教師

データがない環境下のデータ集合に対しても，高い分類精度を持つモデルを構築できることを示した．

1. はじめに

ドライブレコーダの普及に伴い，前方映像や加速度，ブ

レーキ操作などの車両運行状況が膨大に収集されるように

なった．例えば [1]では，運転中の急加減速をトリガーと

して，その前後数秒間を記録することにより，交通事故や

ヒヤリハット（事故には至らなかったものの，事故に繋が

る危険な状態）を膨大に収集している．

このように収集されたデータを安全運転教育*1などに活

用する機運が高まっている．しかし，ドライブレコーダに

よって記録されたデータには，交通事故やヒヤリハットで

ない，即ち，安全な状態も多く記録されることがわかって

おり [1]，効率的に有用なデータを抽出することが求めら

れている．そのため，膨大に収集されたドライブレコーダ

データから，危険な状態のみを抽出し，衝突しそうになっ

た相手（歩行者や自転車）や危険度に応じて分類する手

法 [2, 3]が提案されている．
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しかしながら，これらの手法の適用には予め多くの同一

ドメインの教師データを用意する必要がある．ここでドメ

インとは，特定の条件下で収集されたデータの集まりを

表す．例えば， [2]や [3]では 2000件以上の十数秒の映像

データを閲覧して，ヒヤリハットの有無や，その要因のラ

ベル付けを人手で行うことを想定している．この作業は注

意力や多くの時間を要するため高コストである．また，既

存の教師ありデータを用いて学習したモデルによってヒヤ

リハットデータを抽出することも考えられるが，ドメイン

が異なる，即ち，車種や収集地域，カメラの種類や設置箇

所が異なるなどの様々な要因によって，収集されるデータ

全体の性質が異なるためその精度は制限される．

そこで本稿ではあるソース，ソースドメイン（DS）で

収集された既存の教師ありデータセットと，それとは異な

るターゲットドメイン（DT）で収集された教師なしデー

タセットの双方を用いて学習を行い，ドメイン DT で収集

されたデータからヒヤリハットの抽出及び分類を行う手法

を提案する．具体的には，既存のConvolutional Recurrent

Neural Networks（CRNN）ベースのヒヤリハットクラス

分類モデル [2]に敵対的学習によるドメイン適応手法であ

る Domain-Adversarial Neural Network（DANN） [4]を

組み込む．この際，CNN部分で得られる特徴量おいては，

前述の要因によって，複数ドメイン間の差異が大きく表れ

る一方で，RNN部分では，ヒヤリハット発生の過程など
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を学習しており，ドメイン間で共通の特徴量を持つと想定

できる．そこで，CNN部分についてのみ敵対的学習を行

うことによって，ドメイン間で共通の特徴を効率的に抽出

することが期待できる．最後に，実際のドライブレコーダ

データを用いた実験は，ヒヤリハットの抽出及び分類タス

クにおける DANNに基づくドメイン適応の有効性を示す．

2. 関連研究

2.1 ヒヤリハットクラス分類

ドライブレコーダを用いてヒヤリハットの検出やクラス分

類を行う手法として，様々な手法が提案されている [2,3,5]．

[5]では，前方映像から自車と歩行者との距離を計算して，

その距離に基づいてヒヤリハットを検出する． [3]では，

two-stream CNN [6]をベースとする手法によって，前方映

像から周囲の物体の動きなどを捉え，ヒヤリハットの検出

と対象物（歩行者，自転車，車）と危険度（高，低）に基づ

く分類を行う． [2]では，CRNNベースの手法によって前

方映像及びセンサ（速度や加速度）を複合的に考慮し，ヒ

ヤリハットを検出し，対象物（歩行者，自転車，車，バイ

ク，単独）の分類を行う．これらの手法はあるドメイン D
で教師あり学習を行い，同一のドメインDに対し手法を適
用する．これに対し，本稿では教師データがあるドメイン

DS と教師データがないドメイン DT で学習を行い，ドメ

イン DT に対し手法を適用するという点で異なる．また，

本手法は [2]をベースとしているが，CRNNベースであれ

ば任意のニューラルネットの構造に対し，本手法を適用可

能であり，ヒヤリハット発生予測 [7]など別のタスクにも

用いることが可能である．

2.2 ドメイン適応

ドメイン適応は 2つ以上のドメイン（ソースとターゲッ

ト）が共有する特徴空間を保有するが，異なる分布を持つ

ことを想定する転移学習の一種であり，従来から多くの研

究が行われてきた [8,9]．その手法は様々であるが，深層学

習ベースのシンプルかつ有効な手法に DANN [4]がある．

DANNでは，ソースドメインとターゲットドメインのデー

タ双方を同時に学習を行い，2つの損失関数に基づく同時

最適化を行う．具体的には，ソースドメインのデータに対

し通常のクラス分類に基づく損失関数と，双方のドメイン

のデータに対してドメインをクラスとみなしたクラス分類

に基づく損失関数を用意し，前者は通常通り，後者は敵対

的に学習を行う．これにより，クラス分類には有効で，か

つ，ドメインに依存しない特徴を抽出することが期待でき

る．DANNをドライブレコーダデータに適用した手法と

して [10]が存在する．しかし， [10]は運転操作の予測タ

スクを解いており，本稿が取り組むタスクとは異なる．そ

のため，想定するドメイン間の差分が異なる．例えば，特

定の操作前の挙動やその過程は運転手ごとによってある程

度異なることが考えられることから，運転手をドメインと

して捉え，運転手間の違いをドメインの差分としてそれに

依存しない特徴を抽出する．これらに対し本稿では，ヒヤ

リハットの検出及び分類タスクに取り組み，ヒヤリハット

発生の過程はドメイン間で共通であると考えられ， [10]と

は適応したいドメイン間の差分の性質が異なる．

3. 問題設定

本稿では，入力空間 V とクラス集合 Y = {1, ..., C}に
ついての C クラス分類におけるソースドメイン DS から

ターゲットドメイン DT への教師なしドメイン適応学習

を考える．ここで，ドメイン D は，V × Y 空間上の分

布を表す．また，入力空間上のドライブレコーダデータ

vi = {(xi
il,x

s
il,x

o
il)}Ll=1 ∈ V は前方画像 xi

il，センサ xs
il，

前方画像に対する物体検出結果 xo
ilの 3つ組（以下，フレー

ム）を L個持つ集合である．なお，iはドライブレコーダ

データ固有の識別子であり，lはドライブレコーダ内にお

いて記録された順序を表すフレームの識別子である．

本稿における具体的な問題設定は次のようになる．独立

同分布によって収集されたクラスラベル付きの n個のソー

スドメインのデータ集合 S = {(vi, yi)}ni=1 ∼ (DS)
nと，ク

ラスラベルがない n′ 個のターゲットドメインデータ集合

T = {vi}Ni=n+1 ∼
(
DV

T

)n′

の合計N 個のデータが与えられ

た際に，Pr(v,y)∼DT
(f(v) ̸= y)を最小化，即ち，ターゲッ

トドメインのデータを正しいクラスに分類する分類器を求

める．ここで，DV
T は V の周辺分布を表す．

4. 提案手法

提案手法は CRNN ベースのヒヤリハット分類モデル

である [2]に DANNを取り入れる． [2]は図 1の Feature

Extraction Layer（FEL），Temporal Layer（TL），Classifier

Layer（CL）の 3つの部分要素から構成される．各部分要

素の役割は以下のように捉えられる．FELは画像やセンサ

などから得られた生の情報からそれぞれの特徴量を抽出し

それらの特徴量を組み合わせる ANetを用いて，その瞬間

の状態を捉える役割を持つ．TLは FELで捉えた瞬間の状

態の変化，即ち，ヒヤリハット発生時の過程を捉える役割

を持つ．CLは TLで捉えた過程に基づいてクラスを分類

する役割を持つ．これらの役割の違いに着目すると生の情

報を取り扱う FELはドメイン間で大きな差異があり，ヒ

ヤリハット発生時の過程やクラス分類を行う TL，CLでは

ドメイン間の差が軽微であることが想定される．

これを踏まえ本稿では図 1のように，FELの出力を入力

とする Domain Classifier Layer（DCL）を追加して，FEL

に関してドメイン適応を行う．DCLは Gradient Reversal

Layer（GRL）と Full Connect（FC）層で構成され，ドメ

インをクラスとみなしたクラス分類を行う．ここで，GRL

とは逆伝播時の勾配に −1をかける層であり，敵対的な学
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図 1: ネットワーク構成図（黒矢印は順伝播時のデータの流れを，色付きの矢印は逆伝播時の流れを表す）

習を行うための層である．即ち，GRL以前の層ではドメ

インの分類が行えないように特徴を抽出し，GRL以降の

層ではドメインの分類が行えるように学習を行う．

本手法における損失関数は，DANNと同様に従来のCLで

の損失関数をLy，DCLによる損失をLdとするとLy+λLd

と書ける．ただし，λは 2つの損失関数間のスケールを調整

するためのハイパーパラーメータである．なお，各部分要

素によって学習する関数 f と，そのパラメータ θを FEL，

TL，CL，DCLの順に (fA, θA), (fr, θr), (fy, θy), (fd, θd)と

すると，学習時の順伝搬，及び，逆伝播の流れは図 1に示

すとおりである．

5. 評価実験

5.1 実験条件

実験で用いるデータセットには，東京農工大学スマート

モビリティ研究拠点の提供する「ヒヤリハットデータベー

ス」（以下，農工大） [1]と，日本カーソリューションズ株

式会社*2から提供して頂いたイベントデータ（以下，NCS）

を異なるドメインとして用いた．農工大データは日本国内

のタクシーに設置されたドライブレコーダで収集され，設

置位置や車種が統制されているのに対し，NCSデータは

日本国内の法人車両に設置されたドライブレコーダで収集

され，設置位置や車種が多様である．各イベントデータは

加速度トリガが反応した時刻を中心に，前後十数秒の前方

映像とセンサ系列からなり，共に 30 fpsで記録される．な

お，センサには前後加速度，横加速度，速度の 3種類のデー

タが含まれ，物体検出には YOLOv2 [11]を用いた．また，

各イベントデータは熟覧した人間によって，事故やヒヤリ

ハットの有無，ヒヤリハットの発生対象（車，自転車など）

のラベルが付与されている．本稿では，{安全，ヒヤリハッ
ト，事故 }の 3クラス分類タスクと，{安全，車，自転車，
歩行者 }の 4クラス分類タスクで評価を行った．各ラベル

の訓練データと評価データの件数は表 1のとおりである．

なお，実装には Chainer*3を用いて，FC層のユニット数は

256とし，CNNは 3層，RNNには LSTM [12]，最適化に

*2 https://www.ncsol.co.jp
*3 https://chainer.org

表 1: データセットの内訳

農工大 NCS

Label Train Test Train Test

3 クラス

安全 5600 350 2765 350

ヒヤリハット 2000 125 987 125

事故 400 25 198 25

4 クラス

安全 3584 224 1792 224

車 512 32 256 32

自転車 512 32 256 32

歩行者 512 32 256 32

は Adam [13]（学習率などは Chainerのデフォルトの値）

を用いた．また，バッチサイズは 50とした．

5.2 比較手法

本稿では以下の 4種の手法について評価を行った．

SourceModel：ソースドメインのデータのみで教師あ

り学習を行ったモデル．

Supervised：ターゲットドメインのデータのみで教師

あり学習を行ったモデル．

DARNN： [10]で提案された DANNの適用方法を採

用したモデル．図 1の GRLの入力が ANetでなく TLの

Concat層であり，RNN部分にもドメイン適応を行う．

Proposed：4 章で述べた提案手法．

なお，DARNNと Proposedの学習には，ソースドメイ

ンのデータ及びラベルと，ターゲットドメインのデータの

みを用いる．

5.3 実験結果

各タスクにおける各モデルの精度は表 2，表 3のとおり

である．これらの結果から，ヒヤリハット検出及び分類タ

スクにおいて，敵対的学習によるドメイン適応が有効であ

り，通常の教師あり学習と同等か，それ以上の精度を実現

可能であることがわかる．これは，ターゲットドメインの

データのみでは学習することが困難なデータ量のためであ

ると考えられる．また，DARNNと Proposedを比較する

と，Proposedの方が精度が良い，または同等の精度を達成

しており，2つのドメイン間の差異は FEL部分に存在し，
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表 2: 各タスク・各モデルの Accuracyの比較

農工大 ⇒ NCS *4 NCS ⇒ 農工大

3 クラス 4 クラス 3 クラス 4 クラス

SourceModel 0.362 0.351 0.406 0.444

Supervised 0.958 0.874 0.922 0.790

DARNN 0.954 0.891 0.918 0.814

Proposed 0.974 0.883 0.932 0.830

表 3: 各タスク・各モデルの F値（重み付き平均）の比較

農工大 ⇒ NCS NCS ⇒ 農工大

3 クラス 4 クラス 3 クラス 4 クラス

SourceModel 0.311 0.702 0.411 0.511

Supervised 0.954 0.891 0.911 0.822

DARNN 0.951 0.882 0.900 0.794

Proposed 0.972 0.888 0.930 0.840
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図 2: ターゲットデータ数による Accuracyの変化

TLで捉えるヒヤリハットの発生の過程にはドメイン間で

共通であることが示唆される．

また，ターゲットドメインのデータ数をクラス間の比

率を変えずに変化させて実験を行い，x軸に学習に用いた

ターゲットデータ数をとった結果は図 2のようになった．

これらの結果から，ターゲットドメインのデータ数が多い

ほど，精度が向上することが確認できるが，特にターゲッ

トドメインのデータ数が少ないときに，DARNN及び提案

手法が有効であることが読み取れる．

6. まとめ

本稿においては，教師データがないデータ収集条件下で

のヒヤリハット検出及び分類に取り組んだ．このタスクを

解くため，敵対的学習に基づくドメイン適応に着目し，深層

学習のネットワーク構造からドメイン間の差異が大きい部

*4 ソースドメイン⇒ ターゲットドメイン（以下同様）

分のみへの適用を行った．また，実際のドライブレコーダ

データを用いた実験では，ドメイン適応によって同ドメイ

ンでの教師あり学習と同等以上の精度を実現可能であるこ

とを示した．今後は，情報源の性質を考慮した手法や [14]

が主張するような，クラス集合がソースとターゲット間で

異なる場合におけるドメイン適応を検討している．
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