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鏡映変換に基づく埋め込み空間上の単語属性変換

石橋 陽一1,a) 須藤 克仁1,b) 吉野 幸一郎1,c) 中村 哲1,d)

概要：本研究では鏡映変換に基づく埋め込み空間上の単語の属性変換を提案する．自己相互情報量 (PMI)

に基づく単語埋め込みは，
−−→
king −−−→man +−−−−−→woman ≈ −−−→queen といったアナロジーが成立することが知られ

ている．このアナロジーを用いて入力単語 xを “king”から “queen”に，また “queen”から “king”に変
換することが可能である．一方，アナロジーによる変換は xが男性か女性かどうかで演算が変わるため，
xの属性に関する知識が必要となるが，そのような知識は無数にあるため全て付与することは不可能であ
る．そこで本研究では，そのような知識を用いることなく特定の属性を持つ単語を変換するため，理想的
な性質を持つ写像である鏡映変換を導入する．鏡映変換は同じ写像でベクトルの位置を相互に反転させる
変換であるため，入力単語ベクトルが目的の属性を持つかどうかにかかわらず変換できる．性別属性を変
換する実験の結果，提案手法は属性の知識を用いることなく，性別単語を 45.8%の精度で相互に変換でき
ることが示された．また性別属性を持たない単語に鏡映変換を適用した結果，最大で 99.9%が変換されず，
鏡映変換は目的属性を持つ単語のみを変化させる非常に高い安定性を持つことが示唆された．

1. はじめに

分散表現 [1]はデータとデータの間にある類似性を捉え

た数値表現である．自然言語処理分野においては単語の

分散表現の研究が行われてきた [2], [3], [4]．word2vec の

モデルの一つである負例サンプリングを用いた Skip-gram

モデル（SGNS）[3]や GloVe[4]などの埋め込み手法で得

られたベクトルは線形性を持つことが知られている．最も

有名な例は
−−→
king − −−→man + −−−−−→woman ≈ −−−→queenである．この

ような性質（アナロジー・線形類推関係）を理論的に説明

する研究も行われてきており，近年では SGNSが Shifted

Pointwise Mutual Information （sPMI）[5] と等価である

ことが証明されている [6], [7], [8], [9], [10]（6節）．すなわ

ち PMIに基づいた埋め込みを行うことで線形類推関係が

獲得される．このような線形類推関係を用いて分散表現の

属性を変換することができる．例えば上の例では
−−→
king か

ら−−−→queenへ性別属性を変換している．本研究では埋め込み

空間上で分散表現の持つ属性を制御して変換する新たな表

現学習に取り組む．この技術は言語データの拡張や埋め込

み空間上の推論などに様々な応用が期待できる（8節）．例

えばデータ拡張への応用では，元文の “He is a boy.”の各

単語の性別属性を変換し “She is a girl.”という新たな文を
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図 1 単語属性変換

作ることができる．一方でアナロジーに基づく属性変換で

は入力単語がどのような属性を持っているのか，変換をす

る前に知っておかなくてはならない（3節）．しかし入力単

語の属性に関する知識を全ての単語に付与することは困難

である．そこで本研究では属性知識を用いず埋め込み空間

上で単語属性を反転させる手法を提案する（4節）．本研究

の貢献は以下のとおりである

• ある分散表現の特定の属性を反転した分散表現を得る
新たな表現学習の枠組みの提案

• 知識を用いることなく特定の属性を持つ単語のみ変換
する手法の提案

2. 埋め込み空間上の単語属性変換

本稿では単語を x, その単語の分散表現を vx と表記す

る．なお，この分散表現は SGNSなどで事前に学習されて

いるとする [2], [3]．本研究で扱うタスクでは入力として単

語 xと，変化させたい属性の one-hotベクトル z，そして正

解単語として tが与えられる．またこれらをまとめた集合

を (x, t, z) ∈ Aとする（例：(man,woman, zgender) ∈ A）．
本タスクでは (x, t, z) ∈ Aが与えられたとき，属性 zにつ
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いて反転させる関数 fz に xの分散表現 vx を入力し出力

vy を得る．そして zの属性を反転させた分散表現 vtと vy

が単語埋め込み空間上での最近傍であるかで評価を行う．

vt ≈ vy = fz(vx). (1)

例えば (man,woman, zgender)が与えられたとき，性別の

属性変換 fzgender
によって vman を vwoman に変換する．

また変換関数 fz の性能は変換精度と安定性スコアで評価

する（5.2節）．

3. アナロジーに基づく属性変換

SGNS[2], [3] や GloVe[4] で得られた分散表現は線形類

推関係を持つことが知られている [11], [12], [13] ．例えば

SGNSで得られた分散表現 vqueen は式 2の右辺で得られ

たベクトルと近い位置に埋め込まれている．

vqueen ≈ vking − vman + vwoman, (2)

≈ vking − (vman − vwoman). (3)

ここで式 2を変形すると式 3が得られる．式 3より，vking

から差分ベクトル vman − vwoman を引くことで vqueen に

変換できる．このように性別属性を持つ単語ペアの差分

ベクトルを用いて性別属性を変換できる．一般化のため

に，男性と女性のような一対一の対応を持つ単語（father

と motherなど）の中で，片方の属性（例：男性）を持つ

単語の集合をM, もう片方の属性（例：女性）を持つ単語

の集合を F，属性対の差分ベクトルを dとすると，アナロ

ジーに基づく単語属性の変換式は次のようになる．

fz(vx) =

vx − d if x ∈M,

vx + d if x ∈ F .
(4)

式 4より，入力単語がMに属すか F に属すかによって演
算が変わる．例えば性別属性の場合，xが男性を表す単語

であれば差分ベクトル dを引き，女性を表す単語であれば

dを加えることで xの性別を変換する．これはつまり，ア

ナロジーに基づく変換には入力単語 xの属性に関する知識

（xがMに属すか F に属すか）が必要であることを示し
ている．このような知識は無数に存在するため，あらかじ

めすべての単語に属性知識を付与することは困難である．

4. 鏡映変換に基づく属性変換

4.1 知識を用いない変換

そこで属性知識を用いない理想的な変換を考える．

m ∈ M，w ∈ F とすると，属性知識を用いず単語の
属性を変換する変換関数 fz は

vm = fz(vw), (5)

vw = fz(vm), (6)

のような性質を持つことが望ましい．つまり変換関数 fz

は入力単語mまたは wがMに属すか F に属すか考慮す
ることなく，同じ写像によって変換を行う．式 5, 6をまと

めると，

∀m ∈M, vm = fz( fz(vm) ), (7)

もしくは

∀w ∈ F , vw = fz( fz(vw) ), (8)

となる．したがって理想的な写像 fzとは二回適用すると恒

等写像となるような変換である．このような写像は対合と

呼ばれている．ただし fz自身が恒等写像であるもの（例：

1をかける）は除く．例えば最も簡単な対合は f(v) = −v
である．

4.2 鏡映変換

鏡映変換は対合の一種であり，鏡と呼ばれる超平面に

よって 2 つのベクトルの位置を相互に反転させる．した

がって同一の鏡による鏡映変換（Refa,c）を二回繰り返す

と恒等写像となる．

∀v ∈ Rn, v = Refa,c(Refa,c(v) ). (9)

標準内積が与えられた n次元計量ベクトル空間 Rn におけ

る鏡映変換は

Refa,c(v) = v − 2
(v − c)Ta

aTa
a, (10)

と定義される．ここで aおよび cはそれぞれ鏡を決定する

パラメタであり，aは鏡に直交するベクトル，cは鏡が通る

Rn 上の点である．なお a，cそして vの次元数は等しい．

4.3 埋め込み空間における属性変換への適用

埋め込み空間上で鏡映変換を行い特定の属性（例：性別）

を持つ単語の位置を反転させる．このとき鏡映変換におけ

る鏡を属性 z から推定する．ここで鏡は２つのベクトル

a，cによって一意に決まるため，aと cを属性 zから推定

する．本研究では全結合の多層パーセプトロン（MLP）に

よって各属性ごとに aと cを推定する（式 11, 12，図 2）．

a = MLP (z), (11)

c = MLP (z). (12)

そして入力単語ベクトル vx の属性を反転させたベクトル

を鏡映変換し vy を得る．

vy = Refa,c(vx). (13)
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図 2 鏡映変換における鏡（超平面）を属性 z から推定することに

よって埋め込み空間上のベクトルの位置を相互に反転させる

ことができる．
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図 3 鏡の推定方法の比較．左は属性 z のみから鏡を推定するため

線形分離不可能な単語ペアが存在する．右の Parameterized

Mirror は属性 z と入力単語ベクトル vx から鏡を逐一推定す

るため柔軟に変換できる．

4.4 Parameterized Mirror

式 11，12によって鏡を推定する場合，図 3左のように

線形分離不可能なデータが存在す場合に正しく変換できな

い．これは属性 zから aおよび cを推定しているため鏡が

一つに固定されてしまうことが原因である．この問題を解

決するため，属性 zに加えて入力単語ベクトル vx も aお

よび c の推定に用いる（式 14，15）．vxを用いることで鏡

を入力単語ごとに逐次的に決定することが可能となる．

a = MLP ([z;vx]), (14)

c = MLP ([z;vx]). (15)

ここで [·; ·] はベクトルの列方向の連結を表す．このよう
にして鏡を学習対象（Parameterized Mirror）とすること

で，未学習データを入力した際には鏡が柔軟に推定される．

例えば図 3の性別属性の変換において，vboy から vgirl へ

の変換が成立するような鏡（青線）を学習しておく．ここ

で未学習である vactor が vboy と類似している場合，vboy

で学習した鏡と類似した鏡が推定されるため，vactor から

vactressへ変換することが可能になると考えられる（図 3）．

4.5 損失関数

損失関数 Lを以下のように定義する．

L(Θ) = 1
|A|

∑
(xi,ti,zi)∈A(vyi

− vti)
2 + 1

|N |
∑

xj∈N (vyj
− vxj

)2.(16)

ここで N は属性 z を持たない単語の集合である．例え

ば z が性別属性の場合 apple ∈ N などが考えられる．

1
|N |

∑
xj∈N (vyj

− vxj
)2 は属性を持たない単語を変換関数

によって変化させないための制約である．またΘは学習さ

れるパラメタである．t+ 1回目の更新時に Θt+1 を推定す

るため以下の最適化問題を解く．

Θt+1 ← arg min
Θt

L(Θt). (17)

5. 実験

5.1 実験設定

予備実験として性別属性の変換を行った．学習済み

の単語埋め込みモデルとして Google が公開している

word2vec*1[3] を使用した．この学習済みモデルの単語

ベクトルは n = 300 次元である．Google アナロジー

test set *2 [2] から抽出した性別属性を持つ単語対と

独自に収集した単語対を加え合計 53 単語対を取得し

た．入力単語と目的単語を入れ替え，合計 106 単語対

を用いて実験を行った（|A| = 106）．データセット Aは
train/val/test = 58/24/24 に分割した．また学習に用い

る属性なし単語集合のサイズは |Ntrain| = 4とした．学習

データが小規模 |Atrain| + |Ntrain| = 62であるため，イテ

レーション毎に σ = 0.1のガウシアンノイズを vx へ加え

学習データを拡張した．

5.2 評価方法

評価は変換精度（Accuracy）と安定性スコア（Stability）

で行った．変換精度は性別属性をもつ単語が正しく変換さ

れているかを表し（例：“boy” → “girl”），安定性スコア

は性別属性を持たない単語が変換されないかを表す（例：

“human” → “human”）．これらは以下の式で計算した．

δk(t) =

1 if t ∈ Sk,

0 otherwise,
(18)

Accuracy@k =
1

|Atest|
∑

(xi,ti,zi)∈Atest

δk(ti), (19)

Stability@k =
1

|Ntest|
∑

xi∈Ntest

δk(xi). (20)

ここで，Sk = {yi}ki=1 は出力ベクトル vy の埋め込み空間

上での上位 k 近傍単語集合である．なおテスト時の属性

なし単語集合のサイズ |Ntest|は，学習済みモデルの語彙
（300万単語）からNtrain，A中の単語を除外してランダム
に 1000単語サンプリングして使用した（|Ntest| = 1000）．

比較のため以下の提案手法とベースラインを用いた．

Ref

提案手法．Parameterized Mirror を用いない．鏡の推
*1 https://code.google.com/archive/p/word2vec/
*2 http://download.tensorflow.org/data/questions-words.txt

3ⓒ 2019 Information Processing Society of Japan

Vol.2019-NL-241 No.9
2019/8/29



情報処理学会研究報告
IPSJ SIG Technical Report

表 1 変換精度と安定性スコアの比較

Method Knowledge
Accuracy (%) Stability (%)

Mean@3 @1 @2 @3 Mean@3 @1 @2 @3

Ref 40.27 25.00 41.66 54.16 99.53 99.50 99.50 99.60

Ref + PM 55.55 45.83 58.33 62.50 96.90 96.50 96.90 97.30

MLP 19.44 8.33 8.33 33.00 0.00 0.00 0.00 0.00

Diff (+) 21.31 7.61 25.57 30.74 83.29 79.36 84.64 85.87

AvgDiff (+) 23.61 4.16 33.33 33.33 98.13 98.10 98.10 98.20

Diff (−) 21.45 8.33 25.14 30.89 76.02 69.04 78.67 80.35

AvgDiff (−) 23.61 8.33 29.16 33.33 97.17 96.90 97.30 97.30

Diff ✓ 40.65 15.94 48.41 57.67 - - - -

AvgDiff ✓ 47.20 12.50 62.50 66.66 - - - -

表 2 学習データ |Ntrain| を増加させた際の変換精度・安定性の変化

Method
Accuracy@1 (%) Stability@1 (%)

|Ntrain|=0 4 10 50 |Ntrain|=0 4 10 50

Ref 20.83 25.00 25.00 25.00 97.10 99.50 98.40 95.60

Ref + PM 45.83 45.83 37.50 29.16 35.80 96.90 99.90 99.30

MLP 4.16 8.33 0.00 0.00 0.00 0.00 0.00 0.00

定には 2層の全結合多層パーセプトロンを用いた．

Ref+PM

提案手法．Parameterized Mirror を用いる．鏡の推定

には 2層の全結合多層パーセプトロンを用いた．

MLP

全結合多層パーセプトロン．vy = MLP ([vx; z])で変

換する．最も変換精度が高かった 2層のMLPの結果

を記載した．

Diff

アナロジーに基づいた手法（式 4）．差分ベクトル

d = vm − vw を用いて変換する．ここでm,wはそれ

ぞれ男性単語集合M,女性単語集合 F の要素である．
m,nは訓練データAtrainから一つづつサンプリングし

変換精度および安定性スコアを計算することを Atrain

のすべての要素について行い精度とスコアを平均した．

Diff (+)

∀vx ∈ Rn, fz(vx) = vx + dとして変換する手法．

Diff (−)
∀vx ∈ Rn, fz(vx) = vx − dとして変換する手法．

AvgDiff

アナロジーに基づいた手法（式 4）．平均差分ベクト

ル davg = 1
|Gtrain|

∑
(mi,wi)∈G(vmi − vwi)を用いて変

換する．ただし G は訓練データ Atrain 中の男性単語

mと女性単語 wの集合である（(wi,mi) ∈ G）．
AvgDiff (+)

∀vx ∈ Rn, fz(vx) = vx + davg として変換する手法．

AvgDiff (−)
∀vx ∈ Rn, fz(vx) = vx − davg として変換する手法．

なおOptimizerには Adam（α = 0.001）[14]を用いた．ま

たネットワークの重みを固定してチューニングを行うこ

とで特定の手法が有利・不利になる状況を避けた．学習

ベースの手法（Ref，Ref+PM，MLP）はチューニング時

に Dropout[15] や Batch Normalization[16] などの正則化

を加えたモデルも同様に学習させたが，今回は正則化を用

いないモデルの変換精度が高い結果となったため記載して

いない．

5.3 変換精度と安定性

5.3.1 実験結果

表 1は提案手法および比較手法の変換精度と安定性スコ

アを示している．Knowledgeは変換の際に属性知識（例：

actor ∈ M）を用いるかを示している．表 1より変換精度

で最も優れている手法は Parameterized Mirror を用いた

提案手法（Ref+PM）であることがわかった．知識を用い

て変換する手法（Diff, AvgDiff）よりも高い変換精度を達

成している．一方で，変換精度が最も低い手法はMLPで

あった．今回の実験においては別の空間に写像せず元の埋

め込み空間上で変換を行う手法（MLP以外）が優れてい

る結果となった．Diff(+)(−) また AvgDiff(+)(−) では両
者とも (+)より (−)の変換精度が高い．これは男性女性の
単語間で単語の使われ方に偏り（bias）があるためと考え

られる [17], [18]．

次に安定性の評価では提案手法（Ref, Ref+PM）と平

均差分ベクトル davg で変換するアナロジーベースの手法

（AvgDiff(−), AvgDiff(+)）のスコアが高い結果となった．

最も安定性が低い手法はMLPで，1000単語中すべての単

語を変換してしまっている．安定性が高い手法に注目し変

換精度を比較すると Ref と同様に知識を用いないアナロ

ジーベース手法の最高値が 8.33%，知識を用いる手法でも
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表 3 文 X が与えれらたときの変換結果（“a”，“,” は未知語のため入力しない）
X when my father was (a) boy (,) he had liked the lady who is an actress

Ref(x) when my mother was (a) girl (,) she had liked the gentleman who is an actor

Ref(Ref(x)) when my father was (a) boy (,) he had liked the lady who is an actress

MLP (x) she herself daughter her (a) mother (,) herself she niece she he her mother her himself

表 4 エラー分析の結果
Case #Case/|Atest| (%)

A 11/24 (45.8)

B 11/24 (45.8)

C 2/24 (8.3)

D 0/24 (0.0)

表 5 失敗例（括弧内の数値は Ref(x) との cos 類似度）

x t
Ref(x)

@1 @2

gentlemen ladies Excellencies ladies (0.734) MODERATOR Ladies (0.733)

ladies gentlemen ladies (0.517) gentleman (0.469)

king queen princess (0.756) queen (0.731)

queen king prince (0.724) queen (0.665)

最高値が 12.50%と低い．一方，鏡映変換に基づく提案手

法は変換精度を維持（45.83%）しつつ 96%以上の高い安定

性を持つことが示された．

属性なし単語の学習量が少ない可能性も考えられるため

|Ntrain|を増やして安定性について再度比較を行った．表 2

はその結果を示している．|Ntrain|を 0から 50まで増やし

たがMLPの安定性が向上することはなかった．一方提案

手法（Ref+PM）は最高で 99.9%の安定性（|Ntrain| = 10）

を達成している．つまり |Ntest| = 1000単語中，変換され

てしまった単語はただ 1件のみであった．一方でそのモデ

ルは性別属性を持つ単語の変換精度が 37.5%であることか

ら提案手法は，変換対象の属性を持つ単語が入力された場

合は属性を変換し，そうでない場合は変化させないという

ことが実験的に示された．

5.3.2 安定性を持つ条件についての考察

これまでの実験で鏡映変換の安定性が予想以上に高く，

目的の属性を持つ単語のみ変換させることが示された．こ

れは目的の属性を持たない単語ベクトルが鏡映変換によっ

てほとんど移動しないことを示している．以下は推察であ

るが，鏡M1で移動しないベクトルはM1上に存在する

必要があるため，ある 2つの鏡M1とM2によって移動

しないベクトルはM1とM2が交差する部分空間に存在

していると考えられる．例えば R2の低次元 Euclid空間上

の 2つの鏡M1とM2（直線）によってベクトル vが変化

しないためには vがM1とM2の交差する範囲に存在す

ればよい．ただし R2 においてはその範囲は点であるので

全ての変換対象外のベクトルがそこに存在することは難し

いが，実験で用いた高次元 Euclid空間（R300）では鏡M1

とM2（超平面）の交差する範囲は点ではなく 300− 2次

元の部分空間 R298 ⊂ R300 であるため多くのベクトルはそ

の範囲に存在でき変換されなかったものと考えれる．

5.4 変換例

文 X = {x1, x2, ...}を与え，一単語づつ変換関数に入力
した結果を表 3示す．ただし本研究で用いたモデルの語彙

にない単語（“a”，“,”）は入力しない．MLPは全ての単語

を変換してしまっているが，鏡映変換は性別属性を持つ単

語のみ変換させている．例えば Ref(vfather)は “mother”

に変換されているが，Ref(vwhen) は変換されず “when”

のままである．また二回鏡映変換を適用した結果もとの単

語に戻っていることがわかる．例えば Ref に “father”を

入力した場合 “mother”に変換され，“mother”を入力した

場合 “father”に変換されている．これは入力 xが男性であ

るか女性であるかといった知識を用いずに xの性別を反転

させていることを示している．

次に提案手法（Ref+PM）のエラー分析を行った．テス

トデータ Atest の属性変換結果を以下の 4つに場合分けし

分析した．

• A:提案手法によって xから tに正しく変換されたケー

ス（成功）

• B: xから変換されなかったケース

• C: 性別変換は成功しているケース

• D: その他

表 4はエラー分析の結果である．性別属性の変換に失敗

したもののうち，入力 xから変換されなかったケース（A）

がもっとも多かった．少数であったが性別変換自体には成

功していたケースも存在した（C）．またそれ以外のケース

（D）は存在しなかった．

表 5 は鏡映変換で変換に失敗した例である．入力

x =“gentlemen” に対して性別反転した場合の正解は

“ladies” であるが，提案手法で変換して得られたベクト

ルの最近傍は “Excellencies ladies”，次の最近傍は “MOD-

ERATOR Ladies” であった．予測された単語は “ladies”

そのものではないが，男性から女性に変換できており，さ

らに “Excellencies ladies”と “MODERATOR Ladies”は

“ladies”を具象化した表現である．また “king”は “queen”

に変換されなかったが “princess”に変換され，“queen”は

“prince”に変換された．両者とも性別の変換自体には成功

している．さらに変換後も “king”, “queen”に共通する貴

族の属性は保持されている．
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予備実験として性別以外の属性を変換した結果を表 6に

示す．元文から性別変換，年齢変換，そして時制変換を順

番に適用した．性別変換時は “mother”が “father”に変換

されるが，年齢変換時は “father”が “grandfather”に変換

されているなど，性別以外の属性も変換可能であることが

わかる．

表 6 他の属性の変換結果
Original she is my mother

+ Gender he is my father

+ Age he is my grandfather

+ Tense he was my grandfather

6. 関連研究

word2vec[2], [3]や GloVe[4]で得られた単語分散表現は

線形類推関係が成り立つように学習されていないにもかか

わらず，そのような特性を持つ．これまで単語分散表現が

なぜ線形類推関係 [11], [12]を持つのかについて理論的な説

明がなされてきた [6], [7], [8], [9], [10]．この中で [6]らは

強い仮定のもと SGNSと sPMI（シフト自己相互情報量）

が等価であることを限定的に証明した．これまでの研究で

は実際には成立しない仮定が導入されていたが，近年 [10]

と [9]らはそれらの仮定を導入せずに証明したとしている．

本研究ではそのような線形類推関係に着目し，埋め込み

空間上で分散表現の属性を反転させる新たな表現学習を

提案する．類似した研究として文のスタイル変換が存在す

る [19], [20], [21], [22], [23]．このタスクでは文が与えられ

教師なしでその文の言い回しなどの表現を変換する．例え

ば formalな文から informalな文への変換などを行った研

究がある [21]．[22]らは文の属性（mood, tense）などを制

御し変換することに成功した．この点は本研究でも同じで

あるが，これらのスタイル変換はニューラル機械翻訳 [24]

のフレームワークを用いているので，ある文から別の文へ

の変換に特化したアルゴリズムとなっている．本研究で提

案する属性変換はある分散表現から同一の埋め込み空間上

の分散表現への変換を行うタスクである．このような基礎

的な変換技術は 8節で述べるような応用の可能性がある．

7. 結論

本研究では単語埋め込み空間上で単語の属性を変換する

新たな表現学習に取り組んだ．アナロジーによる変換では

入力単語が持つ属性を知識として与える必要があったが，

本研究ではそのような知識を用いることなく変換するため

に鏡映変換を導入した．実験の結果，提案手法は特定の属

性を持つ単語であれば 45.8%の精度で変換し，その属性を

持たない単語であれば 99.9%を変換せず，知識を用ること

なく目的属性を持つ単語のみ安定して変化させることに成

功した．

8. 今後の展望

本研究では埋め込み空間上で鏡映変換を行うことで分散

表現の属性変換が可能であることを示した．しかしながら

実験では性別属性の変換にとどまっているため，今後は他

の属性についても同様の実験を行い効果を検証する．そし

て提案手法を用いて文のデータ拡張を行いその有用性を示

す予定である．

また，今回提案した埋め込み空間上の属性変換は単語埋

め込み空間以外にも適用可能である．高品質な画像の生成

モデルとして有名な GAN[25]では，学習された潜在空間

上のベクトルには SGNS等と同様に線形類推関係があるこ

とが知られている（例：メガネをかけた男性 − メガネを
かけていない男性 + メガネをかけていない女性 = メガネ

をかけた女性）[26]．したがって画像変換（Visual アナロ

ジー）[27]やスタイル変換（Style transfer, Visual attribute

transfer）[28], [29]などの潜在空間上の変換タスクに応用

できる可能性がある．

他には単語単位ではなく文単位の属性変換などが考えら

れる [19], [20], [21]．

また，鏡映変換は vman = Ref( Ref(vman) )のように

二回適用するともとに戻るので記号論理における論理否定

（man = ¬ ¬ man）と似た性質をもつ．応用としては埋め

込み空間上で任意の分散表現の否定表現の推論を考えて

いる．例えばアナロジーが成り立つ知識グラフ埋め込み空

間 [30]で，ある Entityのある Relationを否定した表現を

予測するなど，様々な応用が考えられる．
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