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トピック間の階層構造を考慮したGaussian LDAの構成

吉田 崇裕1,a) 久野 遼平1,b) 大西 立顕1,c)

概要：
トピックモデルは自然言語処理を始めとして多くの分野で用いられる手法である．トピックモデルの基本

形である Latent Dirichlet Allocation(LDA)の提唱後，様々な LDAの改良モデルが提案されてきた．例

えば Correlated Topic Model(CTM)は LDAが文書中のトピック間の相関を十分に考慮できない点に注目

したモデルであり，汎化性能が向上すると報告されている．Gaussian LDAは LDAが単語間の意味的な

近さを十分に考慮できない点に注目したモデルであり，トピックの意味一貫性が向上すると報告されてい

る．両者を組み合わせた Correlated Gaussian Topic Model(CGTM)と呼ばれるモデルは上記二つの欠点

を同時に補うのみならず，単語の埋め込み空間上でトピックの相関構造を可視化することができ革新的で

ある．しかし，文書内におけるトピックの関係性は，CGTMが対象とする単純な相関構造だけで表現で

きるものではない．実際日常生活においても，例えば「経済」-「金融政策」-「出口戦略」のように話題

の階層性を意識し会話をすることは多々ある．そこで本稿では階層的トピックモデルとして最も単純な

PAM(Pachinko Allocation Model)と Gaussian LDAを組み合わせたモデルを提案することで，トピック

の階層構造を単語埋め込みベクトル空間上で分析する一歩としたい．

1. 序論

トピックモデルは自然言語処理を始めとして多くの分

野で用いられる手法である [11]．トピックモデルは自然言

語処理の中では文書中の単語の出現頻度を表した Bag of

Words行列 [1]に適用され，単語を生成するトピックと各

文書におけるトピックの構成確率という潜在構造をデー

タから推定する際に使用される．トピックモデルの基本形

とも呼ばれる Latent Dirichlet Allocation(LDA)[2]はそれ

までの Latent Semantic Indexing(LSI)[7] や probabilistic

Latent Semantic Indexing(pLSI)[9]に比べ，ベイズモデル

化し事前分布にディリクレ分布を置いたことで，解釈性の

高い疎なトピック分布を推定できるようになると同時に，

未知の単語と文書に対しても容易に確率を計算できるよう

になったことでモデルの利便性が格段に向上した．かかる

メリットと Bag of Words行列に代表される非負行列の遍

在性もあいまって，LDAは自然言語処理の世界のみなら

ず幅広く用いられるようになった．

もっとも，先述の通り LDAは文書トピック分布の事前

分布にディリクレ分布を仮定しているところ，ディリクレ
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分布にしたがう確率分布は各成分ごとに相関を持っていな

いため，文書内におけるトピック間の相関を十分に考慮す

ることができないという欠点を有している．かかる欠点に

対しては，CTM(Correlated Topic Model)[4]という手法が

提案されており，かかる手法は，文書トピック分布の事前

分布としてディリクレ分布でなく多変量正規分布（を正規

化したもの）を用いることで，各成分ごとの相関を表現し

ている．そして，CTMが元の LDAと比べ，テストデータ

に含まれる各単語の尤度の幾何平均が大きくなる（すなわ

ち Perplexityが低くなる）との報告が [4]によってなされ

ており，CTMの汎化性能の高さを示唆している．

他にも，LDAは文書の単語の出現頻度のみに注目してい

るモデルであることから，単語間の意味的な近さを十分に

考慮することができていないという欠点も有している．か

かる欠点に対しては，Gaussian LDA[6], [10]と呼ばれる手

法が提案されており，これは，word2vec[12]などで事前に

学習された単語の分散表現を用い，単語を連続空間に埋め

込まれたベクトルとして考えるという手法である．これに

より，単語間の意味的な近さを事前情報として数値的に考

慮することができ，同じトピックに割当てられた単語集合

の意味一貫性が LDAに比べ向上する（すなわちCoherence

が高くなる）との報告が [6]によってなされている．

そして，これらの欠点を共に改善すべくCTMとGaussian

LDA を組み合わせた CGTM(Correlated Gaussian Topic
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Model)[17]という手法も提案されている．CGTMのメリッ

トは文書分類の精度向上やトピック内の単語の意味的一貫

性の向上のみならず，単語の埋め込み空間上でトピックの

相関構造を可視化でき（図 1参照），単語間の意味的な近さ

を考慮したトピック間の関係を考察できるようになってい

る点が革新的であるといえる．

しかし，トピックの関係性は単純な相関構造だけで表現

できるものではない．例えば LDAの拡張モデルの一つで

ある PAM(Pachinko Allocation Model)[16]は，トピック

の上位概念であるスーパートピックを導入し，上位概念で

あるスーパートピックと下位概念であるサブトピックの

ように，トピック間に階層性を導入することでトピック同

士の関係性を考慮している．他にも，hLDA(hierarchical

LDA)[3]や hPAM(hierarchical PAM)[13]なども，トピッ

クの階層構造をモデリングに組み入れている．ここでPAM

は，あくまで下位の層に属するサブトピックからしか単語

が生起しないと考える一方で，hLDAや hPAMは，下位層

に限らず上位の層に属するトピックからも単語が生起する

可能性があることを前提にモデリングされており，これに

よって単語自体の階層性も考慮することが可能になってい

る．このように，トピック間の関係を考慮するにあたって

は，CTMのような横並びの相関関係として表現するやり

方のみならず，トピックを上下に配置して階層構造として

考察するやり方も十分に考えられるところである．さらに，

実際に我々が言葉を使うときにも，例えば「経済」-「アベ

ノミクス」，「スポーツ」-「野球」等のように，トピックを

包括的なトピックとその包括的なトピックの一部である個

別具体的なトピックに分類することができると考えられ，

トピックの考察において階層構造を入れることは，むしろ

自然言語のモデリングとして自然であるとも考えうる．そ

のため，トピックの階層構造を考慮した上で単語埋め込み

空間上でトピック間の関係を可視化することができれば，

より自然かつコンパクトにトピックの関係性を捉えられる

ことが期待される．

そこで本稿では，トピックの階層性を考慮したモデルの

中でも最も単純な PAMと Gaussian LDAを組み合わせた

モデリング・推論手法を提案することで，トピックの階層

構造を単語埋め込み空間上で可視化する一歩としたい．本

稿ではモデリング・推論手法の提案にとどめるが，発表時

には数値実験並びに hLDAや hPAMとの違いの考察に関

しても紹介することを予定している．

2. 確率分布の準備

定 義 2.1 (多 項 分 布). パ ラ メ ー タ π =

(π1, π2, · · ·πn), (
∑n

i=1 πi = 1)，確率変数 x ∈ {1, 2, · · ·n}
に対し，

p(x = i|π) = πi (i = 1, 2, · · · , n) (1)

図 1 CGTMにおける単語埋め込み空間上でのトピックの相関関係

（[17] より引用）

で定義される確率分布のことを多項分布という．x が

パラメータ π の多項分布にしたがって生成される時，

x ∼ Multi(π)と書く．

定義 2.2 (ディリクレ分布). パラメータ α =

(α1, α2, · · ·αn) (αi > 0)，確率変数 π = (π1, π2, · · ·πn)（た

だし各成分の和は 1）に対し，

p(π|α) =
Γ (
∑n

i=1 αi)∏n
i=1 Γ(αi)

n∏
i=1

παi−1
i (2)

で定義される確率分布のことをディリクレ分布という．た

だし，Γ(x)はガンマ関数を表す．πがパラメータ αのディ

リクレ分布にしたがって生成される時，π ∼ Dir(α)と書く．

また，ディリクレ分布は多項分布の共役事前分布である．

すなわち，

π ∼ Dir(α), (3)

xi ∼ Multi(π) (i = 1, 2, · · · , N) (4)

とデータが生成されたとすると，π の事後確率 p(π|x)は
ディリクレ分布（パラメータの k成分は αk + nk）になる

（ただし，nk は xi = kとなる iの個数を表す）．

定義 2.3 (M 次元正規分布). パラメータ µ ∈ RM ,Σ ∈
RM×M（Σは正定値対称行列），確率変数 x ∈ RM に対し，

確率密度関数が

p(x|µ,Σ) = 1

(2π)
M
2

√
|Σ|

exp

{
−1

2
(x− µ)TΣ−1(x− µ)

}
(5)

で定義される確率分布のことをM 次元正規分布という．x

がパラメータ µ,Σの正規分布にしたがって生成されると

き，x ∼ N (µ,Σ)と書く．

定義 2.4 (逆ウィシャート分布・正規逆ウィシャート分

布). パラメータΨ ∈ RM×M , v ∈ R，確率変数 Σ ∈ RM×M

（Ψ,Σは正定値対称，v > M − 1）に対し，確率密度関数が
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p(Σ|Ψ, v) =
1

ZIW
|Σ|−(v+M+1)/2

exp

{
−1

2
tr
(
ΨΣ−1

)}
,

(6)

ZIW = |Ψ|−v/2
2vM/2ΓM (v/2), (7)

ΓM (v/2) =

M∏
i=1

Γ(
v + 1− i

2
) (8)

で定義される確率分布のことを逆ウィシャート分布とい

う．ΣがパラメータΨ, vの逆ウィシャート分布にしたがっ

て生成されるとき，Σ ∼ IW(Ψ, v)と書く．

また，(µ,Σ)に関する分布が，

p(µ,Σ) = p(µ|Σ)p(Σ), (9)

p(Σ) = IW(Ψ, v), (10)

p(µ|Σ) = N (u,
1

κ
Σ) (11)

のように表されるとき，この分布のことをパラメー

タ (u, κ,Ψ, v) の正規逆ウィシャート分布といい，

NIW(u, κ,Ψ, v)と書く．

ここで，逆ウィシャート分布は，正規分布の平均・分散

共分散行列に対する共役事前分布であるという性質を有す

る．すなわち，µ,Σが上記のような正規逆ウィシャート分

布を事前分布として持ち，

xi ∼ N (µ,Σ) (i = 1, 2, · · · , N) (12)

とデータが生成されたとすると，µ,Σの事後確率 p(µ,Σ|x)
も正規逆ウィシャート分布になる（パラメータは xから定

まる）．

3. 先行研究のモデリング手法

3.1 LDAのモデリング

LDA[2]は文書の生成過程を確率的に記述したモデルの

一つである．具体的には，各文書にはトピック割合が潜在

的に定まっていると仮定し，そのトピック割合を確率分布

を用いてモデリングする．

以下，具体的な定式化を行う．まず，Dを文書の総数とし，

文書 dの総単語数をNdとおく．そして，トピックの総数を

K とし，これは固定された数であるとする．単語の語彙の

総数を V とし，各単語は 1, 2, · · · , V と数字が割り振られて
いるとする．θd,k を文書 dにおいてトピック kが現れる確

率とし，文書 dのトピック分布を θd = (θd,1, θd,2, · · · , θd,K)

とおく．また，ϕk,v をトピック kから単語 vが生成される

確率とし，単語出現分布として ϕk = (ϕk,1, ϕk,2, · · · , ϕk,V )

を定義する．さらに，文書 dの n番目の単語トークンに

割りあてられたトピックを zd,n，具体的な単語を wd,n で

表す．

このとき，αをK 次元ベクトルのパラメータ，βを V 次

元ベクトルのパラメータとして，

LDAのグラフィカルモデル

1

図 2 LDA のグラフィカルモデル

図 3 LDA と PAM の比較（[16] より引用）

θd ∼ Dir(α) (d = 1, 2, · · · , D), (13)

ϕk ∼ Dir(β) (k = 1, 2, · · · ,K) (14)

のようにディリクレ分布から θや ϕを定め，各文書 dに対

して，

zd,n ∼ Multi(θd) (n = 1, 2, · · · , Nd), (15)

wd,n ∼ Multi(ϕzd,n) (16)

として文書生成する確率モデルが LDA(Latent Dirichlet

Allocation，潜在的ディリクレ配分)である．LDAのグラ

フィカルモデルを図 2に示す．

3.2 PAMのモデリング

Pachinko Allocation Model(PAM)[16]は，トピックの上

位概念としてスーパートピックを導入し，スーパートピッ

クからの各サブトピックの生起確率の大小によってトピッ

ク間の相関を考慮する．LDAと PAMの違いを表した図を

図 3に示す．

PAMにおいては，各文書ごとにスーパートピック分布

と，各スーパートピックにおけるサブトピック分布を定め，

それにしたがって各単語トークンのトピックや具体的な単

語を定めていく．このような，スーパートピック・サブト

ピックを経由して単語トークンに割りあてられる語彙が定

まるという階層性が，“Pachinko”と名づけられたゆえんで

ある．

以下 PAMの定式化を行う．スーパートピックの数を S

とする．また，3.1節で定義した変数のほかに，θ̂d を文書
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1
図 4 PAM のグラフィカルモデル

dのスーパートピック分布を表す確率変数と定め，θs,d を

文書 dのスーパートピック sの元でのサブトピック分布を

表す確率変数とする．そして，ẑd,n を文書 dの n番目の単

語トークンのスーパートピックを表す変数とし，zd,n を文

書 dの n番目の単語トークンのサブトピックを表す変数と

する．α̂を S 次元のパラメータ，αs(s = 1, 2, · · · , S)をK

次元のパラメータとするとき，

θ̂d ∼ Dir(α̂) (d = 1, 2, · · · , D), (17)

θs,d ∼ Dir(αs) (d = 1, 2, · · · , D, s = 1, 2, · · · , S), (18)

ϕk ∼ Dir(β) (k = 1, 2, · · · ,K) (19)

のようにディリクレ分布から θ̂，θ や ϕを定め，各文書 d

に対して，

ẑd,n ∼ Multi(θ̂d) (n = 1, 2, · · · , Nd), (20)

zd,n ∼ Multi(θẑd,n,d), (21)

wd,n ∼ Multi(ϕzd,n) (22)

とする．これが PAMのモデリングである．PAMのグラ

フィカルモデルを図 4に示す．

3.3 Gaussian LDAのモデリング

Gaussian LDA[6], [10]も LDAと同様文書の生成過程を

確率的に記述したモデルの一つであるが，単語の分散表現

を用い，各単語をベクトルとして扱う点が LDAと異なる．

以下，具体的な定式化を行う．まず，D,Nd,K, θd, zd,n

については 3.1節と同様に定義する．また，文書 dにおけ

る n番目の単語トークンに割りあてられた具体的な単語

（これは分散表現によりベクトルで表示されたものを考え

る．）を wd,n で表す．

このとき，αをK 次元ベクトルのパラメータ，u, κ,Ψ, v

をそれぞれ，M 次元ベクトル，スカラー値，M ×M 行列，

スカラー値のパラメータとして，

θd ∼ Dir(α) (d = 1, 2, · · · , D), (23)

µk,Σk ∼ NIW(u, κ,Ψ, v) (k = 1, 2, · · · ,K) (24)

GLDAのグラフィカルモデル

1図 5 Gaussian LDA のグラフィカルモデル

のようにディリクレ分布から θを定め，正規逆ウィシャー

ト分布から µk,Σk を定める．そして，各文書 dに対して，

zd,n ∼ Multi(θd) (n = 1, 2, · · · , Nd), (25)

wd,n ∼ N (µzd,n ,Σzd,n) (26)

と し て 文 書 を 生 成 す る 確 率 モ デ ル が Gaussian

LDA(Gaussian Latent Dirichlet Allocation)である．

Gaussian LDAのグラフィカルモデルを図 5に示す．

4. GLDAの拡張

4.1 概要

LDAや Gaussian LDAでは文書のトピック分布の事前

分布をディリクレ分布としている点に大きな特徴があった．

もっともディリクレ分布に従う確率変数は各成分間で相関

がなく，それは文書のトピックの決まり方としてトピック

間に相関がないということを暗に仮定してしまっている．

しかし，実際には，政治というトピックと経済というト

ピックは同じ一つの文書で同時に出てきやすいといったト

ピック間の相関は存在すると考えられる．したがって，ト

ピック間の相関を考慮したモデリングを行うことができれ

ば，元の LDAや Gaussian LDAよりもよい予測精度を示

すことが期待される．

そして，LDAにおいては，トピック間の相関を考慮でき

るように LDAを拡張したモデルとして，Correlated Topic

Model(CTM)[4]や Pachinko Allocation Model(PAM)[16]

などが提案されており，特に Gaussian LDAと CTMを組

み合わせた手法（CGTM）がすでに提案されている [17]．

もっとも，[16]によって，PAMの方が CTMよりも尤度

が高くなることが報告されており，より現実に即したモデ

リングになっていると考えられる点，[5]によると，CTM

は，生成しうる単語の選択肢の数を表す Perplexity（定義

は式 (27)）という指標の下では高い性能を発揮している

が，人間の解釈する単語同士の意味関連性を数値化した

Coherenceという指標の下では高い性能を発揮していると

は言えず，CTMは人間にとって可読性の高い (辻褄の合っ

た)トピック分布を返すとは必ずしも言えないと考えられ
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る点，そして 1章でも述べたとおり，PAMは CTMにはな

いトピック間の階層性を考慮できる点などを踏まえ，本研

究ではトピック間の階層性を表現することができる PAM

を Gaussian LDAに適用することを考えた．

なお，テスト文書 Dtest に対する perplexityは以下のよ

うに定義される [2]．

perplexity(Dtest)

= exp

(
−
∑

d∈Dtest

∑
n log p(wd,n)∑
d Nd

)
.

(27)

これは各単語の生起確率 p(wd,n)の逆数の幾何平均を表

している．確率の逆数を選択肢の数と観念できるところ，

perplexityは「モデリングをすることで選択肢の数をどこ

まで減らせるか」を表す指標であり，トピックモデルの汎

化能力を表していると考えることができる．

また，Coherenceは，トピックの分類が人間にとって可

読性高くなされているかを示す指標であり，[5]は人間の被

験者を集めトピックの可読性を数値化する手法を提案して

いる．さらに，[15]は，Wikipediaコーパスにおける単語

の共起回数を用いる PMI(Pointwise mutual information)

という指標を提案している．

4.2 提案手法

本節では，Gaussian LDAと PAMを組み合わせた提案

手法について述べる．各変数を 3.1節，3.2節，3.3節で定

めたものと同様に設定する．このとき，

θ̂d ∼ Dir(α̂) (d = 1, 2, · · · , D), (28)

θs,d ∼ Dir(αs) (d = 1, 2, · · · , D, s = 1, 2, · · · , S),
(29)

µk,Σk ∼ NIW(u, κ,Ψ, v) (k = 1, 2, · · · ,K) (30)

のようにディリクレ分布から θ̂，θ を定め，正規逆ウィ

シャート分布に従って µk,Σk を定める．そして，各文書 d

に対して，

ẑd,n ∼ Multi(θ̂d) (n = 1, 2, · · · , Nd), (31)

zd,n ∼ Multi(θẑd,n,d), (32)

wd,n ∼ N (µzd,n ,Σzd,n) (33)

とする．これが提案手法のモデリングである．提案手法の

グラフィカルモデルを図 6に示す．

4.3 提案手法の推論方法

本節では周辺化ギブスサンプリングに基づく，各単語

トークンのスーパートピック分布・サブトピック分布を推

定する方法について述べる．

そもそも，この提案手法においては，ẑd,n, zd,n, θd, µk,Σk

の事後確率を求めることにより，未知の文書に対するト

提案手法グラフィカルモデル

1図 6 提案手法のグラフィカルモデル

ピック分類などが可能になるが，事後確率 p(ẑ, z, θ, µ,Σ|w)
を解析的に求めることは難しいという問題点がある．そこ

で，LDAや Gaussian LDAでの推論手法として主によく

用いられるものとして，変分ベイズ法 [2], [10]と周辺化ギ

ブスサンプリング [6], [8]の二つがある．変分ベイズ法は，

計算が容易な分布で事後分布を近似する手法であるが，分

布の形状を指定した上で（具体的には因子分解可能性を課

して）近似するため，精度が下がりやすいという欠点があ

る．そのため今回は，変分ベイズ法よりは計算量が多いも

のの精度よく推論できるとされている，周辺化ギブスサン

プリングを用いて事後確率の近似分布を求めることとした．

サンプリングによる近似手法では，p(ẑ, z, θ, µ,Σ|w)を
具体的に求めることを諦め，p(ẑ, z, θ, µ,Σ|w)から生成し
た T 個のサンプル点 ẑ(t), z(t), θ(t), µ(t),Σ(t) によって，事

後確率の近似分布を求める．もっとも，サンプリングの際，

変数が多い同時確率分布からそれぞれの変数を同時にサン

プリングするのは難しい．そのため，ギブスサンプリング

という手法では，１つの変数を除いて他の変数を全て固定

し，その条件付確率分布から１つずつ変数をサンプリング

していくという方針をとる．

また，周辺化ギブスサンプリングは θ, µ,Σで周辺化した

p(ẑ, z|w) =

∫
p(ẑ, z, θ, µ,Σ|w)dθdµdΣから，ẑd,n, zd,n を

一つ一つサンプリングしていく手法である．周辺化するこ

とでサンプリングすべき変数が少なくなる分，より高速で

サンプリングすることが可能になると共に，ẑd,n, zd,nがサ

ンプリングできていれば，残りの θ, µ,Σは簡単に近似でき

るため，事後分布を近似するという目的は果たされること

になる．以下，w−(d,n) などの表記は，全ての文書におけ

る wのうち，wd,n のみを取り除いたものを表すとする．

以降，周辺化ギブスサンプリングを行うための確率

分布 p(ẑd,n = s, zd,n = k|wd,n, ẑ−(d,n), z−(d,n), w−(d,n))

の計算式を導出する．まずベイズの定理を用い，グラ

フィカルモデルに基づいて展開した上で，定数部分

p(ẑ−(d,n), z−(d,n), w−(d,n))を無視すると，
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p(ẑd,n = s, zd,n = k|wd,n, ẑ−(d,n), z−(d,n), w−(d,n))

∝ p(wd,n|zd,n = k, ẑ−(d,n), z−(d,n), w−(d,n))

× p(zd,n = k|ẑd,n = s, ẑ−(d,n), z−(d,n), w−(d,n))

× p(ẑd,n = s|ẑ−(d,n), z−(d,n), w−(d,n))

(34)

を得る．式 (34)の２つ目について，

p(zd,n = k|ẑd,n = s, ẑ−(d,n), z−(d,n), w−(d,n))

=

∫
p(zd,n = k|ẑd,n = s, θs,d)p(θs,d|ẑ−(d,n), z−(d,n), αs)dθs,d

= Ep(θs,d|ẑ−(d,n),z−(d,n),αs)[(θs,d)k] (35)

と変形でき，式 (34)の３つ目について，

p(ẑd,n = s|ẑ−(d,n), z−(d,n), w−(d,n))

=

∫
p(ẑd,n = s|θ̂d)p(θ̂d|ẑ−(d,n), z−(d,n), α̂)dθ̂d

= Ep(θ̂d|ẑ−(d,n),z−(d,n),α̂)
[(θ̂d)s] (36)

と変形できる．ここで，ディリクレ分布が多項分

布の共役事前分布であるという性質を用いると，

p(θs,d|ẑ−(d,n), z−(d,n), αs)と p(θ̂d|ẑ−(d,n), z−(d,n), α̂)はそれ

ぞれディリクレ分布になる．また，パラメータについても

2章で述べたことを踏まえれば簡単に計算でき，

p(θs,d|ẑ−(d,n), z−(d,n), αs) = Dir(αs +Nds(−n)), (37)

p(θ̂d|ẑ−(d,n), z−(d,n), α̂) = Dir(α̂+ N̂d(−n)) (38)

であることが分かる．ただし，Nds(−n) の第 k 成分

(Nds(−n))k と，N̂d(−n) の第 s成分 (N̂d(−n))s はそれぞれ，

(Nds(−n))k = #{i|ẑd,i = s ∧ zd,i = k (1 ≤ i ≤ N, i ̸= n)},
(39)

(N̂d(−n))s = #{i|ẑd,i = s (1 ≤ i ≤ N, i ̸= n)} (40)

を表す．また，一般に，xがパラメータα = (α1, α2, · · · , αn)

のディリクレ分布 Dir(α)にしたがっているとしたとき，

E[x] =
αi∑
j αj

(41)

となることが知られている．式 (41)を式 (35)，(36)に代

入することで，結局，

p(zd,n = k|ẑd,n = s, ẑ−(d,n), z−(d,n), w−(d,n))

=
(αs)k + (Nds(−n))k∑

k′((αs)k′ + (Nds(−n))k′)
,

(42)

p(ẑd,n = s|ẑ−(d,n), z−(d,n), w−(d,n))

=
α̂s + (N̂d(−n))s∑

s′((α̂s′ + (N̂d(−n))s′)

(43)

を得る．

また，式 (34)の１つ目については，

p(wd,n|zd,n = k, ẑ−(d,n), z−(d,n), w−(d,n))

=

∫
p(wd,n|µk,Σk)p(µk,Σk|z−(d,n), w−(d,n))dµkdΣk

(44)

と変形することができる．

ここで，正規逆ウィシャート分布の共役性を用いると，

p(µk,Σk|z−(d,n), w−(d,n))は，パラメータ (mk, κk,Ψk, vk)

の正規逆ウィシャート分布になる．パラメータの各値は以

下の通りである．

mk =
κu+Nkx̄k

κk
, (45)

κk = κ+Nk, (46)

Ck =
∑

(d′,n′)∈DN−(d,n)

δ(zd′,n′ = k)(wd′,n′ − x̄k)(wd′,n′ − x̄k)
T,

(47)

Ψk = Ψ+
κNk

κk
(x̄k − u)(x̄k − u)T + Ck, (48)

vk = v +Nk. (49)

ただし，Nk, x̄k,DN−(d,n) は以下の通り定義されるもの

である．

Nk =
∑

(d′,n′)∈DN−(d,n)

δ(zd′,n′ = k), (50)

x̄k =
1

Nk

∑
(d′,n′)∈DN−(d,n)

δ(zd′,n′ = k)wd′,n′ , (51)

DN−(d,n) = {(d′, n′)|1 ≤ d′ ≤ D, 1 ≤ n′ ≤ Nd′}\(d, n).
(52)

これを式 (44)に代入すると，式 (44)は，∫
N (wd,n|µk,Σk)NIW(µk,Σk|mk, κk,Ψk, vk)dµkdΣk

(53)

と変形できる．そして，[14]によると，式 (53)の形の積分

は解析的に求めることができ，式 (53)は以下のようにM

次元スチューデントの t分布の確率密度関数に wd,n を代

入したものという形で書くことができる．∫
N (wd,n|µk,Σk)NIW(µk,Σk|mk, κk,Ψk, vk)dµkdΣk

= Tvk−M+1(wd,n|mk,
κk + 1

κk(vk −M + 1)
Ψk). (54)

したがって，

p(wd,n|zd,n = k, ẑ−(d,n), z−(d,n), w−(d,n))

= Tvk−M+1(wd,n|mk,
κk + 1

κk(vk −M + 1)
Ψk) (55)
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を得る．

最後に，式 (42),(43),(55)を式 (34)に代入して，

p(ẑd,n = s, zd,n = k|wd,n, ẑ−(d,n), z−(d,n), w−(d,n))

∝
α̂s + (N̂d(−n))s∑

s′((α̂s′ + (N̂d(−n))s′)
·

(αs)k + (Nds(−n))k∑
k′((αs)k′ + (Nds(−n))k′)

· Tvk−M+1(wd,n|mk,
κk + 1

κk(vk −M + 1)
Ψk) (56)

を得る．ẑd,n, zd,n はこの値に従いサンプリングをし，d, n

を変えて次々と ẑd,n, zd,n をサンプリングしていくことで，

結果 ẑ, z 全体についてサンプリングをすることが可能に

なる．

4.4 ハイパーパラメータ αs の更新式

本節ではハイパーパラメータの定め方について述べる．

トピックモデルにおいては，ハイパーパラメータも推定す

る場合もあるが，最初から固定して推論する場合も少なく

なく，実際ハイパーパラメータを固定してもよい結果が

得られることが知られている．しかし，提案手法中のハイ

パーパラメータ αs については，スーパートピックとサブ

トピックの関係性を定めているから，トピック間の相関を

考慮するうえで極めて重要なパラメータといえる．そのた

め，本稿ではハイパーパラメータ αsについて，[16]でも用

いられているモーメントマッチングという手法によって更

新することとする．

モーメントマッチングとは，実際のデータのモーメント

とパラメータから求めたモーメントが一致するようにパ

ラメータを調整することでパラメータを更新する手法で

ある．これを提案手法に適用すると，以下のような流れ

で更新式が求まる．すなわち，提案手法においては，パラ

メータ αs = (αs,1, αs,2, · · · , αs,k, · · · , αs,K) (αs,k > 0)，確

率変数 θs,d = (θs,d,1, θs,d,2, · · · , θs,d,k, · · · , θs,d,K)に対し，

θs,d ∼ Dir(αs)である．そして，θs,d,k の 1次モーメントと

2次モーメントは αs,0 =
∑

j αs,j を用いて以下のように書

けることが知られている．

E[θs,d,k] =
αs,k

αs,0
, (57)

E[θ2s,d,k] =
αs,k(1 + αs,k)

αs,0(1 + αs,0)
. (58)

これは dに関わらず成り立つから，dで平均を取って

1

D

∑
d

E [θs,d,k] =
αs,k

αs,0
, (59)

1

D

∑
d

E
[
θ2s,d,k

]
=

αs,k(1 + αs,k)

αs,0(1 + αs,0)
(60)

を得る．そして，θs,d,k は「文書 d中のスーパートピック s

に属する単語トークンがサブトピック kに属する確率」を

表しているところ，これの 1次モーメントと 2次モーメン

トは，文書全体のデータからは以下のように計算できる．

firstskd =
n
(d)
sk

n
(d)
s

, (61)

secondskd =

(
n
(d)
sk

n
(d)
s

)2

. (62)

ただし，n
(d)
s , n

(d)
sk は，それぞれ，文書 d中のスーパート

ピック sに属する単語トークン数と，文書 d中のスーパー

トピック sに属しサブトピック kに属する単語トークン数

を表す．そしてこれについて文書間で平均を取ると以下を

得る．

firstsk =
1

D

∑
d

n
(d)
sk

n
(d)
s

, (63)

secondsk =
1

D

∑
d

(
n
(d)
sk

n
(d)
s

)2

. (64)

そして，式 (59)と (63)，式 (60)と (64)が一致するよう

に αs を定めればよい．任意の kについて成り立つ関係式

αs,0 =
E[θs,d,k]− E[θ2s,d,k]

E[θ2s,d,k]− E[θs,d,k]2
(65)

を用いると，

αs,k ∝ firstsk, (66)

αs,0 =
1

K

∑
k

msk (67)

とすれば式 (59)と (63)，式 (60)と (64)が一致することが

わかる．ただし，

msk =
firstsk − secondsk

secondsk − first2sk
(68)

である．したがって，式 (66),(67)にしたがい，αs を更新

していけばよい．もっとも，原論文 [16]では違う導出結果

を得ており，今後実験を通じて検証していきたいと考えて

いる．

4.5 推論アルゴリズム

以下に，事後確率の推論・ハイパーパラメータの更新ア

ルゴリズムをまとめる．

Algorithm 1 提案手法の推論アルゴリズム
1: Initialize ẑ, z randomly

2: for t = 1, 2, · · · , T do

3: for d = 1, 2, · · · , D do

4: for n = 1, 2, · · · , Nd do

5: Update N̂d(−n), Nds(−n)

6: Sample ẑ
(t)
d,n, z

(t)
d,n from (56)

7: end for

8: end for

9: Update αs from (66) and (67)

10: end for
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5. 結論

本稿では，文書におけるトピックの階層構造を単語埋め

込みベクトル空間上で可視化し，単語埋め込み空間上でト

ピックの階層構造を分析する一歩として PAMとGaussian

LDAを組み合わせるモデルと推論手法を提案した．しか

し，階層構造を持つトピックモデルは何も PAMだけでは

ない．そのため今後は，実データを用いた数値実験によっ

て提案モデルの性能を検討しつつ，PAMモデルを改変す

ることや hPAMや hLDAなど他の階層的トピックモデル

も比較検討することで，より自然かつコンパクトに単語埋

め込みベクトル空間上でトピック間の関係をとらえられる

ようにしていきたい．
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