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モデルの歪みと機械学習プログラムの欠陥

中島 震1,a)

概要：機械学習ソフトウェアは，データの集まり（データセット）から有用な情報を導き出す方法に基づ
く．学習対象データセットは標本であり，標本の品質を客観的に考えることが難しい．多様なデータセッ
トを用いるデータセット多様性が，ソフトウェア・テスティングによる品質検査の標準的な方法となる．
本稿は，学習プログラムの欠陥がモデルの歪みとして現れるという仮説に基づき，データセット多様性を
訓練済み学習モデルの歪みと関連して整理する．また，テスティングで用いるデータセットの自動生成法
を提案し，手書き数字認識学習タスクの実験を通して提案方法の効果を考察する．
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Distortion in Learning Models and Faults in Machine Learning
Programs

Shin Nakajima1,a)

Abstract: Machine learning software derives useful information from a group of data, a dataset. However, a
dataset is just a sample, and defining its absolute quality is almost impossible. Software testing with various
datasets is a standard approach to the quality assurance. This paper introduces a hypothesis that faults in
learning programs manifest themselves as distortion in the trained machine learning models. The paper also
proposes a new dataset generation method, and illustrates its effectiveness with a case study of classifying
hand-written roman numbers.
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1. はじめに
深層ニューラル・ネットワーク（DNN）に代表される機械
学習の技術 [6][7]が発展し，極めて高度な信頼性（Extreme

Reliability）達成が必須のアプリケーション・サービスに
まで，その技術を利用する時代が近づいてきた．一方で，
自動運転車に搭載される物体認識の DNNソフトウェアに
欠陥があり，それによる不具合が人身事故の原因となった
かもしれない，ということが指摘される [23]など，品質問
題への関心が大きくなっている．
機械学習の方法は，データの集まり（データセット）から
帰納的に情報を導き出すという特徴がある．しかし，デー
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タセットは具体的なデータの集まりであり，標本選択バ
イアスの問題 [8]がつきまとう．また，データセットシフ
ト [17]や敵対データ例 [18][19]といった機械学習が持つ特
徴から，学習対象データセットに着目した絶対的な品質を
考えることは難しい [15]．
機械学習ソフトウェアの場合，データセットの品質を間
接的に確認するソフトウェア・テスティングの方法 [1]，特
に，メタモルフィック・テスティング [3]が有力である [4]．
さらに，テスト入力となるデータセットの自動生成法が技
術的な鍵となる．従来の研究 [11][14][21][22][23]は，検査
対象の特徴に着目する方法であるが，逆に一般性に欠ける．
本論文では，学習プログラムの欠陥が，モデルの歪みとし
て現れるという仮説に基づき，データセット多様性 [12][14]

の考え方を訓練済み学習モデルの歪みと関連付けして整理
する．また，さまざまな学習モデルに適用可能な一般的な

1ⓒ 2019 Information Processing Society of Japan

Vol.2019-SE-202 No.1
2019/7/12



情報処理学会研究報告
IPSJ SIG Technical Report

自動生成方法を提案し，実験によって，提案方法の有効性
を確認する．

2. 機械学習の方法
ニューラル・ネットワークによる教師あり学習を念頭に，
機械学習ソフトウェアの概要を説明する．
多次元データ・ベクタ x⃗n と正解タグ・ベクタ t⃗n の組
の集まりをデータセット DS とする．DS = {⟨x⃗n, t⃗n⟩}
である．DS の経験分布を ρds とすると，d = ⟨x⃗, t⃗⟩ と
して，DS = { d | d ∼i.i.d. ρds } である*1．本稿では，
DS ∼i.i.d. ρ

ds と略記する．
多次元データ x⃗ を入力とする非線形関数の集まりを

{y⃗(W ; x⃗)}W と表す．この関数族のインデックスW は学
習パラメータで，その値が確定すると入力データに対する
計算結果（推論結果）を返す関数 y⃗が決まる．この関数族
自身，あるいは，その要素であるパラメータ値が未確定の
y⃗(W ; x⃗)を学習モデルと呼ぶ．
学習とは，学習モデルを決めて，訓練データセット

LS={⟨x⃗n, t⃗n⟩}を与えた時の誤差関数 E を最小化するW ∗

を求める数値最適化のことである．

W ∗ = argmin
W

E(W ; {⟨x⃗n, t⃗n⟩})

この最適化問題を解く学習プログラムを FL(LS)と書く．
今，ℓ(y⃗(W ; x⃗n), t⃗n)を，x⃗n に対する出力値 y⃗(W ; x⃗n)と正
解タグ t⃗n の距離とする時，誤差関数 E を次のように定義
する．

E(W ; {⟨x⃗n, t⃗n⟩}) = 1

N

N∑
n=1

ℓ( y⃗(W ; x⃗n), t⃗n )

誤差関数 E の最小化は LS の経験分布 ρem に関して，ℓの
期待値を最小化するW ∗ を求めることであり，

W ∗ = arg min
W

E⟨x⃗,⃗t⟩∼ρem
[[ ℓ(y⃗(W ; x⃗), t⃗) ]]

と表せる．
この解W ∗を用いて，運用時の入力データ x⃗を受け付け
る推論プログラムを FI(x⃗) = y(W ∗; x⃗)と表す．
機械学習ソフトウェアでは，W ∗ を介して係わり合う 2

つのプログラム FL と FI について，品質の問題を考える
ことになる．なお，より一般的には，機械学習ソフトウェ
アの品質問題は 3つの観点から整理される [13][15]．本稿
では，学習プログラム FL のテスト法を考察する．

3. 学習プログラムのテスト法
3.1 ソフトウェア・テスティング
ソフトウェア・テスティングでは，何を入力とするか，
どのようにして実行結果が正しいかを判定するか，という
2つの観点を考える [1]．前者をテスト入力生成問題，後者
*1 独立同一分布（independent and identically distributed）．

をオラクル問題と呼ぶ．メタモルフィック・テスティング
（Metamorphic Testing, MT）[3][4]は，テスト不可能プロ
グラム [20]を含む幅広い検査対象に対して，この 2つの問
題を解決する方法論を与える．以下，テスト入力生成の問
題に関連する事項を説明する．
第１に，検査対象が想定した機能振舞いを示すことを正
常系テスティング（Positive Testing）によって確認する．
本稿では，プログラムが，事前・事後条件を伴う場合を考え
る．プログラム本体Bodyと事前条件 Pre，事後条件 Post

の間には，「事前条件を満たす時，プログラム本体実行後
の状態で事後条件を満たす」という関係が成り立つ．これ
を，Pre ⇒ [ Body ](Post)と表記する．Preを満たすテ
スト入力データに対して，この関係式が成り立つ時，プロ
グラム本体 Bodyはテストに合格したとする．
第２に，想定外の状態での機能振舞いが不具合を生じな
いことを異常系テスティング（Negative Testing）によっ
て確認する．プログラムは Preを満たさない入力に対し
ても，それなりの振舞いを示すことが期待される．そこで
¬Preを満たすデータをテスト入力として検査すれば良い
だろう．たとえば，ファズ・テスティング（Fuzz Testing）
の方法を用いる．
一方，欠陥がありそうなプログラム箇所を実行経路に含
むような入力をテスト・データとして選べばテストの作業
効率が良い，このような状況のテストを，コーナーケース・
テスティング（Corner-case Testing）という．一般にプロ
グラムの制御フローへの欠陥混入が多い．プログラム中の
条件分岐に着目することで，分岐条件を集めて，経路制約
条件（Path Constraints）PC を求める．この PC を満た
す入力データ aを与えることで，意図した実行経路のテス
トを実施することができる．PC(a)⇒Pre(a)であれば正
常系テスティングであるし，異常系テスティングを意図し
て PC ′(a)⇒¬Pre(a) となるような PC ′を PCから構成す
ればよい．この PC によるテスト生成法は，検査対象の内
部構造を用いる「ホワイトボックス」手法である．

3.2 学習プログラムへのテスト入力
次に，学習プログラム FL をテストする場合について，
上に述べた 3つの観点から，問題を考える．
数値計算の関数 FL をは，訓練データセット LS を入力
し，訓練済み学習パラメータ値W ∗ を出力する．この時，
正常系テスティング，異常系テスティング，コーナーケー
ス・テスティング，各々の場合，どのような条件を満たす
テスト入力を用いれば良いのだろうか．
文献 [8]の題名を逆読みすると，訓練データセット LSが
仕様を表すとなる．LS の経験分布を ρem としよう．一方
で，LS はテスト対象プログラム FL への入力データでも
ある．今，仮に，LS を標本とする母確率分布 ρが既知と
しよう．つまり，ρem の良い近似としての ρが存在するこ
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とであり，LS は LS ∼i.i.d. ρを満たす具体的な入力値で
ある．
FL への入力 LS が「仕様」という点に注目する．FL は
機能仕様（LS）から具体的な機能振舞いを確定する情報
（W ∗）への変換関数とみなせる．この時，ρは入力データ
のドメインを定義する．つまり，ρが FL の入力仕様に関
わる情報を規定し，LS は具体的な入力データである．そ
こで，LS ∼i.i.d. ρが事前条件を満たすことを表すとすれ
ば良い．標本選択バイアスがある場合，独立同一分布では
ない．LS ∼¬i.i.d. ρと書くことにする．この「仕様の誤り
（Specification Error）」[8]は事前条件を満たさない場合に
相当する．
確率分布 ρを入力データのドメインとするように対応付
けると，正常系テスティングは LSP ∼i.i.d. ρ，異常系テ
スティングは LSN ∼¬i.i.d. ρになる．一方，コーナーケー
ス・テスティングについての PC による方法は検査対象の
内部構造を用いた．FLの場合，制御フローのようなプログ
ラムの構造的な情報からコーナーケースを定義することは
できない [11]．検査対象の学習タスクによって，コーナー
ケースの考え方が異なる [12]．学習タスクごとに，言い換
えると ρごとに，何がコーナーケースとなるかを考察する
必要がある．
また，LSN は，母確率分布 ρと関連することに注意し
て欲しい．通常のファズ・テスティングのように，ランダ
ムに LSN を選ぶとすると ¬(LSN ∼ ρ)であり，全く異な
る機能仕様あるいは学習タスクを扱うことになる．この点
が，ランダム入力を考慮する通常のファズと異なる．さら
に，ρは既知ではないことから，具体的な議論を進めるこ
とが難しい．次節で具体的な議論の基礎となる考え方を導
入する．

3.3 データセット多様性からのテスト
データセット多様性 [12]を定義しよう．K+J個の異なる
データセットの集まり {DSi}を，互いに素なK個の {DSk}
と J 個の {DSj} に分ける（{DSi} = {DSk}∪{DSj}，
{DSk}∩{DSj} = ∅）．ただし，(∪J+K

i=1 ρi) ∼i.i.d. ρ とし
て，ρj ∼i.i.d. ρで，ρk ∼¬i.i.d. ρとする．つまり，DSk は
標本選択バイアスのことがある．また，DSiの経験分布を
ρi とすると，i1̸=i2に対して，¬(DSi1 ∼i.i.d. ρi2)とする．
この時，K +J 個のデータセットの集まり {DSi}は，デー
タセット多様性を示すという．
今，データセット DS（DS ∼i.i.d. ρ）が与えられたと
する．DS(0) = DS として，DS(0) から異なるデータセッ
トを生成していく方法を考えたい．ある変換関数 T を用
いて，DS(K) = T (DS(K−1))である．T の選び方によっ
て，DS(K) ∼i.i.d. ρあるいは DS(K) ∼¬i.i.d. ρとすれば，
データセット多様性を示す集まり {DS(K)}を得ることが
できる．

学習プログラムFLが訓練データセットLSと共に与えら
れた時，上記の手順で作成した {LS(K)}の要素となるデー
タセットをテスト入力として用いて検査すれば，あるK1と
K2について，LS(K1) ∼i.i.d. ρ ならびに LS(K2) ∼¬i.i.d. ρ

を得ることができ，正常系テスティングと異常系テスティ
ングを実施することができるだろう．

4. 歪みと欠陥
4.1 モデルの歪み
説明の都合上，いくつかの概念と記号を導入しよう．今，
分類学習タスクを考え，データセットDS を {⟨x⃗n, tn⟩} と
する．また，分類カテゴリのインデックスを cとすると，
正解タグ tn は cを値とする．
訓練済み学習パラメータ値の集まりWe に対して，soft-

max 関数が y⃗(We; x⃗) の出力を規定する時，最も大きな
softmax値をとる分類カテゴリを求める関数 topOne( ; )

は，topOne(We; x⃗) = arg max
c

y⃗(We; x⃗) である．また，
♯(P ;X)を有限集合X の要素 xに対して述語 P (x)が論理
真となる割合とする時，DSのWeに対する正解率 acc( , )

を acc(We, DS) = ♯(topOne(We; x⃗
n) ⊇ {tn};DS) と定

義する．以下で添字 j = 1 or 2とする．
2つのデータセットに対して，DS1 を基準とする DS2

の歪み度合いの関係を，DS1≼DS2 と表す．また，同一の
学習モデル y⃗(W ; )に関する訓練済み学習パラメータの集
まり 2つに対して，W ∗

1 を基準とするW ∗
2 の歪み度合いの

関係を W ∗
1 ≼ W ∗

2 と表す．
この歪み度合いの関係を実数値をとる観測関数 obsを用
いて定義する．微小値 ϵobs が与えられた時，| |が絶対値
を表すとして，関係

Robs(W
∗
1 ,W

∗
2 )

∧
= (|obs(W ∗

1 )− obs(W ∗
2 )| ≤ ϵobs)

によって，(W ∗
1≼W ∗

2 ) ⇔ ¬Robs(W
∗
1 ,W

∗
2 ) である．このよ

うな観測関数をみつけて歪み度合いを定義するといって
よい．

4.2 仮説
次に 3つの仮説を導入する．学習方式・アルゴリズムを
上位仕様とする時，学習プログラム FL の開発過程で混入
する欠陥と歪み度合いの関連性を調べるたい．

「仮説 1」「良い」学習方式に基づくプログラムを考
える．W ∗ = FL(LS)の時，欠陥の有無に関わらず，
acc(W ∗, LS) ≈ acc(W ∗, TS)である．

ここで，LS∼i.i.d.ρem であって，LS と異なる TS は，
TS∼i.i.d.ρem である．また，繰り返し過程で得られるエ
ポック eでのW (e) に対する正解率グラフも「同等」にな
る．acc(W (e), LS) ≈ acc(W (e), TS)．なお，汎化性能なら
びに収束性が良い適切な学習方式を「良い」とした．
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「仮説 2」 2つの学習結果をW ∗
j = FL(LSj)とする

時，LS1 ≼ LS2 ⇒ W ∗
1 ≼ W ∗

2 である．

つまり，歪んだ LSj から歪んだW ∗
j が導かれる．

「仮説 3」適切な obsを選ぶと，LS1≼LS2の時，欠陥
のない FLはW ∗

1≈W ∗
2，欠陥のある F ′

LはW ∗′
1 ≺W ∗′

2

である．

ここで，W ∗
1 ≈ W ∗

2 ⇔ Robs(W
∗
1 ,W

∗
2 )である．

4.3 歪みデータ生成
「歪みデータ」の簡単な作成例として，敵対データ例生
成の L-BFGS [18]を利用する方法を示す．
元データ x⃗S をラベル t⃗T に誤分類させる敵対データ例
は制約条件付きの最適化問題の解 x⃗∗ として求めることが
できる．訓練データセット LS = {⟨x⃗n, t⃗n⟩}から得られた
W ∗（つまりW ∗ = FL(LS)）に対して，

Aλ(W
∗; x⃗S , t⃗T , x⃗) = ℓ(y⃗(W ∗; x⃗), t⃗T )+ λ·ℓ(x⃗, x⃗S)

に対して，最適化問題，

x⃗∗ = arg min
x⃗

Aλ(W
∗; x⃗S , t⃗T , x⃗), s.t. |xj |≤1

によって求める．多次元データ x⃗を ⟨. . ., xj , . . .⟩とした．
上の関数 Aλ の定義式中，第 1項は x⃗のW ∗ に対する推論
結果が与えられた教師タグ t⃗T を再現すること，第 2項は
x⃗と元データ x⃗S との違いが小さいことを表す．
次に，上記の方法を利用して次のような変換関数を考え
る．入力データセットの要素である元データ x⃗n 全てにノ
イズを挿入したデータセットを求めるものである．

x⃗(n)∗ = arg min
x⃗

Aλ(W
∗; x⃗n, t⃗n, x⃗)

として，

TA(LS,W
∗) = { ⟨x⃗(n)∗, t⃗n⟩ }

は，歪んだ入力ベクトル x⃗(n)∗ からなるデータセットとな
る．λが微小値の場合，歪みの度合いが大きい．λが適切
な大きさの時，x⃗(n)∗ はノイズの影響が小さく，x⃗(n) とほ
ぼ一致する．
T (LS(K)) = TA(LS

(K),FL(LS
(K))) と定義すると，

LS(K+1) = T (LS(K)) と表せる．あるいは，λ 値の選び
方によって，さまざまなデータセット LSλを作ることもで
きる．以下，このようにして構成したデータセット（LS(K)

と略記）が持つ性質をいくつか示す．

「性質１」 LS(K) は LS（LS(0)）と同じ学習タスク
を指し示す．

W (0)∗ = FL(LS
(0))であり，LS(1) の要素である最適化問

題の解 x⃗(n)∗は x⃗(n)から大きく外れない．特別な場合に xn

になり得る．したがって，LS(1) は LS(0) と同じ学習タス
クを指し示す．同様にして，LS(K) は LS(K−1) と同じ学
習タスクを指し示す．その結果，LS(K) は LS(0) と同じ学
習タスクを指し示す．

「性質２」 LS(K−1) ≼ LS(K)

LS(K) の構成法から LS(K−1) を基準とした歪み度合いの
関係が成り立つ．

「性質３」 LS(K) はW (K−1)∗ に過適合する．

最適化問題の形より，適切に λの値を決めることで，LS(K)

は LS(K−1) よりもW (K−1)∗ に過適合することができる．

「性質４」 ある Kc があって，K≥Kc を満たす K

に対して，acc(W (K)∗, TS) ≈ acc(W (Kc)∗, TS) で，
acc(W (0)∗, TS) ≥ acc(W (Kc)∗, TS)である．

ある Kc に対して，「性質３」から K = Kc + 1 に対し
て，LS(K)はW (Kc)∗に過適合する．W (K)∗ = FL(LS

(K))

に対して，W (K)∗ は LS(K) から得られる解なので，
acc(W (K)∗, LS(K)) ≈ acc(W (Kc)∗, LS(K)) である．した
がって，acc(W (K)∗, TS) ≈ acc(W (Kc)∗, TS) である．ま
た，LS(0) ∼ ρem かつ TS ∼ ρem と LS(0)≼LS(Kc) から
acc(W (0)∗, TS) ≥ acc(W (Kc)∗, TS)である．

「性質５」 繰り返しの結果，LS(∞) とW (∞)∗ に収
束する．

「性質４」の説明から，Kc より大きな K（K > Kc）
に対して acc(W (K)∗, LS(K)) ≈ acc(W (Kc)∗, LS(K)) なの
で，acc(W (K)∗, LS(K)) ≈ acc(W (K+1)∗, LS(K+1)) とし
て良い．「性質３」から LS(K+1) は W (K)∗ に過適合す
るので，acc(W (K)∗, LS(K)) ≈ acc(W (K)∗, LS(K+1)) で
あり，LS(K)≈LS(K+1) として良い．LS(K)≈LS(∞) と
なる代表元 LS(∞) を選ぶことができる．その結果，
W (∞)∗ = FL(LS

(∞))に収束する．

5. 実験
5.1 実験手順
手書きローマ数字分類学習の標準ベンチマーク問題であ
るMNISTデータセットを用いた実験の手順を示す．0か
ら 9の手書き数字を 10分類する問題である．訓練データ
セット LSが 60,000，試験データセット TSが 10,000から
なり，LSならびに TSを 70,000データのプールからラン
ダムに選ぶと考える．したがって，LSと TSは同じ経験分
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(a) Probably Correct (ProgPC)

(b) Bug-Injected (ProgBI)

図 1 Loss and Accuracy: MNIST dataset

布を持つ．これらのMNISTデータセットを LS(0) および
TS(0) とする．
学習モデルとして古典的なニューラル・ネットワーク
を選択し，中間層と出力層の活性化関数を，各々，ReLU

および softmaxとした．ReLUは負の入力に対して定数 0

を，正の入力に対して線形応答する．softmaxは分類結果
の信頼度を与える連続関数である．推論対象データセット
をDS とする時，関数 topOne(We, DS)によってWeに対
する正解率を求めることができる．
学習プログラムとして，欠陥がないと信じる FPC

L

（ProgPC）と，これに欠陥を挿入した FBI
L （ProgBI）の 2

つを準備し，以下の実験を，各々の系列で実施して結果を
比較した．なお，MD = PC or BI として，FMD

L 等と略
記する．

(a) MNISTデータセットの学習 FMD
L (LS(0)) の解

探索の過程で，繰り返しエポック e での誤差
率 E と LS(0) ならびに TS(0) に対する正解率
acc(W (e), LS(0)) および acc(W (e), TS(0)) の変化を
調べてW ∗(0)に至る収束傾向を監視する（図 1）．第
1に，LS(0)と TS(0)が同じ経験分布にしたがうこと
から，FMD

L の各々について，正解率が同等であるこ
とが確認できる．第 2に，欠陥の有無によらずに，誤
差率ならびに正解率グラフは，ほとんど区別できな
い．以上から，この実験結果は「仮説１」と整合す
る．

(a) Probably Correct (ProgPC)

(b) Bug-Injected (ProgBI)

図 2 Distorted Data

(a) Probably Correct (ProgPC)

(b) Bug-Injected (ProgBI)

図 3 Loss and Accuracy: Follow-up Dataset

(b) 歪みデータセットの生成 ある λ を選んで，
TA(LS

(0),FMD
L (LS(0))) によって，歪みデータセッ

ト LS
(1)
MD を生成する．図 2に，その一部を示した．

目視する限り，両方とも LS(0) よりも「汚れて」お
り，歪みの微小信号が加わっている．LS(0)≼LS

(1)
MD

と考えてよさそうである．「性質２」の具体例となっ
ている．

(c) 歪みデータセットの学習 FMD
L (LS

(1)
MD) につい

て，(a) と同様のグラフを監視した．ただし，
正解率については，acc(W

(e)
MD, LS

(1)
MD) および

acc(W
(e)
MD, TS(0)) を調べた．図 3 に，その結果を

示す．
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(a) Probably Correct (ProgPC)

(b) Bug-Injected (ProgBI)

図 4 Loss and Accuracy: Distorted Testing Dataset

ある程度，学習が進行したエポック以降，次の
ような 3 点を観察することができよう．第 1 に，
acc(W

(e)
MD, LS

(1)
MD)≈1.0であり，W

(e)
MD が LS

(1)
MD に

過適合している．「性質３」と整合する．

第 2 に，W
∗(1)
MD = FMD

L (LS
(1)
MD) に対して，

acc(W
∗(1)
MD , TS(0)) は acc(W

∗(0)
MD , TS(0)) よりも低下

している．したがって，W ∗(0)
MD≼W

∗(1)
MD と考えられる．

(b)より，LS(0)≼LS
(1)
MD だったことから，「仮説 2」

と整合する．

第 3 に ，観 測 関 数 obs(W ∗) と し て 正 解 率
acc(W ∗, TS(0)) を選んだと考えて，Racc の ϵobs と
して 0.1 程度を選ぶと，¬Racc(W

∗(1)
BI ,W

∗(0)
BI ) で，

Racc(W
∗(1)
PC ,W

∗(0)
PC )である．「仮説 3」と整合する．

(d) 歪みデータセットの正解率 (b) の方法で試験
データセットを歪める．つまり，TS

(1)
MD =

TA(TS
(0),FMD

L (LS(0)))とし，FMD
L (LS

(0)
MD)の過程

で，acc(W
(e)
MD, LS

(1)
MD)および acc(W

(e)
MD, TS

(1)
MD)を

監視した（図 4）．「仮説１」ならびに「性質３」と整
合する．

5.2 不活性ニューロン
第 4.1節では，訓練済み学習モデルの歪み度合いを天下
り的に導入し，適当な観測関数の計算結果から歪み度合い
の関係を定義した．以下，ニューロン・カバレッジ [16]と
歪み度合いの関係を考察する．
一般に，個々のニューロンの入出力は，活性化関数を σ

として，out = σ(
∑

wj×inj)と表現できる．入力信号 inj

が確定した時，決められた閾値よりも大きな出力信号 out

0 
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図 5 Inactivated Neurons

を持つニューロンを「活性」状態にあると云う．ANを活
性状態ニューロンの集まり，TNを全ニューロンとして，
ニューロン・カバレッジを NC = | AN |/| TN | と定義
する．本稿では，NC計算の対象を中間層に限定する．ま
た，ReLUを σ としたので，活性状態を定義する閾値を 0

とする．
図 5に試験データセット TS(0)（10,000個）を与えた時
の不活性ニューロンの割合に関する測定結果を示した．図
1の収束したエポックでのスナップショットに相当する．
横軸は不活性ニューロン率 (1 − NC)であり縦軸に対応
する値を得た試験データの度数を表す頻度グラフである．
図 5から欠陥混入のない FPC

L の学習結果W ∗
PC は 20%近

傍にピークがある一方，欠陥混入した FBI
L が導いたモデ

ル（W ∗
BI）は 60%近傍にシャープなピークを示すことがわ

かる．つまり，W ∗
BI のほうが不活性ニューロンが多く，活

性状態にあるニューロンの偏りが大きい．W ∗
BI はW ∗

PC よ
りも歪みの度合いが大きいと考えることができるだろう．
MNIST訓練データセットを LS(0)とする時，ProgPCの
実験で生成した歪みデータセットを LS

(1)
PC，ProgBIの実

験で生成した歪みデータセットを LS
(1)
BI とする．「性質２」

から，LS(0)≼LS
(1)
PC かつ LS(0)≼LS

(1)
BI となる．また，図

2に示した画像の目視から，LS
(1)
PC≼LS

(1)
BI と考えられる．

この時，「仮説 2」からW
(1)∗
PC ≼W

(1)∗
BI と考えられる．つま

り，図 5はこの状況を示す．
一方，図 3は次のように理解できる．TS(0) の経験分布
はMNIST訓練データセット LS(0)と同じと考えられるが，
歪み度合いの関係から LS

(1)
PC や LS

(1)
BI の経験分布とは異な

る．LS
(1)
PC≼LS

(1)
BI が成り立つ（図 2）とすると，「仮説２」

からW
(1)∗
PC ≼W

(1)∗
BI である．この歪み度合いが TS(0) に対

する正解率の違い（図 3）として現れ，この違いは不活性
ニューロン率の違い（図 5）と整合する．
不活性ニューロン率が大きいことは，推論結果に影響す
るニューロン数が少ないことであり，学習モデル全般を有
効に使っているとは云い難い．図 5は，不活性ニューロン
率の頻度を示す．この時，2つの可能性があるだろう．入
力データによらず特定のニューロンが活性状態になる「活
性の局所化」と入力データによって活性状態のニューロン
が異なる「均一化」である．図 5を得た際の測定によって，
前者の「活性の局所化」つまり偏りが生じていることがわ
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図 6 Mixing Two Numbers
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(a) Inactive Neurons
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(b) Softmax Values

図 7 Metrics for Mixed Numbers

かった．以上から，不活性ニューロン率と歪み度合いに相
関があると考えることは直感的に妥当と云えよう．
上記の議論は，ひとつの実験結果からの推測である．不
活性ニューロン率が歪み度合いの指標となるかもしれない．

5.3 歪み応用による画像の混合
第 4.3節の歪みデータ生成方法を応用として，2つの画
像を混合した新しい画像を得る実験を行った．この実験で
は ProgPCだけを使って，W

(0)∗
PC = FPC

L (LS(0)) として求
めた訓練済み学習モデルを用いた．
図 6は，MNISTデータセットの訓練データセット LS(0)

中の「６」と「４」の画層を各々 1つ選び，混合比率を変
化させて得た画像である．上段は，正解タグを 6として，
最左は「６」のみとし，左から右へ「６」の比率を低下さ
せていった．最右は「４」のみからなり，したがって，推
論結果が 6となる敵対データ例である．下段は，同様にし
て，正解タグを 4として，「４」から出発し「６」の比率を
増加させた．
図 6の 2つの画像列は，第 4.3節の歪みデータ生成方法
によって，目視上，連続的に変化する歪みデータを作成で
きることを示している．
このようにして作成した混合画像列をFPC

I ( )に入力し，
softmax値ならびに不活性ニューロン率を測定した．図 7

に示した測定結果は，横軸に図 6 の上段の画像列を配置
する．図 7(a)は最左の画像を基準とする相対的な不活性
ニューロンの比率を，図 7(b)は同様にして求めた相対的な
softmax値の比率を表すグラフである．画像列の左から右
へ，正解タグの softmax値の減少幅は両端で約 3%になる．
混合データの作成法から良好な推論性能を示すことが期待

され，これを確認することができた．また．不活性ニュー
ロン率の減少幅は両端で約 15%であり，活性状態にある
ニューロン数の増加は有意といえる．つまり，入力データ
の歪み度合いが大きくなると，活性状態になるニューロン
が広がりをもち，非局所化する．
一般に，学習の汎化性能を向上させようとすると，学習
モデルの自由度は大きいことが好ましい．一方，自由度が
大きいと，想定範囲のデータに対しては活性状態ニューロ
ンが局所化し，つまり，冗長なニューロンが増加すると考
えられる．汎化性能が良いと，歪み度合いの大きいデータ
に対応できる．また，図 7(a)から，活性状態ニューロンが
増加し，十分な自由度を持っていた．なお，混合したデー
タ列は敵対データ例を含むことから，汎化性能を目指すこ
とと敵対データ例が存在することは表裏一体であることが
わかる．

6. 関連研究
深層ニューラル・ネットワーク（DNN）のソフトウェ
ア・テスティングでは，データセット多様性を示すテスト
ケースの自動生成が鍵となる．
DeepRoad [22]は，に GANを拡張した UNITに基づく
方法によって新たなデータを生成する．ここで，敵対生成
ネットワーク（Generative Adversarial Networks, GAN）
[19]は，DNN表現による生成モデルを合成する方法であっ
て，零和ゲーム*2として定式化される．与えられたデータ
セットの経験分布 ρem にしたがう新しいデータを出力す
る [5]．UNIT[10]は GANを拡張した方法で，2つのデー
タセットに属する画像を合成した画像データからなるデー
タセットを生成する．元の試験データセットと同様な分布
にしたがうことから，「想定範囲での網羅性向上」であり，
正常系テスティングに使えるといえる
機械教師（Machine Teaching）[24]は，訓練済み学習モ
デル y⃗(W ∗; )を導く「最適な」訓練データセットを求める
問題の枠組みで，2段階最適化問題として定式化される．
「想定範囲外のデータセット」生成に関心があり，例外系テ
スティングへの応用が可能な枠組みといえる．
本稿の方法は，歪みデータを単目的最適化問題によって
生成するもので，初期データセットの経験分布から外れる
ようなデータセット多様性を実現する．「想定から少し離
れたデータセット」生成であり，正常系に対するコーナー
ケース・テスティングに使えるといえる．
機械学習の研究では，標本選択バイアス [8]などの理由
によってデータセットの変化が生じた場合であっても，妥
当な推論性能を示すロバストな学習方法の確立が大きな
課題となっている [17]．また，訓練データセットが小さい
時にバイアスを避けることを目的としたデータセット拡

*2 「れいわ」と読む，Zero-Sum のこと．
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表 1 Dataset Generation Methods

GAN [5] UNIT [10] Machine Teaching [24] 本研究
問題定式化 零和ゲーム min-max ゲーム 2 段階最適化問題 単目的最適化問題（[18]）
∼i.i.d. ρem のデータ生成 ◎ ◎ ○ △
∼¬i.i.d. ρem のデータ生成 - - ○ ○
データの混合 - データセット間 - データセット内

張（Data Augmentation, DA）の研究（e.g. [9]）を含む．
DeepRoad[22]は GANを DAの方法として用いた．
一方，本稿が対象とする品質保証では，データセット多
様性の考え方に基づき，偏りのあるデータセットを生成す
る方法が関心となる．使い方によっては，データセット拡
張にも利用可能かもしれない．表 1は，上に紹介した方法
の比較を整理したものである．

7. おわりに
深層ニューラル・ネットワーク（DNN）に代表される機
械学習ソフトウェアの検査では，欠陥の検出効率の良い多
様なデータセットを用いる必要がある．本論文では，学習
プログラムの欠陥が，モデルの歪みとして現れるという仮
説に基づき，データセット多様性の考え方を訓練済み学習
モデルの歪みと関連付けして整理し，データセットの自動
生成方法を提案した．また，学習モデルの歪みとニューロ
ン・カバレッジの関連性を実験によって考察した．
今後，CNNや RNNといった DNN法に，本稿で提案し
たデータセット自動生成法を適用すること，また，学習モ
デルの歪みの厳密な定義法を考察すること，などの研究を
進めていきたい．
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