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RNNを用いたVR空間を操作する為の
ジェスチャ認識の研究

市川 ひまわり1,a) 新田 善久1,b)

概要：VR空間をコントローラで操作するインターフェースは必ずしも直感的ではなく，没入感や操作性が

損なわれることがあるため，ナチュラル・ユーザ・インタフェース (NUI)が効果的であると考えられる．

そこで我々はジェスチャで VR空間を操作する NUIシステムを開発してきた．そのシステムでは，機械学

習で作成した識別器を用いて姿勢を認識し，特定のジェスチャ中に含まれる特徴ある姿勢のシーケンスと

マッチングさせることでジェスチャを認識していた．また，ジェスチャ中から等間隔で取り出した姿勢を，

特徴ある姿勢として扱っていた．今回我々はシステムを改良し，特徴ある姿勢を k-means法で決定し，さ

らに，姿勢の認識とシーケンスの認識を RNN(リカレントニューラルネットワーク)を用いてまとめて行

うこととした．この方式の有用性を検証するため評価実験を行なったので報告する．

Natural User Interface using Gesture on VR Space

Ichikawa Himawari1,a) Nitta Yoshihisa1,b)

1. はじめに

近年，Virtual Reality（VR）市場がますます拡大してい

る．家庭用の安価なものや，スマートフォンを用いて VR

体験をできるものもある．VR空間を操作するには Xbox

コントローラのようなゲームパッド式のコントローラや，

Oculus Touch[1]のようなモーションコントローラを使う

のが主流である．しかし，Head Mount Display（HMD）

によって手元が見えない状態でのコントローラの操作は必

ずしも直感的ではなく，VRにおける没入感を損なわせる

ことがある．そこで我々はデバイスを身体に装着すること

なく，全身を用いたジェスチャで VR空間を操作できるナ

チュラル・ユーザ・インターフェースが必要であると考え，

システムを開発してきた．

我々は，ジェスチャをポーズが時系列に並んだものとし

てとらえ，ジェスチャ中の「特徴あるポーズ」の出現を判
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定してジェスチャ認識を行っている．我々の以前の研究 [2]

においては，人間のポーズを骨格データ同士の相対的位置

座標で表現し，ジェスチャ中のポーズを等時間隔で取り

出して特徴あるポーズとみなした．そして，その特徴ある

ポーズそれぞれについて機械学習で SVMを用いて識別器

を作成した．実際のユーザの動作をジェスチャ認識する際

には，特徴あるポーズの識別器が正しい時系列で反応する

かどうかを exact matchingして判定を行った．

しかし，相対的位置座標ではユーザの身体的特徴によっ

ては識別機が正しく反応しないという問題点があった．ま

た，毎回同じポーズが等間隔で出現しないため，この手法だ

と不適切なポーズを特徴あるポーズとして選択している可

能性があった．そこで今回，データを極座標で表現するこ

とにし，k-means法を用いて特徴あるポーズを選定するこ

ととした．また，特徴あるポーズの時系列順の出現を柔軟

に判定できるように，Recurrent Neural Network（RNN）

を用いた．改善点に関しては，詳しくは 4章で述べる．
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図 1 VR 空間への応用時のシステム

2. 関連技術・研究

2.1 骨格データの取得

我々のシステムはでは，骨格データを取得するデバイス

としてMicrosoft社の Kinect for Windows V2 (これ以降”

Kinect V2”と記す)[3]を用いている．Kinect V2は RGB

カメラ，深度センサ，マルチアレイマイクロフォン等のセ

ンサにより，カメラの前に立つユーザの位置や動作，音声

などを認識することができる．また，骨格認識を行うこと

ができ，同時に 6人，1名につき 25点の関節の三次元位置

を取得することができる．Kinect V2は 2018年 10月に販

売終了しているが，システムのプロトタイプの作成には問

題ないと考えている．

他にも，深度センサとしてはインテル社の RealSenseが

存在する．公式の SDK（Intel RealSense SDK2.0）を用い

れば，手や指の 3次元座標を取得することができる．全身

の骨格認識を行うには Nuitrack[4]等と併用する．

また，RGB-Dカメラを用いずに骨格検出する手法とし

ては，カーネギーメロン大学の Caoらが発表した Open-

Pose[5]が存在する．リアルタイムでの使用には構成野の

GPUを必要とするが，複数人の人体の関節の位置を取得

することができる．

我々のシステムをこれらのデバイスや手法に対応させる

ことは今後の課題である．

2.2 骨格認識を用いた研究

[6]は，RGBDカメラで取得した人間の骨格座標を用い

て行動を認識する研究である．RGBDカメラで取得した

骨格座標を k-meansにより選出し，サポートベクタマシン

（SVM）を用いて学習させることで認識を実現している．

[7]は RGBDカメラを用いた行動認識において，データ

の整形を行う部分に工夫を凝らしている研究である．カメ

ラに対するユーザの向きを正面にするように RGBDカメ

ラで取得した座標を回転させ，ユーザの身体的特徴による

影響を無視する為に極座標を用いている．整形したデータ

を隠れマルコフモデルで学習させ，行動認識を行う．

図 2 「足踏み」ジェスチャの例

図 3 「投げる」ジェスチャの例

2.3 ジェスチャ認識に関する研究

VR 空間をジェスチャで操作するものとしては，

FirstVR[8]が存在する．これは，ジェスチャ入力が可能な

センサを搭載したコントローラと HMDのセットデバイス

である．コントローラには筋変位を測定するセンサが搭

載してあり，手指の動きを認識することができる．我々の

従来の研究 [2]とはデバイスを取り付けずに全身のジェス

チャを認識することができることを目的としている点で異

なる．

Visual Gesture Builder[9]は Kinect V2を用いたジェス

チャ認識である．Microsoft標準の Kinect V2向けジェス

チャ認識用の識別器作成ツールであり，Kinect V2による

骨格認識と深度センサ情報を用い，ランダムフォレストで

時系列ジェスチャを学習し，ジェスチャの識別器のデータ

ベースファイルを生成する．我々の従来の研究とは，ジェ

スチャの識別方法が異なる．

3. 研究内容

3.1 本研究の概要

本研究の目的は，デバイスを装着せずにジェスチャで

VR空間を操作することである．そのために，特殊なマー

カーをユーザに装着することなく，骨格を認識し，時系列

のポーズからジェスチャを認識する．

我々の NUIシステムを VRに応用したときの構成をを

図 1に示す．深度センサで骨格認識を行い，そのデータを
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図 4 骨格認識による時系列ポーズデータの取得

もとにジェスチャを認識し，VR空間を操作する．python

環境で Kinect V2で取得した骨格データを利用するのに

NtKinect[10]ライブラリを利用している．python環境で

作成した識別器を用いてジェスチャを判定し，その結果を

Unity[11]で作ったアプリケーションに送り，VR空間を操

作する．VR空間はユーザの装着するHMDに表示される．

図 2は「足踏み」のジェスチャの利用例である．ユーザ

が足踏みを行うと VR空間で一歩前進することができる．

図 3は「投げる」ジェスチャの利用例である．ユーザが

オーバースローで投げる動作をすると雪玉が発射される．

これらはジェスチャの認識がトリガーとなり，操作が行わ

れる．

我々が重視するのは，ユーザによってシステムが拡張

可能なことである．ユーザーによる拡張性が必要なのは，

ジェスチャに対するイメージがユーザにより異なるためで

ある．例えば，「投げる」というジェスチャであっても，「ア

ンダースロー」や「オーバースロー」など様々な投げ方が

考えられる．

3.2 ジェスチャ認識方法について

ジェスチャの認識を実装する方法として，３つ挙げら

れる．

( 1 ) コーディング : 姿勢を表す条件を時系列で複数判定

するプログラムを人間が書く

( 2 ) 機械学習 : RNN(deep learning)以外の機械学習を用

いる

( 3 ) 深層学習 : RNNを用いて時系列の認識を行う

（1）は骨格認識で得られたデータから，三次元座標の

大小を比べることで，ジェスチャの認識を行うプログラム

を組む手法である．認識率は高いが，コーディングコスト

がかかり，各ジェスチャごとに莫大な量のコードを書く必

要があり，そのため拡張性が低い．本システムでは拡張可

能なシステムの開発を目指しているため，この手法はとら

ない．

図 5 ジェスチャ中のポーズの識別器生成

（2）は，時系列データを学習できる，RNN以外の機械学

習を利用する手法である．Visual Gesture Builderはジェ

スチャ認識のための時系列処理まで機械学習で行う，また，

我々の従来の研究 [2]では，ポーズ認識を機械学習で行い，

マッチングでジェスチャを認識する方法はこれに属する．

骨格データさえあればユーザが認識するジェスチャを追加

することができ，拡張性がある．

（3）は，深層学習を用いてジェスチャ認識を行う手法で

ある．ユーザがジェスチャ識別器を拡張（カスタマイズ）

することができる．今回はこの手法を採用する．

3.3 我々の従来のシステムにおけるジェスチャ認識方式

ジェスチャ認識をする際に，深度センサ搭載のカメラか

らの距離による差を無くし，少ないデータでも機械学習を

行えるようにするために，関節同士の相対的位置関係を入

力データとして扱った．相対的位置関係とは，ある関節の

座標に対する他の座標の位置をプラス，ゼロ，マイナスの

３種類で定義したものである．

ジェスチャを認識するには，ジェスチャに含まれるポー

ズが時系列順に存在していることを判定すれば良い．図 4

はあるジェスチャ A を行ったときに取得した骨格データ

である.ジェスチャ Aに赤枠で囲われたポーズが必ず含ま

れるならば，ジェスチャ Aを認識するには，赤枠で囲まれ

たポーズが時系列に出現することをを判定すれば良い．こ

れらのポーズを特徴あるポーズとする．ジェスチャ Aに n

個のポーズが存在するとき，p1を開始のポーズ，pnを終了

のポーズとする．開始のポーズと終了のポーズは必ず出現

する為，特徴的なポーズだといえる．この時，開始のポー

ズから終了のポーズの間に特徴的なポーズ pk が存在する

ならば，ジェスチャを認識する p1，pk，pn がこの順番で

存在することを判定すればよい．我々は pk を，時間を等

分割することで求めた．図 5は，ジェスチャをｍ回行った

データから識別器を３個作成する様子である．開始のポー

ズの識別器 P1，終了のポーズの識別器 P3，そして間に存

在する特徴的なポーズの識別器 P2 を作る．これらを並列
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図 6 Florence3D 骨格認識時の関節点

に動かすことでジェスチャを認識する．

3.4 今回の研究における改善点

従来の研究からの改善点は以下のとおりである．

( 1 ) データを極座標系に整形 : 詳しくは 4.2章で述べる

( 2 ) 特徴あるポーズを k-means法により選定 : 詳しくは

4.3章で述べる

( 3 ) RNNによる識別器の作成 : 詳しくは 4.4章で述べる

4. ジェスチャとその認識

4.1 利用データ

今回，ジェスチャのデータとして，Florence 3D Actions

Dataset (Florence3D) [12]を利用した．このデータセット

は 9種類の動作を 10人の被験者が行ったときの 15関節の

骨格データと動画をまとめたものである．15点の関節位置

を図 6に示し，その種類を表 1に示す．骨格データは初期

型の Kinectを用いて取得されたもので．含まれる動作は，

wave, drink from a bottle, answer phone, clap, tight lace,

sit down, stand up, read watch, bowである．

4.2 データの正規化

骨格認識で取得した関節の 3次元座標を以下の３点につ

いて正規化しなければ，データ間で差が生じてしまう．

( 1 ) 深度センサからユーザへの距離

表 1 関節点と種類

Position Joint Type

a Head

b Neck

c SpineBase

d ShoulderLeft

e ElbowLeft

f WristLeft

g ShoulderRight

h ElbowRight

i WristRight

j HipLeft

k KneeLeft

l AnkleLeft

m HipRight

n KneeRight

o AnkleRight

図 7 極座標系

( 2 ) 深度センサに対するユーザの向き

( 3 ) ユーザの身体的な特徴

関節点 SpineBase（図 6中の c）を基点として，正規化を

行うことでセンサからの距離による座標の差による影響を

排除する．SpineBaseの座標が (x0,y0,z0)だった時，i番目

の関節は (xi,yi,zi)となる．この時，二つの関節の相対的

位置は

(x′, y′, z′) = (xi − x0, yi − y0, zi − z0)

となる．

次に，ユーザによる身体的な差と，身体の回転を無視す

るために，センサで取得した直交座標系を極座標系（図 7）

に変換する．極座標系に直すことにより，座標を角度で扱

うことができ，身長や手足の長さに関係ないデータを取得

できる．センサにより取得したある座標（x，y，z）を極座

標（θ，φ，r）にするには以下のようにして求める．

r =
√

x2 + y2 + z2

Θ = cos−1(
z

r
)
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図 8 k-means 法による散布図

Φ = tan−1(
y

x
)

このとき，長さに関係ないデータは必要ないため，rは無

視することができる．つまり，（θ，φ）の２次元にデータ

を置き換えることができる．

4.3 ポーズの選定

今回我々はジェスチャ中に現れる特徴あるポーズを

k-means法を用いて統計的に選定する方法を採用した．k-

means法は pythonの機械学習用ライブラリである scikit-

learn[13]を用ている．k-means法では，クラスタリング数

ｋを指定する必要がある．自動化するには，データのセン

トロイドを選び出して，それぞれのグループが最も離れて

いるものを見つければよいが，今回は散布図を手動で作成

し，最も適切なものをｋとして手動で選択した．図 8は

Florence3Dの”wave”の骨格データに対して後に k-means

法を適用した散布図である．k=10の場合のデータである

が，主成分分析を行い，2次元に次元を削減してある．　

4.4 RNNによるジェスチャ認識

本研究では，RNN でジェスチャ認識を行なっている．

ニューラルネットワークの構築は Keras[14] と Tensor-

Flow[15]を python上で利用している．RNN のレイヤー

として，時長期的な依存関係の学習を行うことができる，

LSTM（Long Short-Term Memory）を用いている．Flo-

rence3Dの”wave”ジェスチャのデータをトレーニングデー

タ 80%とバリデーションデータ 20%に分けた．

図 9に本研究で用いた Kerasによるニューラルネット

ワークの構成を示す．活性化関数として softmax関数を，

最適化アルゴリズムとして RMSpropを用いている．

5. 評価

図 9中の LSTMレイヤーでは，最初に入力データに対

して行う dropout（以降Dropout1）と再試行のたびに行う

recurrent dropout（以降 Dropout2）をパラメータとして

指定できる．また，図 9中のDropoutレイヤーの dropout

の値（以降Dropout3）も指定できる．これら 3種類の値を

0.1から 0.5まで 0.1きざみで変化させたときの Training

図 9 LSTM を利用したモデル

表 2 正答率
No Dropout1 Dropout2 Training Validation

1 0.1 0.1 0.9956 0.7119

2 0.1 0.2 0.9933 0.7386

3 0.1 0.3 0.9914 0.8109

4 0.1 0.4 0.9892 0.7716

5 0.1 0.5 0.9886 0.7792

6 0.2 0.1 0.9911 0.7195

7 0.2 0.2 0.9898 0.7754

8 0.2 0.3 0.9886 0.7373

9 0.2 0.4 0.9822 0.7792

10 0.2 0.5 0.9819 0.7665

11 0.3 0.1 0.9921 0.7678

12 0.3 0.2 0.9879 0.7386

13 0.3 0.3 0.9809 0.8135

14 0.3 0.4 0.9765 0.7931

15 0.3 0.5 0.9800 0.7906

16 0.4 0.1 0.9889 0.7411

17 0.4 0.2 0.9841 0.7297

18 0.4 0.3 0.9794 0.7830

19 0.4 0.4 0.9682 0.7652

20 0.4 0.5 0.9657 0.7614

21 0.5 0.1 0.9867 0.7881

22 0.5 0.2 0.9775 0.7322

23 0.5 0.3 0.9676 0.7919

24 0.5 0.4 0.9505 0.7830

25 0.5 0.5 0.9508 0.7982

AccuracyとValidation Accuracyの値の変化を調べた．隠

れ層の数は 100，エポック数は 100，バッチ数は 64とした．

全体的にAccuracyの高かったDropout3が 0.1の時の結果

を表 5および図 10と図 11に示す．計測結果全体は [16]

から参照できる．

図 10が示すように，Training Accuracyは 90%を超え
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図 10 Training Accuracy

図 11 Validation Accuracy

ている．Training Accuracy は Dropout1 と Dropout2 が

どちらも 0.1 の時が 99.56%と最も高く，dropout 数が上

がるにつれて，正答率が下がる．また，図 11が示すよう

に，Validation Accuracyは 70%から 80%の間と低い結果

となった．Training Accuracyとは逆で，dropoutの数が

高いほど正答率が上がる．Dropout1 と Dropout2 がどち

らも 0.3の時が正答率 81.35%と最も高く，どちらも 0.1の

時が正答率 71.19%と最も低い．Training Accuracyが 90%

を超えていて，Validation Accuracyが低いことから，過

学習が起きており，今回利用した Florence3Dに含まれる

215個の動作では学習データが足りないと考えられる．

6. 考察

従来の研究ではジェスチャ中のポーズを等時間隔で取り

出したものを特徴あるポーズとしていたが，今回の研究で

は k-means法を用いて統計的に選定した．このことによ

り，適切なポーズを優先的に特徴あるポーズとして選び出

すことができた．ただし，k-means法を用いるにあたって，

今回は散布図から手動でクラスタリング数 kを決めた．特

徴あるポーズとして最適なものを選び出すためにも，ｋの

決定を自動化したい．

実験により，今回構築したネットワークは現時点では認

識精度が低い状態であることがわかった．学習データに対

する正答率が高く，バリデーションデータに対する正答率

が低いことから，過学習が起きていると推測される．学習

データを増やすことで，RNNの認識精度を向上させるこ

とができるので，今後データを増やしていきたい．また，

デバイスの入手しやすさを考慮して，Kinect V2以外のデ

バイスや手法にも対応したシステムにしたい．
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