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プログラムソースコードの分かりやすさの
閾値に基づく評価基準とその導出手法群の評価

津田 直彦1,a) 鷲崎 弘宜1,b) 深澤 良彰1,c) 保田 裕一朗2 杉村 俊輔2
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概要：プログラムソースコード（以下コードと略す）における機能的不具合をともなわない構造上の問題
は，コードスメル，発展性欠陥，不可視の技術的負債等と呼ばれ，長期的なソフトウェア開発において保
守コストを増加させる原因の 1つとして知られている．そのため，コードの分かりやすさをコードメトリ
クスと閾値で自動評価する様々な手法がこれまでに提案されてきた．しかし，必ずしもメトリクス間のト
レードオフや冗長性が考慮されていないために，問題個所の正解（教師データ）を用いても自動評価の精度
が改善されにくい場合があるという問題をかかえていた．一方で，分類木学習と呼ばれる機械学習手法で
は複数のメトリクスの影響関係を考慮できるため，過学習しやすくなる可能性があるものの，評価精度の
より大きな改善を期待できる．従来，コードの分かりやすさの評価の分野では，一般的な閾値ベースの手
法と，閾値に加えて解釈の形式表現も導出可能な分類木学習との性能比較事例は報告されていない．本論
文では評価実験として，建機制御用の C++組込みソフトウェア群を題材としてソースコードファイル単
位の評価基準の導出における手法の性能を比較した．そして，分類木学習アルゴリズム C5.0では少量の教
師データでも開発者の認識に反しない評価基準を導出でき，教師データの量を増加させた際には従来手法
よりも自動評価の精度が改善され，実用的であることを確認した．自動評価の精度としてはエキスパート
が実施したレビュー結果との一致度（F値）を用い，比較対象の従来手法にはパーセンタイル関数，Alves
法，Bender法，ROC曲線法を用いた．
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Abstract: The low maintainability of program source code is an issue studied as code smell, evolvability
defect, or technical debt. Evaluation of such issues is usually automated by measuring code metrics and
interpreting the measured values by thresholds. An important action to make automatic evaluation precise
is customization of thresholds by machine learning with training-data. However, gathering training-data
of non-functional-defective structural issues needs manual inspection. Moreover, conventional methods to
derive thresholds do not always interpret redundancy and non-orthogonal relations (e.g., trade-off) among
metrics. Consequently, you might not obtain precise evaluation criteria even if you gather training-data in
exchange for time of busy experts. In this paper, we defined a practical framework to customize evaluation
criteria of the understandability of source code. In particular, we gathered a small amount of training-data
by experts’ manual inspection, and derive interpretation models and thresholds considering non-orthogonal
relations among metrics by a classification-tree learning. In the experiments with source code files of embed-
ded C++ systems developed by a company, we measured the F-measure, which indicating the accordance
of manual inspection and automatic evaluation, and then compared classification-tree learning algorithm
C5.0 with conventional methods (the percentile, Alves’ method, Bender’s method, and the ROC curve-based
method).
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1. はじめに

1.1 背景

長期にわたる継続的なソフトウェアの開発と保守にお

いて，プログラムソースコード（以下コードと略す）を分

かりやすく書くことは重要である．複雑に書かれたコー

ドは理解しにくく修正もしにくいので [1]，機能的な不具

合が多発したり修正に時間がかかったりする等，保守の

コストが増えやすいからである．そのため，コードの分か

りにくさの評価とその自動化については種々の研究があ

り [2], [3], [4], [5], [6], [7], [8]，コードスメル [9]，発展性欠

陥 [10]，不可視の技術的負債 [11]等と呼ばれ，ソフトウェ

ア開発における様々な分野で関心を向けられている．そし

て，これらはソフトウェアの機能上の直接の不具合ではな

く，コードの分かりやすさや修正しやすさが通常よりも低

くなってしまっている状態のことである．

このようなコードの構造上の問題の自動評価において

は，コードメトリクスが用いられる．コードメトリクスと

は規模や複雑度といったコードの構造的特徴を定量的に

定義したものである．メトリクスの測定値を解釈してコー

ドを評価する方法としては，閾値の設定が一般的である．

閾値とはメトリクスがその値以下（あるいは以上）ならば

“問題なし”と見なすと定義するものである．高精度な自

動評価の実現のためにはソフトウェアのコンテキスト（プ

ログラミング言語，アプリケーションドメイン等）に応じ

た閾値の調整が必要となるが，それはコードメトリクスの

分布（特に中央値）がソフトウェアのコンテキストによっ

て異なりやすいからである [12], [13]．そして近年では，正

解（教師データ）を用いずに導出した閾値では問題有無の

評価精度が低いことも報告されており [14], [15], [16]，教師

あり学習を用いた閾値導出手法に関する研究が増えつつあ

る [17], [18], [19], [20]．

1.2 本研究で取り組む範囲

本研究では，コードの保守性のうち，機能的な不具合を

ともなわないコードの構造上の問題に焦点を当て，その高

精度な自動評価を目的とし，教師あり学習を用いて評価基

準をカスタマイズするための枠組みを提案する．

我々は，既存の体系的枠組みが提供するコードの評価基

準を参考に，ある開発組織が評価観点とその測定用のメト

リクスを選び，対象コンテキストを考慮して測定値の解釈
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方法を変更することを，評価基準のカスタマイズとした．

そして，カスタマイズ方法の中でも特に，測定値や教師

データを入力として統計的に解釈の形式表現（解釈モデル）

と閾値を導出することを前提に，その実施手順を枠組みと

して整理した．閾値に基づく評価基準に限定した理由は，

評価過程や考慮されている範囲が人間にとって分かりやす

く，開発者の認識と照らした妥当性の議論がしやすいと考

えられるからである．

コードの分かりやすさの評価基準をカスタマイズする場

合，開発組織で用意可能な少量の教師データの活用が重要

な課題の 1つである．その理由は，一般に発展性欠陥はバ

グ管理システムに登録されるものではないため，その教師

データの収集には人手による評価が必要となりコストが大

きいからである．

また，コード評価においては複数のメトリクスによる多

面的な解釈が重要であることが知られているが，従来の一

般的な閾値導出手法は複数のメトリクスを考慮した解釈モ

デルの最適化に対応していない．そのため，自組織向けに

評価基準を最適化する際には解釈モデルも変更対象とする

ことで，過学習しやすくなる可能性があるものの，評価精

度のより大きな改善を期待できると考えられる．

我々の枠組みでは，エキスパートがレビュー可能なコー

ドが少量となることをふまえ，レビュー対象はコンテキス

トを代表するソフトウェア群（ベンチマーク）の一部に絞

る．そして，複数のメトリクスの影響関係を分類木学習に

よって考慮することで，そのコンテキストに適した解釈モ

デルと閾値の組合せを導出する．

本研究では，少量の教師データにより，従来手法よりも高

精度かつ，開発者の認識に反しない評価基準を得られるこ

とが実用的であると見なして，以下の研究課題（Research

Questions: RQ）に取り組んだ．

• RQ1：我々の枠組みにより，実用的な評価基準を得ら

れるか？

• RQ2：少量の教師データを入力とした場合でも，分類

木学習により従来の閾値導出手法に比べ高精度な評価

基準を導出できるか？

• RQ3：教師データの量は，自動評価の精度にどう影響

するか？

最後に，本研究の貢献を以下にまとめる．

• コードの保守性のうち，機能的な不具合をともなわな
いコードの構造上の問題に焦点を当て，その高精度な

自動評価を目的とし，コードメトリクスの最適な解釈

モデルと閾値を導出するための実用的な枠組みを提案

した．枠組みはプログラミング言語や評価対象の粒度

に依存しない形に一般化しているため，汎用的に利用

することが可能である．

• 評価実験 1：建機制御用の C++組込みソフトウェア

群を題材にソースコードファイル単位で我々の枠組み
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を適用し，適切に閾値をカスタマイズ可能か確認した．

• 評価実験 2：分類木学習アルゴリズム C5.0と従来手

法のそれぞれによる自動評価の精度を比較した．その

際，学習時の教師データの数の違いが精度に与える影

響も分析し，従来手法では教師データの増加に対して

精度の改善が小さいことを確認した．

以降，本論文は次のように構成する．2章では関連研究

をあげて技術的背景と課題を説明する．3章では閾値をカ

スタマイズするための枠組みを提案する．4章では実験方

法や利用したデータを説明する．5章では評価実験の結果

を示す．6章と 7章では RQと妥当性への脅威について考

察する．最後に，8章では成果や展望をまとめる．

2. 関連研究

2.1 教師データを用いない閾値導出手法

教師データを用いない閾値導出手法の長所はソースコー

ド以外の情報が不要であり，実施の手間が少ないことであ

る．しかしながら，一般に，コードの規模や複雑度といっ

た構造的メトリクスの分布（特に中央値）はソフトウェア

のコンテキストによって異なる [12], [13]．そして，教師

データなしでは必ずしも有用な閾値を導出できないという

報告もあり [14], [15], [16]，これらの手法は自動評価の精度

を重視する場合には実用性が低い．

以降，本節では代表的な手法について説明する．

ごく単純には，コードメトリック 1種類ごとに測定値の

平均値を計算して閾値とすることもできる [21]．ただし，

規模や複雑度といったコードメトリクスは一般に正規分布

とならないことが知られており [22], [23]，平均値よりも

パーセンタイルの方が外れ値の影響を受けにくい（ロバス

トである）といわれている．pパーセンタイルとは，入力

したメトリクス測定値を昇順に並べて小さい値から数え上

げたときに全体の p%目となる値を意味する．たとえば，

中央値は 50パーセンタイルに，箱ひげ図の箱の下部と上

部は 25パーセンタイルと 75パーセンタイルに相当する．

ソフトウェアメトリクスの分析においては，Alvesらの

方法（Alves法）[2]が用いられることも多い [24], [25], [26]．

Alves法では，多くのソフトウェアにおいて頻出する値を

重視し，一部のソフトウェアのみで測定される極端な値の

影響の低減に取り組んでいる．内部的には通常のパーセ

ンタイル関数とは異なり，各要素（クラスやファイル）の

重み（行数等）の累積パーセンテージを，要素が属するソ

フトウェアを考慮しながら集計している．そして，70%，

80%，90%の閾値を超えると，それぞれリスクの大きさが

Moderate，High，VeryHighと見なすと仮定している．

経験則としては 80対 20の法則は知名度が高く [27], [28]，

80%とその近辺の 70%や 90%は利用されやすい傾向にあ

る．あるいは，中央値（50パーセンタイル）や，箱ひげ図に

図 1 2 種類のメトリクスに 1 個ずつ閾値を設定した解釈モデル

Fig. 1 Example of a simple interpretation against two metrics.

図 2 SVM による解釈モデルの例

Fig. 2 Example of an interpretation by SVM.

おける異常値境界*1が利用される場合もある [5], [8], [29]．

2.2 教師あり学習を用いた閾値導出手法

Benderの方法（Bender法 [17]）と ROC曲線による方

法（ROC曲線法 [18], [19]）では，任意のメトリック 1種

類の測定値と教師データを入力することで閾値を導出でき

る．しかし，コードの良し悪しは 1種のメトリックの大小

のみで判断することが難しく，複数のメトリクスによる多

面的な解釈が重要となる [30], [31]．

Herboldらは複数メトリクスを同時に考慮する閾値導出

に取り組んでいるが，1つのメトリックにつき 1つの閾値

を設定する解釈モデルになっており，様々な解釈に対応し

た一般化には至っていない [20]．

このように，従来の閾値導出手法では必ずしもメトリク

ス間のトレードオフや冗長性が考慮されていない．結果と

して忙しいエキスパートの時間を割いて教師データを用意

しても効果的な機械学習ができず，自動評価の精度が飛躍

的には改善されない恐れがある．

これらの手法で 2つのメトリクスの閾値を設定した場合

の解釈モデルの例を図 1 に示す．この図では 2つのメト

リクスMetric1とMetric2を軸にとり，それぞれ 1個ずつ

閾値を設定して点線を引いている．この解釈モデルにおい

て，良い評価判定となるのは 2つのメトリクスがともに閾

値以下となる四角形の領域である．いい換えれば，この四

角形のサイズ変更により表現できる範囲でしか，解釈モデ

ルをカスタマイズできない．

2.3 教師あり学習を用いた解釈モデルの構築手法

SVM（Support Vector Machine）で 2つのメトリクスの

解釈モデルを構築した場合，図 2 のように，問題の有無を
*1 箱ひげ図における異常値検出の境界はツールによって設定が異な
りうるが，“75パーセンタイル + 1.5*（75パーセンタイル − 25
パーセンタイル）” とする設定がある．
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図 3 RandomForest による解釈モデルの例

Fig. 3 Example of an interpretation by RandomForest.

図 4 分類木による解釈モデルの例

Fig. 4 Example of an interpretation by Classification-Tree.

判別するための境界が曲線状になる．RandomForestで 2

つのメトリクスの解釈モデルを構築した場合，図 3 のよ

うに，問題の有無を判別するための境界が複雑に入り組ん

だ形状になりやすい．これらの手法では高精度な解釈モデ

ルを構築しやすいが，内容を閾値による条件の組合せで表

現しにくく，評価過程や考慮されている範囲が人間にとっ

て分かりにくいものになりやすい．モデルの分かりやすさ

は，人間がそのモデルを信用できるかどうかにも影響する

ため留意すべきである [32]．また，これらの手法では境界

の形状をパラメータで制御できるが，境界の形状との関係

が非線形的であり直感的な調整が難しい．

分類木学習アルゴリズムC4.5 [33]やその後継であるC5.0

で 2つのメトリクスの解釈モデルを構築した場合，図 4 の

ように，閾値による条件式の組合せが得られる．分類木学

習では特徴量空間を閾値で再帰的に分割して最適な解釈モ

デルを構築するため，図 1 のような四角形のサイズ変更よ

りも表現力が高い．

Fontanaらは複数のコードスメルをメトリクスで予測す

ることについて，SVMや RandomForestや C4.5等の性能

を比較した [34]．しかし，従来の閾値決定手法との性能の

比較には踏み込んでおらず，C4.5と従来手法との間に，ど

の程度の性能の差があるかは十分に明らかではない．パー

センタイル関数や Alves法には教師データが不要という強

みがあるため，C4.5はそれより大きく優れていることを示

せなければ，人手をかけてまで教師データを収集する動機

付けをしにくい．一方，従来の閾値決定手法については，

性能の上限において C4.5に劣ることは推測できるものの，

その単純さから過学習をしにくい可能性もあり，教師デー

タが少ない状況下での性能比較には意義がある．

2.4 教師データの収集について

Mantylaらはコードの保守上の問題を，機能性欠陥と発

展性欠陥という定義で区別した [10]．機能性欠陥とは，ソ

フトウェア実行時に観測されうる機能上の不具合である．

発展性欠陥とは，ソフトウェア実行時に観測できるもので

はなく，コードの分かりやすさや修正しやすさが通常より

も低くなってしまっている状態である．

しかし，一般に発展性欠陥はバグ管理システムに登録さ

れるものではないため，その教師データの収集には人手に

よる評価が必要となりコストが大きい．このようなコード

の構造上の問題の人手による評価結果を公開しているデー

タセットの数には限りがあり [35]，自組織に類似した事例

の収集も難しい．そのため，開発組織は独自に教師データ

を用意することになる．しかし，観点によってはドメイン

知識を有するエキスパートでないと難しいうえに [10]，そ

のようなエキスパートには種々の業務も集中しやすい [36]．

結果として，評価基準のカスタマイズにおいては，限られ

た少量の教師データの活用が重要な課題の 1つとなる．

3. 枠組みの提案

本章ではコードの分かりやすさの評価基準（解釈モデル

および閾値）をカスタマイズするための実用的な枠組みを

提案する*2．枠組みの概要，枠組みで扱われる解釈モデル

の一例，実施手順の順に説明する．

また，本枠組みで取り扱う「評価基準」と「解釈モデル」

については以下のように定義した．

• 評価基準：「ある観点でコードを評価するための定量
的な基準」．多数のメトリクスを説明変数とするもの

や，複数のメトリクス測定値を合成するものは，評価

過程や考慮されている範囲が人間にとって分かりにく

いものになりやすいと考えられるため，本研究で扱う

評価基準は，説明変数を合成しておらず，その解釈を

閾値を用いて形式表現可能なものに限定した．たとえ

ば，「ファイル行数 <=100 AND関数定義数 <=10な

らば問題なし」は 2種類のメトリクスの条件式を組み

合わせた評価基準である．逆に，「ファイル行数+10*

関数定義数 <=100ならば問題なし」といった複数の

メトリクス測定値を合成する条件式や，重回帰，SVM，

RandomForest等は対象外とした．

• 解釈モデル：「閾値的な評価基準で用いる解釈の形式
表現について，閾値が固定されずに抽象化されている

もの」．たとえば「ファイル行数<=T1 AND関数定義

数<=T2ならばOK」という解釈モデルでは閾値 T1，

T2は固定されておらず，利用前にこれらを定めて具

体化する必要がある．複数の既存のコード評価ツール

において，解釈モデルに相当する設定機能が用意され

ている [5], [8]．

3.1 概要

本研究ではコードの分かりやすさの高精度な自動評価

を目的とし，その評価基準をカスタマイズするための実

*2 この枠組みは我々が過去に定義した枠組みを拡張したものであ
る [37]．
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図 5 我々の枠組みの全体像

Fig. 5 Overview of our framework.

用的な枠組みを提案する．具体的には，エキスパートがレ

ビュー可能なコードが少量となることをふまえ，レビュー

対象はコンテキストを代表するソフトウェア群（ベンチ

マーク）の一部に絞る．そして，複数のメトリクスの影響

関係を分類木学習によって考慮することで，そのコンテキ

ストに適した解釈モデルと閾値の組合せを導出する．

本研究では，C++のソフトウェア群を題材に評価実験

をしているが，我々の枠組み自体はプログラミング言語に

依存しない形に一般化しているため，汎用的に利用するこ

とが可能である．ただし，コードメトリクス閾値とその解

釈モデルは対象とするコンテキスト向けにカスタマイズさ

れるため，同一のコンテキスト（プログラミング言語とア

プリケーションドメイン）でのみ共有することを制約とす

る．その際，アプリケーションドメインの同一性について

は開発組織が経験的に判断するものとする．コンテキスト

の同一性の判定方法の具体化と評価については今後の課題

である．

我々の枠組みの全体像を図 5 に示した．この図は実施手

順を構成する以下の 7つの Stepsにおける前後関係と入出

力関係，および閾値導出が可能となるタイミングを示して

いる．その詳細は 3.3 節で個別に説明する．

• Step1) コンテキスト代表のソフトウェア群の選択．

• Step2) コード評価の GQMモデルの定義．

• Step3) 静的解析によるメトリクス測定．

• Step4) レビュー対象ファイルの選択．

• Step5) エキスパートによるレビューの実施．

• Step6) 分類木学習による解釈モデルと閾値の導出．

• Step7) 妥当性の議論．

Step1から Step3までを完了すると，パーセンタイル関

数や Alves法を利用できる状態になる．Step6までを完了

すると，教師あり学習を利用できる状態になる．最後に，

Step7では導出された解釈モデルおよび閾値の妥当性を議

論する．必要に応じて，以前の Stepからやり直す．

3.2 メトリクス測定値の様々な解釈モデルについて

規模や複雑度といったメトリクスの解釈には様々な場合

がある．全体的にはメトリクス測定値の大きさがコードの

構造上の問題を表しているものの，その関係が単調では

なく一定以上になるとむしろ問題は少なくなる場合があ

りうる．一部のクラスに処理を意図的に集中させる場合

や，特定のコードが例外的に許容されている場合が知られ

ている [38], [39]．また，他のメトリクスが別のメトリク

スの判断に影響する非直交な関係性もありうる [30], [31]．

たとえば，コードの規模の目標を「行数の削減」1つだけ

（One-track-metrics [30]の状態）にしてしまうと，開発者

はその達成のために，1行あたりのステートメントを複雑

化させてしまう可能性があり（負のホーソン効果 [31]），結

果としてエキスパートが行数以外の構造的特徴も考慮して

レビューするようになることがありうる．

我々の枠組みでは，エキスパートによるレビュー結果を

抽象化して模倣する形で解釈モデルを構築する．本節では

構築されうる解釈モデルについて，4つのパターンを例と

して説明する．実際には，これらの例の図形を左右上下反

転や回転したパターンや，複数が同時に起こるパターンも

ありうる．

もし分類木学習によって得られた解釈モデルが開発者に
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図 6 1 つのメトリックのみで閾値を設定しているパターン

Fig. 6 Interpretation pattern: Single threshold.

図 7 判別境界が中抜き状になるパターン

Fig. 7 Interpretation pattern: Between thresholds.

とって不自然であれば，教師データの偏りや過学習が原因

の可能性もあるが，一方でエキスパートが独自の暗黙知を

使っていることが原因の可能性もある．そのため，我々の

枠組みを適用することは，エキスパートがどのようにレ

ビューしているかを定量化し，暗黙知の発見を支援するこ

とにもつながる．

図 6 は 2つのメトリクスを入力としたが，1つのメト

リックのみで閾値が設定されたパターンを示す．我々の枠

組みでは，N個のメトリクスを説明変数として学習してい

ても，そのうちの一部のみで十分な精度の自動評価ができ

る場合には図 6 の解釈になりうる．説明変数どうしの相関

が強い場合では，いずれかのメトリックのみで解釈をモデ

ル化でき，冗長さを低減できる．一方，エキスパートの判

断とほとんど関連していない説明変数がある場合では，そ

のメトリクスに閾値を設定しないことで，“問題あり”の誤

検出数を抑制できる．

図 7 は判別境界が中抜き状になるパターンを示す．あ

るメトリックの値が一定範囲にあるかどうかが重要な場

合にはこの解釈になりうる．行数や複雑度等は大きすぎる

ことのほかに小さすぎることもまた実装の不自然さの兆

候であり，ゴルディロックの原理と呼ばれて研究されてき

た [40], [41]．ゴルディロックの原理は成り立つ場合とそう

でない場合がそれぞれ報告されているため，我々の枠組み

によるコンテキストを考慮したアプローチが有用であると

考えられる．

図 8 は判別境界が階段状になるパターンを示す．あるメ

トリックの値の大きさ次第で他のメトリクスの判断基準が

変わる場合にはこの解釈になりうる．たとえば規模につい

ては，担っている機能の違うコードどうしで行数や関数定

義数の中心傾向が違う場合がある．また，自動生成コード

やテストコード，MVCにおけるコントローラクラス等で

は評価基準に違いが出やすいことも知られている [42]．枠

組みを適用する際の方針として，これらのコードを例外と

図 8 判別境界が階段状になるパターン

Fig. 8 Interpretation pattern: Stairs.

図 9 判別境界に突出した箇所があるパターン

Fig. 9 Interpretation pattern: Isolated area.

して評価対象にしないようにすることも，枠組みの適用を

経てどのように違っているかを確認することもできる．

図 9 は判別境界判別境界に突出した箇所があるパター

ンを示す．局所的に判断基準が変わることが特徴的であ

る．突出した箇所に該当するコードの特徴が，そのコンテ

キストにおいて普遍的なものなのか，教師データの元であ

るソフトウェア特有のものであるかに注意すべきである．

後者の場合，解釈モデルが同じコンテキストの他のソフト

ウェアにとって適していない恐れがある（過学習の恐れが

ある）．

3.3 実施手順の詳細

我々の枠組みは評価対象とするソフトウェア要素の粒度

には依存せずに適用可能である．本節では記述を簡潔にす

るために，評価対象の要素がソースコードファイルの場合

における実施手順を説明する．

3.3.1 Step1) コンテキスト代表のソフトウェア群の選択

• 開発組織においてコードの自動評価を導入したいコン
テキストを特定し，そのコンテキストを代表するソフ

トウェア群（ベンチマーク）を用意する．

組込み製品ベンダ等，複数の製品機種を長期間にわたり

開発・保守をしている組織では，近いコンテキストのソフ

トウェアが蓄積されやすく，ベンチマークを用意しやすい

と考えられる．

この Stepで構築したベンチマークは着目したコンテキ

ストをよく代表する一方で，他のコンテキストまでに広げ

た一般性は欠きやすい．そのため，我々の枠組みで導出し

た評価基準は，同一のプログラミング言語とアプリケー

ションドメインのソフトウェアでのみ共有することを制約

とする．その際，アプリケーションドメインの同一性につ

いては開発組織が経験的に判断するものとする．コンテキ

ストの同一性の判定方法の具体化と評価については今後の

課題である．
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表 2 GQM モデルの例：Goal（目標），Question（質問），Metrics（測定法）

Table 2 GQM model: Goals, Questions, and Metrics.

Goal Question Metrics ファイル単位メトリクスの説明

G：コードが分

かりやすく書か

れており，開発

者にとって保守

性が高いこと．

Q1：ファイルの

責務の量は適切

か?

FUN ファイル内で定義されている関数の数．Number of Function definitions の略．

ELOC ファイル内のコード行数を，処理実行の主体以外の行を無視しながら数えたもの

であり，無視されるのは空行，コメント行，括弧のみの行，変数宣言のみの行等

である．Executable LOC の略．

Q2：関数の処理

が複雑すぎない

か?

AveDN ファイル内の関数の DN の平均値．Average of DN の略．

MaxDN ファイル内の関数の DN の最大値．Maximum of DN の略．

AveCC ファイル内の関数の CC の平均値．Average of CC の略．

MaxCC ファイル内の関数の CC の最大値．Maximum of CC の略．

表 1 基礎的なソースコードメトリクス

Table 1 Basic metrics of the source code.

メトリクス 説明

LOC コードファイルの行数を，コメント行や空行も含めて

数えたもの．Lines Of Code の略．

DN ある関数について，その制御フローのネストの深さの最

大値．ネストのある箇所とみなすのは if, for, while,

do, switch を使用している箇所とする．Depth of

Nest の略．

CC ある関数について，そのサイクロマティック複雑

度 [50]．計算方法は「制御フローの分岐の数+1」と

なる．Cyclomatic Complexity の略．

また，OSS（Open Source Software）と産業用ソフトウェ

アとでは多くの種類のメトリクスで分布が異なる傾向にあ

るとの報告があるため [43]，OSSをベンチマークに含める

場合は，注意して対象を選ぶべきである．

3.3.2 Step2) コード評価のGQMモデルの定義

• 保守性の評価方法や，保守上の問題のパターン集・カ
タログ等を参考にして，対象コンテキストにおいて

コードを評価する際の観点とメトリクスを定義する．

コードをどのように評価するかは，Goal-Question-Metric

（GQM）モデルで定義すると分かりやすい [44]．具体的に

は，「コードが分かりやすく，開発者にとって保守性が高

いこと」を目標（Goal）とし，達成可否について複数の質

問（Question）を設け，定量的に回答するための測定方法

（Metrics）を定義する．たとえば，クラス（ファイル）が

担う責務量が大きすぎないか，という質問を設けたら，

– Metric1：ファイル内の関数定義数．

– Metric2：ファイルのコード行数．

といったメトリクスを関連付けていく．GQMモデルでは

閾値までは定義していないので，大枠のみ他のコンテキス

トに流用することは許容できる．例として，我々が本研究

で定義した基礎的なメトリクスを表 1 に，GQMモデルを

表 2 に示した．

採用する QuestionやMetricsの定義をしていく際には，

ソフトウェア品質評価の国際規格や [45]，発展性欠陥の分

類 [10]，コードスメルのパターン [46], [47]，既存の GQM

モデル [48], [49]等が参考になる．これらの体系的枠組み

には多量な観点とメトリクスを含まれているので，試験的

導入の際には自組織が特に評価したい項目を抽出してカス

タマイズすべきである．

3.3.3 Step3) 静的解析によるメトリクス測定

• GQMモデルで定義したメトリクスを測定する．測定

対象はベンチマークに含まれる各ソースコードファイ

ルとする．測定ツールの種類は問わない．

具体例として，代表的なソースコード静的解析ツールで

あるUnderstandの説明をする*3．Understandは複数のプ

ログラミング言語（C/C++，C#，Java等）に対応してお

り，行数やサイクロマティック複雑度を測定可能である．

メトリクス測定値は CSVファイルとして出力できる．ま

た，APIを用いれば独自メトリクスの測定も可能である．

なお，静的解析ツールを利用する際には，結合度のメト

リクスの測定仕様に注意すべきである．たとえば，Integer

や String等のプリミティブクラスも数えるか，外部ライブ

ラリのクラスも数えるか，明示的でない依存関係も数える

かが異なる場合がある．また，行数やサイクロマティック

複雑度といったファイル単体で完結して測定可能なメトリ

クスについても，複数の測定パターンが採用されている場

合もあるため同様に注意すべきである．

3.3.4 Step4) レビュー対象ファイルの選択

• ベンチマークとしたソフトウェア群から一部のソース
コードファイルを抽出し，次の Step5でのエキスパー

トによるレビューの対象とする．

ベンチマーク全体のレビューは難しく，限られた範囲で

教師データを集めることが現実的となる．その理由は，観

点によってはドメイン知識を有するエキスパートでないと

難しいうえに [10]，そのようなエキスパートには種々の業

務も集中しやすい [36]からである．

抽出すべきファイルの数についてはいくつかの知見が

ある．Rahamanらは現実的かつ効果的な量として全体の

5%から 20%を提案している [51]．また，Fontanaらは 100

件程度でもコードスメルの機械学習において有用であった

*3 Understand: http://www.scitools.com/
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と報告している [34]．100という数値は一見大きいが，大

規模なソフトウェアでは機能とファイルが細分化されてい

る場合もあるため，非現実的な数とはいいきれない．また，

本研究の実験結果を先にあげると，約 22個の教師データ

で学習した場合でも，80パーセンタイルより高精度な自動

評価を実現できた．

抽出すべきファイルの内容はカスタマイズ方針によるた

め，どのような方法がより実用的な評価基準の導出に寄与

するかは明らかではない．そのため，具体例を参考として

開発組織が行動指針を決定するものとした．具体例は以下

のとおりである．各方法の評価は今後の課題である．

• 仮定をおかずに，ファイルをランダムに選択する．
• Fontanaらの研究では [34]，既成ツール（iPlasma等）

により問題個所の候補を絞り込んだ．さらに，人手で

レビュー可能な数になるようにランダム選択した．

• 本研究では，協力企業が組込み製品（建機）の機種展開
をしていくための母体となっている複数のソフトウェ

アシステムを代表とした．そして，人手でレビュー可

能な数を選択する際には，まずレビュアが内容を熟

知しているサブシステム群を特定した．最後に，教師

データの正例と負例の偏りを低減させることを意図

し，問題のある個所とない箇所を同程度含んでいると

想定されるサブシステム群を数個選択した．

3.3.5 Step5) エキスパートによるレビューの実施

• GQMモデルの各 Questionをチェックリスト項目と

して，各ファイルをエキスパートがレビューする．

• 各 Questionについて，各ファイルごとに “問題あり”

か “問題なし”のいずれかを記録する．

エキスパートとしてはコンテキストに精通した熟練開

発者や設計者等がふさわしい．M個のファイルを N個の

Questionでレビューする場合には，M行 N列のテーブル

を結果として記録することになる．

問題の有無を二値に振り分けることが難しい場合には，

何点未満なら “問題あり”なのかを明示したうえで，5段階

や 100点満点で採点してもよい．レビュー後に自動的に二

値に変換できる．

3.3.6 Step6) 分類木学習による解釈モデルと閾値の導出

• 分類木学習アルゴリズムにより，メトリクス測定値の
解釈モデルを構築する．

• 各 Questionについて，それぞれ独立に実施する．

C4.5系列の分類木学習アルゴリズムは複数の統計環境

において実装および提供されている．本研究では統計言語

Rで実装されている C5.0アルゴリズムを用いた．

N個の Questionがある場合には，N個の解釈モデルを

構築することになる．この方式では，個々の Questionご

とに関連するメトリクスの影響関係を考慮しつつ，簡潔な

モデルを構築できる．現時点では，複数の Questionをま

たいだ影響関係は考慮していない．この制限の緩和や解決

については今後の課題としたい．

3.3.7 Step7) 妥当性の議論

• コンテキストに詳しい開発者や品質管理者を交え，解
釈モデルの妥当性を議論する．

• もし許容できない内容の場合，以前の Stepからのや

り直しを検討する．

コンテキストに詳しい開発者や品質管理者を交えること

で，解析したデータに含まれない背景情報も含めた検討が

できる [30], [31]．積極的で示唆のある議論をするために

は，以下の 2つの要素が重要であると我々は考えた．

– 性能指標：コードの自動評価がエキスパートのレビュー

結果と一致している度合いが定量化されていないと比

較や議論をしにくい．

– 可視化：解釈モデル（分類木）をテキストのまま見て

も，特徴量空間上に分布する実データとの対応関係は

直感的に理解しにくい．

性能指標については，Precision，Recall，F値（F1値と

も呼ばれる）等を “問題あり”のファイルを陽性と見なし

て計算する．同じ F値の手法どうしについては再現率と適

合率を比較したトレードオフの議論が可能であるため，開

発組織が目的に応じて判断する．たとえば，再現率が低く

ても適合率が高い場合は，問題個所の検出漏れがある代わ

りに検出した範囲内では正答率が高い．一方で，再現率が

高くても適合率が低い場合は，問題個所の検出漏れが少な

い代わりに，誤検出が多く含まれる．

可視化については，もし分類木が最終的に含むメトリク

スが 2個以下なら，図 6から図 9のような図を作成できる．

この上にメトリクス測定値の散布図を重ねて，解釈モデル

と閾値の内容が対象コンテキストの開発者の認識に反しな

いかを議論する際に利用する．確認手順の具体化と評価，

説明変数が 3つ以上の場合の効果的な可視化方法について

は今後の課題である．統計解析言語 Rにおいて contour関

数や ggplot2パッケージの geom tile関数を用いれば，自

動評価における “問題あり”と “問題なし”の境界を塗り分

ける処理を実装できる．

また，教師なし手法と教師あり手法の性能比較により，

教師データが評価基準の精度改善に寄与しているかを確認

することも議論の際には有用である．もし，性能（F値等）

の差が小さい場合には，教師データ作成者が元々単純な解

釈をしていることや，機械学習のチューニングパラメータ

が不適切であること等が理由として考えられる．前者の場

合，教師データを増やし続けても導出される評価基準の精

度は一定のままである可能性があり，教師データの作成に

おいて他の観点を優先する方が有用である可能性がある．

4. 実験方法

4.1 概要

我々の枠組みの実用性を評価するために，2種類の実験
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表 3 ベンチマーク規模の要約（C++部分のみ本実験で利用）

Table 3 Descriptive numbers of our initial benchmark. (C++

parts are mainly used in this study).

ソフトウェア C 言語の部分 C++の部分

(システム) ファイル数 総 LOC ファイル数 総 LOC

Sys1 79 24,956 502 154,004

Sys2 86 28,272 586 181,163

Sys3 81 42,237 319 47,938

合計 246 95,465 1,407 383,105

で RQ1から RQ3に取り組んだ．

• RQ1：我々の枠組みにより，実用的な評価基準を得ら

れるか？

• RQ2：少量の教師データを入力とした場合でも，分類

木学習により従来の閾値導出手法に比べ高精度な評価

基準を導出できるか？

• RQ3：教師データの量は，自動評価の精度にどう影響

するか？

コードメトリクス測定とエキスパートによるレビューの

結果は，建機制御用の C++組込みソフトウェア群を題材

として，3章で説明した Step1から Step5までを実施する

ことで得た．

実験 1では，Step6と Step7を実施することでRQ1に取

り組んだ．

実験 2では，閾値導出手法の性能を比較することでRQ2

からRQ3に取り組んだ．比較した閾値導出手法は以下のと

おりである．教師データを用いない手法については，パー

センタイル関数と Alves法を用いた．教師あり学習を用い

る手法については，Bender法（ロジスティック回帰ベー

ス），ROC曲線法，C5.0アルゴリズムを用いた．

4.2 データセット

コード自動評価の対象コンテキストとして，小松製作

所が建機制御用の組込みソフトウェア群の共通プラット

フォームとして継続的に開発・保守しているソフトウェア

シリーズ（C++）を選んだ．そして，コンテキストの代表

として一定の妥当性があると考えられる建機の機種展開に

おける母体とされてる 3個のソフトウェア（Sys1，Sys2，

Sys3）をベンチマークとして選んだ．これら規模について

は表 3 にまとめた．なお，3つのソフトウェアは C/C++

で多言語開発されていたが，ファイル数が占める割合は

C++の方が 85%（1407/1653）と大きい．

4.3 GQMモデル

対象コンテキストで取り扱うGQMモデルを定義する際

には，我々の過去の研究成果である GQMモデルを参考と

した [48], [52]．メトリクスの粒度はファイル単位に揃え，

保守性のうちの特にコードの分かりやすさや扱いやすさに

図 10 ベンチマーク構成と実験における利用方法

Fig. 10 Benchmark organization and usage in our experi-

ments.

着目して複数の Questionとメトリクスを抽出し，一部変

更を加えた．本研究では以下の 2つの Questionとそれに

対応するメトリクスを題材として評価実験を実施した．

• Q1：ファイルの責務の大きさが適切であるか？ 2

つのメトリクスを関連付けた．ファイル内の関数定

義数（FUN）とファイル内の実行部分のコード行数

（ELOC）である．コメント行や空行を含む LOCでは

なく，これらを除外する ELOCをより責務量を表す

メトリクスとして採用した．また，FUNをQ1の説明

変数として加えたのは，ファイルの責務の適切さの評

価に関するエキスパートの暗黙的な観点を評価基準に

反映させようとしたためである．たとえば，行数が多

いファイルでも機能が適切に分割されていれば許容す

る，あるいは関数定義数が多くても行数が少なければ

許容するといった観点がありうる．

• Q2：（ファイル内の）関数の処理が複雑すぎないか？

4つのメトリクスを関連付けた．この 4つは関数の制

御フローに関する 2つのメトリクスを集計したもので

あり，ネスト深さ（DN）とサイクロマティック複雑度

（CC）のファイル単位の平均値（AveDN，AveCC）・

最大値（MaxDN，MaxCC）である．DNはネストの

深さであり，CCはサイクロマティック複雑度 [50]で

ある．

上記の Questionとメトリクスの詳細については表 1 と

表 2 に示した．

4.4 エキスパートによるレビューの結果

対象コンテキストのソフトウェア群のアークテクチャに

精通し，10年以上の開発経験を持つエキスパート 1名に

よりコードレビューを実施した．その際，ベンチマークの

すべてのファイルをエキスパートがレビューすることは難

しいため，3個のサブシステム（Sub1，Sub2，Sub3）をレ

ビュー対象として選定した．まずレビュアが内容を熟知し

ているサブシステム群を特定した．次に，教師データの正

例と負例の偏りを低減させることを意図し，問題のある箇

所とない箇所を同程度含んでいると想定されるサブシステ

ム群を 3個選定した．結果的に，図 10 に示すように，サ

ブシステム群は Sys1のみからの選定となった．
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表 4 サブシステムの規模とエキスパートによるレビュー結果の要約

Table 4 Descriptive numbers of subsystems and results of the

manual inspection.

対象の Q1 Q2

サブシステム ファイル数 総 LOC 問題あり 問題あり

Sub1 57 13952 17 14

Sub2 31 6926 11 11

Sub3 55 8875 32 20

合計 143 29753 60 45

レビューの結果については表 4にまとめた．各Question

について問題ありと判定されるファイルは半数以下であり，

Q1では 42%（60/143），Q2では 31%（45/143）であった．

なお，約 40%のファイルが問題ありとなっているが，今

回のレビューではコードの静的構造上の問題が指摘されて

おり，この数値が小松製作所のソフトウェアの機能的な不

具合の多さを直接には意味していない点に留意してほしい．

また，エキスパートは 1つのファイルにつき数分をかけ

てレビューしており，ベンチマーク全体（1,407個）のう

ち 143個のファイルのレビューには約 8時間かかった．

4.5 評価基準

本研究の実験では，複数の閾値導出手法を比較するため

の性能指標として F値を用いた．また，実験 2の教師あ

り学習の比較では，より詳細な分析のために Precisionと

Recallも用いた．

F値の測定の際には，ファイルが “問題あり”であるこ

とを陽性と見なして計算した．

F値の値域は [0.0, 1.0]であり，1に近づくほど性能が高

いことを表す．F値は Precisionと Recallの調和平均であ

るが，Precisionは偽陽性の少なさを表し，Recallは偽陰性

の少なさを表す．偽陽性は，エキスパートが “問題なし”

（陰性）と判定しているにもかかわらず，自動評価では陽性

と誤判定してしまったものを意味する．偽陰性は，エキス

パートが陽性と判定しているにもかかわらず，自動評価で

は陰性と誤判定してしまったものを意味する．偽陽性と偽

陰性はそれぞれ自動評価の誤りを表すが，一般に互いにト

レードオフの関係にあることが知られており，調和平均に

よって総合的に評価するのが望ましいとされている．

4.6 実験 1の手順

3章で説明した Step6と Step7を実施した．Step6では，

統計解析言語 Rの C50パッケージにより，Q1と Q2のそ

れぞれの評価用の分類木を構築した．Step7では，構築し

た分類木の内容について開発担当者 3名を含む 5名で議

論した．また，構築した分類木で Sys2と Sys3を評価し，

その結果について協力企業の開発者からフィードバックを

得た．

4.7 実験 2のデザインと手順

実験 2では主に，教師あり学習を用いる閾値導出手法を

比較をした．加えて，教師データを用いるからには越える

べきと期待されるターゲットとして教師データを用いない

手法とも比較をした．取り扱う閾値導出手法は以下の 5つ

である．C5.0以外の方法では 2.2 節の図 1 で説明した形

式でメトリクスの解釈モデルを構築した．

• 教師データを用いない閾値導出手法：パーセンタイル
関数，Alves法．

• 教師あり学習を用いる閾値導出手法：Bender法，ROC

曲線法，分類木学習アルゴリズム C5.0．

また，図 10 に示すように，閾値導出手法に応じて以下

のデータを入力とした．

• 教師データを用いない手法では，ベンチマーク全体に
基づいて閾値を決めることが一般的であるため，1407

個の C++ファイルのメトリクスデータを入力とした．

• 教師あり学習を用いる手法では，エキスパートによる
レビューの対象とした 143個の C++ファイルのメト

リクスデータと教師データを入力とした．

そして，教師あり学習を用いる手法については，それぞ

れ，以下の 3つの規則での実験を 100回繰り返し，平均値

を測定結果とした．

• 規則 1) 143個の教師データから 72個（50%）をラン

ダム選択して学習用候補とし，残りをテストデータと

する．

• 規則 2)学習用候補からさらに n%をランダム選択して

学習に用いる．その際，nの値は 10から始め，5刻み

で 100までを対象とする．

• 規則 3)規則 3のランダム選定では正例と負例が必ず

1件以上含まれるように調整する．学習データに正例

か負例の片方しか存在しない場合には，正例と負例を

隔てる閾値の導出ができないため，ランダム選定をし

直す．

また，パーセンタイル関数，Alves法，Bender法では，

リスクの大きさを仮定して設定する引数の値次第で導出さ

れる閾値が変わる．そのため，本論文では以下のように表

記してそれぞれを区別する．

• パーセンタイル関数の引数に 10パーセントを指定し

たものは P10と表記する．

• Alves法の引数に 10パーセントを指定したものはA10

と表記する．

• Bender法の引数に 0.10を指定したものは B10と表記

する．

5. 実験結果

5.1 実験 1の結果

5.1.1 Step6の結果

構築された分類木を二次元で可視化した結果を図 12 と
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図 11 図 12 と図 13 の凡例

Fig. 11 Legend of Figs. 12 and 13.

図 12 Q1 について構築した分類木を可視化した散布図

Fig. 12 Visualization of the Classification-tree for Q1.

図 13 Q2 について構築した分類木を可視化した散布図

Fig. 13 Visualization of the Classification-tree for Q2.

図 13 に示した．また，これらの図におけるプロット形状

と背景色の意味を図 11 に示した．プロットの形状は各

ファイルのエキスパートによるレビューの結果を表してお

り，“X”と “O”が “問題あり”と “問題なし”を意味する．

また，背景色は自動評価の解釈モデルを表しており，淡い

灰色と濃い灰色が “問題あり”と “問題なし”を意味する．

構築した分類木のテキストベースの表現は以下の内容と

なった．

• Q1)ファイルの担う責務が大きすぎないか？

If(FUN ≤ 6)

IF(ELOC ≤ 19): 問題なし

ELSE : 問題あり

Else

IF(ELOC ≤ 71): 問題なし

ELSE : 問題あり

• Q2)ファイル内の関数が複雑すぎないか？

IF(MaxCC ≤ 7): 問題なし

ELSE : 問題あり

Q1の分類木は FUNと ELOCの非直交な関係性に解釈

を与えるものとなった．FUNの値に応じて，ELOCでは 2

つの閾値が使い分けられている．Q2の分類木ではMaxCC

のみ用いられ，他の 3つのメトリクスは除外された．

5.1.2 Step7の結果

Q1とQ2の分類木の内容について開発担当者 3名（教師

データ作成者ではない）と研究室メンバ 2名で議論し，そ

の内容に一定の妥当性があることを確認した．Q1とQ2の

分類木の性能指標である F値はそれぞれ 0.88と 0.91であ

り，エキスパートによるレビュー結果との一致度が高かっ

た．また，解釈モデルと閾値の内容が対象コンテキストの

開発者の認識に著しく反するものではないことを可視化を

通じて確認した．以下に議論の結果を示す．

Q1で得られた解釈モデルは対象コンテキストにおいて

妥当と判断した．このコンテキストではソフトウェアの機

能は細分化されており，個々の機能を担うファイルには以

下の傾向があった．

• ある程度の数の関数を持つファイルでは，それらの関
数を組み合わせて使うため，実行コード行数がやや

多い．

• コアでない周辺ファイルでは，少数の関数のみが含ま
れ規模も小さい．

そのため，関数の定義数に応じて，許容される実行コー

ド行数の大きさに数通りのパターンがあるのは自然と考え

た．F値も 0.88と高いため，現状ではこの分類木を採用し

た．ただし，今後教師データを追加して再学習することで

分類木が同様の評価基準を維持するかどうかを確認するこ

とも視野に入れることとした．

Q2で得られた解釈モデルは対象コンテキストにおいて

妥当と判断した．ネストの深さに関するメトリクスが評価

基準に含まれなかったが，このコンテキストでは多分岐の

switch-case文を使う傾向があり，ネストが浅くても実行経

路が複雑になっている関数が多々あった．また，AveCCも

評価基準に含まれなかったが，MaxCCと相関しており片

方は冗長となる関係にあった．

特徴的であったのは解釈モデルの形状であった．Q1の

解釈モデルは開発者が明示的には意識していなかった階段

状パターンになった．一方で，Q2の解釈モデルは 1種の

メトリックと 1個の閾値からなる単純な形式になった．こ

の結果ついては，Q1とQ2の性質の違いが影響していたと

考えられる．1つ 1つのファイルの規模は必要な機能（責

務）の内容や量によって必ずしも小さくしきれない一方で，

関数の構造的複雑度は関数分割を徹底すれば一律に抑制で

きると考えられる．そのため，少なくともこのコンテキス

トにおいては，人間によるコードファイルの規模の解釈は

多面的なものに，構造的複雑度の解釈は単純なものになり

やすい可能性がある．

5.1.3 評価基準の妥当性に関するフィードバック

本実験では，結果的に，教師データを作成するためのレ

ビュー対象ファイルを Sys1のみから選定していた．その

ため，機械学習時に過学習をし，Sys2と Sys3に適さない

評価基準が導出される恐れがあった．しかしながら，Sys1，

Sys2，Sys3は同一の開発組織によって開発されていたた

め，一定の共通性が認められると我々は考えた．また，導

出した分類木による Sys2と Sys3の評価結果について，同

組織の開発者から一定の妥当性があったというフィード
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図 14 パーセンタイル関数と Alves 法の F 値（Q1）

Fig. 14 F-measure of PERCENTILE and ALVES for Q1.

図 15 パーセンタイル関数と Alves 法の F 値（Q2）

Fig. 15 F-measure of PERCENTILE and ALVES for Q2.

バックを得た．そのため，導出した評価基準には一定の外

的妥当性があったと考えられる．また，同一のコンテキス

トで評価基準を共有するという我々の想定にも一定の妥当

性があったと考えられる．

5.2 実験 2の結果

本節では実験結果を要約する折れ線図を示し，その読み

方を説明する．図から読み取れる事象と，それに対する考

察は 6 章で説明する．

5.2.1 教師データを用いない閾値導出手法ついて

パーセンタイル関数と Alves法のそれぞれの方法におい

て自動評価を実施することで F値を測定した．Q1と Q2

の測定結果はそれぞれ図 14 と図 15 に示したこの図の横

軸と縦軸はそれぞれ，パーセンテージと F値の大きさを意

味する．パーセンタイル関数と Alves法では，リスク境界

として仮定するパーセンテージ次第で導出される閾値が変

わる（自動評価の結果も変わる）．本実験では，10%ごとの

パーセンテージそれぞれを仮定した場合の F値を測定し，

折れ線を引いて示した．

5.2.2 教師あり学習を用いる閾値導出手法ついて

Bender法，ROC曲線法，分類木学習アルゴリズムC5.0，

それぞれの方法において自動評価を実施することで F値，

Precision，Recallを測定した．

Q1と Q2の F値の測定結果はそれぞれ図 16 と図 17

に示した．この図の横軸と縦軸はそれぞれ，手持ちの教師

データのうち学習に用いた割合と F値の大きさを意味す

る．図 16 と図 17 の横軸の意味が，図 14 と図 15 とは異

なる点に注意してほしい．

本実験では，5%ごとにそれぞれの割合で学習した場合の

F値を測定し，折れ線を引いて示した．加えて，比較対象

として教師データを用いない閾値導出手法で測定した F値

について特徴的な位置に直線を引いて示した．

図 16 教師データの割合と F 値の関係（Q1）

Fig. 16 Sampling percentages and the F-measure (Q1).

図 17 教師データの割合と F 値の関係（Q2）

Fig. 17 Sampling percentages and the F-measure (Q2).

図 16 と図 17 で直線を引いたのは，P80と一番 F値が

大きかったパーセンタイルの位置である．P80 について

は，80対 20の法則の知名度が高く，教師データなしの場

合に利用される可能性が高いと考えられる．一番 F値が大

きかったパーセンタイルについては，Q1では P40，Q2で

は P70であった．あらかじめ “問題あり”のファイルの割

合のノウハウがあるならば，教師データなしでも高性能な

パーセンタイルを導ける可能性があり，比較対象としての

意義がある．教師あり学習を用いる閾値導出手法には，こ

れらの 2つのターゲットを越えることが期待されている．

そして，図 16 と図 17 は C5.0が比較対象の中では最も

高性能であることを示している．また，従来手法では教師

あり学習を用いているものの，パーセンタイル関数の性能

を下回る場合があることを示している．

ここまでの F値の結果に加えて，教師あり学習の比較で

は，より詳細な分析のために Precisionと Recallも同様に

測定した．Q1と Q2の Precisionは図 18 と図 19 に示し

た．Q1と Q2の Recallは図 20 と図 21 に示した．それ

ぞれ，F値の図と同様の形式である．

Q1と Q2の双方において，C5.0では教師データを増や

すにつれ，再現率と適合率が双方とも上昇する傾向であっ

た．ROC曲線法や Bender法の B40，B50等は再現率と適

合率が双方ともほぼ一定という傾向であった．また，B10，

B20 等は再現率が高い一方で適合率が低いという傾向で

あった．逆に，B90，B80等は再現率が低い一方で適合率

が高いという傾向であった．
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図 18 教師データの割合と Precision の関係（Q1）

Fig. 18 Sampling percentages and the Precision (Q1).

図 19 教師データの割合と Precision の関係（Q2）

Fig. 19 Sampling percentages and the Precision (Q2).

図 20 教師データの割合と Recall の関係（Q1）

Fig. 20 Sampling percentages and the Recall (Q1).

図 21 教師データの割合と Recall の関係（Q2）

Fig. 21 Sampling percentages and the Recall (Q2).

C5.0は他の手法に比べて Precisionが高く，Recallも減

少傾向ではなかったため，高い F値が得られたと考えられ

る．他の手法は，Precisionと Recallのどちらか一方が高

くもう片方が低い，あるいはどちらも中程度という傾向で

あった．

6. 考察

本章では RQ1から RQ3について，本研究の評価実験の

結果に基づいて考察を深める．

6.1 RQ1：我々の枠組みにより，実用的な評価基準を得

られるか？

YES．Q1と Q2の双方において妥当な解釈モデルを構

築できたことを，開発担当者 3名を含む 5名による議論を

通じて確認した．議論の経緯については，実験結果として

5.1.2 項で説明した．レビューを実施したエキスパートや

議論に参加した開発者は対象コンテキストに精通していた

ため，対象コンテキストにおける成果は妥当と考えた．

今後は，教師データを追加して再学習することで，分類

木が同様の評価基準を維持するかどうか確認することを検

討している．たとえば Q1については，濃い灰色の矩形の

理想的な形について議論の余地がある．対象コンテキスト

内で教師データを増やしたり，対象コンテキストの範囲を

やや広げたりという変化に対して，矩形がどのように変化

するかである．フラットな形状と階段形状のどちらがより

良いのか，階段形状ならば 2段か，あるいはそれ以上の段

数が良いのか，この疑問については判別領域の境界に教師

データを加えていく能動学習のアプローチで取り組むこと

を検討している．

6.2 RQ2：少量の教師データを入力とした場合でも，分

類木学習により従来の閾値導出手法に比べ高精度な

評価基準を導出できるか？

YES．図 16 と図 17 は，C5.0が従来の閾値導出手法よ

りも高性能であることを示している．Q1と Q2のいずれ

においても，教師データを用いる割合が 35%以上の場合，

C5.0が最も高性能であった．また，72個の 35%は 26個

（小数繰り上げ）であるが，これは十分に少ない量と考えら

れ，我々の枠組みの実用性を示している．

以下，比較対象であるC5.0以外の手法について考察する．

Questionごとに P80の F値を見ると，Q1では 0.28であ

り低性能であるが，Q2では 0.75であり上位の性能であっ

た．Q1の P80の自動評価結果を分析したところ，偽陰性

（誤って “問題なし”）の判定結果が 34%もあり，P80では

閾値が大きすぎることが分かった．

Questionごとに一番 F値が大きかったパーセンタイル

の F値を見ると，Q1の P40では 0.70であり，Q2の P70

では 0.85であった．双方ともに ROC曲線法と Bender法

と同等あるいは上回る性能であった．

ROC曲線法と Bender法において問題となるのは，パー

センタイルを大きく差をつけて上回ることがなかった点で

ある．Q1のように，エキスパートがコードの複数の特徴

を複合的に解釈している場合には，メトリック 1種ごとに
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閾値を最適化することが適さない可能性がある．また，Q2

のように，エキスパートがパーセンタイルに類する判断を

している場合には，C5.0も含めて教師あり学習とパーセン

タイル関数とで性能に差が出にくいと考えられる．

6.3 RQ3：教師データの量は，自動評価の精度にどう影

響するか？

C5.0では教師データを増やすことによる精度の改善が見

られた．一方で，ROC曲線法と Bender法では，教師デー

タの割合を増やしても F値があまり向上しない，あるいは

逆に下がるという結果になった．1種のメトリックに 1個

の閾値を設定する形式が要求されていないならば，C5.0を

用いる方がよいと考えられる．

まず，C5.0の結果について考察する．図 16と図 17を見

ると，Q1とQ2では教師データの割合に対する性能の変化

量が異なる．学習用候補から使用する教師データが 10%の

場合と 100%の場合とで，F値の変化量は，Q1では 0.11

（=0.78−0.67），Q2では 0.08（=0.87−0.79）であった．

6.2 節でも考察したコンテキストの背景をふまえると，

以下のことが推測できる．

• Q1のように複合的な解釈の学習の場合では，より多

くの教師データが役立つ．

• 一方で，Q2のように元々が単純な解釈の場合では，非

常に少ない教師データでも十分となりうる．

今回の実験結果から，評価対象の観点（GQM Question）

によって十分となる教師データの数が異なると推測できる．

たとえば，処理の複雑度の低減は関数分割によって比較的

一律にできるが，ファイルが担う規模（必要な機能）の削

減には突き詰めるとアルゴリズムや設計の見直しが必要と

なる．そのため，コードの規模の評価は比較的に難しく，

エキスパートは複合的な観点になりやすい可能性がある．

以下，比較対象である C5.0以外の手法について考察す

る．図 16 と図 17 を見ると，ROC曲線法と Bender法で

は，教師データの割合を増やしても F値の向上が小さい，

あるいは逆に下がるという結果になった．

ROC曲線法や B40，B50等は再現率と適合率が双方と

もほぼ一定という傾向であったが，これらの従来手法では

メトリクスの複合的な解釈の最適化ができずに性能が伸び

悩んでいたと考えられる．

B90，B80等は再現率が低い一方で適合率が高いという

傾向であったが，Q1では教師データを増やすにつれて F

値が下がっていた，Bender法において引数 p0を 0.90にす

ると（B90），楽観的に問題個所を少なく見積もることにな

る．そのため，Q1では極端に大きな閾値が導出され，特

に明白な問題箇所以外が検出漏れしてしまっていたと考え

られる．

B10，B20等は再現率が高い一方で適合率が低いという

傾向であったが，Q2では教師データを増やすにつれて F

値が下がっていた．Bender法において引数 p0を 0.10に

すると（B10），悲観的に問題個所を多く見積もることにな

る．そのため，Q2では極端に小さな閾値が導出され，多

くのファイルが問題個所として誤検出されてしまっていた

と考えられる．

6.4 評価基準の精度に関する関連研究

2.3 節で述べた Fontanaらの研究では [34]，4種類のコー

ドスメルの自動評価について我々の実験よりも高い F値

が出ていた．本研究との差の原因としては，機械学習時

に説明変数としたメトリクスの数の影響が考えられる．

Fontanaらは 60個以上のメトリクスを使用しており，一

方で我々は Q1と Q2でそれぞれ 2個と 4個のメトリクス

を使用していた．本研究では，評価過程や考慮されている

範囲が人間にとって分かりやすい評価基準の導出を意図

し，コード評価基準は閾値に基づくものに限定し，GQM

（Goal-Question-Metrics）法により説明変数となるメトリ

クスも限定していた．メトリクスを限定する方法の評価に

ついては今後の課題である．

7. 妥当性への脅威

内的妥当性：教師データを作成したエキスパートが 1名

だけであり，レビュー実施時の集中力や先入観といった個

人的要因の影響を排せていない点は内的妥当性への脅威で

ある．しかし，このエキスパートは対象企業において 10年

以上の開発経験を持つ設計者であったため対象コンテキス

トには十分に精通していた．また，枠組みの Step7では，

学習結果である評価基準を可視化して判別境界付近のデー

タに着目し，評価基準が対象コンテキストの開発者の認識

に著しく反するものではないことを，対象企業の開発者 3

名と研究室メンバ 2名で確認した．そのため，教師データ

には一定の内的妥当性があったと考えられる．

外的妥当性：本研究では，結果的に，教師データを作成

するためのレビュー対象ファイルを Sys1のみから選定し

ていた．そのため，機械学習時に過学習をし，Sys2と Sys3

に適さない評価基準が導出される恐れがあった．しかしな

がら，Sys1，Sys2，Sys3は同一の開発組織によって開発さ

れていたため，一定の共通性が認められると我々は考えた．

そして，導出した分類木による Sys2と Sys3の評価結果に

ついて，同組織の開発者から一定の妥当性があったという

フィードバックを得た．そのため，導出した評価基準には

一定の外的妥当性があったと考えられる．また，同一のコ

ンテキストで評価基準を共有するという我々の想定にも一

定の妥当性があったと考えられる．より具体的な実証実験

については今後の課題である．

本研究では，元々の教師データが 143個と少量であった

ため，サンプルの割合を変動させるのに十分な学習データ

を確保するために，2-fold交差検証に類する形で実験をし
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た．しかし，2回しか機械学習を実施しない 2-foldの形式

では，10-foldの形式に比べてデータの偏りの影響を低減さ

せにくいという欠点がある．本研究では実験を 100回繰り

返して，その平均値を測定結果とすることで外的妥当性へ

の脅威の低減に取り組んだ．

8. おわりに

本研究ではコードの保守性のうち，機能的な不具合をと

もなわないコードの構造上の問題に焦点を当て，閾値に基

づく評価基準を統計的に導出するための手順を枠組みとし

て整理した．さらに，従来の一般的な閾値導出手法と分類

木学習の実用性を比較するために，少量の教師データによ

り高精度かつ開発者の認識に反しない評価基準を導出でき

るかという観点で評価実験をした．

• 分類木学習アルゴリズムC5.0により，少量の教師デー

タでも高精度かつ開発者の認識に反しない評価基準を

導出できることを確認した．少量の教師データでも，

80パーセンタイルや ROC曲線法等の従来手法を上回

る性能を期待できる．

• 分類木学習アルゴリズム C5.0では教師データを増や

すことで自動評価の精度（F値）が改善された．一方

で，1種のメトリックに 1個の閾値を設定する形式で

ある Bender法と ROC曲線法では，教師データを増

やしても顕著な改善は見られなかった．

• 本研究ではコードの規模と複雑度の 2つの観点の評価

基準をカスタマイズしたが，規模の観点の方が多数の

教師データを高精度化のために必要とした．各観点に

おいて，エキスパートのコードの解釈が複雑であるか

どうかが影響したと考えられる．

ただし，今回の評価実験の結果は 1つの企業における 1

つのコンテキストにおいて限定的に得られたものである．

そのため今後は，題材としたコンテキストにおける教師

データを追加して分析を深めるとともに，異なるコンテキ

ストでの調査を開始することを検討している．
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[16] Mäntylä, M.V. and Lassenius, C.: Subjective Evaluation
of Software Evolvability Using Code Smells: An Empiri-
cal Study, Empirical Softw. Eng., Vol.11, No.3, pp.395–
431 (2006).

[17] Bender, R.: Quantitative risk assessment in epidemiolog-
ical studies investigating threshold effects, Biometrical
Journal, Vol.41, No.3, pp.305–319 (1999).
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