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FPGAを用いた量子化DNNの推論ハードウェアの設計

山本 椋太1,a) 岡本 卓也1 本田 晋也1 張 天豫2 趙 茜2 中本 幸一2 若林 一敏3

概要：近年，DNN (Deep Neural Network) を用いた推論器の需要が高まっている．組込みシステムにお

いても，FAの効率化や自動運転などの分野において，その需要が高まっている．組込みシステムにおいて

は，リアルタイム性やメモリ容量などの制約が強い場合が多く，CPUや GPUではその制約を満足できな

い場合があり，FPGAを使用することが検討されている．本稿では，我々が現在開発を進めている FPGA

に対する DNN (Deep Neural Network) 推論器のアクセラレータ生成フレームワーク (N3 フレームワー

ク) について述べ，また，3値ニューラルネットワークを題材に，その高速化手法について述べる．

Design of Quantized DNN Inference Hardware on an FPGA Board

1. はじめに

近年，DNN (Deep Neural Network) を用いた推論器の

需要が高まっている．組込みシステムにおいても，FAの

効率化や自動運転などの分野において，その需要が高まっ

ている．特に組込みシステムにおいては，リアルタイム性

やメモリ容量などの制約が強い場合が多く，CPUや GPU

ではその制約を満足できない場合がある．CPUでは，低

速になることが多く，高速化するためにメニーコアで環境

を構築すると消費電力が課題となる．GPUでは，組込み

向け GPUプラットフォームの Jetson (Nvidia 社)などが

リリースされているが，その利用方法によっては，実行性

能に対して消費電力が大きいという報告がある [1]．

そこで，専用ハードウェアを構築可能な，ASICや FPGA

を使用することが検討されている．機械学習においては，

その研究が盛んであるため，日々新たなネットワークが提

供されている．そのため，推論器のハードウェアも変化す

る可能性があり，設計変更の度に多大なコストが必要とな

る ASIC を用いることは現実的ではない．加えて，現在

FPGAベンダである Xilinx社が，DNNを用いたエッジコ

ンピューティングに対する研究開発およびフレームワーク

1 名古屋大学
Nagoya University

2 兵庫県立大学
University of Hyogo

3 日本電気株式会社
NEC Corporation

a) muku@ertl.jp

の公開に積極的に取り組んでおり，FPGAを用いた DNN

推論のための環境が充実しつつある．

しかしながら，FPGAを用いた高速な DNNの推論ハー

ドウェアの設計のために，ハードウェア記述言語に対する

知識が必要となることから専門性が高くなり，AI技術者

にとってはその設計が非常に困難となる．FPGAを利用

する上では，推論処理だけではなく入力データの受け取り

や前処理，推論結果の利用処理などの DNN以外の処理が

必要となる．そのため，DNNの推論器を含めたシステム

全体を容易に構築可能な開発フレームワークが求められて

いる．

そこで，本稿では，我々が現在開発を進めている DNN

推論器のアクセラレータ生成フレームワークについて述べ

る．以降，本フレームワークを N3フレームワークと呼称

する．N3フレームワークの概要を図 1に示す．N3フレー

ムワークは，既存 DNN フレームワークの学習済みデー

タを用いて，推論器のための Cソースコードを生成する．

生成された Cソースコードはシステムレベル設計環境の

SystemBuilder[2]によって，ソフトウェア部とハードウェ

ア部に分割される．ハードウェア部は推論処理を実行し，

ソフトウェア部はハードウェア部を起動するために使用さ

れる．生成される設計既述が C言語であるため，AI技術

者にとっても HDLに比べて取り扱いやすくなる．

加えて，N3フレームワークにおける推論器の設計につ

いても述べる．SystemBuilder によって設計を行う場合，

ハードウェア部分は CyberWorkBench (以下，CWB) [3]

によって高位合成 (High Level Synthesis, 以下，HLSと呼
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図 1 N3 フレームワークの概要

図 2 推論器の構成

ぶ) および論理合成によって生成される．HLS において

は，ただ動作するだけの Cソースコードでは，効率的な

ハードウェアを生成できないことがある．そのため，HLS

によって高速になるような記述方法も兼用する必要がある．

また，ソフトウェア部分は RTOSのアプリケーションとし

て生成される．具体的には，AUTOSAR準拠の RTOSや

ITRON準拠の RTOSを選択できる．

そして，HLS向けの Cソースコードは，ただ動作するだ

けのコードでは効率の良いハードウェアが生成されるとは

限らない．そのため，本稿では，特に weight と bias を 3

値化したニューラルネットワーク (Neural Network, 以下

NNと呼ぶ)を題材として，効率の良い推論器の設計方法

について検討する．本稿では，図 2に示すような構成を取

ることとして説明を進める．

2. N3フレームワークの概要

N3 フレームワークの概要は図 1 に示した通りである．

本章では，図 1における，システム記述が生成されるまで

と，システム記述から実行されるまでに分割して説明する．

2.1 システム記述の生成

N3 フレームワークは，DNN の学習結果およびネット

ワーク定義ファイルを入力として，動作を開始する．

順に，フレームワークの動作の流れについて説明する．

推論器性能見積もりツールの EaSについて説明する．EaS

は，NNのレイヤ構成や，パラメータ数，学習済みパラメー

タから，量子化の程度によってメモリ使用量や推論精度が

どのように変化するかを推定する．学習済みパラメータは

実数によって得られていることを想定しており，学習済み

パラメータを K-means 法によってクラスタリングし，そ

の結果から量子化を行う．その中から，利用者は適当だと

考える精度を選択し，Cプログラム生成ツール A2Cに与

える．このとき，生成可能な精度のリストをユーザに与え

ており，その中から任意の精度を選択して生成する．

次いで，Cプログラム生成ツールA2Cを説明する．A2C

では，以下のファイルがシステム記述として生成される．

( 1 ) 推論ハードウェアの Cソースコード

( 2 ) 学習済みパラメータ (weight および bias) をまとめた

ヘッダファイル

( 3 ) 推論ハードウェアを起動するために，CPU (NIOS II)

上で実行される Cソースコード

( 4 ) システム定義 (System DeFinition, 以降， SDF と呼

ぶ) ファイル
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まず，推論ハードウェアの Cソースコードについて説

明する．A2Cは，様々な高速化手法を適用した Cソース

コードのテンプレートを用意しておき，それに対して入出

力特徴量画像の枚数とサイズ，出力特徴量画像の枚数の情

報を埋め込むことで，推論ハードウェアの Cソースコード

を生成する．使用するビット幅に合わせて推論ハードウェ

アも変化するため，最終的には精度ごとに推論ハードウェ

アのためのテンプレートファイルを用意し，それらに対し

て既述した NNの情報を埋め込むことで，精度の選択も可

能となるようにする．

次いで，学習済みパラメータをまとめたヘッダファイル

について説明する．学習済みパラメータは，EaS によって

量子化されている前提である．量子化されたパラメータを

パッキングしてヘッダファイルが生成される．このとき，

各レイヤの weight と bias をそれぞれ配列として宣言し，

CWB では ROM として扱われるように指定する．パッキ

ングにおいては，メモリアクセス回数を削減する目的があ

る．これまでの先行研究 [4]から，メモリアクセスにおけ

るレイテンシが推論器のスループットを損なう要因とし

て大きいことがわかっている．そのため，メモリアクセス

回数を減らし，かつメモリ使用量も減らす目的でパッキン

グを行う．例えば，ヘッダファイルで宣言されているパラ

メータの配列が，符号なしの 32bit整数型で宣言されてい

ることとする．このとき，量子化後に各パラメータが 2bit

である場合には，16個のパラメータが配列の 1つの要素に

格納される．そのため，1度のメモリアクセスで 16個もの

パラメータを得ることができるため，メモリアクセス回数

を 1/16に減らすことができる可能性がある．

そして，推論ハードウェアを起動するために，CPU上で

実行される Cソースコードについて説明する．このソース

コードは，入力した画像をメモリに書き込み，推論結果を

表示することができる．既述の通りだが，このソフトウェ

アは RTOSのアプリケーションとして生成される．この

とき，AUTOSAR 準拠の RTOS を使用することができ，

車載システムに対して親和性が高い．そのため，推論結果

を利用した処理を追記することも可能である．ここでは，

基本ライブラリ (基本 Lib forN3) を参照することができ，

これを利用することでモータ制御などを容易に行うことが

できる [5], [6]．基本ライブラリとは別であるが，他にも，

LCD制御やタッチパネルの制御などのためのサンプルデ

ザインを SystemBuilder が用意しているため，様々な入出

力デバイスを駆動できる．

最後に，SDFファイルについて述べる．SDFファイル

には，以下の記述が行われる．

• プロセス割当（プロセスをハードウェアとして配置す
るか，ソフトウェアとして配置するか）の定義

• チャネルの定義
• メモリの定義

• プロセスの定義
ここで，上記の定義について説明する．

SystemBuilderでは，プロセス単位で処理を記述してい

る．そのため，それらのプロセスをソフトウェアとして実

装するか，それともハードウェアとして実装するかをプロ

セス割当として選択する必要がある．次いで，チャネルの

定義では，通信プリミティブについて定義を行う．通信プ

リミティブは，プロセス間通信を行うためのインタフェー

スである．本研究では，SystemBuilderで使用可能な通信

プリミティブのうち，BC (Blocking Channel) チャネル

およびMEM (Memory Access) チャネルを使用する．BC

チャネルは，受信側が送信待ちをするチャネルで，MEM

チャネルは，受信側が送信待ちをせず，SDF上であらかじ

め指定したメモリアドレスからの相対アドレスによってメ

モリアクセス可能なチャネルである．そして，メモリ定義

では上述のMEMチャネルで使用するメモリのアドレスを

定義する．最後に，プロセス定義では，プロセスが定義さ

れているファイル名，およびエントリとなる関数名，およ

び入出力それぞれのチャネルを書き入れる．

SDFファイルを自動生成する際は，推論器をハードウェ

アとして指定し，推論器の起動および結果の受信部のみソ

フトウェアとして指定する．チャネル定義は，BCチャネ

ルによって前段のレイヤを送信側，後段のレイヤを受信側

として定義をする．メモリ定義では，基本的には weightお

よび bias は内部メモリに保存されるように配置し，それら

のサイズによっては外部メモリに保存されるようにする．

以上によって，システム記述が生成される．

2.2 システム記述の利用

2.1において生成されたシステム記述を，SystemBuilder

に与える．SystemBuilderの動作フローを，図 3に示す．

Cソースコードは，ハードウェアプロセス，ソフトウェア

プロセスに分離され，それぞれ，HLS およびコンパイルの

ために必要なファイルが生成される．加えて，I/F として

チャネルの定義もハードウェアプロセスおよびソフトウェ

アプロセスから参照できるようにする．

その後，HLS およびコンパイルを行う．HLS について

は，FPGA ボードに合わせてクロック設定などは必要であ

るが，基本的にはオプションの変更なくボタンクリックに

よって HDL を生成することができる．コンパイルについ

ても，Makefileが作成されているため，Cソースコードに

誤りが存在しなければ make コマンドのみでビルドするこ

とが可能である．

ここで，生成された HLSを Quartus II (Intel社)によっ

て論理合成するが，論理合成のためには一般に時間がかか

る上に，実機実行では内部信号を確認することができない

ため，実機実行によるデバッグ作業は，コストがかかる．

そこで，SystemBuilderでは，コシュミレーションによっ
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図 3 推論器の構成

て動作確認を行うことができる．コシュミレーションの際

には，Questa Sim (Mentor社) および ISS の Skyeye を利

用する．

最後に，以上によって正常に動作することを確認した

ハードウェアを FPGA上に構築すると，実行準備は完了

である．

2.3 現在のフレームワークの開発状況

現在，EaSや A2Cの改良を行っている．EaSにおいて

は，メモリ使用量の表示を現在行っていないため，その機

能の追加を行う予定である．また，A2Cに関しては，さら

に量子化の程度を変えた場合に効率の良い Cソースコード

の検討を行っているところであり，Cソースコードの拡充

を行っている．

また，SystemBuilderの改良を行っている．推論器を実

装する際にはメモリアクセスによるレイテンシを改善す

ることによってスループットが向上するとわかっている．

そのため，PFBC (Prefetch FIFO BC) チャネルを新たに

実装した．メモリの読み込み時のバースト転送を実現した

ため，メモリアクセス回数を更に低減できることを期待

している．加えて，現状の SystemBuilder は Intel 社製の

FPGA に対応可能だが，Xilinx 社製の FPGA には対応す

ることができない．今後，Xilinx 社製の FPGA にも対応

を進め，利用可能なハードウェアプラットフォームを増や

すことを検討している．加えて，割込み要求によって AI

のハードウェアを駆動できるように検討を進めており，将

来的に実装する予定である．

最後に，CWBは，現在，DNN 向けライブラリの開発を

進めており，DNN の演算に特化したハードウェアを容易

に利用できるようにしているところである．

3. 設計事例

本稿では，設計事例として 3 値ニューラルネットワー

ク (Ternary Weight Networks, 以下，TWNと呼ぶ)[7] の

推論プログラムを用いる．TWNを用いる理由は，すでに

2値ニューラルネットワーク (Binarized Neural Network,

BNN と呼ぶ) [8] についての高速化についての検討は進ん

でいるためである．

3.1 3値ニューラルネットワークの概要

TWN は，-1, 0, 1 の 3つの値を weight に持つネット

ワークである [7]．BNNにくらべて，扱うことが可能な数

が 1種類多いため，BNNよりも精度を向上できるという

メリットがある．しかしながら，浮動小数点数を用いた推

論と比較して，精度が低下することが問題としてあげられ

る [7]．特に，ネットワーク規模が多くなるにつれて精度の

低下は顕著になる [7]．

ここで，各レイヤの動作について説明する．畳み込みレ

イヤは，その名の通り，特徴量画像に対して畳み込み演算を

行う．このとき，フィルタは一辺の長さをカーネルサイズ

としており，ストライドの分だけスライドして積和演算を

行う．畳み込みレイヤは，入力特徴量画像の枚数と出力特

徴量画像の枚数がいずれも 1枚以上である．各出力特徴量

画像の演算のためには，同じ入力特徴量画像の activation

を使い回すため，この箇所は並列演算可能であると考えら

れる．加えて，畳み込み演算が可能な量の入力特徴量画像

を受け取った時点で演算を開始できる．ここで，畳み込み

演算の際の weight はパッキングされた状態でメモリに格

納されているが，ベースラインの時点ではその取得を毎回

行っており，全く効率化されていない．

プーリングレイヤは，その種類によって演算がことなる．

• 最大値プーリングは，カーネル内の activation の内最

大値を取る．

• 平均値プーリングは，カーネル内の activation の平均

を取る．

本稿では，プーリングと書いた場合に最大値プーリングを

指すこととする．プーリングレイヤも畳み込み演算と同様

の並列化を施すことが出来る可能性がある．

FCレイヤは，すべての入力 activation 使って，各出力

の activation を計算する．そのため，すべての入力特徴量

画像が集まるまでは演算を開始できず，並列化を施すこと

が困難である．

3.2 対象ソースコード

対象ソースコードについて，A2C のために作成した，

特に高速化手法を適用していない Cソースコードをベー

スラインとする．本ソースコードのネットワーク構造は，
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表 2 各レイヤの 1 枚入力時のレイテンシ
レイヤ名 レイヤ種別 レイテンシ [ms]

layer0 畳み込み 29.2

layer1 プーリング 1.04

layer2 畳み込み 192

layer3 プーリング 0.241

layer4 FC 40.0

layer5 FC 0.495

しかし，layer0の出力と layer1の入力は同一であるため，

layer1がすべての入力をメモリから読み込む前に，layer0

の出力によってメモリの値が上書きされては正しく演算で

きなくなる．そのため，特徴量画像の保存先をもう 2つ用

意し，layer0は一方に書き込み，layer1は他方から読み込

む．これらの 2つのメモリの役割を交互に入れ替えて使用

することで現在読み込みを行っているレイヤの入力が，不

正に上書きされないよう対策した．

本実装においては，図 7の (2) のような評価となった．

ベースラインと比べると，スループットは 1.29倍となり，

回路面積は 1.95倍増加した，現在，6レイヤ構成であるの

に対して，パイプライン化前と比べてスループットの向上

率が低い．その理由は，各レイヤのレイテンシのばらつき

があげられる．各レイヤの 1枚入力時のレイテンシを表 2

に示す．この表をみると，layer2が最もレイテンシが大き

く，layer4，layer0と合わせて桁違いのレイテンシとなっ

ている．特に layer2は，最小レイテンシである layer3と

比べて約 797倍の処理時間を必要とする．この結果から，

layer2がボトルネックになっていることは明らかであり，

layer2の高速化が最も重要であると考えられる．

4.2 レイヤ間通信の FIFO化

この手法についても，先行研究 [4]においても取り組ま

れていることである．

この手法は，大きく 2点の変更が含まれる．

• レイヤ間の特徴量画像の授受を FIFOによって行う．

• layer0の畳み込み演算をシフトレジスタによって行う．

まず，レイヤ間の通信の FIFO化について述べる．これ

まで，特徴量画像はメモリに一旦書き込んでその後メモリ

から読み込むことで実現していた．これを FIFOに変更す

ることで，特徴量画像のためのメモリアクセスを大幅に低

減できる．しかし，前段の入力を複数回使い回す layer2 と

layer4，layer5 は FIFO 通信にこの時点で変更できない．

layer0 に関しても，出力特徴量画像の枚数分だけ入力特徴

量画像を使い回すが，これについては，layer0起動時に入

力画像を出力特徴量画像の枚数分だけ繰り返し送ることで

FIFO通信を実現した．

layer0 を高速化するため，前レイヤからの入力を保存す

るラインバッファおよびフィルタ処理を行うシフトレジス

タを実装した．これにより，layer0 の演算が高速化された．

ボトルネックである layer2 も シフトレジスタの実装を行

いたいが，この時点では大きな変更となるため，実施して

いない．

本実装においては，図 7の (3) のような評価となった．

パイプライン化した場合と比べると，スループットは 1.21

倍となり，回路面積は 1.23倍増加した．やはり，ボトル

ネックである layer2のレイテンシがあまり改善されていな

いこともあり，あまり高速化できていない結果となった．

そのため，4.3以降では，layer2の高速化に注力して設計

を検討する．

4.3 layer2 のプロセス多重化

layer2 は，出力特徴量画像の枚数が 50 枚であるため，

layer2 のプロセスを 50個用意し，それぞれのプロセスが

それぞれの出力特徴量画像を出力するようにした．各プロ

セスが，送信順序を守るよう，layer2 と layer3 の間には

layer2 の出力の順序を整えるプロセスを配置した．これに

より，演算自体はすべて終了していて，単に通信オーバ

ヘッドのみが遅延の要因になる．

本実装においては，以下のような評価となった．本実装

においては，図 7の (4) のような評価となった．FIFO化

した場合と比べると，スループットは 4.00倍となり，回路

面積は 27.5倍増加した．確かに，明らかな高速化を行うこ

とができたが回路面積が StratixIVの上限を超えた．組み

合わせ論理回路の素子数だけで言えば足りているが，それ

以外の使用率を含めると，回路面積を超過する．

どの程度 layer2 を高速化できているか確認を行った．

FIFOの実装では，1つのレイヤがどの程度のレイテンシ

で実行したかを数値上で確認することが困難であるため，

波形をもとに確認を行った．Questa Sim 上で確認した波

形を図 5に示す．波形について，区間 (A)は 1枚の入力

画像に対する layer0 から layer3 までのレイテンシであり，

10.1[ms]である．また，区間 (B)は 1枚の入力画像に対す

る layer4 のレイテンシであり，40.0[ms]である．明らかに

区間 (A)は区間 (B)よりも短いことがわかる．このことか

ら，ボトルネックのレイヤが layer2 から layer4 に入れ替

わる程の高速化を施すことができている．そのため，さら

なる高速化のためには，FCレイヤである layer4 を高速化

する必要がある．

また，今後の課題として，プロセスの複製数を出力特徴

量画像の枚数の半分にまで減らすことがあげられる．その

変更を行う目的は，layer4 のレイテンシに対して later2 以

前は 4倍弱の余裕があるため，高速化のために回路面積を

無駄に消費している可能性がある．すなわち，プロセス数

が半減してもこのスループットを実現できる可能性があり，

この場合は面積を超過せずに実装できる可能性もある．

以上のように，FIFO化した場合よりは明らかに高速だ

が，実機で動作させることができないため，面積を低減し
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layer3

layer4

※ 電圧レベルが Low の間，処理を実⾏中である．

区間(A)

区間(B)

図 5 プロセス多重化の際の測定波形（抜粋）

て実機でも動作させられるような手法を 4.4にて説明する．

4.4 layer2 のフィルタ処理の効率化

フィルタ処理の効率化について，説明する．4.3では，プ

ロセスを多重化したが，本節においては，プロセス中の一

部のみ多重化することで効率化を図る．

具体的には，4.2において述べた，layer2 に対するシフ

トレジスタの実装を検討する．そこで，50個のラインバッ

ファとシフトレジスタを用意するように実装した．この結

果，以下のような評価となった．本実装においては，図 7

の (5) のような評価となった．

しかしながら，ラインバッファやシフトレジスタは，出

力特徴量画像の枚数分を用意する必要がない．そのため，

ラインバッファやシフトレジスタを一元化し，積和演算の

結果を保存する配列だけを 50個用意した．この積和演算

の結果は 50並列で行われる．この結果，以下のような評

価となった．本実装においては，図 7の (5)’ のような評

価となった．ラインバッファやシフトレジスタの一元化前

よりもスループットが向上した．しかし，積和演算を並列

化したことにより，回路面積が増大した．FIFO化した場

合と比べると，スループットは 2.01倍となり，回路面積

は 1.96倍増加した．また，プロセス多重化を施した実装と

比較すると，スループットは 0.502倍となり，回路面積は

7.23倍減少した．

FIFO化した場合は，スループットの向上率と回路面積

増加率が非常に近い値となっているが，プロセス多重化を

施した場合は，スループットの向上率と回路面積増加率に

比較的大きな差がある．そのため，FIFO化した場合には，

面積あたりのスループットで考えたときの効率が同程度で

あり，プロセス多重化よりも本実装のほうが，効率が良い

と言える．

本実装は，回路面積がプロセス多重化を施した実装より

も明らかに小さく，充分に StratixIV 上で動作する．

4.3と同様，どの程度 layer2 を高速化できているか確認

を行った．Questa Sim 上で確認した波形を図 6 に示す．

波形について，区間 (C)は 1枚の入力画像に対する layer0

から layer3 までのレイテンシであり，76.4[ms]である．ま

た，区間 (D)は 1枚の入力画像に対する layer4 のレイテン

シであり，40.0[ms]である．つまり，区間 (C)は区間 (D)

layer3

layer4

※ 電圧レベルが Low の間，処理を実⾏中である．

区間(C)

区間(D)

図 6 フィルタ処理の効率化の際の測定波形（抜粋）
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図 7 各実装の回路面積に対するスループットのまとめ

よりも長いことがわかり，ボトルネックのレイヤが layer2

のまま変わっていないことがわかる．そのため，既述のプ

ロセス多重化によって高速化することで，layer4 がボトル

ネックに変化する可能性がある．

4.5 結果に対する考察と今後の方針

まず，それぞれの実装について，ここまでの結果を図 7

にまとめる．

FPGAボードに実装可能な実装の中で最もスループット

が高いものは，(5)’ の改善されたフィルタ処理の効率化で

ある．また，最もスループットが小さいが，面積が小さい

ものは，(1)のベースラインの実装となった．(5)’ は，(1)

と比べて，スループットは約 3.1倍大きく，面積も約 4.7倍

大きいという結果になった．このことから，今回の推論プ

ログラムに対しては，(1) のほうが，面積に対してスルー

プットの効率が良いと言える．

また，(4) については，回路面積が非常に大きく，現状

では FPGAボード上で動作させられないが，ボトルネッ

クのレイヤに対する多重化は TWNの推論プログラムに対

しても効果的であるということを示唆している．また，回

路面積が増大し過ぎる問題に対処するべく，部分的な多重

化については検討を進める必要がある．

ここで，スループットを重視するか，回路面積を重視す

るかはターゲットボード次第であり，柔軟にこれらを選択

できるよう，今後も効率の良い実装の検討進める予定で

ある．効率の良い実装として，たとえば，先行研究 [4]で

は CWBによる高速化を取り入れている．CWBにおける

ループアンローリングや，ループフォールディングは，高
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速化に寄与する可能性が非常に高いため，今後適用を検討

する．

現在，TWN をベースに推論プログラムを作成していた

が，activation を量子化していないため，演算があまり高

速化できない問題がある．精度とのトレードオフになる可

能性が高いが， activation も 3値化すれば，BNN とほぼ

同じ演算を行うことができるため，全体的な高速化を見込

める．

本稿で提案した手法を含め，今後ハードウェアのパター

ンは非常に多くなることが予想される．そのため，高位合

成や論理合成を行わずに性能見積もりができる方法につい

ても今後検討を進め，EaSに統合することを検討する．

5. 関連研究

Xilinx社は，HLS ツールの Vivado HLS と連携して動作

する DNN 開発環境として，FINN [10] や FINN-R [11] を

発表している．パラメータのビット精度を指定して学習を

行うことができ，FPGAへの実装までをサポートしている．

また，Xilinx社は，PYNQ (PYNQ: Python productivity

for ZYNQ ) *1 を発表している．これは，ハードウェア

プラットフォームであるが，開発環境も公開されており，

Python言語を利用して FPGAによる DNN推論すること

が可能である．また，Jupyter notebook によりブラウザ上

から容易に FPGAによる DNN推論を実行できる．

また，Nakaharaらは，GUINNESS (GUI based Neural

Network Environment SyntheSizer) を開発した [12][13]．

GUINNESS も Chainerによる学習フロントエンドを提供

しており，学習から高位合成用 C++ソースコードの生成

までをサポートしている．生成される C++のソースコー

ドは，SDSoC 向けであり，Linux上で動作する．本稿で

は，Linuxではなく，小規模かつ低オーバヘッドな RTOS

と推論器が連携して動作する．そのため，リアルタイム性

が要求されるシステムや車載システムにおいては，我々の

フレームワークの方が適している可能性がある．

6. おわりに

本稿では，我々が開発を進めている DNN 推論アクセラ

レータ生成フレームワークである，N3フレームワークにつ

いて概説した．現在，実用が容易なフレームワークとなる

ことを目指して，N3フレームワークの開発を進めている．

また，効率の良いハードウェアの設計のための変更につ

いて TWN を題材に例示した．その結果，先行研究 [4]で

示されている高速化手法の効果を TWN においても確認す

ることができた．また，新たにプロセスを特徴量画像の枚

数分だけ用意する手法や，シフトレジスタを複数用意する

ことによる並列化を試み，これについてもその効果を確認

*1 http://www.pynq.io/

することができた．今後，先行研究 [4]の手法と合わせて，

HLSツールによるハードウェアの最適化を適用し，さらに

面積やスループットの面からより効率の良いハードウェア

を，開発者が DNN の推論器を利用する際のコンテキスト

に合わせて選択できるよう，検討を進めていく．
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