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正弦関数摂動von Mises分布DNNの
モード近似を用いた位相復元

高道 慎之介1,a) 猿渡 洋1,b)

概要：統計的音声音響信号処理では，短時間フーリエ変換の振幅スペクトログラムに対する処理がしばし
ば行われる.最終的な音声波形を生成するためには，振幅スペクトログラムから位相情報を復元する必要が

ある．これに対し我々は，von Mises 分布を条件付き確率分布として有する von Mises 分布 deep neural

network (DNN) に基づく位相・群遅延モデリングを提案し，DNN学習と位相推定で統一された目的関数

を導入した．更に我々は，正弦関数摂動 von Mises 分布 DNNにより，群遅延ヒストグラムのような条件

付き非対称周期分布のモデル化を可能にした．しかしながら，正弦関数摂動 von Mises 分布のモード（最

頻値）は解析的に求まらないため，位相と群遅延の両方を考慮した目的関数を設計しづらい．そこで本稿

では，当該分布のモードを微分可能かつ解析的な形で近似することで，統一された目的関数による学習・

推定を可能にする．実験的評価により提案法の有効性を示す．

Shinnosuke Takamichi1,a) Hiroshi Saruwatari1,b)

1. はじめに

音源分離や音声強調などの音響信号処理ではしばしば，短

時間フーリエ変換 (short-term Fourier transform: STFT)

による振幅スペクトログラムに対する処理が行われる．ま

た，近年の統計的音声合成 [1] は，ボコーダパラメータを

生成する枠組みから振幅スペクトルを直接的に生成する枠

組み [2], [3], [4] に移行しつつある．これらの技術により最

終的な音声を生成する場合，与えられた振幅スペクトログ

ラムに対応する位相スペクトログラムが必要だが，その位

相スペクトログラムは得られない場合が多い．

これに対し我々は，deep neural network (DNN) を用い

た生成モデル（深層生成モデル）に基づく位相推定法を提

案した．von Mises分布 DNN [5] は，条件付き確率分布と

して von Mises 分布 [6] を有する深層生成モデルであり，

位相のような周期変数のモデル化に適している．我々はこ

れを用いて，振幅スペクトログラムからの位相推定法を提

案した [5]．この枠組みでは，位相と群遅延の両方を考慮

した統一的な目的関数により，DNN学習と位相推定が可

能である．一方で，von Mises分布のような対称分布では，
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非対称に分布する群遅延のヒストグラムを効率的にモデル

化できない．これに対し我々は，正弦関数摂動 von Mises

分布 DNNを提案し，群遅延ヒストグラムをより効率的に

モデル化できることを明らかにした [7]．しかしながら，正

弦関数摂動 von Mises分布のモード（最瀕値）は解析的に

求まらないため，位相と群遅延の両方を考慮した統一的な

目的関数の設計が困難である．

そこで本稿では，正弦関数摂動 von Mises 分布のモード

近似法と，正弦関数摂動 von Mises 分布 DNNを用いた位

相・群遅延モデリングを提案する．これまで反復法により

推定していたモードを解析的かつ微分可能な形で近似する

ことで，位相と群遅延のマルチタスクの形式でDNN学習・

位相推定のための統一された目的関数を設計できる．実験

的評価から，提案法は，従来の von Mises分布 DNNに基

づく手法よりも，完全再構成に近い位相を生成できること

を示す．

2. von Mises分布DNNを用いた位相・群遅
延モデリング [5]

振幅スペクトログラムからの位相復元のための，

von Mises 分布 DNN を用いた位相・群遅延モデリン

グを概説する．ここで，x = [x1, · · · ,xt, · · · ,xT ] と

y = [y1, · · · ,yt, · · · ,yT ] をそれぞれ，振幅・位相スペ
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クトログラムとする．xt = [xt,0, · · · , xt,f , · · · , xt,F ]
⊤ と

yt = [yt,0, · · · , yt,f , · · · , yt,F ]⊤ はそれぞれ，時刻 tにおけ

る振幅及び位相である．f は周波数ビンのインデックスで

あり，F はナイキスト周波数に対応する．xt,f と yt,f は

実数値であり，yt,f は，2π の周期をもつ周期変数である．

DNN学習と位相推定は，位相・群遅延が時間周波数依存

の von Mises 分布に従うと仮定したもとでの最尤推定に基

づき行われる．

2.1 von Mises分布

von Mises分布 P (vm) (y;µ, κ)を，次式で定義する．

P (vm) (y;µ, κ) =
exp (κ cos (y − µ))

2πI0 (κ)
(1)

ここで，I0 (·)は 0次の第 1種変形 Bessel関数である．µ

は平均，κは，ガウス分布の精度（分散の逆数）に対応する

集中度パラメータであり，非負値をとる．本来，von Mises

分布は多次元変数をとらないが，本稿では表記の簡単化の

ため，スカラ変数に対する von Mises 分布の積を

P (vm) (yt;µt,κt) =

F∏
f=0

P (vm) (yt,f ;µt,f , κt,f ) (2)

と表記する．ここで，µt = [µt,0, · · · , µt,f , · · · , µt,F ]
⊤ と

κt = [κt,0, · · · , κt,f , · · · , κt,F ]
⊤ はそれぞれ，yt に対応す

る平均ベクトルと集中度パラメータベクトルである．

2.2 群遅延

群遅延は，位相の周波数微分の負値として定義される．

本稿では，群遅延を一次差分で近似する．

∆yt,f = −(yt,f+1 − yt,f ) (3)

位相 yt,f は周期変数であるが，群遅延 ∆yt,f もまた周

期変数である．以降では，時刻 t における群遅延を

∆yt = [∆yt,0, · · · ,∆yt,f , · · · ,∆yt,F ]
⊤とする．この位相－

群遅延変換は，次のように行列表現も可能である．

∆yt = Wyt (4)

W = [w1, · · · ,wf , · · · ,wF+1]
⊤

(5)

wf =

[
0
1st

, · · · , 0, 1
fth

,−1, 0, · · · , 0
(F+1)th

]⊤
(6)

この行列W は逆行列をもつ (具体的には，非零の要素が 1

の下三角行列) ため，yt = W−1∆yt による逆変換も可能

である．

2.3 最大化する目的関数

DNN学習と位相推定で統一された次式の目的関数を用い

る．なお，添字の ph+gdは，位相 (phase)と群遅延 (group

delay) の両者を考慮していることを表す．

Amplitude Mean

0

F
DNN

Phase

…

Group delay

Objective functions
derived from

the von Mises distr.

図 1 von Mises分布 DNNを用いた位相・群遅延モデリングのアー

キテクチャ．簡単化のため，この図ではフレーム毎に振幅から

位相を推定しているが，実際の実験的評価では，マルチフレー

ムの振幅から位相を推定している．

L
(vm)
ph+gd = L

(vm)
ph + αgdL

(vm)
gd (7)

L
(vm)
ph = − logP (vm) (yt;µt, κ1) (8)

L
(vm)
gd = − logP (vm) (∆yt;∆µt, κ1)

= − logP (vm) (Wyt;Wµt, κ1) (9)

ここで，1 は全ての要素が 1 のベクトル，κ は時間周波

数非依存の定数値，αgd は群遅延重みである．∆µt =

[∆µt,0, · · · ,∆µt,f , · · · ,∆µt,F ]
⊤ は時刻 tにおける群遅延の

平均ベクトルである．

2.4 学習

DNNのモデルパラメータを θG とする．この DNNは，

図 1に示すように，時刻 tにおいて，入力 xから位相の平

均ベクトル µt を出力する．その後，W による線形変換か

ら群遅延の平均ベクトル ∆µt = Wµt を得る．θG は，次

式に示すように，式 (7)の負の対数値を最小化するように

推定される．

θ̂G = argmin
θG

1

T

T∑
t=1

L
(vm)
ph+gd (10)

ここで，式 (7)の負の対数値は次式で与えられる．

L
(vm)
ph+gd =−

F∑
f=0

cos (yt,f − µt,f )

− αgd

F∑
f=0

cos (∆yt,f −∆µt,f ) (11)

2.5 推定

学習済み DNNを用いて位相を推定する．時刻 tにおけ

る推定位相を ŷt とすると，ŷt は次式で得られる．

ŷt = argmin
yt

L
(vm)
ph+gd = µt (12)

すなわち，学習済み DNNの出力 µt が，直接的に推定位

相となる．以上より，式 (7)は，学習・推定時に矛盾のな

い統一された目的関数であることが分かる．
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図 2 周波数 1 kHz における群遅延ヒストグラムの例．振幅スペク

トルにより条件づけられたヒストグラムを描画するため，ここ

では，k 近傍の振幅スペクトルに対応する群遅延を用いた．

2.6 問題点

群遅延は，周波数スペクトルの極・零点によって，線形

位相成分から正または負の方向に変化する．また，自己回

帰モデルを仮定した場合，群遅延は負よりも正の方向に変

化するため，群遅延ヒストグラムは非対称となる．図 2に，

式 (3)で計算した群遅延の条件付きヒストグラムの例を示

す．前述したように，ヒストグラムは非対称であることが

確認できる．von Mises分布は対称分布であるため，von

Mises分布 DNNは，このような非対称ヒストグラムのモ

デル化に適さない．

3. 正弦関数摂動 von Mises 分布DNNを用
いた群遅延モデリング [7]

3.1 正弦関数摂動 von Mises 分布

正弦関数摂動 von Mises 分布（図 3） [8] は，von Mises

分布に摂動項をかけた次式で定義される．

P (ssvm) (y;µ, κ, λ) = P (vm) (y;µ, κ)P (ss) (y;µ, λ) (13)

P (ss) (y;µ, λ) = 1 + λ sin (y − µ) (14)

λは，摂動パラメータであり，−1 ≤ λ ≤ 1の値をとる．本

稿では表記の簡易化のため，摂動項を確率分布のように表

記 (P (ss) (·)) するが，この項を全区間で積分すると 2π に

なることに注意する．また，当該分布は多変量変数をとら

ないが，本稿では表記の簡単化のため，スカラ変数に対す

る分布の積を

P (ssvm) (yt;µt,κt,λt) = P (vm) (yt;µt,κt)P
(ss) (yt;µt,λt)

(15)

P (ss) (yt;µt,λt) =

F∏
f=0

P (ss) (yt,f ;µt,f , λt,f )

(16)

と表記する．ここで，λt = [λt,0, · · · , λt,f , · · · , λt,F ]
⊤ は，

摂動パラメータベクトルである．
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図 3 正弦関数摂動 von Mises分布の例．µ = πとしている．λ = 0

の場合，この確率分布は von Mises 分布と等価となる．

3.2 最大化する目的関数

群遅延が時間周波数依存の当該分布に従うと仮定し，次

式の目的関数を用いる．

L
(ssvm)
gd = − logP (ssvm) (∆yt;µt,κt,λt) (17)

3.3 学習

モデルパラメータ θG をもつ DNNは，時刻 tにおいて，

入力 xから µt,κt,λtを出力する．θGは，次式に示すよう

に，式 (17)を最小化するように推定される．

θ̂G =argmin
θG

1

T

T∑
t=1

L
(ssvm)
gd (18)

L
(ssvm)
gd =

F∑
f=0

{log I0 (κt,f )

1 + λt,f sin (∆yt,f − µt,f )

− κt,f cos (∆yt,f − µt,f )} (19)

3.4 推定

学習済み DNNを用いて群遅延を推定する．時刻 tにお

ける推定群遅延を∆ŷt とすると，∆ŷt は次式で得られる．

∆ŷt = argmin
∆yt

L
(ssvm)
gd (20)

∆ŷt は，Nelder-Mead simplex 法 [9] などの反復法により

求められる．

3.5 問題点

正弦関数摂動 von Mises分布のモードは解析的に求まら

ない．そのため，式 (7)のように，位相・群遅延の両方を
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図 4 正弦関数摂動 von Mises 分布のモード

考慮した目的関数の設計が困難*1である．

4. 正弦関数摂動von Mises分布のモード近似
に基づく位相・群遅延モデリング

4.1 最尤推定解の分析と近似

ここで，正弦関数摂動 von Mises分布の変数のモード

ŷ = argmin
y

P (ssvm) (y;µ, κ, λ) (21)

を分析する．Nelder-Mead simplex 法を用いて，κと λに

対する ŷを推定した結果を図 4に示す．ただし，µ = 0と

している．この図と式 (14)から，次のことが示される．

( 1 ) µは ŷに対してバイアスとして働く
( 2 ) κ = 0 において，式 (1)は一様分布となり ŷは λのみ

に依存
( 3 ) κが大きくなるにつれ，式 (1)は peaky な分布となり

ŷは κに強く依存
( 4 ) λ = 0において当該分布は式 (1)と等価となるため，

ŷ = µ

これらを踏まえ本稿では，ŷ を次式で近似する．

ŷ ≃ fmle (µ, κ, λ) =
π

2
tanh

(
aλ

κb + ϵ

)
+ µ (22)

ここで aと bは係数である．これらの値は，Nelder-Mead

simplex 法を用いて推定した ŷ と近似値の二乗誤差が最小

となるよう，数値計算により事前に推定する．ϵは，値の

発散を防ぐための微小値である．図 5に，式 (22)で近似

した ŷを示す．Nelder-Mead simplex 法を用いて反復的に

推定した値（図 4）を良く近似していることを確認できる．

4.2 最大化する目的関数

式 (22)による近似を用いて，位相・群遅延のモデリング

を行う．ここで，必要な情報を整理する．

( 1 ) 位相モデリングには von Mises 分布DNNが適切：

位相の分布は一様分布に比較的近く，非対称性を有さ

ないため，正弦関数摂動の導入は不要である．予備実

*1 Deep NMF [10] のように，反復更新を neural network として
展開することも手段の１つであるが，neural network 構造を複
雑化してしまうため，本稿では採用しない．

図 5 式 (22) により近似されたモード

Group
delay

DNN

Phase

Objective function derived from
the sine-skewed von Mises distr.

図 6 提案法における DNN の出力層から損失関数計算までのアー

キテクチャ．σ (·) はシグモイド関数である．tanh (·)，σ (·)，
及び定数 αλ と ακ は，λと κの値を分布の定義域に収めるた

めに利用される [7]．図中の L
(vm)
ph は，式 (28) の右辺の第一

項に対応する．

験においても，摂動項の導入によるモデリング精度の

向上は得られなかった．

( 2 ) 式 (22)による近似を用いても，式 (7)と同様の定式

化は困難：式 (7)は，位相の平均ベクトル µをW に

より線形変換することで，群遅延の分布のモード ∆µ

（平均と等価）を得る．この枠組みを，3節の群遅延モ

デリングと式 (22)に適用すると，群遅延の分布のモー

ドが与えられたもとでその分布の µ，κ，λを推定する

必要がある．これは不良設定問題であるため，その解

に任意性が生じてしまう．

以上を踏まえ，以下の目的関数を定義する．

L
(ssvm)
ph+gd =− logP (vm) (yt;mt, κI) ·

P (ssvm) (∆yt;µt,κt,λt)
αgd (23)

ここで，

mt = W−1∆mt (24)

∆mt = [∆mt,0, · · · ,∆mt,f , · · · ,∆mt,F ]
⊤

(25)

∆mt,f = fmle (µt,f , κt,f , λt,f ) (26)

である．以降では，この目的関数に基づく学習・推定法を

述べる．

4ⓒ 2019 Information Processing Society of Japan

Vol.2019-SLP-126 No.9
2019/2/28



情報処理学会研究報告
IPSJ SIG Technical Report

4.3 学習

モデルパラメータ θG をもつ DNNは，図 6に示すよう

に，時刻 tにおいて入力 xから推定値 µt,κt,λt を出力す

る．次に，式 (24)を用いて，位相の von Mises 分布の平

均mt を推定する．θG は，次式に示すように，式 (23)の

負の対数値を最小化するように推定される．

θ̂G = argmin
θG

1

T

T∑
t=1

L
(ssvm)
ph+gd (27)

L
(ssvm)
ph+gd = −

F∑
f=0

cos (yt,f −mt,f ) + L
(ssvm)
gd (28)

4.4 推定

学習済み DNNを用いて位相を推定する．時刻 tにおけ

る推定位相 ŷt は次式で得られる．

ŷt = argmin
yt

L
(ssvm)
ph+gd ≃ mt (29)

すなわち，学習済み DNNの出力から計算される群遅延の

近似最尤推定解にW−1 をかけた値（位相の von Mises分

布の平均・モードと等価）が，推定位相となる．以上より，

統一された目的関数 L
(ssvm)
ph+gdにより，DNN学習と位相推定

が可能である．

5. 実験的評価

5.1 実験条件

実験的評価は，単一話者による読み上げ音声コーパス

JSUT [11] を用いて実施した．学習データは，サブセット

BASIC5000に含まれる 5,000文（約 6時間），評価データ

は，サブセット ONOMATOPEE300に含まれる 300文で

ある．サンプリング周波数は 16 kHzである．フレーム分

析における窓長，シフト長，フーリエ変換長はそれぞれ，

400 サンプル (25 ms)，80 サンプル (5 ms)，及び 512サン

プルとする．使用した窓関数は，ハミング窓である．DNN

への入力特徴量は，当該フレーム及びその前後 2フレーム

の対数振幅スペクトルを連結したベクトルである．入力特

徴量は，学習時に平均 0・分散 1に正規化する．DNNの

アーキテクチャは，Feed-Forward型であり，3層・1024ユ

ニットの gated linear hidden unit [12] を持つ．DNNのモ

デルパラメータは乱数により初期化する．最適化アルゴリ

ズムには，AdaGrad [13] を利用する．従来法と提案法の

αgd はそれぞれ，0.1 [5]，0.0001とする．式 (22)における

a，b，ϵはそれぞれ，0.442374，0.814196，10−16 とする．

本稿では，以下の 2手法の性能を比較する．

• von Mises: 式 (7) 及び 図 1 （従来法 [5]）
• sine-skewed: 式 (23) 及び 図 6（提案法）

従来法，提案法ともに，低周波数帯域における位相をDNN

で推定し，残りの周波数の位相を乱数で与える．位相推定

の周波数帯域は，従来法の性能が最も高かった 0–4 kHz
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図 7 位相補正における spectral convergence の対数値の変化. こ

の値が −∞ となるとき，STFT と逆 STFT を通した完全再

構成が成り立つ. この図は, 評価データの一つの結果のみを示

しているが, 評価データの全てで同様の傾向が得られる.

表 1 音質に関する主観評価結果
Method A Scores p-value Method B

von Mises 0.476 vs. 0.524 0.284 sine-skewed

（128次元） [5] とする．また，DNNにより位相を推定し

た後，Griffin-Lim法 [14] により位相を補正する．補正の

ための反復回数は 100とする．

5.2 客観評価

位相補正において従来法と提案法を比較する．図 7に，

位相補正の各反復回数における spectral convergence を示

す．また，比較のため，ランダム値で初期位相を与えた

結果（“Random”）を示す．[5] においても示されている

通り，ランダム初期位相よりも，従来法は小さい spectral

convergence を持つ．提案法の spectral convergence は，

反復初期においては従来法よりも大きいものの，最終的に

従来法より小さい値に収束していることが分かる．以上よ

り，提案法は STFT／逆 STFTによる完全再構成に近い

位相を生成できることが明らかである．

5.3 主観評価

提案法の有効性を確認するため，従来法と提案法による

音声品質を比較する．比較のために，我々のクラウドソー

シング型評価システムにおけるプリファレンス AB テス

トを実施した．25 人が参加し，各評価者に対し 50 円を支

払った．評価者には，高音質の音声サンプルを選択させた．

各手法の音声サンプルはランダムに提示した．表 1に評価

結果を示す．有意ではないが，提案法による音質の改善を

確認できる．以上より，提案法の有効性が示される．

6. おわりに

本稿では，振幅スペクトログラムからの位相復元を目指

し，群遅延モデリングに正弦関数摂動 von Mises分布DNN

を用いた DNN学習・位相推定法を提案した．正弦関数摂

動 von Mises 分布のモードを微分可能な形で近似すること

で，学習・推定で矛盾のない目的関数を設計し，実験的評
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価から，従来法よりも小さい spectral convergence をもつ

ことを明らかにした．今後は，音声以外における提案法の

有効性を確認する．

謝辞：本研究の一部は，セコム科学技術支援財団，総務
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