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装着式心電計内蔵加速度センサを用いた体位および活動度の推定 
 
 

湯田恵美†1 吉田豊†2 山本健人†1  三浦裕†3  早野順一郎†1  
 

概要：近年，ホルター心電計 (Holter Electrocardiograph, Holter ECG) を用いて，日常活動下において心房細動 (Atrial 
Fibrillation, AF) を検出する技術を皮切りに，疾患スクリーニングや健康増進を目的としたウェアラブル生体センサの
応用が進んでいる．工学領域で開発された解析技術の導入によって，心電計などウェアラブル生体センサに搭載され

た加速度センサから得られた身体活動量データを用いて，同時に体位などヒトの活動状態も推測できるようになっ
た．一定水準以上の身体活動量の保持は，健康増進や疾患予防に重要であるため，加速度センサから得られる体位・
活動度の精緻な把握は重要な技術的課題となっている．そこで本研究では，20 代の健常被験者 10 名（男性 2 名，女

性 8 名）を対象として，装着式ウェアラブル心電計より得られた 3 チャネルの加速度センサ (MEMS, Micro Electro 
Mechanical System) から重力加速度の方向を出力し，機械学習 (random forest) を用いて体位および活動度の精細な推
定を試みた． 
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1. 諸言 

 近年，健康維持や増進を目的とした活動度の重要性が注

目されている．身体不活動は不整脈の発生率と関連するこ

とが知られており，身体活動度を維持・増加することで心

臓突然死の発生率を減少させるという証拠が蓄積している

[1]．活動度を増加させる運動には，糖尿病や脂質異常症，

メタボリックシンドローム，循環器疾患，がんなどの生活

習慣病の発症の予防や，生活機能レベルの低下の予防効果

が期待できる[2]．厚生労働省資料[1]によると，身体活動・

運動分野に関する目標項目として日常生活における歩数の

増加を掲げており，1 日 1500 歩の増加は，非感染性疾患

(Non-Communicable Diseases, NCDs) 発症及び死亡リスク

の約 2%減少に相当するほか，血圧 1.5 mmHg の減少につな

がることを根拠とする．身体活動には日常生活での家事や

仕事，活動などの身体活動も含まれ，習慣的に続けること

が望ましい．しかし，厚生労働省健康日本 21 の最終評価に

おいては，運動・身体活動の重要性を理解していても，行

動に移せない人々に対し ,個人の置かれている環境や地

域・職場における社会支援の改善が必要であるとの指摘も

ある[1]． 
身体活動度の維持・増加の効果として，心身ともに健康

で豊かな生活を送ることによる生活の質の向上が挙げられ

る．また，身体活動度の増加は疾病リスクを低減するとさ

れ，科学的根拠のある基準が検討されている[1]．しかし，

活動度や体位の評価に用いられている情報は，複雑なデー

タ処理を経ることなく得られる生体情報，たとえば「歩数」

や「睡眠時体動」などから，「姿勢」のような複雑なデータ

処理が必要な身体活動情報まで様々である[3]．さらに，年

齢・性別など個人特性に応じたキャリブレーションの必要

性など，不明な点が多い．そこで本研究では，ホルター心

電計に内蔵された加速度センサから得られたデータを分析

し，機械学習(random forest)を適応することで体位および活

動度の精緻な推定を試みた． 
 

2. 体位および活動度の推定 

 厚生労働省「健康づくりのための身体活動基準 2013」に

よると，身体活動の基準には，身体活動時の体位の概念が

取り入れられている[4]．これまでの日常生活下における身

体活動や体位の測定法は，質問票を用いた生活時間調査法

が主体であったが，この方法は対象者の記憶や認識レベル

に依存するために，高齢者や子どもの身体活動や体位の把

握には適しておらず，3 軸加速度測定法を用いて体位を自

動判定し，日常生活下において体位を推定する研究が進ん

でいる[3][5]．また，体位と身体活動度，身体活動時間の把

握が，生活習慣病予防のためには重要であるという証拠が

蓄積している[6][7]． 
ヒトの身体活動促進のためには，"どんな動きでもよいの

で，身体活動を毎日 40 分行う"ことが重要とされており，

座位，臥位を維持しない状態が望ましいことが示唆される

[4]．中程度の運動強度[8]の身体活動を積み重ねることも同

時に健康維持・増進の課題であるが，ヒトの体位および身

体活動度は，交通インフラや職種など，社会的環境要因と

も強く関連性がある．利便性の追及により自動化が進んだ

社会おいては，日常生活における歩行数は減少傾向にある

ことが示唆されている[9]．運動強度の指標としては，心拍

数と自覚的運動強度(rate of perceived exertion, RPE)が用い

られている．心拍数から運動強度を推定する場合，最大心

拍数は体力の有無にかかわらず「220 - (年齢)」で求め,その

何%にあたる心拍数であるかが判定される．他方，自覚的

運動強度は，有酸素運動時に感じる「楽さ」や「きつさ」

といった主観評価を指標とする[8]．これらの指標から個々

人の運動特性を理解し，日常活動下において健康維持・増
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進を意識するためには，3 軸加速度計を内蔵したウェアラ

ブル生体センサによってヒトの体位や加速度を精妙に把握

し，それによって評価された活動度の低下などの不活動を

検出することが技術的課題である． 
 

3. 機械学習の適用 

3.1 データ採取 
3.1.1 対象 
 3 軸加速度センサから得られたデータに対し機械学習を

適用して活動度の推定を行う目的で，健常学生 11 名を対象

として実験を行った．事前に実験内容の説明を行い，参加

の同意を得た．研究対象者 11 名の年齢は 22 歳 ± 1 歳、

男女比 2 : 9 であった．本実験は名古屋市立大学大学院倫

理委員会で承認を得て行った． 
 

3.1.2 測定機器 
 測定機器は，ホルター心電計 Cardy 303 pico+ (Suzuken 
Co.,Ltd) を用いた．センサの装着部は左胸部とし，胸部の

装着法は 3 点誘導法（NASA 誘導）とした．測定項目は，2
チャンネルの心電図および 3 軸の加速度であった．3 軸加

速度は、それぞれ，X 軸は左右の動き，Y 軸は上下の動き，

Z 軸は前後の動きを検出した． 
 
3.1.3 測定方法 
 研究対象者は機器を装着した後，①臥位（仰臥位，伏臥

位，右側臥位，左側臥位），②座位（リクライニングチェア，

座椅子[背もたれあり]，座椅子[背もたれなし]の 3 種類の椅

子），③立位，④歩行（通常歩行，早歩き）の順にそれぞれ

2 分間ずつ当該体位や活動状態を維持した．仰臥位，右側

臥位，左側臥位はベッド上で行った．測定時間は 10:00～
12:00 の間に行い，環境の室内温度は，24±2℃とした．対

象者は実験当日 9：30 前後に pico+を装着し，翌日の同時

刻まで測定を行った． 
 

3.1.4 解析方法 
得られたデータは Cardy Controller 03 (Suzuken Co.,Ltd)を

用いて心電図データ搬送メディアであるホルターカードに

転送した．さらに、Cardy Analyzer 05 (Suzuken Co.,Ltd)に転

送し，心電図・加速度の両方を csv ファイル形式で保存し

た．測定した 3 軸加速度から下式を用いて加速度ベクトル

のマグニチュード(G)を算出した． 

𝐺 = �𝑥2 + 𝑦2 + 𝑧2 

 
 

3.2 機械学習を用いた推定 
3.2.1 ランダムフォレスト(random forest)  

ランダムフォレストは Leo Breiman によって提案された，

分類，回帰，クラスタリングに用いられる機械学習のアル

ゴリズムである．Tree predictors の組み合わせであり，tree
は独立してサンプリングされたランダムなベクトルの値と，

forest 内のすべての tree に対して同じ分布で依存する[10]．
学習アルゴリズムは，まず，学習を行いたい観測データか

ら,ランダムサンプリングにより B 組のサブサンプルを生

成する .サンプルの生成はブートストラップサンプル 
(Bootstrapping sample)であり，外部の入力を必要とせずに実

行される．次に，各サブサンプルをトレーニングデータと

して B 本の決定木を作成し，指定したノード数 n min に達す

るまで，ノードを作成する．ノードの作成は，トレーニン

グデータの説明変数のうち、m 個をランダムに選択し， 
選ばれた説明変数のうち，トレーニングデータを最も分類

するものの閾値を用いて，ノードの Split 関数を決定する．

ランダムサンプリングされたトレーニングデータとラン

ダムに選択された説明変数（独立変数）を用いることによ

って，相互相関の低い決定木群を作成する(図 1）．ランダ

ムフォレストの長所には学習・評価が高速であり，決定木

の学習は完全に独立しているため並列が処理可能なこと

である．一方，目的変数を説明する説明変数のうち，意味

のある変数がノイズ変数よりも少ない場合にはうまく働

かず，複雑なデータでは，サポートベクターマシン(support 
vector machine, SVM)などの分類手法に比べて汎化性能が

下がることが指摘される[11]． 
 

 

 

 

図 1 機械学習(random forest)を用いた体位の判別 
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3.2.2 解析  
加速度パラメータは，3 軸加速度を 2Hz で再標本化して，

各軸に対して 10 秒ごとの平均値，中央値，最大値，最小値，

標準偏差を算出した．学習データは，全ての指標，平均値

と標準偏差，中央値と標準偏差，最大値と標準偏差，最小

値と標準偏差とした．学習と判定は，K-分割交差検証法 
(K-fold cross-validation, K = 11)を用いた． 
 K-分割交差検証は，データを k 個に分割し, (k - 1) 個で

訓練を行ったのち，残りの 1 個でテストを行う方法を k 回

繰り返す手法である．最終的に，k 回の結果を平均して 1
つの推定を得る.この手法はデータ量が十分でない場合で

あっても，全てのデータを有効に活用することができる（図

2）． 

 
 

図 2  K-分割交差検証法 (K-fold cross-validation, K=11) 
 

3.2.3 推定の評価 
各姿勢に対して 真陽性 (Ture positive, TP)の数と偽陰性

(False negative, FN)の数を下式より求めて ,再現率(recall, 
sensitivity)を算出した．「臥位」の推定を行う場合，TP は「臥

位を推定できた数」であり，FN は「臥位を推定できなか

った数」となる． 
 

𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑦 =
𝑇𝑇

𝑇𝑇 + 𝐹𝐹
 

 

3.3 結果（各姿勢における再現率：中央値）  
実際の身体活動（臥位，座位，立位，歩行）とその推定結

果について表 1 に示す．臥位，座位，歩行の再現率は，そ

れぞれ 0.98, 0.94, 0.96 であり，臥位，座位，歩行の状態が，

90％を超える精度で判別された．しかし，立位は座位と誤

判別される結果が示された（sensitivity = 0.08）． 
 

3.4 考察 
実験で計測されたデータの N 数は，臥位 400，座位 500，

歩行 200 に対し立位が 99 と少なかった.これは，臥位は仰

臥位，伏臥位，右側臥位，左側臥位の 4 種のデータが含ま

れ，座位も椅子の違いによって 4 種の座位を測定し，歩行

も速度の違いによる 2 種（通常歩行，早歩き）のデータを

分析したのに対し，立位は立ち方の違いの様な区分が存在

しない．分析結果から，立位は座位と惹起されるケースが

多く，立位と座位の判別について検討する必要性が示唆さ

れた．また，立位には上半身の揺れの影響が考えられ，揺

れによって正しく体位を判別できなかった可能性も考えら

れる．立位は N 数がほかの体位と比較して少ないこともあ

り，今後，立位に関しては様々な条件から再検討する必要

があると考えられる．3 軸加速度センサから得られた加速

度データを，重力方向との傾きから体位を推定する従来の

方法では，2 分という短い時間から立位を分類することが

困難であった．歩行速度，歩行軌跡などの活動度は，加速

度データから積分操作などの演算処理を用いて求めること

が難しく，他のセンサを用いるべき身体活動情報であるこ

とが指摘される[3]．今後，気圧センサなど他のセンサとの

組み合わせデータを用いて，立位の判別を試みる必要があ

る． 
 

表 1  実際の身体活動（臥位，座位，立位，歩行）と 
その推定結果について 

Activity  

Classification 
N Recall 

Lying Sitting Standing Walking 

Lying  394 4 0 2 400 0.98 

Sitting  14 473 6 7 500 0.94 

Standing  0 91 8 0 99 0.08 

Walking  2 4 1 193 200 0.96 

＊ 縦軸は実際の身体活動，横軸は推定結果を示す． 

 

4. 結論 

  本研究では，ホルター心電計に内蔵された加速度センサ

から得られたデータに対し機械学習(random forest)を適応

することで，体位および活動度の精細な推定を試みた．結

果，日常生活下の臥位，座位，歩行などの体位と身体活動

を推定できることが示されたが，立位の推定については課

題が残る結果となった．今後，他のセンサとの組み合わせ

による立位の推定ついて，さらなる検討を行う必要がある． 
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