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概要：本研究ではスマートフォンに搭載されている加速度センサ，ジャイロセンサから観測される値をも
とに機械学習によって，ユーザが歩いている道路の積雪状況を推定する手法を開発し，評価する．この手

法を開発することで，各歩行者からセンサ値を取得し，路面の積雪量推定ができる．推定したデータを蓄

積することで，積雪マップを実現し，歩きやすい歩行経路の推薦ができる．提案手法では，通常の道路，

雪が少し積もった道路，アイスバーンのように踏み固められた道路，雪がかなり積もった道路の 4種類の

推定を行った．被験者 8人に対して，それぞれ自己データのみ用いて 10-foldCVで検証した結果，全ての

被験者において推定精度約 100%を達成した．一方，自己データを含めずに学習する LOSO-CVでは最も

良い精度を出す手法でも 55%となり，個人差の影響を大きく受けた．この実験を通して，通常の道路とア

イスバーンの道路は加速度センサやジャイロセンサでは識別が難しいことも明らかにした．また，アイス

バーンを除く 3種類の道路の推定では約 70%の精度を実現した．
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1. はじめに

本研究では，歩行者のための積雪マップ実現を目的とし

て，スマートフォンを用いた路面の積雪量推定手法を開発

する．スマートフォン所持者の歩行時の位置情報とセンサ

情報を計測し，機械学習を用いて計測したデータから路面

の積雪量を推定する．路面の積雪量を推定し，参加者らの

データを集約することで，図 1のような各道路の積雪量を

可視化した積雪マップを実現する．

冬期に降雪がある地域では，様々な雪害に見舞われる．

積雪量が多い時は歩行することが困難である．さらに，首

相官邸の防災の手引きによると，被害の一部として，積雪

による歩行者の転倒事故があるとしている．特に，車が何

度も通り路面上の氷が磨かれた所や，多くの人によって踏

み固められた所は非常に滑りやすくなっており，転倒の危
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図 1: 積雪マップの構想

険性が高い．転倒等の事故を減らすためには，外出する際

に安全で，歩行しやすい道を把握する必要がある．そこで，

地域の積雪情報を地図アプリケーションなどを用いて知る

ことができれば，歩行者は予め危険な道を回避することが

でき，事故件数の減少に繋がると考えられる．地域の安全

情報を共有する試みとしては，雪みち情報ネットふくい [1]

や青森みち情報 [2]のように県庁や各自治体が提供してい

るものがある．これらは，冬期間に通行止めになる道路の
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通知や，路面情報などを webサイト上にて提供しているも

のであるが，その大多数は車道に着目したものであり，歩

道などの細かい情報に関しては提供できていない．また，

路面情報の提供に関しては設置されたカメラを使うこと

が一般的であるため，カメラのない場所の情報は提供でき

ない．加えて，情報提供に対して積極的な自治体が各々で

行っているため，情報を提供できていない地域が存在する

といった現状がある．以上より，歩行者をターゲットとし

た路面情報を収集し，提供することが必要だと考える．

本研究では，歩道の積雪マップ実現を目的として，スマー

トフォンに標準搭載されている各種センサを用いて自動的

に路面情報を推定する手法を提案する．参加型センシング

を利用した場合でも，参加者はセンサを起動後ポケットに

スマートフォンを格納し歩行するだけでよいため，手軽に

参加できる．特に本稿では，提案手法の実現可能性を確認

するために，センサデータから積雪状況の推定精度の評価

を目的とした歩行データ収集実験と性能評価実験を行う．

2. 関連研究と本研究の位置づけ

路面状況の推定に関連する研究は，久野らの研究 [3]や山

田らの研究 [4]がある．久野らは，道路の様子を映すライ

ブカメラから路面上の光沢度を検出し，様々な撮影環境に

も関わらず路面状態（道路の “乾燥”，“湿潤”，“冠水”）を

推定する手法を提案した．また，山田らは車載カメラを用

いて撮影した映像から “乾燥”，“湿潤”，“シャーベット”，

“’ザクレ”“圧雪”という 5種類の路面状態を検出していた．

さらに，夜間における路面水分検出手法も提案し，それら

の有効性を示していた．道路の路面状態を検出する研究の

他に，Huiらの研究 [5]のような，悪環境下でも画像から

路面状態を検出する手法を提案するなど，実用性を高める

ような発展的な研究も行われている．以上のように車道に

着目した研究は進められているが，歩道に着目した研究は

あまり進められていない．積雪のある地域では積雪時に車

で移動することが一般的ではあるが，運転免許を所持して

いない若年層や，車を運転できない高齢者や妊婦等による

転倒・怪我の危険性を考えると，歩行者に対して安全で歩

きやすい道を提示することが望ましい．

本研究では歩道の積雪マップ実現に向けて，歩行者参加

型センシングによるデータ収集を想定した積雪量推定手法

を開発する．単純に関連研究のような，カメラから積雪量

を推定する手法を歩行者に適応する場合，歩行者にカメラ

を起動しながら歩行してもらうことは，歩きスマホの促進

に繋がり危険である．また手間という観点からも，センシ

ングへの参加意欲を低下させることが懸念され，現実的で

はない．本研究ではスマートフォンに標準搭載されている

加速度センサやジャイロセンサを用いて，道路の積雪情報

を自動的に推定する点が特徴である．

スマートフォンを用いた行動認識に関する研究は，An-

図 2: 提案手法の概要

guitaら [6]や Abbateら [7]，Shoaibらの研究 [8]がある．

Anguitaらはスマートフォンに内蔵されているセンサを用

いて，“直立”，“歩行”，“横になる”，“階段を上る”，“階段

を下がる”といった行動を認識するシステムを提案してい

る．Abbateらはスマートフォンを用いて高齢者の転倒を

検出しており，Shoaibらは様々な識別対象となる行動に対

して，ジャイロセンサや磁気センサの有効性を確認してい

た．また，長谷川ら [9]のスマートフォンの所持位置推定

のように，スマートフォンを用いて，より細やかなコンテ

キストの推定を行っている研究もある．本研究では，より

細やかなコンテキスト推定の一環として，歩行動作の中で

も “どのような路上を歩行していたのか”を推定する点が

挑戦的である．

3. 提案手法

3.1 提案手法概要

図 2に提案手法の概要を示す．提案手法では，歩行中の

ユーザが所持しているスマートフォンに搭載されている加

速度センサとジャイロセンサから観測される値をもとに機

械学習によって路面の積雪量を推定する．加速度センサは

3軸各方向における加速度を計測する．ジャイロセンサは

加速度センサの軸方向において回転する際の角加速度を計

測する．行動認識の分野では，重力成分が端末の方向に強

く影響を受けてしまうことが懸念されることを理由とし

て，加速度センサは重力成分と加速度成分に分解し，加速

度成分を用いている研究があるが，本研究では重力成分も

識別に重要であると考え，加速度センサから観測できる生

データをそのまま用いた．

3.2 特徴量の抽出

スマートフォンからセンサ値を取得し，各センサ値から

一定長の窓に区切って特徴量を抽出する．本稿では応答性

を考慮した結果，256サンプルを 1フレームとして用いる．

これを 30サンプルずつスライドしてデータセットを生成

する．次に，フレーム内のセンサ値から特徴量を抽出する．

学習時にはこれに正解ラベルを追加する．

抽出した特徴量を表 1に示す．加速度センサ，ジャイロ

センサを用いた行動認識の分野では，フレーム内の平均値

や分散など，様々な特徴量が採用されている．本研究では

行動認識の分野で用いられている主な特徴量を抽出した．
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表 1: 1フレームから抽出した特徴量

特徴量名称 軸

平均値 x,y,z

絶対値の平均値 x,y,z

標準偏差 x,y,z

絶対値の標準偏差 x,y,z

最小値 x,y,z

最大値 x,y,z

二乗平均平方根 x,y,z

第一四分位数 x,y,z

中央値 x,y,z

第三四分位数 x,y,z

四分位範囲 x,y,z

軸間の相関係数 x,y,z

軸間の絶対値の相関係数 x-y,y-z,z-x

動きの激しさ x,y,z

周波数パワースペクトルの最大値 x,y,z

周波数パワースペクトルの最大の周波数 x,y,z

周波数パワースペクトルの最小値 x,y,z

周波数パワースペクトルの標準偏差 x,y,z

周波数パワースペクトルの第一四分位数 x,y,z

周波数パワースペクトルの中央値 x,y,z

周波数パワースペクトルの第三四分位数 x,y,z

周波数パワースペクトルの四分位範囲 x,y,z

周波数パワースペクトルの軸間の相関係数 x-y,y-z,z-x

低周波数パワースペクトルの最大値 x,y,z

低周波数パワースペクトルの最大の周波数 x,y,z

低周波数パワースペクトルの最小値 x,y,z

低周波数パワースペクトルの標準偏差 x,y,z

低周波数パワースペクトルの第一四分位数 x,y,z

低周波数パワースペクトルの中央値 x,y,z

低周波数パワースペクトルの第三四分位数 x,y,z

低周波数パワースペクトルの四分位範囲 x,y,z

低周波数パワースペクトルの軸間の相関係数 x-y,y-z,z-x

中周波数パワースペクトルの最大値 x,y,z

中周波数パワースペクトルの最大の周波数 x,y,z

中周波数パワースペクトルの最小値 x,y,z

中周波数パワースペクトルの標準偏差 x,y,z

中周波数パワースペクトルの第一四分位数 x,y,z

中周波数パワースペクトルの中央値 x,y,z

中周波数パワースペクトルの第三四分位数 x,y,z

中周波数パワースペクトルの四分位範囲 x,y,z

中周波数パワースペクトルの軸間の相関係数 x-y,y-z,z-x

高周波数パワースペクトルの最大値 x,y,z

高周波数パワースペクトルの最大の周波数 x,y,z

高周波数パワースペクトルの最小値 x,y,z

高周波数パワースペクトルの標準偏差 x,y,z

高周波数パワースペクトルの第一四分位数 x,y,z

高周波数パワースペクトルの中央値 x,y,z

高周波数パワースペクトルの第三四分位数 x,y,z

高周波数パワースペクトルの四分位範囲 x,y,z

高周波数パワースペクトルの軸間の相関係数 x-y,y-z,z-x

表 1中の低周波数・中周波数・高周波数パワースペクトル

については，周波数パワースペクトルの内 0.4～1.6Hz帯

を低周波数パワースペクトル，1.6～3.1Hz帯を中周波数パ

ワースペクトル，3.1～4.7Hz帯を高周波数パワースペクト

ルとし，それぞれから通常の周波数パワースペクトルと同

じ特徴量を抽出した．表 1における絶対値の平均値とは，

表 2: 被験者 8人の詳細

ID 年齢 性別 利用機種

A 22 男 iPhone 7

B 23 男 iPhone 8 Plus

C 22 男 iPhone 7

D 29 男 ZTE AXON 7

E 22 男 iPhone 5s

F 23 男 iPhone 7

G 22 男 iPhone 7

H 22 男 iPhone 6s

各フレームの絶対値を抽出したデータセットから平均値を

算出している．二乗平均平方根とは，各値の二乗を合計し

て平方根を算出するものである．また，第一四分位数や中

央値，第三四分位数はフレーム内の離散値を昇順に並べ，

それぞれ 1/4，1/2，3/4の位置にあたる値である．動きの

激しさ (Intensity) [10]は標本サイズを n，x軸センサ値を

Xi(i : 1, 2, 3..., n)とするとき，式 (1)で表され，動きの激

しさ (Intensity)を定義している．

Intensity =
1

n− 1

n−1∑
i=1

|Xi −Xi+1| (1)

4. 評価実験

4.1 データ収集実験

提案手法の評価を行うためにデータ収集を行った．被験

者は表 2の 8人である．各自，使用した機種はそれぞれ異

なる．被験者は加速度センサ，ジャイロセンサ，磁気セン

サ，近接センサなどを記録するアプリケーション HASC

Tool [11]を起動させた後，以下の 4種類の道路を歩行する．

Normal 雪の積もっていないアスファルトの道

Middle 雪が少し積もった道 (積雪 40cm未満)

Ice burn アイスバーンのように踏み固められた道

Over40 雪が積もった道路 (積雪 40cm以上)

図 3(a)-(d)に，それぞれ分類対象となる道路の画像を示

す．サンプリング周波数は 100Hzとして実験を行う．ス

マートフォンは右前ズボンポケットに格納し，大学構内や

その周辺を歩行する．歩行はそれぞれ 1分程度行い，その

間に Uターンやカーブを含んでいる．また，実験場所が被

験者により異なるため，直進のみの場合も存在する．被験

者によっては計測していない種類の道路もあるため，各ラ

ベルのデータ数にも若干偏りがある．

実際の計測においては，積雪量ラベルには切り替え区間

が存在する．よって，移動した際ラベル切り替わりのタイ

ミングで最大 1フレーム (256サンプル=約 2.56秒)推定が

遅延する可能性がある．フレーム内でも複数状態が混在す

るものが存在するが，今回の実験ではそのようなサンプル

を除外した．
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(a) 雪の積もっていないアスファルトの道路 (b) 雪が少し積もった道路

(c) アイスバーンのように踏み固められた道路 (d) 雪が積もった道路 (積雪 40cm以上

図 3: 分類対象となる道路

4.2 推定精度評価実験

提案手法の精度評価実験を行った．本研究で利用する

機械学習手法は，Random Forest(以下 RF) [12]，Support

Vector Machine(SVM) [13]，Deep Neural Network(DNN)

を用い，それぞれの推定精度を比較する．各アルゴリズム

におけるパラメータチューニングは実験を繰り返し探索を

行い，精度が最も高いものを採用した．評価手法として，自

己データのみで 10-fold Cross Validation（10-foldCV）を行

い精度を確かめる．ただし，行動認識の分野においては自己

データを含むデータから交差検証を行った場合，精度が上昇

することが確認されている [14]．そのため，自己データを除

いて学習モデルを形成し，自己データで検証を行う Leave-

One-Subject-Out Cross Validation(LOSO-CV) による精

度評価も実施する．

5. 実験結果と考察

5.1 各学習アルゴリズムのチューニング

各学習アルゴリズムに対してパラメータのチューニング

を行った．結果，RFにおいては木の数を 150とし，DNN

においては，ノード数 512の層を 3層配置し，その出力に

対し dropout率 0.2%で dropoutを行った後，softmax関

数を用いて出力を算出する．最適化関数はAdamを使用し

た．エポック数は 10とした．尚，チューニングの際，全て

の学習データを一通り学習するまでをエポック数１として

扱っている．SVMのパラメータは RGFカーネル，C=1.0

としたが，SVMに対してのみ特徴選択も事前に行ってい

る．特徴選択アルゴリズムには L1をベースとしたモデル

表 3: 被験者・学習手法別 4値分類 10-foldCV精度評価

ID RF SVM DNN

A 100% 100% 95%

B 100% 100% 98%

C 100% 100% 85%

D 100% 100% 92%

E 100% 100% 88%

F 100% 100% 97%

G 100% 100% 99%

H 100% 100% 95%

Total 100% 100% 94%

による特徴選択を用いた．一度全ての特徴量を SVMに入

力し，各特徴量の推定係数を算出し降順に並べる．並べた

中から中央値以上を学習に用いる特徴として選択した．

5.2 自己データのみを用いた 10-fold CV

自己データ内で学習用とテスト用に分けた 10-foldCVの

4値分類における実験結果を表 3に示す．4値分類の対象

は Normal, Middle, Ice burn, Over40の 4つのクラスであ

る．Totalには全員分の予測と正解を結合した精度評価を

示す．表 3より，RF，SVMでは被験者全員のデータで推

定精度約 100%を達成することができた．ただし，DNNで

は 100%には達しなかった．過学習の影響を強く受けたと

考えられる．DNNのパラメータをさらにチューニングす

ることで DNNも 100%に近い推定精度が出ると考えてい

る．実験結果より，自己データを学習に用いることで，路

面の積雪量を高精度で推定できる可能性が示唆された．
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図 4: 被験者 3名の加速度センサ x軸 FFTスペクトラム

表 4: 被験者・学習手法別 4値分類 LOSO-CV精度評価

ID RF SVM DNN

A 61% 65% 64%

B 40% 40% 20%

C 30% 24% 21%

D 48% 45% 37%

E 82% 77% 81%

F 65% 42% 58%

G 42% 49% 32%

H 92% 61% 55%

Total 55% 49% 42%

表 5: RFによる 4値分類推定結果の混同行列

予測＼正解 Normal Middle Ice burn Over40 Precision

Normal 199 46 55 216 39%

Middle 173 333 383 230 30%

Ice burn 827 334 1774 310 55%

Over40 155 54 79 1252 81%

Recall 15% 43% 77% 62% 55%

5.3 4値分類 LOSO-CV

LOSO-CVの 4値分類における実験結果を表 4に示す．

表 4より，全体としては RFが Totalで 55%と最も良い推

定精度を達成するという結果が得られた．また，被験者 H

に対しては RFを用いると 92%で推定できているが，被験

者Dにおいては RFで推定精度 30%であるなど，同じ学習

手法を用いても，被験者によって推定精度が大きく変わる

という結果が得られた．

次に，RFによる全員の結果を結合した Confusion Ma-

trixを表 5に示す．表 5から，Normal, Middleでは共に

Ice burnと予測した事例が多いという結果が得られた．特

に，Normalを Ice burnと間違うケースが最も多い．実験

前には，Ice burn の路上を歩くと滑りやすいことで歩き

方に変化が起こり，加速度を用いた本手法によって識別

できるのではないかと考えていた．しかし，実験結果より

NormalとMiddleの歩き方と Ice burnでの歩き方の差異

が想定以上に少なく，うまく識別できなかったと考えられ

る．実際に被験者からも「Ice burnは滑る時もあるが基本

的には普通の道を歩くのと体感的に変わらないと思った」

という意見もあった．そこで，加速度センサのウィンドウ

に対して FFTを施したスペクトラムを確認する．

図 4に被験者A，B，Cにおける加速度センサの x軸のス

ペクトラムを示す．左の図から被験者 A，被験者 B，被験

者 Cのスペクトラムを示している．各スペクトラムの下部

は直上のスペクトルのクラスを示す．例えば，紫色のラベ

ルの上には Normalを歩行した際のスペクトルが示されて

いる．FFT波形に関して同じ種類の道路でも被験者によっ

てスペクトルが異なることが読み取れる．特に，Over40の

道路を歩行した時のスペクトラムは被験者によって大きく

異なった分布であることが確認される．また，被験者 Aや

Cにおいては，Normalと Ice burnが特に似ているように

読み取れる．そのため，Normalを Ice burnと間違うケー

スが多いという結果が得られたと考えられる．個人差に関

しては，別途個人差を校正する手法を考案して改善を図る

必要があると考える．

5.4 3値分類 LOSO-CV

4値分類の LOSO-CVについて，特にNormalとMiddle

の推定が Ice burnに偏り精度が下がるという結果を受け，

Ice burnのデータを除外し，Normal，Middle，Over40の

3値分類を LOSO-CVで交差検証した．被験者・学習手法

別 3値分類推定結果を表 6に示す．表 6より，Ice burnを

識別対象から外すと，全体的に 4値分類より高い精度を達

成することが確認された．ただし，被験者 Hの SVMは精

度が著しく精度が低下する結果が得られた．これは，他被

験者の中で有用と選択された特徴選択が被験者Hには有用

に働いていなかったことが原因として考えられる．最も高

い精度を達成した RFの 3値分類の Confusion Matrixを

表 7に示す．表 7より，NormalとMiddleの識別の誤りが

やや多く，またOver40の中でMiddleと誤るケースも多く
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表 6: 3値分類 LOSO-CV精度評価

ID RF SVM DNN

A 73% 67% 67%

B 19% 50% 19%

C 65% 23% 24%

D 83% 72% 70%

E 82% 83% 82%

F 66% 86% 65%

G 42% 42% 43%

H 82% 8% 78%

Total 68% 68% 51%

表 7: RFによる 3値分類推定結果の混同行列

予測＼正解 Normal Middle Over40 Precision

Normal 737 206 178 66%

Middle 385 537 534 37%

Over40 234 24 1296 83%

Recall 54% 70% 65% 68%

みられたものの，4値分類による実験結果と比較すると，

推定精度はおおよそ改善したと考えられる．通常の道，雪

のある道，かなり雪のある道の 3分類においてはある程度

の推定精度が実現できており，雪道マップ実現の可能性を

確認することができた．ただし，歩きやすい雪道を提示す

る積雪マップ実現には，Ice burnの道の検出が必要である

と考える．個人適応技術や Abbateら [7]のような転倒を

検出する手法を応用することで，Ice burn道路の検出に関

しても模索を続けたい．

6. おわりに

本稿では歩行者のための積雪マップ実現を目的として，

スマートフォンを用いた路面積雪量推定を開発した．ま

た，その有効性を確認するため推定精度を確認した．自己

データのみを用いた 10-fold CVでは，RFや SVMにおい

て推定精度約 100%を達成することができた．自己データ

を含めないデータで学習モデルを構築する LOSO-CVで 4

値分類を行うと，自己データのみで学習を行った際よりも

推定精度が大きく低下し，最大でも RFで 55%の推定精度

となった．結果を Confusion Matrixで確認すると，通常

の道路と雪が少し積もった道路を共にアイスバーンの道路

と誤るケースが多く確認された．また，加速度センサのス

ペクトラムを確認したところ，同じ道路でも被験者間でス

ペクトラムが異なることと，通常の道路がアイスバーンの

道路と似ているスペクトルが多いことが明らかになった．

アイスバーンの道路を除いた 3値分類では 4値分類よりも

全体的に精度が向上し，RF，SVMで推定精度が共に最大

で 68%を達成した．

積雪マップを実現し安全な道を示すためには，アイス

バーンの道路を検出することが必要であると考えている．

そこで，転倒を検出する手法を組み合わせてアイスバーン

の道路を検出することを検討したい．加えて，他者のデー

タを学習に用いる際は，個人差による影響が無視できない

と考えられるため，個人差を校正し，推定精度を高める手

法も考案していきたい．
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