
情報処理学会研究報告
IPSJ SIG Technical Report

Level-3 BLASに基づく高精度行列積計算法による
高精度かつ再現性のあるBLASルーチンの実装とその最適化

椋木 大地1,a) 荻田 武史2,b) 尾崎 克久3,c)

概要：浮動小数点演算による丸め誤差は，計算結果の正しさ（accuracy）と再現性（reproducibility）に影
響を与え，数値計算の信頼性を失わせる原因となりうる．そのため高精度かつ再現可能な演算をサポート
した数値計算ライブラリの実現が求められている．本研究では基本線形代数演算を提供する Basic Linear

Algebra Subprograms（BLAS）の内積（DOT），行列ベクトル積（GEMV），行列積ルーチン（GEMM）
を，尾崎らが提案した level-3 BLASに基づく高精度行列積計算法（尾崎スキーム）によって高精度かつ再
現可能にする際の高性能実装手法を検討した．省メモリ化と高速化のためのいくつかの既提案手法に加え，
本稿ではメモリ律速な DOT・GEMVを高速化するための新手法を検討し，NVIDIA GPUにおいて実装
を行った．Voltaアーキテクチャの Titan Vにおける性能評価では，最適化手法を適用した実装が期待さ
れる理論性能の 8割程度を達成できることを確認した．

1. はじめに
有限桁で計算を行う浮動小数点演算には丸め誤差が存在

し，科学技術計算のスタンダードとして用いられている
IEEE754の binary64倍精度であっても，時に計算結果の
精度に深刻な影響をもたらすことがある．加えて，浮動小
数点演算においては数学的結合法則が成り立たず，計算順
序が異なると計算結果が丸め誤差のレベルで異なる可能性
がある．この問題は例えば総和を並列に計算するときに，
プログラムの並列度によって加算順序が異なったり，アト
ミック加算を用いる場合などに起こりうる．このような計
算結果の再現性（reproducibility）の欠如は，プログラム
のデバッグや数値実験の検証・再現を困難にしている．丸
め誤差に起因する精度低下と再現性の欠如の問題は，計算
スケールの大規模化にともない，丸め誤差の蓄積によって
今後さらに深刻な問題となる可能性があり，エクサスケー
ルコンピューティング時代に向けて解決すべき課題の一つ
であると考えられる．
このような背景から，計算結果の高精度化や再現性を保

証するための計算手法，そして数値計算ライブラリにお
ける実装手法が研究されている．線形代数演算の基本ラ
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イブラリの一つである Basic Linear Algebra Subprograms

（BLAS）[1]については，その次世代規格において高精度
演算および再現性のある演算のサポートが盛り込まれて
いる [2]．また，これまでには XBLAS[3]やMBLAS[4]と
いった高精度演算をサポートする BLASの実装が行われて
いるほか，一部ライブラリにおいて再現性を考慮した実装
がサポートされている．さらに近年では，高精度と再現性
の両方をサポートした ExBLAS[5]などの実装も提案され
ている．しかし通常の浮動小数点演算に対する計算速度の
オーバーヘッドや実装の難しさなど，解決すべき実装上の
課題が数多く存在する．
本研究では，尾崎らが提案した level-3 BLASに基づく

高精度行列積計算手法（尾崎スキーム）[6]による，高精
度かつ再現可能な DOT（内積），GEMV（行列ベクトル
積），GEMM（行列積）の高性能実装手法を検討する．本
研究で実装する BLASルーチンは，インタフェースは既存
の BLASルーチンと同様に入出力が倍精度浮動小数点型で
あるが，計算結果の精度をある程度の粒度で調整可能で，
correct-roundingも達成可能である．また同一のアルゴリ
ズムによる実装であれば，たとえ異なるアーキテクチャや
異なるスレッド数，プロセス数の並列実行であっても，必
ずビットレベルで一致した演算結果を返すことができる．
尾崎スキームを用いる最大の利点はその開発コストにあ

る．似た機能を実現できる既存の実装方式は，行列積であ
れば行列積の計算コードをフルスクラッチで実装しなけれ
ばならないが，尾崎スキームでは計算の中核部分に既存の
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BLASルーチン（例えば Intel MKLなどの最適化された
BLAS実装）を活用できる．一方で尾崎スキームのナイー
ブな実装ではメモリ使用量が大きく，メモリ使用量の削減
が課題となる．また，尾崎スキームは内積に基づく処理に
適用でき，level-1から 3までの BLASルーチンのうち，内
積，行列ベクトル積，行列積系統のルーチンを実装できる
が，性能がメモリ律速となる処理においてはメモリアクセ
スの削減が性能向上の鍵となる．本稿では尾崎スキームを
用いて level-1から 3までのルーチンを実装することを目
的として，省メモリ化および省メモリアクセス化を実現す
るためのいくつかの最適化手法を検討し，GPUにおける
実装において，その性能を議論する．

2. 関連研究
浮動小数点演算の高精度化は，浮動小数点型が表現でき

る桁数をソフトウェア的に拡張する，いわゆる多倍長演
算による方法が古くから行われている．この方法による
BLAS実装としては，例えば Dekker[7]による二倍長の浮
動小数点演算（いわゆる double-double演算）のアイディ
アに基づくXBLAS[3]や，double-doubleやMPFR[8]等の
多倍長演算ライブラリを用いて BLAS/LAPACKを高精度
化した MPACK[4]が存在する．また，演算結果の再現性
を保証するもっとも古典的な方法は計算順序を固定する方
法であり，IntelはConditional Numerical Reproducible[9]

と呼ばれるオプションを，自社の BLASを含む数値計算ラ
イブラリであるMKLでサポートしているほか，NVIDIA

の GPU向け BLASである cuBLAS[10]においては，一部
のルーチンについて atomicAdd命令の使用を避けること
により計算順序を固定したルーチンを提供している*1．
一方で，浮動小数点演算における演算精度と再現性の問

題はともに丸め誤差に起因する問題であるため，この二つを
同時に対処可能な実装方法も提案されている．ExBLAS[5]

は correct-roundingとなるまで高精度に演算を行うことに
より，丸め誤差の影響を完全に排除して演算結果の再現性
を保証している．OpenCLで実装されており OpenCLに
対応した GPUにおいても動作する．RARE-BLAS[11]も
同様に correct-roundingを達成するが，level-1/2の一部の
BLASのみを実装している．ReproBLAS[12]は精度のコン
トロールが可能な level1–3の実装を提供しているが，現状
では CPU向けのシングルコア実装のみである．これらの
実装に共通する問題点は，いずれも複雑なコーディングを
必要とし，BLAS演算そのものをフルスクラッチで実装す
る必要があるため開発コストが大きく，かつ性能が実装方
法に大きく依存してしまう点にある．

*1 対称行列ベクトル積（SYMV）ルーチンにおいて，atomicAdd
命令を用いて高速に計算できるが実行毎の結果の再現性を保証し
ない実装（atomic mode）と，再現性を保証するがそれよりも低
速なルーチンの 2 種類を実装している

アルゴリズム 1 尾崎スキームによるベクトル分割
1: function ((xsplit[sx])← Split(x, n))

2: ρ := ceil((log2(u−1) + log2(n+ 1))/2)

3: µ := max1≤i≤n(|xi|)
4: j := 0

5: while (µ ̸= 0) do

6: j := j + 1

7: τ := ceil(log2(µ)

8: σ := 2(ρ+τ)

9: xsplit[j] := fl((x+ σ)− σ)

10: x := fl(x− xsplit[j])

11: µ := max1≤i≤n(|xi|)
12: end while

13: sx := j

14: end function

本研究で取り上げる尾崎スキームは，計算の中核部分に
既存の BLASルーチンを活用できるため，実装コストを
大幅に削減できることが期待できる．これまでの実装例と
しては，尾崎らによる論文 [6][13]において，Core 2 Duo

の 1コアにおけるMATLABによる実装の性能が示されて
いる．また，その後片桐らのチームとともに高性能実装に
関するいくつかの研究が行われている．片桐らによる研
究 [14]ではT2Kオープンスパコン（東大版）においてマル
チスレッド化および自動チューニング化が行われている．
市村らによる研究 [15]では富士通 FX100において，分割行
列の疎行列化に関していくつかの並列化方式および異なる
疎行列フォーマットを用いた場合の性能を評価している．
石黒らによる研究 [16][17]では CPUおよびGPUにおいて
batched BLASを用いた高速化を試みている．

3. 尾崎スキーム
尾崎スキームによって 2本のベクトル x ∈ Fn，y ∈ Fnの
高精度内積xT yを求める方法を示す．Fを浮動小数点数の集
合，fl(· · · )を最近接偶数丸めによる浮動小数点演算，uを浮動
小数点数の丸め単位（the unit round-off，IEEE 754 binary64

倍精度の場合 2−53）とする．x, yをアルゴリズム 1により，
それぞれ x = x(1) + x(2) + · · · + x(sx), sx ∈ N, x(p) ∈ Fn，
y = y(1) + y(2) + · · ·+ y(sy), sy ∈ N, y(q) ∈ Fnと分割して，
xT y = (x(1) + x(2) + · · ·+ x(sx))T (y(1) + y(2) + · · ·+ y(sy))

と計算する．分割したベクトル同士の内積の総和計算には，
何らかの高精度総和アルゴリズムが必要となる．ここで
correct-roundingな計算手法（例えば NearSum[18]アルゴ
リズム）で計算することにより，xT y は correct-rounding

が達成され，計算結果は再現可能となる．
アルゴリズム 1 により分割されたベクトルは次のよう
な 2つの特徴を持つ．まず，(1) x(p)(i)および y(q)(j)がゼ
ロでないときに，|x(p)(i)| ≥ |x(p+1)(i)|および |y(q)(j)| ≥
|y(q+1)(j)|となる．したがって，下位ビット情報を持つ分
割ベクトルからいくつかを切り捨てることで，得られる精
度を調節することができる．なおこの場合も再現性は維持
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される．次に，(2) (x(p))T y(q) = fl((x(p))T y(q)), 1 ≤ p ≤
sx, 1 ≤ q ≤ sy となる．これは内積に対するいわゆる無誤
差変換であり，fl((x(p))T y(q))において丸め誤差が生じな
いことを意味する．したがって，倍精度演算を想定したと
きに，分割ベクトル同士の内積は BLASの DDOTルーチ
ンで計算することができる．
尾崎スキームにおいて必要なベクトルの分割数は，入力

ベクトルに含まれる要素の範囲に依存する．言い換えると
一定の分割数で得られる精度は入力ベクトルに依存するこ
とになる．また，内積で構成できる行列ベクトル積および
行列積についても，同様の方法を適用することができる．
行列ベクトル積および行列積の場合，分割したベクトル・行
列の計算にはDGEMV，DGEMMを用いることができる．

4. 実装最適化手法
尾崎スキームに対して適用できる実装最適化手法を説明

する．以下，行列積 C = ABにおいて行列 A,B,C がそれ
ぞれm× k，k×n，m×n，行列 A,Bの分割数（分割回数
ではなく生成された分割行列数）を sA, sB とする．また行
列ベクトル積 y = Axについては行列 Aがm× n，ベクト
ル x, yはそれぞれ長さ n,mであり，行列 Aおよびベクト
ル xの分割数はそれぞれ sA, sx とする．内積 r = xT y に
ついてはベクトル x, yが長さ nであり，分割数はそれぞれ
sx, sy とする．

4.1 行列のブロッキングによる省メモリ化
尾崎スキームによる行列積では分割行列およびその

計算結果を格納するために sAmk + sBkn + sAsBmn

のメモリが必要である．m,n についてブロックサイズ
b(0 < b ≤ m, 0 < b ≤ n)でブロッキングすることにより，
メモリ消費を (sA + sB)bk+ sAsBb

2に削減できる [19]．ブ
ロッキングを適用した尾崎スキームによる行列積計算の概
要を図 1に示す．ブロッキングを適用することで，分割行
列の格納の他に，行列分割の際に必要となる作業領域も節
約できる．また行列ベクトル積においても同様に行列をブ
ロッキングすることでメモリを節約できる．
ブロッキングの副作用としてブロックサイズを小さくし

すぎると，行列分割や計算に用いる BLASルーチンの実
行効率が低下する可能性がある．ブロッキングは m,n方
向に対して適用できるが，メニーコアプロセッサにおける
GEMMではm,nが小さい時に十分な性能が得られない実
装が多い．これは一般的にGEMMの並列化がmおよび n

方向に対して 2次元のデータ並列性を利用して行われるた
めである．したがって，ブロッキングによる省メモリ化と
性能にはある程度のトレードオフがあると言える．なるべ
く性能が低下しないぎりぎりのブロッキングサイズを自動
チューニングなどで特定することが望まれる．一方で，次

に示す batched BLASの活用によって性能低下を抑制でき
る可能性がある．

4.2 Batched BLASの適用による高速化
Batched BLAS[20] は複数の同一 BLAS 演算を一つの

ルーチンで同時に処理するためのインタフェースである．
メニーコアプロセッサにおける計算では，問題サイズが物
理コア数あるいはスレッド数に対して不足する場合に実
行効率が低下してしまう．このようなケースにおいてプロ
セッサの演算能力を活用するための方策として，batched

BLAS が提案された．x86 CPU においては Intel MKL，
NVIDIA GPUにおいては NIVIDIA cuBLASやテネシー
大学のMAGMA[21]などのライブラリが，GEMM等の一
部 BLASルーチンのバッチ版を提供している．
尾崎スキームで行列積を計算するときには分割行列に対

して最大で sAsB 回の GEMMによる計算が発生する．こ
れらの処理間にデータ依存性はないため，batched GEMM

を用いてまとめて処理することが可能である．Batched

BLASを用いた実装は文献 [16]で報告されており，問題サ
イズが小規模の時の効果が示されているが，この事例では
4.1節で示したブロッキングは行われていない．ブロッキ
ングを行うと行列が細長くなるため，ブロッキングを行わ
ない場合と比べて batched BLASが有効なケースは多くな
ると予想される．
なおこの手法は行列積以外のケースに対しても利用可能で

あるが，現時点で主な batched BLASはDOTやGEMVの
バッチ版ルーチンを提供していない．またDOTやGEMV

の場合は，次に示す GEMMを用いて計算を行う方法がよ
り効果的である．

4.3 DOT・GEMVにおける計算のGEMM化
DOTまたは GEMVの計算部分において，分割された
複数本のベクトルを一つの行列として扱うことにより，
GEMMを用いて計算可能となる．DOTにおいて sxsy 回
の DOTを 1回の GEMMに，GEMVにおいて sAsx 回の
GEMV を sA 回の GEMM に置き換えることが可能であ
る．このとき問題サイズに対してベクトルの分割数が十分
に小さければ，GEMMの性能はメモリ律速となることが
期待でき，データの再利用性が高められることによる性能
向上が期待できる．
なお，4.1節で述べたように，特にメニーコアプロセッ

サにおいては，m,nが小さな行列に対して十分な性能が
得られないGEMM実装が多い．DOTやGEMVの計算を
GEMM化すると，通常は m,nが小さな計算となるため，
GEMMの実装次第では，GEMM化を適用してもかえっ
て性能が低下する可能性がある．実際に本研究で GPUに
おいて DOTを実装する際に，cuBLASの GEMMを用い
たところこの問題が生じたため，独自にチューニングした
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図 1: ブロッキングを行った尾崎スキームによる行列積

GEMMを用いて実装している．

4.4 計算の簡略化（Fastモード）
Correct-roundingの結果が不要で，あらかじめ分割数を
指定して計算を行う場合に，分割ベクトル（あるいは行列）
同士の計算，(x(p))T y(q)において，p+ q > max(sx, sy)+1

の計算は，演算精度への影響がわずかであるため省略す
ることができる [22]．(x(p))T y(q) の計算回数は sxsy から
sxsy −min(sx, sy)(min(sx, sy)− 1)/2に削減できる．これ
により若干の精度低下が生じるものの，correct-rounding

が不要なケースで，指定した分割数分の厳密な精度を必要
とするケースは考えにくく，性能とのトレードオフを考え
ればこの方法は効果的であると言える．例えば sxsy = s

とするとき，s ≥ 4であれば，省略せずに計算するよりも
sを 1つ大きくして省略して計算した方が，高速かつ高精
度に計算できる．
なお，DOTや GEMVにおいては，4.3節で述べた計算

の GEMM化を行うと，実装上この方法の適用が難しくな
る上，性能がメモリ律速であるため GEMM化することに
よりメモリ参照量が最小化されることの方が性能上意義が
あるため，この方法は不要である．

4.5 分割行列の 32ビット整数化（INT化）
この方法はメモリ律速なルーチン向けの手法である．尾

崎スキームを倍精度浮動小数点で実装するときに，分割ベ
クトルあるいは行列（アルゴリズム 1の 8行目 xsplit）は
値をシフトすることにより 32ビット整数型（int32 t）に
格納可能である．分割ベクトルのすべての要素は少なく
とも下位 26 ビットが 0 であり，符号＋指数部の先頭 12

ビットを除くと，仮数部の有効ビット情報は 26 ビット
である．|xsplit| ≤ σ2−ρ であるから，指数部シフト量を
α = floor(log2(231 − 1))− ceil(log2(σ2−ρ))（231 − 1は 32

ビット整数型が表現できる最大値）として，x′
i = 2αxi と

変換すると 32ビット整数型に収まる．また αを保持し，
xi = 2−αx′

i で元の値に復元することができる．この方法
によって，分割データの書き出しと，計算部分において分

割データを読み込む箇所において，メモリアクセス量をほ
ぼ半分にできる．しかし 32ビット整数型（および指数部
シフト量）を読み込んで，レジスタ上で倍精度浮動小数点
型に復元して計算するための専用の計算カーネルを実装す
る必要があり，尾崎スキームの最大の利点である既存の倍
精度 BLASルーチンの活用が不可能となる．しかしこの方
法の効果が期待できる level-1/2ルーチンは，level-3ルー
チンと比べると高性能実装は比較的容易であるから，もし
高速な計算カーネルをフルスクラッチで実装することがで
きれば，一つの最適化手法として検討の余地がある．

4.6 分割行列の疎行列化
本稿では他の最適化手法にフォーカスしたためこの方法

は取り上げないが，分割行列は入力行列の要素の分散が大
きいほど疎性（ゼロ要素）が現れやすくなるため，ある程
度の疎性が現れた場合に Compressed Sparse Row（CSR）
形式等の疎行列フォーマットに行列を変換して演算するこ
とで，メモリ消費と演算量を削減することができる [6]．た
だし計算には行列積の場合には疎行列積ルーチン，行列ベ
クトル積の場合には疎行列ベクトル積ルーチンが必要とな
るほか，密行列から疎行列への変換も必要である．

4.7 その他
アルゴリズム 1において，11行目のmax1≤i≤n(|xi|)は，

10行目の xの計算と同時にレジスタ上で行うように実装す
るとメモリアクセスを省くことができる．またあらかじめ
分割数を決めて分割を行う場合には，whileループの最終反
復において 10行目と 11行目の処理を省くことができる．
なお，本稿では以降，図や表などにおいて，ブロッキング

の適用：BK，batched BLASの適用：BB，計算のGEMM

化：MM，計算の簡略化：FS，分割行列の INT化：INと
表現する．

5. 理論性能
ここでは前節で述べた最適化手法（分割行列の疎行列化

を除く）を適用して実装した場合に期待される理論性能を見
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表 1: DOTにおけるベクトル参照回数（MM：GEMM化，IN：INT

化，※ 2：本稿では未実装）

Split Computation

DDOT – 2

ExDDOT 3(sx + sy) 2sxsy

ExDDOT (MM) 3(sx + sy) sx + sy

ExDDOT (MM+IN ※ 2) 2.5(sx + sy) 0.5(sx + sy)

表 2: GEMV における行列参照回数（MM：GEMM 化，IN：INT

化）

Split Computation

DGEMV – 1

ExDGEMV 3sA sAsx

ExDGEMV (MM) 3sA sA

ExDGEMV (MM+IN) 2.5sA 0.5sA

積もる．以降，本稿では高精度かつ再現性のある演算に対応
したDOT，GEMV，GEMMの 3ルーチンを，ExBLAS[5]

に倣ってそれぞれExDDOT，ExDGEMV，ExDGEMMと
呼ぶ．

5.1 DOTおよびGEMV

DOT・GEMVはベクトル，行列の分割と最後の高精度総
和部分も含めて，すべて O(n)のデータ参照に対して O(n)

の演算であるため，ハードウェアの Bytes/Flop比が十分
に小さい近年のプロセッサにおいては性能がメモリ律速と
なることが期待できる．そのため DOTの場合はベクトル
の参照回数，GEMVの場合は行列の参照回数に基づいて
性能を見積もる．DOTにおける各実装のベクトル参照回
数を表 1，GEMVにおける各実装の行列参照回数を表 2

に示す．倍精度 BLASルーチンにおける参照回数を 1と
すれば，尾崎スキームによる各実装の相対実行時間を見積
もることができる．計算部分のコストは，4.3節で述べた
GEMM化により，一度アクセスしたデータはすべて再利
用される前提（いわばキャッシュが無限にある状態）で議
論している．実際に，ベクトルの分割数それほど多くなけ
れば，キャッシュやレジスタの豊富な現代的なプロセッサ
において，このような前提で性能を見積もることは非現実
的なものではないと考えられるが，あくまで GEMMの実
装とハードウェア依存であり，理想的な場合の性能見積も
りである．

5.2 GEMM

GEMMの場合，BLASによる計算部分においてO(n3)の
演算が生じる以外はO(n2)の演算およびメモリ参照である
ため，性能は演算律速となり，性能はBLASが呼ばれる回数
でモデル化できる．行列積C = ABにおいて行列Aおよび
Bの分割数がそれぞれ sAおよび sBであるとき，通常の実装
では sAsB 回のGEMMが呼ばれるが，4.4節の計算の簡略

化を行った場合は，sAsB−min(sA, sB)(min(sA, sB)−1)/2

回の GEMMが呼ばれる．

6. 実装
本稿では尾崎スキームによる BLASを OzBLAS（仮称）

と呼び，DOT，GEMV，GEMMの 3ルーチンを実装した．
実装プラットフォームとしてNVIDIAのVoltaアーキテク
チャ GPUを用い，CUDAにより実装したが，本稿で示し
た最適化手法はいずれも Intel x86 CPUにおいても実装で
きる．なお，現時点での実装上の制約として，GEMVと
GEMMの引数に指定できるスカラー値（α，β）は α = 1.0，
β = 0.0に限定されているほか，転置モードや incx, incy

等の対応はまだ実装されていない．
ベクトルおよび行列の分割ルーチンはアルゴリズム 1に
基づいて実装したが，アルゴリズム 1 のままでは入力の
xが破壊されるため，これを防ぐために一度メモリ上の作
業領域に配置してから分割を行っている．そのほか，分割
データの格納などに必要なメモリ上の作業領域は，BLAS

ルーチンが呼ばれる度に確保・解放するとオーバーヘッド
となるため，OzBLASの初期化ルーチンを用意し，その
中で一つの大きな作業用メモリを確保して，個々のルーチ
ン内でその先頭アドレスから必要な作業用メモリ領域を
切り出して使用するようにした．計算部分には基本的に
は cuBLASを使用しているが，後述するようにGEMM化
および INT化を行うために一部のカーネルは独自実装し
ている．cuBLASの初期化（cublasCreate）はOzBLASの
初期化ルーチン内で行う．また，最後の高精度総和計算に
は，correct-roundingな結果を返す総和アルゴリズムであ
る NearSum[18]を用いた．
4節に示した最適化方法（分割行列の疎行列化を除く）
については以下のように実装を行った．
• 行列のブロッキングによる省メモリ化：ブロッキング
のブロックサイズは理論性能のおおむね 80%程度を
達成できる最小サイズを実験的に決定した．GEMV

の場合 bmax = 5120，GEMMの場合 bmax = 1024を
ブロックサイズの最大値として用い，n × n の行列
に対してブロッキング後のサイズは b × n，ただし
b = ⌈m/⌈m/bmax⌉⌉とした．

• Batched BLASの適用による高速化（BB）：cuBLAS

の cublasDgemmBatchedを用いた．
• DOT・GEMV における計算の GEMM 化（MM）：

cuBLAS の cublasDgemm は 4.3 節に述べたように
m,n が小さな行列に対して性能が遅く，DOT では
GEMM化せず DDOTで計算した方が高速であった．
そこでm,nが小さな行列に最適化したDGEMMを独
自に実装して用いた（実装自体は DOTの実装を複数
本ベクトルの計算に拡張した形である）．なお GEMV

の場合は cublasDgemmで十分な性能が得られたため，
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表 3: 最近接偶数丸めの結果と比較した最大相対誤差（GEMM, n = m = k = 1000，FS：計算の簡略化（Fast モード））

ϕ cuBLAS OzBLAS

(double prec.) s = 2 s = 2 (FS) s = 3 s = 3 (FS) s = 4 s = 4 (FS)

0 3.27E-09 0 9.39E-08 0 0 0 0

1 4.19E-10 3.37E-05 2.23E-04 1.28E-11 6.47E-10 0 2.07E-16

2 6.99E-11 2.02E-01 5.42E-01 1.60E-07 5.12E-07 9.76E-14 8.34E-13

4 7.33E-11 9.62E+04 1.99E+04 4.82E+02 3.14E+02 4.95E-04 2.09E-03

8 5.84E-12 1.33E+04 1.19E+04 2.76E+04 2.64E+04 1.78E+03 2.81E+03

cublasDgemmを用いた．
• 計算の簡略化（Fastモード：FS）：DOT・GEMVは

GEMM化により不要であるため GEMMのみに適用
した．

• 分割行列の 32ビット整数化（INT化：IN）：本研究で
は GEMVの行列のみに適用した．32ビット整数型の
行列を計算する GEMMカーネルは，椋木らによる高
性能 GEMVの実装 [23]を複数本のベクトルの同時計
算ができるように拡張する方法で実装した．演算は 32

ビット整数型をレジスタ上で binary64倍精度型に変
換してから計算している．

• その他：4.7節に述べたようにメモリアクセスが最小
となるように実装した．

7. 評価実験
7.1 評価方法
NVIDIA Titan V（Voltaアーキテクチャ，compute ca-

pability 7.0）を用いた．Titan Vは 5120個のCUDA Core

（80マルチプロセッサ，マルチプロセッサあたり 64コア），
12288MBの HBM2メモリを搭載し，倍精度理論ピーク演
算性能 7449.6 GFlops，理論メモリバンド幅 652.8GB/sで
ある．使用した CUDA バージョンは 9.1，ドライババー
ジョンは 390.67，ホストマシンは CPU：Intel Xeon W-

2123 (3.6GHz，4コア)，OS：CentOS Linux release 7.4.1708

（3.10.0-693.2.2.el7.x86 64）である．コンパイラは gcc 4.8.5

20150623, nvcc release 9.1, V9.1.85で，nvccのコンパイル
オプションは “-arch=sm 70 -O3”とした．
入力ベクトル・行列の初期化は尾崎らの論文 [6]に示され
ている方法と同様に，(rand− 0.5)× exp(ϕ× ceil(randn)

（randは (0,1)の一様乱数，randnは標準正規分布の乱数）
として，ϕが大きいほど浮動小数点数の絶対値のレンジが
大きくなるように初期化した．データはすべてグローバル
メモリ上に配置されている状態で実行し，DOTでは内積
結果がグローバルメモリ上に返されるモード（cuBLASの
CUBLAS POINTER MODE DEVICEに相当）とした．

7.2 演算精度の評価
GEMMにおいてn = m = k = 1000の行列に対して演算

精度を評価した．比較対象として，MPFR[8]を用いて実装

されているMPACK/MBLAS[4]のルーチンを使用し，2048
ビットで計算を行った．OzBLASの計算結果は倍精度浮
動小数点数で得られるため，MBLASの計算結果をMPFR

のmpfr get dでMPFR RNDN（最近接偶数丸め）を指定
して倍精度に丸めて比較している．比較対象の計算結果を
C = (cij)，MBLAS（MPFR）による結果をR = (rij)とし
たときに，最大相対誤差 e = max1≤i,j≤n(|(cij − rij)/rij |)
を求めた．表 3に結果を示す．最大相対誤差が 0となっ
たケースは correct-roundingが達成されていることを意味
する．

7.3 性能の評価
分割数が s = 2−−4の場合の OzBLASの性能と，比較
対象として cuBLASの倍精度ルーチンの性能を評価した．
ルーチンの実行時間を測定し，性能を内積，行列ベクトル
積，行列積のそれぞれの数学的な四則演算回数を実行時間
で割った値で評価した．例えば n× nの行列積の場合，実
行時間が t[sec]であるとき，2n3/tである．単位は通常の
倍精度演算の場合 Flopsで表されるが，尾崎スキームの場
合は実浮動小数点演算回数とは異なるため，本稿では Ops

（operations per second）と表記する．なお入力データは
ϕ = 4で初期化し，最低でも必要分割回数が 4回以上とな
る条件で測定している*2．
Flops・Opsによる性能測定結果を図 2に，図 3には図 2

の結果の s = 2の場合（GEMVは INT化非適用）の性能
内訳を示す．DOT・GEMVはメモリ律速であるため行列
分割コストが多くを占めているが，GEMMは演算量が大
きく行列分割コストはほぼ見えない．GEMMにおいて行
列 A と B の分割性能が異なるのは実装上の問題である．
GEMVにおいて n = 6144で性能が低下するのはブロッキ
ングにより計算サイズが小さくなるためである．
表 4には測定した最大問題サイズにおける性能につい

て，cuBLAS の倍精度ルーチンの性能を 1 としたときの
実行時間および 5 節での議論に基づく期待される理論性
能との比較を示す．cuBLASの倍精度ルーチンの性能は，
DGEMMで 7125GFlops（理論ピーク演算性能比約 96%），
メモリ律速なルーチンについては DDOT で 82.3GFlops

*2 7.2節に示したように ϕ = 4では分割数が小さい時に必ずしも通
常の倍精度演算と比べて高精度ではない
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（658.6GB/s，理論ピークメモリバンド幅比約 101%*3），
DGEMVで 168.2GFlops（672.8GB/s，理論ピークメモリ
バンド幅比約 103%）であり，ハードウェアの理論ピーク
性能に近い性能が得られている．これらの性能を基準とし
て我々の実装は，GEMMの s = 2で 71%，それ以外では
81%以上の性能を達成している．GEMMの s = 2につい
ても，n = 3584のときに最大 1.79TOpsを達成しており，
この性能は理論性能の 84%であった．したがって，全体と
して概ね期待される性能の 8割程度の性能が得られること
が確認でき，我々が実装した各種最適化手法もおおむね期
待通りの効果が得られたと判断できる．

8. まとめ
本稿では尾崎スキームを用いて高精度かつ再現可能な

*3 なぜ 100%を超えるのか明らかではないが，周波数の動的制御によ
りメーカー公表値より高いクロックで動作している可能性がある．
なお，理論メモリバンド幅はメーカー公表値より 0.85[GHz]×2
（double data rate）×3072[bit]/8=652.8[GB/s]と算出できる．

DOT，GEMV，GEMMの実装を行った．また省メモリ化
および高速化のためのいくつかの最適化手法を検討した．
本稿では特に性能がメモリ律速となる level-1/2ルーチン
の性能改善に有効となる，メモリアクセス量の削減手法を
検討し，DOTやGEMVにおいてもGEMMと同程度か数
倍程度のオーバーヘッドで高精度かつ再現可能な演算が可
能となった．Titan V GPUにおける実装および性能評価
では，期待される理論性能に対して，実際に少なくとも 8

割程度の性能が得られることを確認した．本稿で GEMV

に適用した最適化手法は疎行列ベクトル積（SpMV）にお
いても有効であることが期待される．今後の展望として，
本研究では実装を見送った疎行列化などの他の最適化手法
の実装，また既存の高精度・再現可能な BLAS実装との性
能比較を行う予定である．
謝辞 本研究は，文部科学省 ポスト「京」萌芽的課題

「極限の探究に資する精度保証付き数値計算学の展開と超高
性能計算環境の創成」の助成，および科研費（16K16062）

7ⓒ 2018 Information Processing Society of Japan

Vol.2018-HPC-166 No.9
2018/9/28



情報処理学会研究報告
IPSJ SIG Technical Report

表 4: 理論性能および実性能（s：分割回数，MM：GEMM 化，IN：32 ビット整数表現．理論値は 5 節の議論に基づく）

DOT (n = 222) GEMV (m = n = 10240) GEMM (m = n = k = 5120)

実行時間 cuBLAS 比実行時間 実行時間 cuBLAS 比実行時間 実行時間 cuBLAS 比実行時間
[sec] 理論 実測 (理論比) [sec] 理論 実測 (理論比) [sec] 理論 実測 (理論比)

cuBLAS 1.02E-03 1.0 1.0 ( 100% ) 1.25E-03 1.0 1.0 ( 100% ) 3.77E-02 1.0 1.0 ( 100% )

OzBLAS(s = 2) 9.02E-03 8.0 8.9 ( 90% ) 1.13E-02 8.0 9.0 ( 89% ) 1.60E-01 3.0 4.2 ( 71% )

OzBLAS(s = 3) 1.38E-02 12.0 13.5 ( 89% ) 1.71E-02 12.0 13.7 ( 87% ) 2.77E-01 6.0 7.3 ( 82% )

OzBLAS(s = 4) 1.86E-02 16.0 18.2 ( 88% ) 2.30E-02 16.0 18.4 ( 87% ) 4.46E-01 10.0 11.8 ( 84% )

OzBLAS(s = 2,IN) – – – 8.88E-03 6.0 7.1 ( 84% ) – – –

OzBLAS(s = 3,IN) – – – 1.37E-02 9.0 10.9 ( 82% ) – – –

OzBLAS(s = 4,IN) – – – 1.84E-02 12.0 14.8 ( 81% ) – – –

の助成を受けたものである．
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