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グラフ連結性に基づく
多様体上での頑健なクラスタリング手法

伏見 卓恭1,a) 斉藤 和巳2,b) 池田 哲夫3,c) 風間 一洋4,d)

概要：本研究では，多様体上に分布するオブジェクト群に対して，多様体学習において代表的な ISOMAP

と同様に，局所的に近傍するオブジェクト間にリンクを付与することでグラフを構築し，連結性に基づき

グラフをクラスタリングすることで頑健で高速なクラスタリングを実現する．この際，距離に比例する確

率にしたがってリンクを付与するシミュレーションを多数回実行し，可到達となる期待値が高いオブジェ

クトノードをクラスタとし抽出する．実データを用いた評価実験では，提案手法の有用性について，クラ

スタリング精度，データ欠損に対する頑健性，計算速度の観点から評価する．近接中心性を拡張した手法

と比較して，提案手法は精度良く高速に頑健なクラスタリング結果を出力することを確認した．

Robust Clustering over Manifold Based on Graph Connectivity

Fushimi Takayasu1,a) Kazumi Saito2,b) Tetsuo Ikeda3,c) Kazuhiro Kazama4,d)

1. はじめに

古来より，大量のデータ間の関係や特性を把握すること

は主要な研究課題の 1 つである．近年でも，膨大な量の

データがWeb上に蓄積されており，情報検索やデータマ

イニングの分野では，データに潜む有用な情報の抽出や大

量データの高速な処理のために多くの手法提案されてい

る．しかし，これらのデータの多くはメトリック空間や高

次元ベクトル空間に分布しているため，その実態を把握す

ることは困難である．この問題を緩和するために，多くの

次元削減手法 [1], [2], [3]，クラスタリング手法 [4], [5]が提

案されている．次元削減やクラスタリングにおいては，オ
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ブジェクト間の距離が結果を左右する重要な要因の 1つで

ある．オブジェクト群が多様体上に分布する場合では，大

域的な距離は有用でないことが知られており，局所的な距

離に基づく次元削減手法が提案されている [6], [7]．また，

文字列や木構造，確率分布などは，オブジェクト間の距離

や類似度は定義できるが，ベクトル表現できないため，広

く用いられている k-meansクラスタリングは適用できな

い．文献 [8]では，メトリックデータから凝集性と混合性

の観点から重要なオブジェクトを抽出する手法を提案して

いる．文献 [6]では，多様体上に分布するオブジェクト群

に対し k-NNグラフを構築し，グラフ上での測地距離に基

づきMDSにより低次元表現を求める ISOMAPを提案し

ている．

本稿では，上述したようなメトリック空間のオブジェク

ト群，あるいは，多様体上に分布しているようなオブジェ

クト群に対して，データの欠損などに頑健なクラスタリン

グを実現する手法を提案する．具体的には，ISOMAPと

同様に，オブジェクト間の距離に基づき k-NNグラフを構

築する．k-NNグラフ対して集合連結中心性によりノード

群をクラスタリングする．文献 [9]では空間ネットワーク

を対象に，確率的に発生するリンク切断の状況下で到達可
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能なノード数の期待値が多いノードを抽出する手法である

連結中心性を提案した．さらに，この期待値を厳密に計算

するには 2のリンク数乗の計算量が必要となるが，シミュ

レーションベースの効率的なアルゴリズムを提案した．

連結中心性は，ノードごとに独立した性質を定量化して

いるだけであり，ノード間の影響の重複を排除していない

ため，複数のノードを抽出する際には，一部のノード群に

偏った結果が得られる．本稿では，文献 [10]と同様に中

心性指標を拡張し，ノード集合に対する連結度を定義し，

この値に基づき代表ノード集合を抽出する．集合中心性ス

コアが高いノード集合を抽出する問題はある種の組合せ最

適化問題であるが，目的関数のサブモジュラ性により貪欲

解法における最悪ケースの解品質が保証されいるため貪

欲法を採用する．本稿では，拡張した連結中心性に基づき

k-NNグラフを分割することで，高速かつ頑健なクラスタ

リングを実現する．

2. 連結中心性

提案指標の前に，ベースとなる連結中心性 [9]について説明

する．与えられた無向グラフ構造をG = (V, E)とし，リンク
e ∈ E の非切断確率を p(e; s)とする．ここで，sは災害の規

模など非切断確率 p(e; s) を制御するパラメータを表してお

り，便宜上 0 ≤ s ≤ 1とする．いま，リンク eが切断されれば

x(e) = 0，さもなければ x(e) = 1 となる確率変数を導入す

る．ここで，リンク非切断確率は p(x(e) = 1; s) = p(e; s)で

ある．これら確率変数の実現値を並べて構成するベクトルを

x = (· · · , x(e), · · · ) ∈ {0, 1}|E| とする．この場合，2値の値
を取る確率変数を並べた x(s)の組合せ数は |{0, 1}||E| = 2|E|

である．ある組合せ x(s) の実現確率は同時確率 q(x; s) =

q(Gx; s) =
∏

e∈E p(e; s)
x(e)(1 − p(e; s))1−x(e) となる．実

現値ベクトル x に対し，切断されなかったリンク集合

Ex = {e | e ∈ E , x(e) = 1} とし，そのグラフ構造を
Gx = (V, Ex) とする．Gx においてノード v ∈ V と同じ連
結成分に属するノード集合を c(v;Gx)とする．当然，同じ連

結成分に属するノード uと vに対して，c(u;Gx) = c(v;Gx)

が成り立つ．

リンク切断が発生した状況下での可到達ノード数，すな

わち，同一の連結成分に属するノード数の期待値により各

ノードの連結度を定義する：

cnc1(v) =

∫ 1

0

∑
x∈{0,1}|E|

|c(v;Gx)|q(x; s)r1(s)ds. (1)

ここで，r1(s) はパラメータ s の分布であり，災害の規模

に対する想定発生確率から決まるとする．例えば，規模

の小さい地震は高確率で発生するが，大震災は低い確率

で起きる．式 (1)は，確率 r1(s) で発生する規模 s の災害

によってリンク切断パターン x が確率 q(x; s) で発生し，

その時のグラフ構造におけるノード v の可到達ノード数

|c(v;Gx)| を全切断パターンに関して和を取り，すべての
災害規模 0 ≤ s ≤ 1 に関して確率 r1(s) を掛けながら積分

した期待値である．

最も基本的な問題設定として，非切断確率を p(e; s) =

p(s) = s，r(s) を一様分布に設定し，s による積分を H +1

等分した分割和で求める．h (0 ≤ h ≤ H) 番目の分割区間

に対して，リンク非切断確率は p(h) = h/H と設定する．

さらに，2|E| の和を厳密に求めることは困難なため，J 回

のモンテカルロ・シミュレーションにより求める．

j 回目のシミュレーションの h 番目の分割区間において

得られるグラフ構造を G(h,j) = (V, E(h,j)) とすれば，連結
中心性の式 (1)に対し，以下の推定式 cnc2(v) を考えるこ

とができる：

cnc2(v) =
1

HJ

H∑
h=1

J∑
j=1

|c(v;G(h,j))|r2(h). (2)

ここで，r2(h) = r1(h/H)/
∑H

h′=1 r1(h
′/H) である．明ら

かに，H や J を十分に大きく設定すれば，式 (2)の推定

値 cnc2(v) は式 (1)の十分精度の高い近似となる．しかし

ながら，与えられたネットワークのノードとリンクの総数

をそれぞれ N = |V| と L = |E| とすれば，全ての v ∈ V
に対して式 (2)を求める計算量は O(HJ(N + L)) となり

大規模ネットワークへの適用は困難になる．ここで，ノー

ド数 N とリンク数 L のグラフを連結成分分解する計算量

は O(N +L) であり，この計算過程で各連結成分のサイズ

（可到達ノード数）を計算できる．

以下では，計算量 O(J(L+N logN)) で 式 (2)と同等な

精度の推定値を cnc3(v) として求めるアルゴリズムを説明

する．基本アイデアは，全ノードが孤立ノード，すなわち，

全リンクが切断された状態 p(0) = 0 の初期状態から，もと

のネットワークの全リンク E が追加された状態 p(H) = 1

に至るまで，ランダムに選んだリンクを 1本づつ追加して

いくことを繰り返す．このとき，リンクを 1本追加するご

とに各ノード v ∈ V の期待連結ノード数（可到達ノード
数）の差分値を利用して，効率的に連結中心性スコアを計

算する．ここで，H = L とする，すなわち，積分の分割数

H をリンク数 L に設定し，J 回繰り返すシミュレーショ

ンの第 j 番目では，全てのリンクをランダムにシャッフル

し，1 から H(= L) までの ID（1 ≤ h ≤ H）を付与する．

ID h を付した各リンクを e(h,j) として，h = 1 から順に

ネットワークに追加する．いま，第 h 番目までのリンク

が追加されたリンク集合を E(h,j) = {e(h′,j) ∈ E | h′ ≤ h}
とし，そのときのグラフ構造を G(h,j) = (V, E(h,j)) とすれ
ば，連結中心性の基本式 (1) に対し，以下の推定式 cnc3(v)

を考えることができる：

cnc3(v) =
1

JH

J∑
j=1

H∑
h=1

|c(v;G(h,j))|r2(h). (3)
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ここで，グラフ構造 G(h,j) から求まる非切断確率の最尤推

定値は p̂ = h/H であり，j ごとに独立かつランダムに h

本のリンクが選定（H − h 本のリンクが切断）されている

ことより，十分大きな J に対し， 1
J

∑J
j=1 |c(v;G(h,j))| と

1
J

∑J
j=1 |c(v;G(h,j))| は同等な精度の推定値を与えること

が分かる．したがって，与えられた J に対し，これらの総

和として求まる cnc2(v) と cnc3(v) も同等な精度の推定値

となることが分かる．

以下に，第 j シミュレーションでのリンク追加アルゴリ

ズムの計算量を示す．まず，リンク数 0の初期状態では，各

ノードはそれぞれ異なる連結成分に属するとする．ここで，

各ノード v ∈ V に一意な連結成分番号 n(v) ∈ {1, · · · , N}
を割り当てる．リンク e(h,j) = (x, y)(h,j) が追加されると

き，ノード x と y が同じ連結成分に属すなら，何もせず次

のリンク追加に進む．さもなければ，片方の連結成分に属

する全ノードに対して，連結成分番号を更新する．たとえ

ば，|c(x;G(h,j))| ≤ |c(y;G(h,j))| とすると，小さい連結成
分に属するノードの連結成分番号を大きい連結成分の番号

に書き換える：n(z) ← n(x) for each z ∈ c(y;G(h,j))．し

たがって，1本のリンク追加において，連結成分番号が更新

されるノード数の最大値は高々 N/2 である．よって，す

べてのリンク追加では，連結成分番号の更新にかかる計算

量は O(N logN) となる．

いま，cnc
(j,h)
3 (v) を以下のように定義される第 j シミュ

レーションにおける h′ = h までの |c(v;G(h′,j))| の部分和
とする：

cnc
(j,h)
3 (v) =

h∑
h′=1

|c(v;G(h′,j))|r2(h′). (4)

新たなリンク e(h,j) = (x, y)(h,j) が第 h ステップで追加さ

れノード x と y が初めて同じ連結成分に属するようになっ

たとき，任意の h′ ≥ hに対して c(x;G(h′,j)) = c(y;G(h′,j))

であるため，以下の関係が成り立つ：

cnc
(j,h′)
3 (x)− cnc

(j,h′)
3 (y) = cnc

(j,h−1)
3 (x)− cnc

(j,h−1)
3 (y).

(5)

よって，各連結成分において，1つの代表ノード x のみ部

分和 cnc
(j,h′)
3 (x) を保持しておき，同じ連結成分内の他の

ノード y との差分値 cnc
(j,h−1)
3 (x) − cnc

(j,h−1)
3 (y) を保持

しておくことで，最終ステップ H での和 cnc
(j,H)
3 (y) は式

(5)を用いて計算できる．ここで，すべてのノード v ∈ V に
対して，cnc

(j,H)
3 (v) を計算するのにかかる計算量は O(N)

である．また，連結成分番号の更新と同時に差分値も更

新するため，差分値更新の計算量は O(N logN) である．

第 j シミュレーションにおいて全リンクをシャッフルし

て 1 本ずつ追加するため，アルゴリズム全体の計算量は

O(J(L+N logN)) である．

3. 提案手法

本研究では，多様体上に分布するオブジェクト群に対し

て頑健なクラスタリングを実現するための手法を提案す

る．提案手法は，全 N 個のオブジェクトの集合を U を入
力とし，以下の手順で全オブジェクトを κ 個のクラスタに

分割する：

( 1 ) オブジェクト間の距離に基づき，k-NNグラフを構築

する；

( 2 ) k-NNグラフに対して，集合連結中心性により代表オ

ブジェクトを抽出する；

( 3 ) オブジェクト群を代表オブジェクトとの連結度に従い

κ 個のクラスタに分割する；

第 1ステップで，ISOMAPと同様に k-NNグラフを構築

し，無向化する．これにより，すべてのオブジェクト U は
グラフのノード V として扱われ，いくつかのオブジェク
トノード間には距離重みの付されたリンクが生成される．

k-NNグラフにおける kの値は，k = 1から増やしていき，

全オブジェクトが単連結となる最小の kを採用する．第 2

ステップで，構築した k-NNグラフに対して，集合連結中

心性を適用し，連結度の高い代表ノード集合を抽出する．

第 3ステップで，その他ノードそれぞれを，自身と最も連

結度の高いの代表ノードのクラスタに割り当てる．次節以

降で，連結中心性を拡張した集合連結中心性，集合連結中

心性により抽出した代表ノードにより，他のノードを分割

する方法について説明する．

3.1 集合連結中心性

集合連結中心性では，ノード集合 R に対して連結度を
定義し，連結度が最大となるノード集合を代表ノード集合

R ⊂ V として抽出する．ここで，V はオブジェクトノード
集合である．与えられた k-NNグラフの構造を G = (V, E)
とする．任意のノード集合 R に対する連結度を以下のよ
うに定義する：

cnc1(R) =
∫ 1

0

∑
x∈{0,1}|E|

|c(R;Gx)|q(x; s)r1(s)ds. (6)

ここで，c(R;Gx) =
∪

r∈R c(r;Gx) であり，集合 R の各
ノード r が属する連結成分の合併集合である．すなわち，

cnc1(R)は，リンク切断が確率的に発生する状況下で r ∈ R
のいずれかに到達可能であるノード数の期待値を表してい

る．連結中心性と同様に，r(s) を一様分布に設定し，s に

よる積分を H + 1 等分した分割和で求める．

cnc3(R) =
1

JH

J∑
j=1

H∑
h=1

|c(R;G(h,j))|r2(h). (7)

本稿では，貪欲法により，以下のMarginal Gainが最大に

なるように代表ノードを 1つずつ求めていく．
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MG(v;R) = cnc3(R∪ {v})− cnc3(R)

=
1

JH

J∑
j=1

H∑
h=1

mg(v;R)(h,j)r2(h).

ここで，mg(v;R)(h,j) = |c(R∪ {v};G(h,j)) \ c(R;G(h,j))|
は，代表ノードの候補であるノード v を R に追加したと
き，代表ノード群から可到達なノード数の増分を表してい

る．この増分 MG(v) が最も高い候補ノード v を代表ノー

ドとして抽出する．κ個の代表ノードを抽出する過程の中

で，k番目の代表ノードは，r̂k ← arg max
v∈V\Rk−1

MG(v;Rk−1)

により求め，Rk ←Rk−1 ∪ {r̂k} とする．
提案手法では，リンク e = (x, y) の非切断確率 p(e; s)

は，k-NNグラフの各リンクに付された距離重みに比例す

るように定める：

p((x, y)) =
exp (−d(x, y))∑
e∈E exp (−d(e))

. (8)

3.2 連結度分割

リンク追加シミュレーションにおいて，ノード v が代表

ノード r と同じ連結成分に属するようになる，すなわち，

可到達な関係になるステップ数を h とすると，第 j 回目の

シミュレーションにおけるノード v と代表ノード r の連

結度を f(v, r)j = 1− h/H と定義する．シミュレーション

において，より早いステップ h で連結関係になる代表ノー

ドとの連結度は高くなる．したがって，全 J 回のシミュ

レーションにおける連結度は F (v, r) = J−1
∑J

j=1 f(v, r)
j

となる．そして，すべてのノードについて，連結度の値が

最も高い代表ノードのクラスタに分割する：

V(k) = {v ∈ V; rk = arg max
r∈R

F (v, r)}.

4. 評価実験

評価実験では，次節で説明する実データを用いて，計算

精度，計算速度，頑健性の観点から提案手法を評価する．

4.1 データセット

1つ目は，日本国内にある 1,909の市区町村役場の座標

（緯度経度）データである．市役所と区役所が同一の建物

にある場合は一方を取り除いてある．座標間の距離として

ユークリッド距離を採用する．本稿では，役場データと呼

ぶ．k = 12で k-NNグラフが単連結となったため，12-NN

グラフを対象とする．

2つ目は，手書き文字認識用データベースに含まれるデー

タを 5,000個抽出したものである．10クラス（0, 1, 2, 3,

4, 5, 6, 7, 8, 9）の数字の手書き文字データであり，各文

字は 28 × 28=784画素で，各画素値は 0～255の 256階調

グレースケールで表されている．各手書き文字を，画素値

を要素とする 784 次元ベクトルで表現し，文字間の類似度

として，頻繁に用いられる相関係数 [11]を採用する．文字

i, j 間の相関係数 r(i, j) を以下のように距離に変換し，オ

ブジェクト間のメトリックとした：

d(i, j) =
√
2(1− r(i, j)).

距離の公理（三角不等式）を満たすように，一般的に用いら

れる平方根をとった距離を採用する．本稿では，文字デー

タと呼ぶ．k = 3で k-NNグラフが単連結となったため，

3-NNグラフを対象とする．文字データの 3-NNグラフの

無向リンク数は 11,531であった．

3つ目は，全国の鉄道駅名をローマ字表記した単語データ

であり，5,000駅を抽出したものである．駅名間の距離とし

て，代表的な編集距離であるレーベンシュタイン距離 [12]

を用いる．これは，二つの文字列が文字（character）の挿

入・削除・置換で同一になる場合の最小の操作回数をコス

トとする．ただし，そのままでは長い駅名は必然的に距離

が大きくなるため，距離を測定する長い方の駅名の長さで

除して正規化する．駅名 i, j 間のレーベンシュタイン距離

を L(i, j)，駅名 i の単語長を length(i) とすると，

d(i, j) =
L(i, j)

max{length(i), length(j)}

を正規化編集距離と呼び，オブジェクト間のメトリックと

した．本稿では，駅名データと呼ぶ．k = 3で k-NNグラ

フが単連結となったため，3-NNグラフを対象とする．駅名

データの 3-NNグラフの無向リンク数は 10,899であった．

4つ目は，写真共有サイト Flickrに投稿された写真デー

タであり，東京都で撮影された写真のうち 5,000枚を抽出

したものである．抽出した写真データをMPEG-7の Color

Structureディスクリプタと呼ばれる特徴量で数値化した．

写真間の距離として，MPEG-7で推奨されるマンハッタン

距離を採用する．本稿では，写真データと呼ぶ．k = 4で

k-NNグラフが単連結となったため，4-NNグラフを対象と

する．写真データの 4-NNグラフの無向リンク数は 15,320

であった．

5つ目は，毎日新聞国際面の新聞記事データであり，デー

タベースから古い順に 5,000記事を抽出した．含まれる単

語数は 23,135であり，記事間の類似度としてベクトル空

間モデル [13]で頻繁に用いられる単語頻度ベクトル（Bag

Of Words）間のコサイン類似度を採用する．記事 i, j 間の

コサイン類似度 s(i, j) を以下のように距離に変換し，オブ

ジェクト間のメトリックとした：

d(i, j) =
√
2(1− s(i, j)).

距離の公理（三角不等式）を満たすように，一般的に用いら

れる平方根をとった距離を採用する．本稿では，新聞デー

タと呼ぶ．k = 4で k-NNグラフが単連結となったため，

4-NNグラフを対象とする．新聞データの 4-NNグラフの

無向リンク数は 15,446であった．
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(a) 比較手法：集合近接中心性 (b) 提案手法：集合連結中心性

図 1 役場データのクラスタリング結果 (κ = 10)

4.2 比較手法

上述した種々の距離重みが付されたリンクに対して，ダ

イクストラ法を用いて全オブジェクト (u, v) 間の測地距離

g(u, v) を求める．オブジェクト間の測地距離 g(u, v) に対

して，集合近接中心性 [10]により代表ノードを抽出し，他

のノードを最も近い代表ノードのクラスタに分割する．す

なわち，測地距離に基づき k-medoidsクラスタリングして

いるのと等価である．

5. 実験結果

提案手法と比較手法によるクラスタリング結果につい

て，複数の観点から評価する．今回の実験では，集合連結

中心性のシミュレーション回数は J = 100 とした．

5.1 定性評価

図 3.2に，クラスタ数 κ = 10 とした際の役場データのク

ラスタリング結果を示す．図中の色はクラスタを表してい

る．図 3.2(a)と (b)の結果を比較すると，福岡と山口や中

国地方と四国地方が距離的に近いため同一クラスタとなっ

ているのに対し，提案手法の集合連結中心性によるクラス

タリング結果では概ね地方ごとに分かれている．提案手法

では，距離ではなく連結性に着目しているため，九州と本

州，中国地方と四国地方のように連結度の低い部分は別ク

ラスタとなる．

5.2 計算精度

文字データ（MNIST）は，各手書き文字がどの数字を表

しているのかラベルが付されている．これを正解ラベルと

し，クラスタリング結果が正解ラベルとどの程度一致して

いるのかを正規化相互情報量（NMI：Normalized Mutual

Information）により評価する．集合近接中心性によるク

ラスタリング結果と正解ラベルの NMIは 0.56，集合連結

中心性の結果と正解ラベルの NMIは 0.72 であり，提案手

法の方が高いクラスタリング精度が得られた．定性評価と

NMIの評価結果から，提案手法は精度よくクラスタリング

できると言える．

5.3 頑健性

データの欠損に対する頑健性について評価する．具体的

には，全 N オブジェクトから一定の割合 rate のオブジェ

クトをランダムに選び，k-NNグラフから削除する．この

k-NNグラフは，場合によっては非連結なグラフとなる．

この k-NN グラフから集合連結中心性により代表ノード

を抽出，全ノードを連結度に基づき κ分割する．そして，

残った M = N × rate オブジェクトに関して，NMIによ

り計算するクラスタリング結果の類似性で評価する．NMI

が高いほど，削除前のクラスタリング結果に近い結果が得

られたことになり，データ欠損に対する頑健性があるとい

える．

図 2 に，横軸に削除比率 rate，縦軸に NMI の値をプ

ロットした．削除オブジェクトのランダム抽出は 5 回行

い，NMI値の平均値をプロットした．図 2を見ると，いず

れのデータセットでも高い NMI値が得られることが確認

できる．1割くらいのデータが欠損しても（rate = 0.1），
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図 2 頑健性
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図 3 計算時間

7,8割の精度が得られることから，サンプリングによるク

ラスタリングの高速化への応用も期待できる．

5.4 計算速度

図 3 に，集合近接中心性（sCLC）と集合連結中心性

（sCNC）によるクラスタリングの計算時間をプロットした．

横軸はクラスタ数 κ，縦軸は計算に要した実時間を秒単位

でプロットした．ただし，k-NNグラフ構築にかかる時間

は含まれていない．図 3を見ると，いずれのデータセット

においても，赤線の提案手法の方が青線の比較手法より 2

倍以上早いことがわかる．特に，提案手法はクラスタ数 κ

が増えても計算時間に大きな増加は見られないため，両手

法の差は大きくなる傾向にある．このことから，提案手法

は頑健で高速なクラスタリング手法であると言える．

6. おわりに

本研究では，多様体上に分布するオブジェクト群のクラ

スタリングを目的に，計算速度と頑健性の観点から優れて

いる手法を提案した．実データを用いた評価実験により，

提案手法の有用性について，精度，頑健性，計算速度の観

点で定性的，定量的に確認した．今後は，相対近傍グラフ

（RNG）や非連結な状態の k-NNグラフでの集合連結中心

性によるクラスタ分割の有効性について評価していく．
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