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深層学習(RNN/LSTM)を用いた 2 段階発話意図分析方法の提案と 
ソフトウェア開発会議への適用評価 
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ソフトウェア開発会議の発話データ分析を用いてその意図を特定する方法が提案されている．しかし，個別の発話か
らその意図を正確に分析することは困難である．これに対して機械学習を用いて発話意図を特定する方法が提案され
ているが，発話毎に分析しているため，その意図が適切に分析できない場合がある．この問題を解決するために，本

稿では，機械学習を用いて一連の発話データの文脈を考慮した 2 段階発話意図分析を提案する．LSTM を用いた再帰
型ニューラルネットワーク(RNN)により 1 段階目で発話データのクラス分類行い，さらに，2 段階目で分類された発
話データの文脈から意味を推定する方法である．提案方法を実際のソフトウェア開発者会議での発話データに適用

し，文脈を考慮しない分析に比べ意図分析の精度の改善を確認した． 
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1. 研究の背景と課題   

1.1 研究の背景 
近年，システム開発の要求獲得においてステークホルダ分

析の重要性が高まっている．しかし，人手による分析では，結

果の合理性，公平性などを保証することが困難である．さらに，

ステークホルダが多数になった場合にスケールできないという

問題やコストの問題もある．このような問題に対して，開発会議

などにおいてステークホルダから得られるデータに基づき分析

する方法が提案されている[3]．特に，近年の機械学習技術の

発展に伴い，教師あり機械学習を用いてステークホルダの発話

意図を特定する研究がある[5]．しかし，これらの研究では，一

般的に，日本語文法の構造に基づき文末の複数の特定語から

発話意図を分類する方法がとられている．このため，発話者の

意図が適切に抽出されない問題がある．  
1.2 研究課題 

本稿では，上記の問題を解決するために，以下の 2 つの研

究課題(RQ: Research Question)を設定する． 
(1) RQ1: ソフトウェア開発者会議などの限定された文脈にお

いて，発話データに対して，会話の文脈を考慮した発話

意図分析が機械学習を用いて可能か? 
(2) RQ2: 提案した発話意図分析方法が実際の開発者会議

で有効か? 

2. 関連研究 

2.1 データを利用した要求獲得とステークホルダ分析 
  データを利用した要求獲得方法が提案されている
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[3][5][8]．利用するデータにはシステムから生成されるデ

ータと開発者会議などの人の発話データがある．人の発話

データは完全性，無曖昧性，一貫性など問題を含み，従来

のアルゴリズム処理ではその分析が困難であった[11]．特

に，日本語の場合，分かち書きされない問題もある．これ

に対し，日本語の形態素解析，係り受け解析を精度良く行

える自然言語処理ソフトウェアが提供され，分析が容易に

なった． 
一方，会議での発話はある程度の規則性があることが知られ

ている[4]．この特性に基づき，文末の 4 連接単語と品詞から抽

出できる「報告」，「返答」，「受入」，「問い」，「要望」，「示唆」の

6 種類で発話意図を分類する方法が提案されている[3][5]. 
2.2 機械学習の応用 

機械学習を応用するには学習方法とアルゴリズムとを問題に

応じて選択して組み合わせる必要がある．学習方法としては，

教師あり学習，教師なし学習，強化学習などがある．アルゴリズ

ムとしては，決定木，深層ニューラルネットワーク(NN)，SVM 
(Support Vector Machine)などがある[6]． 

NN を用いる場合，データの分布構造に応じて CNN 
(Convolutional NN), RNN (Recurrent NN)などがある．本研究で

対象とする自然言語の発話や文章は構造を持つことから，

RNN が適用されてきた[14][16]．RNN では，系列データが長く

なって NN が深くなると BPTT(誤差逆伝播)法では勾配の消失

や発散の問題が生じる．この問題に対応するために提案された

のが LSTM (Long Short Term Memory)法である[6][15]． 
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2.3 機械学習の要求工学への応用 
機械学習を要求工学へ適用する方法の提案が求められて

いる[2]．また，自然言語処理の要求工学への応用も再び活発

になっている[1]．例えば，[2]に対して，SVM アルゴリズムを用

いた教師あり機械学習により仕様記述文書から機能要求と非

機能要求を分類した例が報告されている[7]．著者らは，NN を

用いた教師あり学習による発話データからその意図を分類する

方法を提案した[5]．また，話題の保存を行いながら要求のクラ

ス分類を行う提案もある[10]．いずれの提案も，分類に留まって

おり，推定にまでは至っていない． 
2.4 機械学習フレームワーク 

機械学習フレームワークは機械学習の様々な機能を提供す

るフレームワークである．Caffe, Chainer, TensorFlow などがオー

プンスースソフトウェアとして提供されている． 
ほとんどの機械学習フレームワークは，まず計算グラフを構

築し，そのグラフでデータを処理する「Define-and-Run」方式を

採用している．しかし，この方式では，計算グラフがデータに依

存する例が扱いにくい欠点がある．これに対して，Chainer はデ

ータを処理 (Run)しながら，計算グラフを構築 (Define)する

「Define-by-Run」方式を採用している点に特徴がある[13]．デ
ータ処理毎に構造を変更できるため，柔軟なネットワーク構築

が可能となる．特に自然言語処理など，対象のデータの構造を

活かしたネットワークを構築する機械学習に適している． 

3. アプローチ 

研究課題を解決するために，文末表現に基づく分類と文脈

による推定の 2 段階のアプローチを提案する．これは，機械学

習の分類と推定とを分け，段階的に学習することにより，機械学

習の精度を段階的に高めることを可能とする，機械学習応用の

新たなアプローチである．これは，ソフトウェア工学における関

心事の分離とそれに基づく段階的な問題解決プロセスの考え

方を機械学習へ導入したものである． 
(1) 第 1 段階: 文末による分類 

会議での発話記録には一般に規則性があり，日本語の文法

規則にから文末の複数後により分類できることが知られている

[3][4] 4]．本稿ではこの成果に基づき，クラス分類を用いて教

師データから抽出した特徴により，発話意図を発話文の文末 4
単語から 6 種類に分類する．本稿では，次の 2 つの理由から分

類の対象を文末 4 単語と設定した．本稿では機械学習を適用

することから，文中の分析対象範囲や単語数は学習データの

拡張によって変更可能である． 
1) 上述したように，会議などにおける制限された日本語文

では文末の文法構造とそれによる意味表現のパターン

かあり，文末の 4 単語で 6 つのパターンに分類可能で

ある[3][4]． 
2) 本稿では意味の分類が目的であり，翻訳などでの全文

の正確な理解を必要としない． 
(2) 第 2 段階: 文脈による推定 

(1)で付与された発話意図ラベルを入力し，文脈教師データ

を用いた機械学習により，発話意図ラベル間の依存関係から

発話意図を再分析する． 

4. 2 段階発話意図分析方法 

4.1 2 段階分析プロセス 
2 段階発話分析のプロセスを図 1 に示す．アプローチで述べ

た，次の２段階プロセスから成る． 
(1) 文末クラス分類を用いた発話毎の意図分類 
(2) 機械学習(RNN/ LSTM)を用いた文脈における発話意

図推定 
 

 

図 1 2 段階発話意図分析プロセス 
 

4.2 文末クラス分類を用いた発話毎の意図分類 

発話データの文末の 4 単語から発話意図を分類し，ラベル

付けされたデータを生成する．一連のプロセスを図 2 に示す． 
 

 
図 2 クラス分類による発話意図分類プロセス 

 

日本語で発話文が記述された発話データを形態素解析器

で単語に分割し，文末の 4 単語を取り出す．この発話データを

6 項目（「報告」，「問い」，「返答」，「要望」，「受入」，「示唆」）に

振り分けて文末教師データを作成する．この文末教師データを

用いて，テストデータに対してクラス分類を行う．クラス分類の方

法としては，テキスト分類で広く用いられているランダムフォレス

ト[14]を採用する．ランダムフォレストで 6 項目にクラス分類され

たテストデータを文末によるラベル付き発話データとする． 
2 段階目に入る前に，1 段階目の出力で得られたラベル付き

発話データを整形して，2 段階目の文脈による発話意図分析で

使用するテストデータを作成する． 
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4.3 機械学習(RNN/LSTM)を用いた文脈における発話意図

推定 
2 段階目の文脈による発話意図分析では，4.2 節のクラス分

類による発話意図分類の結果である，発話意図ラベル付き発

話データに，教師あり機械学習を用いて，さらに発話意図を分

類する． 
(1) 文脈クラスタの作成 

まず，機械学習で文脈を学習するために作成する文脈クラス

タに，発話者のデータが必要である理由を「返答」を推定する

場合を例に挙げて説明する．本研究で扱う，発話文が記述され

たテキストデータを分析して，発話意図を「返答」と推定するパ

ターンは，「問い」の後の 1 文でだけではない．例えば，「問い」

と分類される発話の後で同じ人が何文にも渡って「問い」

に対して答えている場合は，その文すべてが「返答」と推

定されるべきだと考える．また，「問い」のすぐ後の発話文が必

ずしも「返答」ではない場合もある．例えば，ある人が「問い」と

分類される発話をした後に，続けて同じ人が発話をしている場

合，その発話は「返答」ではない可能性がある．ある「問い」に

対して，同じ人が複数の発話文に渡って答えている場合の「返

答」の分類の例を図 3 に示す． 

 
図 3 「返答」が続く例 

 

この発話文の例では，発話者 A が「問い」の発話をした後に，

続く発話者 B の 3 つの発話文が，前の「問い」に対して答えて

いる場合である．このように，「問い」の後に 1 人が続けて発話を

している場合は，複数の継続する発話文が「返答」と推定される

べきであると考えられる．しかし，その発話文の文末の構造分

析のみでは「報告」や「示唆」と分類されることになる．この結果

を用いて 2 段階目の文脈によるラベル付けデータに対して

RNN/LSTM による機械学習を適用してデータ間の依存関係を

分析して，発話者 B の発話 3 文を「返答」と推定することが可能

となる． 
その他のパターンとして，「問い」の発話の後に同じ人が再び

発話をしているときは，その発話は「返答」ではないと推定でき

る場合もある．このように，「返答」の発話意図を機械学習で推

定するには，「問い」の後の 1 文だけではなく，「問い」に続けて

出現する発話意図の様々なパターンを学習してそれらの発話

意図を適切に分析することが必要である． 
(2) 文脈教師データの作成 

文脈を学習するための教師データの作成するために定義す

るデータの説明を以下に示す． 
a) 発話意図ラベル① 

1 段階目で行う文末によるラベル付けで，発話文の文末の構

造を分析して発話意図を分類し，出力として得られた発話意図

ラベル． 
b) 正解発話意図ラベル 
教師データを作成するときに，人手で発話意図を分類して付

与する発話意図ラベル． 
c) 発話意図ラベル② 

2 段階目で行う文脈によるラベル付けで，RNN/LSTM によっ

て発話の依存関係を分析して付与する発話意図ラベル． 
d) 発話データ 
発話者データと 1 段階目の文末によるラベル付けで得られた

発話意図ラベル①を保有するデータ． 
e) 文脈クラスタ 
ある発話からある発話までの文脈をデータにするために，(4)

の発話データを発話順に整列したデータである．文脈は，話題

をまたいで続くことはないと仮定する．そのため，発話文が記述

されたテキストデータから，文脈クラスタを作成するときの前処

理として，人手で話題ごとに発話文を分割する必要があると考

える． 
以下，文脈教師データの作成方法を説明する．発話ごとに

発話データを作成し，その発話データまでの文脈クラスタを作

成する．文脈教師データは，それぞれの発話までの文脈クラス

タに，その発話の正解発話意図ラベルを付与したデータである．

例を図 4 に示す． 

 

図 4 文脈教師データの例 
 

この例では，発話①から発話ⓝまでの文脈教師データを示

す．発話ごとに発話データを作成し，発話者データと１段階目

の文末によるラベル付けで得られた発話意図ラベル①を保有

する．作成された発話データを，発話①から順に１発話文ごと

に整列して文脈クラスタを作成する．これにより，発話ごとにそ

れぞれの発話が最後に整列された文脈クラスタが作成される．

これによって，発話ごとに，その発話以前の発話データをトレー

スできるデータが得られる．この文脈クラスタに，それぞれの発

話に対する正解発話意図ラベルを付与して，文脈教師データ

が作成される．図 5 に示すように，この文脈クラスタによって，各
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発話文がその発話文以前に出現した発話の文構造から推定さ

れる発話意図と，発話者から受ける影響を系列データとして学

習することが可能になる． 
(3) 2 段階目の文脈によるラベル付けの方法 

1 段階目の文末によるラベル付けから 2 段階目のプロセスを

図 5 に示す． 

 
図 5 発話意図再分析プロセスの例 

 

4.2節で述べたクラス分類を用いた発話意図分類の結果であ

る，文末を分析して得られた文末によるラベル付き発話データ

に機械学習を用いて発話意図を分析するプロセスを説明する．

入力を 4.2 節のプロセスから得られた発話意図ラベル①と発話

者のデータから作成した文脈クラスタを，文脈を分析して新た

に得た文脈クラスタとする．教師データを，発話意図ラベル①と

発話者のデータから作成した文脈クラスタ，人手で分類した正

解発話意図ラベルから作成した文脈教師データとする．  
(4) 文脈によるラベル付けの全体プロセス 

2 段階目で行う発話の文脈の分析方法を図 6 に示す． 
 

 

図 6  2 段階目の文脈による発話意図分析プロセス 
 

2 段階目の文脈の分析には，機械学習のフレームワークに

Chainer [12]を用い，NN には RNN を改良した LSTM を用いて

実装した．Chainer は柔軟な NN の設計ができ，可変長データ

が扱える．また，LSTM は系列データの解析ができる NN であ

る．文脈を分析するには，分析対象の発話に応じた可変長の

文脈クラスタを入力して，文脈クラスタごとに異なった柔軟なNN
を構築して学習することが必要である．また，文脈は，前に出現

した発話が後続の発話に影響を与える系列データであるので，

系列データを学習して分析することができる NN を構築する必

要がある．以上の理由により，本稿では，機械学習のフレーム

ワークとして Chainer を，NN に LSTM を用いることが適切であ

ると判断した． 
(1) LSTM による文脈の学習 

先に説明した文脈教師データを系列データとして LSTM を

用いて学習する．これにより，続いて出現する発話者と 1 段階

目の文末によるラベル付けで文の構造を分析して得られた発

話意図ラベル①のデータの依存関係から，正解発話意図ラベ

ルの出現パターンを学習することができる．これは，次の 2 つの

データを教師データとして LSTM を用いて学習することで，文

脈を学習することができる． 
1) 発話者と文構造を分析して得られた発話意図のデータ

の系列 
2) 正解発話意図ラベルの依存関係を示すデータ 

この結果，続けて出現する発話間の依存関係を分析すること

が可能になる． 
(2) LSTM への文脈の入力 

学習ができた LSTM 学習器に再分析する発話の文脈を入

力する．入力する文脈は，文脈教師データと同様に作成した文

脈クラスタであり，再分析の対象とする発話までの文脈クラスタ

とする． 
(3) LSTM による文脈の分析結果の出力 

再分析対象の発話に対して，文脈を分析して推定される発

話意図ラベル②が出力される．この発話意図ラベル②は，再分

析対象の発話以前に出現した発話の，発話者と発話文の構造

を分析した結果である発話意図ラベル①が再分析対象の発話

に及ぼす影響を分析した結果である． 

5. 2 段階発話意図分析システムのプロトタイプ 

2 段階発話意図分析方法を実行する 2 段階発話意図分析

システムを機械学習フレームワーク Chainer [12]を用いて実装

した．システム構成を図 7 に示す． 
 

 
図 7 2 段階発話意図分析システムの構成 
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6. プロトタイプの実装と適用 

6.1 目的 
2 段階発話意図分析システムのプロトタイプを実装し，実デ

ータに適用，評価し，提案方法の妥当性を示す．実装環境

を以下に示す． 
プロトタイプの実装は Python を用いて，1 段階目が 204 

LOC, 2 段階目が 944 LOC であった． 
 

表 1 実装環境 

 
表 2 実装環境 

 
 

6.2 適用対象 
プロトタイプを適用したデータについて説明する．適用

対象としたデータの概要とデータの用途を表 3 に示す． 
公共情報システム開発の管理部門における第 3 回から第

10 回までの８回にわたる開発会議での議論が記述された

発話データである．会議では発話内容がテキストデータ化

されている． 
第 3 回から第 6 回までの議事録を，1 段階目の文末によ

るラベル付けで用いる文末教師データの作成に使用し，第

7 回から第 9 回までの議事録と第 10 回の議事録の 60 文を

2 段階目の文脈によるラベル付けで用いる文脈教師データ

の作成に使用する．第 10 回の議事録の 111 文を，1 段階目

の文末によるラベル付けから 2 段階目の文脈によるラベル

付けを適用して効果を検証するためのテストデータとした． 
 

表 3 適用データ 

 
 

文脈教師データとテストデータについて，文脈クラスタ

の発話データの作成に利用した話題数と発話者数を表 4 に

示す． 
 
 
 
 

 

表 4 文脈教師データとテストデータ 
 

 
 
 

6.3 発話データへの適用プロセス 
6.3.1 発話データの整形 

適用対象は本稿で取り扱う議事録には，表形式のデータ，

タイトル，日付など，そのままの形式では形態素解析に適

さないデータが含まれているので，データを適した形式に

整形する． 
6.3.2 形態素解析 

整形済みデータを，以下のプロセスで MeCab [9]を用い

た形態素解析を利用して，発話の文末 4 単語を抽出する． 
(1) 整形済みの発話文データに形態素解析器 MeCab を用

いて，形態素に分割する． 
(2) 形態素に分割された発話文データから，発話文の文末

から 4 単語を取り出す． 
(3) 発話データでは「(発話者)」のように発話者が括弧内

に記述されているので，括弧内から発話者データを抽

出する． 
6.3.3 文末教師データ作成 

1 段階目の発話意図分類として提案した，文末によるラ

ベル付けて用いる文末教師データを作成する．下記にプロ

セスを示す． 
(1) 会話文それぞれに対して人手で発話意図を特定し，正

解発話意図ラベルを付与する． 
(2) 正解発話意図ラベルと文末 4 単語のデータを結び付け，

発話意図ラベルごとに文末 4 単語のデータを分類する． 
本稿では，表 3 に示したように，第 3 回から第 6 回まで

の4回分の議事録597文を文末教師データとして使用した． 
6.3.4 クラス分類によるラベル付け 

文末教師データから発話文の文末の構造の特徴を抽出

して，テストデータの発話文の文末 4 単語に対して発話意

図ラベル①を付与する．下記にプロセスを示す． 
(1) 作成した文末教師データから特徴語の辞書を作成する． 
(2) 作成した文末教師データの特徴を学習して，ランダム

フォレストの決定木を作成する． 
(3) テストデータの発話文から文末 4 単語を抽出して，作

成した辞書を用いて特徴ベクトルに変換する． 
(4) テストデータの特徴ベクトルを決定木によって分析

し，テストデータの発話文に文末の構造から分類した

発話意図ラベル①を付与する． 
 本稿では，表 3 に示したように，第 10 回目の会議の会話

文から教師データとして利用しなかった 111 文をテストデ

ータとした． 
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6.3.5 文脈教師データ作成 
1 段階目の文末による発話意図分類で得られた発話意図

ラベル①と人手で分類した正解発話意図ラベル，発話者デ

ータを用いて，文脈教師データを作成した．以下にプロセ

スを示す． 
(1) 文末教師データ用の発話文に対して，1 段階目の文末

によるラベル付けを行い，文末の文構造から分類され

る発話意図ラベル①を得る． 
(2) 発話者のデータと，発話意図ラベル①，正解発話意図

ラベルを用いて，4.3 で提案した文脈教師データを作

成した． 
本稿では，表 3 に示したように，第 7 回から第 10 回ま

での 4 回の会議から，文末教師データとほぼ同数の 545 文

を文脈教師データとして使用した． 
プロトタイプで作成した文脈教師データを図 8 に示す． 

 

 
図 8 文脈教師データ 

 

本稿のプロトタイプでは，文脈の分析が最も必要である

と考えられる「返答」の分類を，2 段階目の文脈によるラ

ベル付けで実現するため，「返答」の分類基準である「問い」

から文脈を作成した．すなわち，文脈クラスタとして整列

した発話データは，「問い」から次に出現する「問い」の 1
つ前の発話までである．また，話題をまたいで文脈は続い

ていないと仮定して，文脈クラスタは話題ごとに作成した．

話題の初めに「問い」が出現しない場合は，発話文 1 文ご

とに教師データを作成した． 
発話者データについて，本研究のプロトタイプでは，教

師データの量に対して発話者が多いため，文脈ごとに発話

者を区別するようにデータを整形した． 
文脈教師データには，文末の 4 単語のテキストデータは

取り入れない．文末のテキストデータは，すでに 1 段階目

のクラス分類で解析済みであるので，2 段階目で再び解析

する必要はないと考える． 

1 段階目で，LSTM で分析が難しいとされる日本語をク

ラス分類で分析することで、日本語の発話文の構造を発話

意図ラベル①に変換できる．それにより，LSTM で日本語

発話文の解析を正確に行うことができると考える．また，

LSTM でテキストの解析を行わないことで，処理時間の増

大を抑制することが期待される． 
6.3.6 文脈によるラベル付け 

文脈教師データから，会話文の発話者と文構造から分類

された発話意図ラベル①の依存関係を LSTM によって学習

し，テストデータの会話文に対して発話意図ラベル②を付

与する．以下にプロセスを示す． 
(1) LSTM を Chainer で構築し，作成した文脈教師データ

を系列データとして入力して学習する． 
(2) 1 段階目の文末によるラベル付けで得られた，発話意

図ラベル①が付与されたテストデータと，発話者のデ

ータを用いて，4.3 で提案した文脈教師データの作成

と同様に文脈クラスタを作成する． 
(3) テストデータの文脈クラスタを LSTM によって系列

データとして分析し，テストデータの会話文に続けて

出現する発話間の依存関係から，分類した発話意図ラ

ベル②を付与する． 
文脈によるラベル付けで用いるテストデータは，文末に

よるラベル付けで用いたテストデータと同じ発話文 111 文

である．これはテストデータを同一とすることにより，2 つ

のテストデータの特性(Feature)を同一とするためである． 

7. 評価 

7.1 評価方法の定義 
本稿は先行研究[5]との比較方法として，人手でラベル付

けしたデータの機械学習と提案方法の機械学習によってラ

ベル付けされたデータの機械学習の正答率を比較する． 
(1) 正確率と正答率の定義 

「正確率」は機械学習の精度を表す尺度であり，人手で

振り分けた場合の正解数と，機械学習の正答数との比率と

して式(1)で定義する． 
「正答率」は機械学習が正しいと判断した回答数に対す

る正解数の割合と定義する．機械学習の正解数に対する，

誤りを含めた機械学習の全回答数の比率として，式(2)で定

義する． 
「全正答率」は，各発話者の回答数に各発話の正答数を

重みづけ，全回答数で割ったもので，式(3)で定義される． 
 
 

正確率 =
機械学習による正答データ数

人手による正答データ数
 (1) 

  

正答率 =
機械学習による正答データ数

機械学習による回答数
 (2) 
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全正答率＝
各発話回答数 × 各発話正当率

全回答数
 (3) 

 

(2) 発話意図の重み付けの定義 
発話内容の種類により，プロジェクトの計画や予定の変

更に及ぼす影響の度合いが異なる．そのため，各発話意図

の重みは 6 種類の合計が 100 となるよう定義する． 
本稿では，先行研究の成果[5]に基づき，表 5 に示す発話意

図の重みを設定した． 
 

表 5 発話意図の重み 

 

(3) 出力データの採用について 
1 段階目の出力結果から「問い」，「要望」，「受入」は文脈

に依存しない発話意図分類であるので，1 段階目の結果を

評価対象とする． 
7.2 適用結果の評価 

テストデータに 2 段階発話意図分析方法を適用した結果

の正答率を表 6 に示す． 
(1) 1 段階目の正確率と正答率 

1 段階目の結果について，文末による分類で，「要望」，

「問い」，「受入」は，正答率と正確率共に高いため，適切

に分類されている．しかし，本稿で課題としている「返答」

は両方共に低いため，適切に分類されていないことが分か

る．この結果から，1 段階目の文末から発話意図を分類す

るだけでは，適切に分類できないことが明らかになった． 
 

表 6  1 段階目の正確率と正答率 
 

出力/正解 報告 示唆 要望 問い 受入 返答 合計 正答率 
報告 17 0 0 0 1 23 41 0.42  
示唆 9 4 0 0 0 10 23 0.17 
要望 0 0 5 0 0 0 5 1.00 
問い 1 0 0 32 0 0 33 0.97 
受入 0 0 0 0 3 0 3 1.00 
返答 1 2 0 1 0 2 6 0.33 
合計 28 6 5 33 4 35 111 - 
正確率 0.61 0.67 1.00 0.97 0.75 0.06 - - 
 
(2) 2 段階目の正確率と正答率 

2 段階目の結果に対し文脈による意図の推定を行った結

果を表 7 に示す． 
1 段階目から 2 段階目で変化したカラムを色づけしてい

る．赤色のカラムは 2 段階目での向上を，青色のカラムは

低下を示す．1 段階目で適切に分類できなかった「返答」

は，正確率と正当率共に向上していることが分かる． 
 

表 7  2 段階目の正確率と正答率 
 

出力/正解 報告 示唆 要望 問い 受入 返答 合計 正答率 
報告 15 0 1 0 0 0 16 0.94  
示唆 10 6 0 0 0 1 17 0.35 
要望 0 0 4 0 0 0 5 1.00 
問い 1 0 0 32 0 0 33 0.97 
受入 2 0 0 0 2 1 5 0.40 
返答 0 0 0 1 2 33 36 0.92 
合計 28 6 5 33 4 35 111 - 
正確率 0.54 1.00 0.80 0.97 0.50 0.94 - - 

 
 

(3) 1 段階目と 2 段階目を重ね合わせた正確率と正答率 
「問い」，「要望」，「受入」は 1 段階目の結果を，「報告」，

「示唆」，「返答」は 2 段階目の結果を重ね合わせた結果を

表 8 に示す． 
 

表 8 1 段階目と 2 段階目の正確率と正答率 
  

出力/正解 報告 示唆 要望 問い 受入 返答 合計 正答率 
報告 15 0 0 0 0 0 16 1.00  
示唆 10 6 0 0 0 1 17 0.35 
要望 0 0 5 0 0 0 5 1.00 
問い 1 0 0 32 0 0 33 0.97 
受入 2 0 0 0 4 1 5 0.57 
返答 0 0 0 1 0 33 36 0.97 
合計 28 6 5 33 4 35 111 - 
正確率 0.54 1.00 1.00 0.97 0.50 0.94 - - 

 

(4) 正答率の遷移図 
「返答」の 1 段階目と 2 段階目の発話意図の変化の遷移

を図 9 に示す．丸の中は 1 段階目と 2 段階目，結果のそれ

ぞれ分類された数を示し，左側が正確率，右側が正答率を

示す． 
(5) 全正答率の改善 

全正答率は 1 段階目の 57%から 2 段階目で 86%に

改善した． 
 

 
図 9 正答率の遷移図 
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(6) 分類毎の正答率と正確率の推移の 
図 10, 図 11 に 6 つの分類毎に，正答率と正確率の 1 段

階目，2 段階目，結果をレーダーチャートとして示す． 

 
図 10 分類毎の正答率の推移 

 

図 11 分類毎の正確率の推移 
 

 

7.3 2 段階発話意図分析の評価 
(1) 2 段階発話意図分析の効果示す例 

１段階目で分析が困難で，2 段階で文脈を分析した結果，

発話意図を推定した例を表 9～表 11 に示す． 
表 9 は「問い」の後に複数の「返答」が続く例である．

「問い」と分類される発話の後に，続けて出現する同じ発

話者の発話 7 文を，正しく「返答」と分類できる．4.3.1 で

指摘した「問い」の後の 1 文だけではなく，複数文にわた

って「返答」が続いている場合も正しく推定できている． 
 

表 9  「問い」の後に複数の「返答」が続く例 
 

発話者 分析対象発話データ例 1 段階目 2 段階目 正解 
A 報告があるか． 問い 問い 問い 
B 打ち合わせを行った． 報告 返答 返答 
B 2 点あった． 報告 返答 返答 
B 話があった． 報告 返答 返答 
B 回答とした． 報告 返答 返答 
B 対策についてである． 報告 返答 返答 
B 話があった． 報告 返答 返答 
B こととした． 報告 返答 返答 

 

表 10 は「問い」の後の発話が返答でない例である．「問

い」と分類された発話の後に出現する同じ発話者の発話を

「要望」と正しく推測できている．4.3.1 で指摘した「問い」

のすぐ後の発話が「返答」ではない場合も正しく推定でき

ている． 
 

表 10 「問い」の後の発話が「返答」でない例 
 

発話者 分析対象発話データ例 1 段階目 2 段階目 正解 
A ということか． 問い 問い 問い 
B 相談しておく． 示唆 示唆 示唆 

表 11 では，「問い」の後に出現する正解データが「受入」

の発話を，2 段階目の文脈によるラベル付けで文脈を分析

して「返答」と推測している．また，「問い」の後以外に出

現する「受入」が正解であるような発話であっても，2 段

階目の文脈によるラベル付けで「受入」と正しく推定でき

ている． 
 

表 11 「受入」が正しく推定された例 
 

発話者 分析対象発話データ例 1 段階目 2 段階目 正解 
A 記載してほしい． 要望 要望 要望 
B 了解した． 受入 受入 受入 

 
(2) 全体としての評価 
  プロトタイプの適用では，「返答」の分類の精度を上げる

ことを目標に，「返答」の分類基準である「問い」を基準に

文脈クラスタを作成した．「返答」と同様に発話意図の特定

に文脈の分析が必要と考えられる「報告」，「示唆」に対し

ては，文脈クラスタを作成して分析をしていないので，1 段

階目の文末によるラベル付けで得られたラベルを 2 段階目

でも出力している場合が多く，正答率が低い結果になった．

しかし，正解データが「返答」であり，1 段階目で「報告」

や「示唆」に分類されている発話は 2 段階目で正しく「返

答」と分類されているので「報告」と「示唆」の正答率は

1 段階目に比べて 2 段階目で向上している． 
2 段階目の文脈によるラベル付けの出力結果が「受入」

である発話に正しく分類されていない発話が少数見られる．

これは，表 3 に示した文脈教師データの分布の中で，他の

発話意図に比較し「受入」が 8 文と少ないことから，「受入」

の文脈クラスタが十分に生成されずに発話意図ラベルが付

与されたと考える． 
 

7.4 ステークホルダマトリクスへの影響評価 
先行研究の成果[3][5]に基づき，表 5 に示した発話意図の

重みを用いて発話者をステークホルダとするステークホル

ダマトリクス生成を第 1 段階，第 2 段階，結果それぞれに

基づき生成した．ここで，関与度と影響度は，先行研究と

同じく，それぞれ，式(4), 式(5)で定義する． 
 

関与度 =
ある発話者の発話数

話題に対する発話者全員の総発話数
× 100 (4) 

 
 

影響度 =
Σ(発話意図の重み × ある発話意図の発話総数)

ある発話者の発話総数
 (5) 

 

図 12 は 2 段階発話意図分析の 1 段階目と結果により生成

されたステークホルダマトリクスを重ねあわせて示し，あ

わせて，ステークホルダのポジションの 1 段階目から結果

への推移を示す． 
ここで，「問い」，「要望」，「受入」は文脈に依存しない発

話意図分類となっていることから，1 段階目の出力結果を

2 段階目以降も採用している． 
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図 12 から，例えば，H 氏は 1 段階目では影響度，関与度

共に低いと位置づけられていたが，2 段階発話意図分析を

行うことで，影響度が高いと位置づけが変わっている．さ

らに，E 氏は 1 段階目で影響度，関与度共に高いと位置づ

けられていたが，最終的に影響度は低いと位置づけられて

いる． 
この結果から，1 段階目と 2 段階目は異なったステーク

ホルダの位置づけとなり，2 段階目がステークホルダの位

置づけに影響を及ぼしていることが分かる． 

 
図 12  2 段階発話意図分析による 
ステークホルダマトリクスの推移 

 

8. 考察 

8.1 研究課題の解決について 
本稿で設定した二つの研究課題(RQ1, RQ2)に関して，適

用結果に基づき考察する． 
(1) Q1: 開発者会議という限定された文脈において発話

データから意図分析が機械学習により可能か? 
本稿の結果から，可能であると判断できる．提案した発

話意図分析では，2 段階目で発話意図を推定するために，

文脈クラスタごとに異なった柔軟な NN を構築して学習す

る必要がある．また文脈は，前に出現した発話が後続の発

話に影響を与える系列データであるので，系列データを学

習して分析する必要がある．そのため，系列データを学習

する NN である RNN として LSTM を用いることが適切で

あると言える． 
(2) Q2: 提案した発話意図分析方法の有用性 

本稿の結果から，一定水準で有効であると判断できる．

提案方法では，1 段目は文末から，2 段目は文脈で発話意図

を分析する方法をとっている．プロトタイプでは「返答」

の分類精度を上げることを目標に，「返答」の分類基準であ

る「問い」を基準に文脈クラスタを作成した．1 段階目で

は「返答」の正答率は低く，適切に分類されていない．し

かし 2 段階目で文脈から推定することで正答率が向上した．

このプロトタイプの結果から 2 段階発話意図分析は有用で

あると言える． 
また，2 段階発話意図分析の 1 段階回目，2 段階目，結果

のそれぞれの出力から生成したステークホルダマトリクス

におけるステークホルダのポジションに有意な差が見られ

ることから，2 段階発話意図分析はステークホルダ分析の

結果にも影響を及ぼすことが明らかとなった． 
8.2 先行研究[5]との比較 

現時点でほぼ同一条件で比較できる先行研究である[5]
と比較して，本研究の意義を考察する．7 章で述べた評価

から，1 段階目の文末によるラベル付けでは，「要望」，「問

い」，「受入」の結果を，2 段階目の文脈によるラベル付け

では，「報告」，「示唆」，「返答」の結果に基づき先行研究と

比較して考察する． 
「要望」，「問い」，「受入」は 1 段階目の文末 4 単語から

発話意図分類が適切に行われている．本稿で対象とした「返

答」は，1 段階目では適切な発話意図分類はされなかった

が，2 段階目では正答率の向上が見られた．よって，適切

な発話意図を分類するには，先行研究で適用した分類のた

めの文末 4 単語だけでなく，提案した 2 段階分析プロセス

が有効であると言える． 
また，本稿で提案した，分類と推定を 2 段階で行う機械

学習の要求工学への適用は，著者の知る限り報告されてお

らず，機械学習の新たな応用方法の提案として意義がある

と考えている． 

9. 今後の課題 

今後，以下の課題に取り組み，提案方法の精度の向上を

図る．あわせて，機械学習の要求工学への応用に関する研

究を推進する． 
(1) 「受入」の定義の明確化 

1 段階目で「受入」，2 段階目で「返答」と推定された文

章があった．文章構造から「受入」とも「返答」とも判断

できるので受け取り手の判断になる．そのため定義をより

正確にする必要がある． 
(2) 「示唆」，「報告」の分類 

2 段階目で文脈から発話意図を推定するため，分析対象

を「返答」とした結果，「示唆」，「報告」は正解データに対

して分析が不十分であった．今後はこの二つも「返答」と

同様に，文脈クラスタの基準となる発話意図ラベルを定義，

作成を行い，分析する必要がある． 
(3) 「返答」の定義の再検討 

「要望」に対して返事をする発話は，「返答」と考える場

合がある．しかし，本稿では「問い」に対して返す発話を

「返答」と定義したため，受け取り手によっては違う分類

になったものがある．そのため「返答」の定義を見直す必

要がある． 
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10. まとめ 

本研究では，発話データに対して，文単位での文末 4 単

語による分類と文脈を考慮した推定の 2 段階で発話意図を

分析する方法を提案した．発話データに本提案方法を適用

し，1 段目に文末 4 単語から発話意図を分類し，2 段目に文

脈から発話意図を推定した．発話者の意図が抽出されたこ

とを検証するために，正確率と正答率を定義して評価した．

この評価に基づいて推定精度の向上を示した． 
本研究で提案した，分類と推定を 2 段階で行う機械学習

の要求工学への適用は，著者の知る限り報告されておらず，

機械学習の新たな応用方法の提案として意義があると考え

ている． 
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