
大腸がん診断支援のためのカスタマイザブルDSPによる
内視鏡動画リアルタイムCNN特徴抽出とSVM分類

岡本 拓巳1,a) 小出 哲士1 玉木 徹2 Bisser Raytchev2 金田 和文2 吉田 成人3 三重野 寛3

田中 信治4 菅原 崇之5 戸石 浩司5 辻 雅之5 小田川 真之5 丹場 展雄5

概要：本稿は，Convolutional Neural Network (CNN)の処理結果を特徴量として使用し，Support Vector

Machine (SVM) による病理タイプ分類を行う，大腸 Narrow Band Imaging (NBI) 拡大内視鏡がん診断

支援システムのリアルタイム処理実現を目的とする．CNN特徴と SVM分類を適用した診断支援システ

ムをカスタマイザブルな Digital Signal Processing (DSP) コアである，Cadence 社の Cadence Tensilica

Vision P6 DSPコアに実装し評価を行った．さらに，動画像処理に向けたシステム処理速度改善のため，

システム全体の処理サイクルプロファイリングによる改善の影響が大きい箇所の特定およびその改良によ

り，改良前と比較して処理サイクル数を 70%削減 (16.6 Mサイクルから 4.8 M サイクル)でき，200 MHz

でシステムを動作させた場合に約 41 fpsとシステムオーバヘッドを加味してもリアルタイム処理が実現可

能であることを示した．
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Abstract: This paper intoroduce an improvement of Computer-Aided Diagnosis (CAD) system for clorectal
endoscopic images on a cumtamizable Digital Signal Processing (DSP) core, Cadence Tensilica Vision P6
DSP. We profiled the system processing cycles on Vision P6 DSP core that is using Convolutional Neural
Network (CNN) as a feature extraction module for Support Vector Machine. As an estimation for processing
cycles of whole the system, we traced bottlenecks of the system. By modifying the bottlenecks, we achieved
that the processing cycles reduced from 16.6 M cycles to 4.8 M cycles (about 70 % cycles reduction).
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1. はじめに

近年,国内外において大腸ガンの罹患数は年々増加傾向

にある．しかし，大腸ガンは早期ステージで発見，治療が

できれば完治はほぼ可能である.そのための大腸内視鏡検

査方法として，NBI(Narrow Band Imaging)システムを用

いた大腸拡大内視鏡による画像検査が行われている．大腸

NBI拡大内視鏡診断では，医師が大腸内壁の血管等の微細

模様構造から腫瘍の有無やガン深達度を診断する．この診

断を行う医師には専門知識と経験が必要となり，診断でき

る医師が限られる.

c⃝ 2018 Information Processing Society of Japan

DAシンポジウム 
Design Automation Symposium

39

DAS2018
2018/8/29



そこで，コンピュータ画像解析を用いた症状の客観的な

判断による診断の正確度向上や，定量的な指標提示による

若手医師に対する教育支援を目指したコンピュータ診断支

援 (Computer-Aided Diagnosis: CAD)システム開発が求

められている．我々研究グループでは，佐野分類 [1], [2]，

広島分類 [3]，昭和分類 [4]，慈恵分類 [5]といった日本国内

で提唱されている NBI拡大観察所見分類をコンセンサス

を経て統合された (Japan NBI Expart Team: JNET) 分

類 [6]に基づき，大腸内視鏡画像を図 1に示す４タイプの

うち，３つの病理タイプ (Type 1, Type 2A, Type 3)に分

類する大腸 NBI拡大内視鏡画像診断支援システムの実現

を目指している．

図 1 JNET 分類 [6].

診断支援システムに求められる医療現場からの要求性能

として，(I)高速性と即応性 (スループット 1～5 fpsかつ，

レイテンシ１秒以内)，(II)高い識別精度 (腫瘍部位か，あ

るいは非腫瘍部位であるかの診断結果が，医師による診断

結果と 90%以上一致すること)が求められている．これま

でに我々研究グループはソフトウェア実装による診断支援

システムを開発しており，大腸NBI拡大内視鏡画像中央の

120× 120 pixel領域に対し処理速度 14.7 fpsを達成し，正

診率約 97%を達成している [7]．また，システムの主要処理

部に関して FPGAへの実装に向けたハードウェアアルゴリ

ズムの提案，実装評価を行いリアルタイム処理が可能であ

ることを示している [8], [9], [10]．また，上述の診断支援シ

ステムでは Bag-of-Features (BoF)に基づいて，画像特徴

量に Dense-Scale Invariant Feature Transform (D-SIFT)

を用いている．これは，血管構造や腺構造といった内視鏡

診断にて重要となる情報を，輝度勾配として抽出すること

を目的とした．また研究グループでは同様のBoFに基づい

た，Convolutional Neural Network (CNN)を特徴量抽出部

として，学習および識別部として Support Vector Machine

(SVM)を用いる手法も提案している [11], [12]．CNN特徴

と SVM分類を用いた識別手法では，高い識別性能が確認

できる一方で，医療現場からの要求性能であるリアルタイ

ム処理の実現のためにはシステム全体のさらなる改良が必

要である．

本稿では，BoFフレームワークにおける特徴量抽出処理

として CNNを適用し SVM識別を行う手法に関して，カ

スタマイザブル DSPコアに向けた最適化およびプロトタ

イピングシステムを用いた実機環境上へ実装を行い，リア

ルタイム処理が実現可能であることを示す．

以下，2節にて BoFに基づいた診断支援システムの概要

について説明する．3節にて CNNの計算結果またはその

中間データを特徴量として利用し，SVMによる学習およ

び識別を行う識別手法について述べる．4節で提案手法の

識別精度検証について述べ，5節で結論を述べる．

2. Bag-of-Featuresに基づく
内視鏡画像診断支援システム

本節では，これまでに研究グループで提案されてきた

Bag-of-Features (BoF)に基づいた大腸 NBI拡大内視鏡画

像診断支援システムについて述べる．

BoFとは文書検索を画像に応用した手法で，画像の局所

特徴量によって得られる特徴量ベクトルを１つの単語と見

做し，その単語の出現頻度によって識別を行う．単語の出

現頻度からその文書が何について記述されたものであるか

が推定できることと同様に，画像全体から得られた特徴量

ベクトルの出現頻度を用いて画像推定を行う．システムは

オフラインで行う学習，学習結果を基にオンラインで実行

する識別の２つのフェーズが存在する．システムは (1)特

徴抽出部，(2) 特徴変換部，(3) タイプ識別部の３つのモ

ジュールに大きく分けることができる．

学習フェーズでは，学習用に準備した画像と，画像に対応

したラベル（病理タイプの情報）を用いて学習を行う．画像

から特徴量を抽出し，各タイプ 256(= 28)個のクラスタに

クラスタリングを行い，各クラスタの中心を Visual-Word

（VW）として保存しておく．そして，学習用画像から抽出

した特徴量から VWの出現頻度である VWヒストグラム

を作成する．作成した VWヒストグラムをタイプ識別部

の Support Vector Machineへと入力し，識別フェーズで

必要な Support Vector (SV)を決定する．

識別フェーズでは入力された内視鏡映像のフレームから

特徴量を抽出し，得られた特徴量群を VWと照合して出現

頻度によるヒストグラムを作成し，ヒストグラムデータに

対してタイプ識別を行い，結果を表示する．

研究グループによりシステムアルゴリズムの有用性に関

する評価を行った結果，腫瘍・非腫瘍の識別に有用性が確

認できている [13]．SVMの学習に Type 1（非腫瘍）の画

像 504枚，Type 2Aと 3（腫瘍）の画像 1743枚を使用し，

病理組織診断が得られた 118 症例の内視鏡観察時の画像

をテストとして用いた．識別結果は SVMの出力値（SVM

output value）によって得られ，現在のシステムカットオ

フ値である 0.5を境に腫瘍・非腫瘍の識別が可能であるこ

とが確認できている．
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2.1 Support Vector Machine (SVM)

Support Vector Machine (SVM)は，教師あり学習によ

り 2クラス分類アルゴリズムの一つである．SVMは学習

を行うことで，識別空間において正と負の 2タイプの距離

（マージン）が最大となるような識別超平面を決定する．そ

の後新たに入力されるデータが識別超平面を境界として正

と負のどちら側に位置するのかを識別関数を計算すること

により判断する．特徴として，入力空間を高次元特徴空間

に写像することにより線形分離不可能な問題にも適用可能

であることが挙げられる（カーネルトリック）．本稿にお

いて用いる SVMの識別関数を，式 (1)に示す．式 (1)は

入力データである AlexNetからの次元数 dimsである特徴

量の計算結果が Type 1か 1̄かを判断する際の例である．

f1:1̄(x⃗) =

N1+N1̄∑
i=1

coefi × (s⃗vi · x⃗) + ρ1:1̄ (1)

ここで，s⃗vi は学習時に決定されるサポートベクトル

(Support Vector (SV)) であり，識別超平面を構成する．

BoFに基づくアプローチでは，s⃗vi および x⃗は 512次元の

Visual Wordヒストグラムデータである．

また，coefi は各 svの係数を，ρ1:1̄ は識別器の係数を示

しており，これらも学習時に決定される．N1，N1̄ はそれ

ぞれクラス 1，クラス 1̄の SVの数を示す．

SVMのためのライブラリとして，線形カーネルの識別

のみに対応し処理高速化を図った LIBLINEARライブラ

リ [14]が公開されており，本稿ではこのライブラリを用い

て識別精度検証を行う．

本稿において，システムの学習には表 1 に示した枚数

の内視鏡画像を 227× 227pixelにリサイズしたものを用い

た．専門の内視鏡医師により病変を鮮明に捉えた内視鏡画

像の中央部を 60× 60,120× 120,180× 180,240× 240でト

リミングしたものを作成した．これにより，病変に対して

近寄った場合の画像や遠く離れた場合の画像として学習す

ることで，様々な病変の捉え方に対応した有効な識別がで

きるといったことが期待できる．

表 1 学習画像データセット枚数内訳.

size Type 1 Type 2A Type 3 Total

60x60 504 847 422 1,773

120x120 485 806 421 1,712

180x180 379 616 358 1,353

240x240 239 423 237 899

2.2 CNN特徴量を用いた診断支援システム

Convolutional Neural Networkは LeCunらによって提

案され，畳込み演算による局所特徴量や Poolingによる局

所領域の値を用いた特徴マップの低解像度化の繰り返し

により実現され，一般物体認識の分野で高い認識性能を示

していることで知られている [15]．本稿では，CNNの出

力を入力画像の特徴量を表現していると解釈し，次節に述

べる Support Vector Machineにおける入力データとして

これを用いる．本稿にて利用する CNNは AlexNetを用い

る．具体的には，一般物体認識コンテストの Large Scale

Visual Recognition Challenge 2012(ILSVRC2012)で提供

された ImageNetのデータセット 1000カテゴリを出力と

するモデルを Cadence社により組み込みシステム向けに処

理を最適化したものを用いる [16]．

図 2にBoFに基づく大腸がん診断支援システムと，CNN

特徴を適用した SVM分類手法の概念図を示す．

図 2 大腸がん診断支援システム 2 手法の概念図．

(AlexNet のネットワーク図は文献 [17] から引用)

本稿で特徴抽出器として用いる AlexNetは，一般物体認

識コンテストの Large Scale Visual Recognition Challenge

2012(ILSVRC2012)で提供された ImageNetのデータセッ

ト 1000 カテゴリを出力とするモデルを Cadence 社によ

り組み込みシステム向けに処理を最適化したものを用い

る [16]．図 3に AlexNetの処理アーキテクチャと各処理及

び特徴量次元数，そしてそれらを用いて SVMによる学習，

識別を行った識別結果を示す [18]．AlexNetは大きく分け

て 8層の中間層から構成され，画像サイズ 227× 227pixel

を入力とし，畳込み演算による局所特徴量や Poolingによ

る局所領域の値を用いた特徴マップの低解像度化を繰り返

し実行し，最終結果として一般物体認識対象の 1000ラベ

ルの確率を出力する．

大腸 NBI拡大内視鏡画像がん診断支援システムの動作

概観図を図 4に示す．システムはホストコンピュータと，

P6コアが実装されたケイデンス・ラピッド・プロトタイ

ピング・プラットフォーム Protium R⃝*1 S1[19]の 2部から

構成される．診断支援システムにおいて，CNN部や SVM

*1 Protium は Cadence Design Systems 社の登録商標です．
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図 3 AlexNetの各中間層特徴を用いた場合の識別精度と次元数 [18].

部などの主となる処理は Cadence Design Systems社から

提供された，画像処理や CNN処理に特化した命令セット

や，設計者が搭載したい拡張命令が追加可能なカスタマ

イザブル DSPコアである，Cadence Tensilica R⃝*2 Vision

P6 DSPコア [20](以降，VP6コア)で実行される．VP6コ

アアーキテクチャと特徴を図 5に示す．Protium S1には

Virtex Ultrascale XU440が 1基搭載されており，先述の

VP6コアを用いた処理部がダウンロードされ，ソフトウェ

ア・ハードウェア協調によるホストコンピュータとシステ

ム処理部を実機動作とほぼ同等環境でのシミュレーション

および実機動作でのエミュレーションを行うことができる．

システムの動作フローチャートを図 7に示す．システム

が動作開始すると入力画像または動画からフレームデータ

として画像を読み込む．次に CNNへの入力データである

227× 227 pixelの領域を識別領域として切り取る，あるい

はそれ以外の大きさの領域を識別する場合にはリサイズ処

理を行った後，識別領域をホスト-DSP間で共有している

メモリへ書き込む．その後，DSP内で CNNおよび CNN

の出力結果を入力とした SVMの識別処理が行われ，識別

領域に対する処理結果を得る．その後処理結果を共有メモ

リへ書き込み，ホスト側が読み込み，最後に処理結果を入

力画像と共に表示する．以上の処理を終了キーが押下され

るまで繰り返し実行する．

ホスト-DSP間のデータ通信は図 4および図 6に示すよ

うに iPassコネクタによる PCI Expressで行われ，プラッ

トフォーム内のデータ通信はAXIバスにより実現し，CNN

部の学習データである重み係数データ，SVM部の学習デー

タであるモデルファイルデータはこれを介して DataRAM

や必要に応じて外部Work RAMに転送される．

3. 処理サイクルプロファイリングによる
システムボトルネック特定

本節では，システムのサイクル数評価を行い，ボトル

ネックとなる処理を特定することで処理速度改善のための

方針を決定する．サイクル数評価には，VP6の統合開発環
*2 Tensilica は Cadence Design Systems 社の登録商標です．

図 4 システムの動作概観．

図 5 Cadence Tensilica Vision P6 DSPコアアーキテクチャ [20]．

図 6 システムブロックダイアグラム．

境である，Xtensa Xplorerの Profile機能を用いる．

図 8に画像１枚を処理する際のサイクルプロファイル結

果を示す．画像１枚あたり処理サイクルの総数としては約

16.6 Mサイクルである．

サイクル数の割合としては図内 image preprocessに示

した，入力画像の前処理が大きな割合を占めていることが

確認できる．この前処理部では，ホスト PCから転送され

た画像データをRed, Blue, Greenの 3色チャネル成分へ分

割しメモリ内の決められた場所へ格納する，入力画像の各

チャネルの平均色の計算を行う，といった処理が行われる．

次に大きな割合を占めているのは，図内 dma wait L7に
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図 7 システム動作フローチャート．

示した，全結合層 (Full Connect layer) の FC1を開始する

ための待ち時間であることが確認できた．さらなる解析を

進めところ，これは前の処理終了を待っているのではなく

学習済み AlexNetにおける FC1の重み係数の読み込みお

よび格納のための DMA待ち時間であることがわかった．

これは全結合層では前レイヤの全てのノードを入力とした

演算が行われるため，全ての接続に対する重み係数が必要

であることに起因している．

これらのプロファイル結果から入力画像の前処理部の

コード最適化や，仮に全結合層以降を実行させずに，より

前段レイヤでの中間データを用いた特徴量抽出を行うこと

ができれば，図 8の太枠で示したおよそ全体の 70%のサイ

クル数を削減することが可能である．

図 8 改良前のシステム全体処理サイクルプロファイル結果.

4. 内視鏡動画リアルタイム診断支援に向けた
システムの処理最適化

前節のサイクル数プロファイル結果により，入力画像に

対する前処理部や，全結合層の重み係数の読み込みが主な

ボトルネックとなっていることがわかった．これらの処理

サイクル数削減を行うことでシステム処理速度向上を図る．

まず入力画像の前処理に関しては，コード修正を行い VP6

が搭載する専用命令を用いることで改善を行う．VP6コ

アではメモリアクセスの効率的な読込，格納が実現可能な

ベクトル命令が搭載されており，これらを適切に使用する

ことでサイクル数削減を行う．２つ目の重み係数の読み込

み待ち時間に関して，これは全結合層より前の中間データ

を特徴量として使用し，AlexNetの処理自体をそこで終了

させることにより改善を図る．これら改良によるシステム

識別精度の違いとしては，AlexNetの最終出力である 1000

ラベルの確率値の他にも中間データを特徴量として用いた

場合でも同等以上の識別精度が確認できている [21]こと

から，識別精度を保持したままシステム速度向上が可能で

ある．システム最適化前後でのサイクル数比較を図 9に示

す．この結果より，3で述べたおよそ 70%の処理サイクル

数削減を実現することができ，200 MHzでシステムを動作

させた場合で 41.6 fpsと医師からの要求性能を満たせるこ

とが確認できた．図 10にシステムの動作画面例を示す．

5. 結論

本稿では，大腸 NBI拡大内視鏡診断支援を実現するた

め，特徴量抽出を CNNの中間データを利用し，SVMへの

入力データとして病理タイプの識別を行う，CNN特徴と

SVM分類を適用した大腸 NBI拡大内視鏡画像がん診断支

援手法のリアルタイム処理実現に向けたシステム改善につ

いて報告した．システム全体のサイクルプロファイルを行

い，処理のボトルネックを特定，改良を行うことで処理サ

イクル数を 16.6 Mサイクルから 4.8 Mサイクルへ削減し，

改善前から約 70%の処理サイクル数削減が実現可能である

ことを確認し，動作周波数 200 MHzでシステムを実行し

た場合には 41.6 MHzとシステムオーバヘッドを加味して

も医師からの要求性能を満たすリアルタイム処理が実現可

能であることを示した．
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