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自己組織型差分進化法に基づく自己回帰隠れマルコフモデル
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概要：時系列データにおける潜在的な状態推定は，自己回帰隠れマルコフモデルを用いることが一般的で
ある．この推定問題は 2段階の最適化問題であり，回帰モデルにおいて参照する過去のデータ数（次元）と
各時点の観測データに対する重み係数を同時に最適化する必要がある．しかし，自己回帰隠れマルコフモ
デルは設計変数決定に多くの計算量が必要であり，すべての候補解の比較は非効率である．そこで，我々
は自己回帰隠れマルコフモデルにおける 2段階の最適化を同時に行えるフレームワークを持つ，自己組織
型差分進化法を提案する．提案法では，異なる次元の持つ個体が 1つの母集団を形成し，進化により最適
な次元と重み係数を持つ個体が生き残る，適応的な生存戦略を実現する．数値実験では，状態が複数ある
人工データの推定，株価のリアライズド・ボラティリティの推定および訪日外客数の推定を対象とし，提
案手法が従来の回帰モデルより状態推定性能が高いことを示す．
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Abstract: To estimate a hidden state based on time series data for a given period, an auto regression hidden
Markov model is commonly used. This problem consists of two optimization steps where the order of past
data (dimensions) used in the regression model and weighted coefficients for observed data at each point
should be simultaneously optimized. However, the auto regressing hidden Markov model requires significant
computational effort to determine design variables. We propose a self-organized differential evolution frame-
work that can simultaneously optimize both the first and second steps. In the proposed method, individuals
that evolve in different solution space are generated and individuals with an appropriate order can survive at
a high probability through evolving. Numerical tests involve performance validation using estimated artificial
data of several states, realized volatility of the stock, and artificial as well as actual data of inbound visitors
to Japan. They demonstrate that the optimization of the regression model by the proposed method is more
effective than that by a conventional method.
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1. はじめに

ある期間の傾向やイベント発生による変動の分析など，
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近年，様々な場面で時系列データ解析の必要性が高まっ

ている．時系列データ解析は，主に経済時系列データの分

析と予測のために発展し，一般的に，過去のデータ時系列

からその延長線上の将来のデータを推定する回帰モデル

を構築することで，過去のデータの分析と将来のデータ

の推定を行う．このような回帰モデルとして，自己回帰

（Autoregiressive：AR）モデル，移動平均モデル，自己回

帰移動平均モデル，自己回帰和分移動平均モデル，分散自

己回帰モデル，一般化分散自己回帰モデルなど様々なモデ
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ルが提案されている [1]．また近年，時系列を異なる状態

ごとにとらえるスイッチングモデルが提案されている [2]．

このスイッチングモデルの 1つとして，ARモデルに隠れ

マルコフモデルを適用した自己回帰隠れマルコフモデル

（Autoregressive-Hidden markov Model：AR-HMM）が提

案されており，経済時系列だけではなく，音声時系列や気

象時系列などの時系列データの状態推定に適用されてい

る [3], [4]．AR-HMMをはじめとする回帰モデルには次の

ような問題が考えられる．一般に，回帰モデルは 1時点先

のデータを推定することを目標とし，過去データの次数

（推定に用いるに過去の時点数）を定め，次に各時点のデー

タに対する重み係数をデータから最尤推定で学習すること

で構築される．つまり，回帰モデルの最適化問題は，まず

解空間の次元数を決定し，その下で設計変数を決定する 2

段階の最適化問題と見なすことができる．一方，モデルの

評価はモデルの構築後に行うため，1段階目と 2段階目の

最適化を同時に行うことが難しい最適化問題であり，通常，

すべての解を比較し，モデルの評価関数値が最小となるの

回帰モデルが選択される．本研究では，これらを同時最適

化する問題を多段階最適化問題と呼ぶ．

AR-HMMのような時系列データに対する回帰モデルの

推定は，状態数と次数が増えた場合，最適な値の組合せは

指数的に増加するため，効率的な探索は難しい．

一方，進化計算は多点探索を基本とし，定めた目的関数

を最小にする最適な探索点を自然淘汰により求める手法

である．一般に，母集団内の個体の設計変数の次元は同じ

であるが，異なる次元を持つ個体を有する複数のサブ母集

団を用いて同時進化させることで，設計変数の次元および

設計変数値の同時最適化が可能である．そこで，本研究で

は，多段階最適化問題に対する手法開発の第 1歩として，

AR-HMMのための 2段階最適化問題の解法として，進化

計算を用いたフレームワークを提案する．自然淘汰で評価

が良い探索点が生き残り，その探索点の周辺領域でさらな

る性能向上のための探査が行われるため，重点探索によっ

て計算コストが減る．そのため，進化計算を用いたフレー

ムワークは AR-HMMの状態数と次数が増えた場合におい

ても有効に働くと考えられる．

また，回帰モデルの各パラメータには依存関係があり，

求める解空間が複雑である可能性が高いため，高い局所

探索能力を持つ最適化手法が適する．そこで，本研究で

は，高次元の最適化問題の解法として有効な差分進化法

（Differential Evolution：DE）[5], [6]を本手法の最適化手

法として用いる．提案する自己組織型 DE の個体は状態

数×次数の設計変数を持ち，最適な次数とその重みは提案
する生存戦略に基づき進化の過程で獲得する．

本論文の構成は次のとおりである．2章では，ARモデル，

および AR-HMMについて述べる．3章では，AR-HMM

の問題点を議論し，状態数と次数を同時最適化するため

のフレームワーク（SoDE-AR-HMM）を提案する．4章で

は，人工的に作成したテストデータと 2つの実データを用

いて提案法の性能を評価し，分析結果について述べる．5

章はまとめを述べる．

2. 時系列データの分析モデル

時系列データの振舞いをとらえる最も一般的な方法は，

過去の観測値と現在の観測値の相関を推測することであ

り，自己相関を持つ時系列データの推定モデルの代表とし

て ARモデル [7]が提案されている．さらに，時系列デー

タの潜在する状態をとらえるモデルとして，ARモデルに

隠れマルコフモデルを適用した AR-HMM [2], [3], [4]が提

案されている．本研究では DE を用いた AR-HMM の性

能向上を目指すが，本章では，まず，ARモデル，および

AR-HMMのアルゴリズムについて述べる．

2.1 自己回帰モデル

時系列データ X = {x1, . . . , xN}に基づき，現在と過去
の観測値の関係を推定することを考える．ARモデルは，

同一時系列データの現在の観測値からM 期前までの観測

値の線形和によって将来の予測を行うモデルである．時点

nの将来データ xnを推定する次数M の AR(M)モデルは

次式で表される．

xn =
M∑

m=1

amxn−m + vn, vn ∼ N(0, σ2) (1)

ここで amは自己回帰係数，vnは平均 0，分散 σ2の正規分

布から生成される乱数である．φ = {a1, . . . , am, . . . , aM}
とした場合，ARモデルの尤度関数は次式で与えられる．

p(φ, σ2)

=
N∏

n=1

1√
2πσ2

exp

⎡
⎣− 1

2σ2

(
xn −

M∑
m=1

amxn−m

)2
⎤
⎦

(2)

ARモデルのパラメータはユールウォーカー法 [8]を用い

ることで解析的に解くことができる．式 (2)の対数を am

で微分すると次式を得る．

− 1
σ2

N∑
n=1

(
xn −

M∑
l=1

alxn−l

)
xn−m = 0

N∑
n=1

M∑
l=1

alxn−lxn−m =
N∑

n=1

xnxn−m

(3)

ここで
∑N

n=1 xn−mxn−l を自己共分散 C|l−m| とする．各

パラメータ a1, . . . , aM についても同様に微分すると，次式

になる．
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上記の連立方程式を解くことによって，φを解析的に求め

ることができる．また分散 σ2 は次式で与えられる．

σ2 =
1

N + M

N∑
n=1

(
xn −

M∑
m=1

amxn−m

)2

(4)

次に，ARモデルの次数決定法について述べる．ARモデ

ルをはじめとする回帰モデルでは，次数がモデルの推定性

能に大きな影響を与える．次数が小さすぎた場合，モデル

の表現能力が低くなり適切な推定が行えなくなる．一方，

次数を大きくするとモデルはより複雑な振舞いを表せるよ

うになるが，次数を過剰に大きくすることはオーバフィッ

ティングの原因になる．また，推定すべきパラメータが増

加するためパラメータの推定が難しくなる．そこで本研究

では，これらのバランスをとるために，モデルの評価関数

としてAIC（赤池情報量基準）[9]を用いる．AICは以下の

式で与えられる．

AIC = −2
N∑

n=1

lnp(xn|φ, σ2) + 2m. (5)

ここで，mは ARモデルの次数である．一般的には，次数

を m = 1, 2, 3, . . . のように変化させながら AICが最小と

なるようなM を求める．

2.2 自己回帰隠れマルコフモデル

時系列データはその振舞いが突然大きく変化し，それま

でとは異なる自己相関を持つ変動をする場合がある．その

ような場合，ARモデルを用いて時系列データを分析する

ためには，変動の異なる期間をとらえ，それぞれの期間ご

とに異なる ARモデルを適用する必要がある．複数の状態

を持った時系列データの変動をとらえるモデルとして，AR

モデルに隠れマルコフモデルを適用した AR-HMMが提案

されている [2]．AR-HMMのアルゴリズムを以下に示す．

時点 n = 1, 2, . . . , N における時系列データを X =

{x1, . . . , xN}，状態変数を Z = {z1, . . . , zn, . . . , zN}とす
る．ここで状態変数 zn は一対 K符号化法により第 k要素

のみが 1であり，その他の要素が 0のK項ベクトルとして

表現される．図 1 に，状態数 K = 3における AR-HMM

のイメージを示す．図 1 (a)は状態変数 Zの遷移を表して

おり，初期状態 z11 から z21 → z32, . . . , zn3 へと遷移して

いる．図 1 (b)は，推定された状態変数 znk から観測デー

タ xn が生成されるイメージを表している．

観測データと状態変数の同時分布は以下の式で表される．

図 1 K = 3 の AR-HMM のグラフィカルモデル

Fig. 1 Graphical model of AR-HMM (K = 3).

p(X ,Z|θ)

= p(z1|π)

[
N∏

n=2

p(zn|zn−1,A)

]
N∏

n=1

p(xn|zn,Φ)

(6)

ここで，θ = {π,A,Φ} はパラメータの集合であり，
π = {π1, π2, . . . , πK}は初期遷移確率，AはK∗Kの遷移確

率行列であり，Ajhは時点n−1からnにおいて状態が jから

hへ遷移する確率である．Φ = {φ1, φ2, . . . ,φk, . . . ,φK}
は各状態の AR モデルの自己回帰係数であり，φk =

{a1, a2, . . . , aMk
} である．Mk は状態 k における AR モ

デルの次数である．次に，式 (1)の尤度を最大化するため

に EMアルゴリズムを導入する．状態変数 zn の周辺事後

分布を γ(zn)，2つの連続した状態変数の同時事後分布を

ξ(zn−1, zn)とし，更新前のパラメータ集合を θold とする

と，パラメータ集合 θを更新する関数Q(θ,θold)は次式と

なる．

Q(θ,θold) =
K∑

k=1

γ(z1k)lnπk

+
N∑

n=2

K∑
j=1

K∑
k=1

ξ(zn−1,j , znk)lnAjk

+
N∑

n−1

K∑
k=1

γ(znk)lnp(xn|φk)

(7)

Eステップでは θold を用いて，γ(·)，ξ(·)を計算し，Mス

テップでは θを最大化する．

AR-HMMでは K 個ある ARモデルの次数の推定を行

う必要があるため，AICは以下の式で計算する [9]．

AIC = −2
N∑

n=1

K∑
k=1

γ(znk)ln{p(xn|φk, σ2
k)} + 2mk. (8)

ここでmk は状態 kにおける ARモデルの次数である．
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3. SoDE-AR-HMM

AR-HMMは時系列データには潜在的な状態が関係して

いる，たとえば，データの変動が大きい，小さいという変

化を状態変数 zn を用いてとらえ，データの推定に用いる．

多くの時系列データはそのような複数の状態を含むため，

AR-HMMは非常に有効な手法であることが知られている．

しかしながら，次数，自己回帰係数，状態数などモデルの

性能に影響するパラメータが多くある．

本章では，AR-HMMにおける問題を示し，またそれら

の問題を解決するために，自己組織型 DEに基づく SoDE-

AR-HMMを提案する．まず，AR-HMMにおける 2つの

問題を示す．

問題 1：ARモデルのパラメータの推定

AR-HMMでは，状態数K におけるARモデルのパラ

メータ Φ = {φ1, φ2, . . . ,φK}を最適化する必要があ
る．ここで φk = {a1, . . . , amk

}である．すなわち，推
定すべきモデルパラメータの数は状態数および ARモ

デルの次数に比例するため，状態数や次数が増加した

場合，一般的な解法では良質な解が得られない場合が

ある．

問題 2：ARモデルの次数の決定

AR-HMMでは，各状態の ARモデルにおける適切な

次数m∗
1, m

∗
2, . . . , m

∗
K を決定する必要がある．対象と

なる時系列データに対し，十分な専門知識がある場合

には，それらをモデルの事前知識として用い，次数の

決定が可能である．しかしながら，事前知識がない場

合には AR-HMMモデルの状態 kにおける最適な次数

と，次数に応じたモデルパラメータをAICの評価に基

づいて学習する必要がある．

問題 1に対しては，サンプリング法などを用いることで

良質な解を推定することができる．また，問題 2に対して

は，状態数 K と ARモデルの次数の最大値M について，

すべての組合せについてパラメータを推定し，その中で

AICが最も低くなるようなモデルを選択可能である．しか

しながら，次数や状態数が増加した場合，問題 1と 2の解

決には，非常に多くの計算コストが必要である．

一方，自然淘汰の仕組みを上手く用い，探索が進むにつ

れて評価値が良い領域を集中的に探索する手法に進化計算

手法がある．このように，進化計算手法はすべての解候補

を評価する必要がないため，AR-HMMの高性能化に適す

るといえる．また，次数，状態数および自己回帰係数は依

存関係が存在する．そのため，本研究では，進化計算手法

の中でも，高い探索性能を持つ DEを用いて，それらの最

適化を試みる．

しかしながら，AR-HMMに標準的な DEをそのまま適

用することはできない．最適な AR-HMM を構築するに

は，状態数 k = {1, 2, . . . , K}，次数m = {1, 2, . . . , M}と

図 2 生存戦略のイメージ

Fig. 2 Surviving strategy.

自己回帰係数の同時最適化が必要であり，DEを用いて最

適化する場合，異なる状態数と次数からなる設計変数（個

体長が異なる）を有する個体を 1 つの集団内で扱う必要

がある．しかし，DEは個体の差分ベクトルをもとに探索

方向を決定するため，個体長は同じである必要がある．そ

こで，本研究では，探索初盤は様々な個体長と自己回帰係

数を有する個体が混在する混沌状態から，同じ個体長の個

体間の進化と，最適な状態数と次数および自己回帰係数を

有する個体が自律的に生き残り，組織を形成する生存戦略

を有するフレームワーク，自己組織型差分進化法に基づく

AR-HMM（SoDE-AR-HMM）を提案する．

提案法では，ARモデルのパラメータΦを個体の設計変

数として定義し，AICが最も低い最良個体をパラメータの

更新に用いる．ここで，各個体が持つ設計変数の数は AR

モデルの次数を表す．母集団 I = {I1, . . . , Ii, . . . , II}にお
いて，状態数が k の個体 Ii は設計変数 {φ1, . . .φk}を持
ち，φk = {a1, . . . , amk

}である*1．各状態と次数の組合せ

の総数は K × M であり，C1 を (k, m) = (1, 1)の，CKM

を (k, m) = (K,M)のである個体サブ集合とした場合，母

集団 I = C1 ∪ · · · ∪C� ∪ · · · ∪CKM である．このとき，E

個体のエリート集団 E に基づき個体生成分布 P を

P (k,m|E) =
∑

�

PN(C�)
PN(E)

(9)

と定義し，個体 Ii の状態数 k および次数mは P (k, m|E)

に従う．ここで，PN(·)は与えられた集合の個数を表す．
図 2 に生存戦略のイメージを示す．個体は 2種類の特徴

量を持つため，個体の左領域に状態数を右領域に次数を色

分けして示す．探索の序盤では次元が様々な個体が集団内

に一様に生成されるため，大域的な解探索が行われる．提

案法では，AR-HMMのMステップのパラメータの更新に

DEを用いる．そのため，j 番目のMステップ開始時に，

前のステップ j − 1で更新したエリート個体に基づく個体

生成分布 P (k, m|E)によって更新されていくため，探索が

進むにつれて，母集団内の個体の状態数と次数は収束して

いく．これにより，適切な次数の候補となる特徴量を持っ
*1 a1 は状態 k の AR-HMM の 1 期前の自己回帰係数を表す．
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図 3 実験データ

Fig. 3 Data sets.

た個体についてより局所的な探索ができる*2．以下に提案

法におけるMステップの最適化アルゴリズム（SoDE）と

全体のアルゴリズム（SoDE-AR-HMM）を示す．

Algorithm 1 SoDE
1: Initialize population using Pj−1(k, m|Ej−1)

2: while g < Max Generation do

3: Mutate individuals I using jDE

4: Evaluate I
5: g++

6: end while

7: Select Elite individuals E
8: Update Pj(k, m|Ej)

9: Update Φj ← best individual

10: Return Φj ,Pj−1(k, m|Ej−1)

Algorithm 2 SoDE-AR-HMM
1: Initialize A0, π0, λ0

2: Φ0 = {φ1, φ2, ..., φK}
3: Σ0 = {σ2

1 , σ2
2 , ..., σ2

K}
4: j = 1

5: while Qj−1 < Qi do

6: Update γj , ξj ← BW(X ,Aj−1, πj−1,Φj−1)

7: Update Φj ,Pj ← Adopt soDE(X , γj , ξj ,λj−1)

8: Update Aj , πj ,Σj

9: Update Qj ← Evaluate(X,Aj, πj, Φj)

10: j + +

11: end while

ここで，γ(·)，ξ(·)の計算には Baum-Welchアルゴリズ

ム（BW）を用いる．A，π，Σについては γ(·)，ξ(·)，Φ

を用いて解析的に求める．またDEの評価関数は式 (8)を，

手法はパラメータの学習を適用的に行う jDEを使用する．

4. 実験

4.1 実験データ

提案法の有効性を検証するために 3つのデータを用いて

性能を評価する．まず，モデルで推定した状態の妥当性に

ついて評価するために，あらかじめ意図して 2 つの状態
*2 j = 0 の探索開始時初期個体は式 (9) の代わりに一様分布を用い
て個体を生成する．

を持つようなパルス信号を作成した．状態 1 では時点が

2nのときにのみ 1となり，状態 2では時点が 5nのとき

にのみ 1となるような人工データである．次に変動が複雑

な実データに対して提案モデルの有効性を確かめるため，

2014/1/4～12/30における日経平均の Realized Volatility

（RV）の推定を行った．RVは株価の変動率を表しており，

投資のリスク判断や，市場の状態を判断するために用いら

れる指標である．ここで，RVの計算には日中の 5分ごとの

終値の対数収益率を用いた．最後に，周期性のあるデータ

から有益な状態が推定できるのかを検証するため，日本政

府観光局（JNTO）が公開している 2003/1/1～2015/12/31

における訪日外客数データの 1カ月ごとの対数差分をとっ

たデータを使用した．RVおよび訪日外客数においては，観

測データを平均と分散を用いて正規化（z-normalization）

して実験に使用した．実験データを図 3 に示す．

4.2 比較法

まず，提案モデルと既存のモデルの性能を比較するため，

ARモデルのパラメータ推定にユールウォーカー法 [8]を

用いた AR-HMMと比較する．各パラメータの初期化は提

案モデルと同様に行った．また各状態における ARモデル

の次数はすべて 8とした．本論文では，このモデルを従来

法と呼ぶ．

次に，我々が提案した個体生成分布が ARモデルの適切

な次数の推定と効率の良いパラメータの推定ができている

のかを確認するために，提案生存戦略を用いず，つねに個

体の生成確率が一様な手法と比較する*3．またそのときの

各パラメータは，提案モデルと同じように設定した．本論

文では，このモデルを比較法 1と呼ぶ．

提案法はパラメータ推定に DEを用いるが，提案法は他

の進化計算手法も比較的容易に適用可能な柔軟なフレーム

ワークを有している．最後に，DEと同じ進化計算手法で

高い性能と汎用性を有する遺伝的アルゴリズム（GA）を

用い，提案フレームワークが他の進化計算法においても有

効に働くことを検証する．ここで，状態数，次数および自

*3 Mステップのパラメータ更新に soDEではなく jDEを用いた手
法のこと．
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図 4 パルス信号に対してのそれぞれのモデルの予測値と状態確率

Fig. 4 State probabilities and predicated values (pulse data).

図 5 RV に対してのそれぞれのモデルの予測値と状態確率

Fig. 5 State probabilities and predicated values (RV data).

己回帰係数に依存関係があるため，設計変数間に依存関係

がある問題に強い UNDX [10]を GA法として用いる．本

論文では，この手法を比較法 2と呼ぶ．

4.3 パラメータ設定

π = [0.5 0.5]，A = [0.9,0.1], [0.1,0.9]を初期値とし状態

数K = 2，最大次数M = 8，エリート個体数 E = 20とし

た．次に，DEおよび GAのパラメータ構成を示す．世代

数 50，母集団数 250とし，jDEの初期パラメータは，交叉

率 0.5，スケーリングパラメータ 0.5とした*4．また，GA

*4 jDE は探索途中で最適な交叉率とスケーリングパラメータを学
習するため，性能は初期値に大きく依存しないが，本実験では一
般的な値を用いた．

の UNDXで用いるパラメータは，分布を生成するための

個体数 = 10，α = 0.5，β = 0.35，交叉率 1.0，突然変異率

0.0とした [10]．

4.4 性能評価

各実験データにおけるそれぞれのモデルの結果を図 4，

図 5，図 6 に示す．上段は各モデルにおける観測データの

予測値であり，下段はそのときの各状態の負担率を表して

いる．また，各モデルの状態変数の推定には Viterbiアル

ゴリズムを用いた．表 1 に各モデルにおけるそれぞれの実

験データから得られた AICを示す．図 4 から図 6 はある

試行の結果を，表 1 は 20回試行の平均値を示す．

図 4 はパルス信号の実験結果を示す．このテストデータ
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図 6 訪日外客数に対してのそれぞれのモデルの予測値と状態確率

Fig. 6 State probabilities and predicated values (traveler data).

表 1 各モデルで得られた AIC

Table 1 Results of AIC.

パルス RV 訪日外客数

従来法 −28.4 602.2 693.3

比較法 1 −37.6 465.7 515.4

比較法 2 −189.4 402.3 485.3

提案法 −234.9 408.6 483.5

は，n = 21～60を状態 1とし，n = 1～20および n = 61～

80を状態 2とした 2つの状態を持っている．従来法では，

モデルの推定結果に多少の誤差があるが，テストデータが

意図している状態をとらえることができた．比較法 1と 2

では，モデルの推定性能は高かったが，我々が意図した状

態をとらえることができなかった．対して提案法は，モデ

ルの推定と状態推定を両立するできたことが分かる．

次に，各モデルにおける日経平均のRVの推定結果を図 5

に示す．従来法，比較法 1と 2，および提案法とも RVの

変動が激しい期間を状態 2としてとらえることができてい

る．提案法は他の比較モデルと比べてAICが最も低く，少

ない次数で状態をとらえることができているため，データ

の変動の本質をとらえることができている．

最後に，訪日外客数に対しての各モデルの推定結果を

図 6 に示す．訪日外客数のデータは状態 1と 2の変遷が他

のデータに比べて多いが，2011年，2013年の訪問数が多

い時期はどの手法も状態 1が選択されている．また，比較

法 2と提案法の性能差は図 6 (c)および (d)からは確認で

きないが，従来法に比べると両手法ともデータの推定性能

が高いことが分かった．

次に，AICを比較する．表 1 に結果を示す．日経平均の

RVおよび訪日外客数のデータに関しては，提案法は，比

較法 2と同程度の AICであるが，人工データに関しては，

提案法は他の比較法と比べて AICが最も低く，性能が高

いことが分かった．また，比較法 1に比べ提案法はすべて

のデータにおいて高い性能を示しており，提案法の自己組

織型の生存選択はフレームワークは有効に働くこと分かっ

た．これらの結果より，提案法の個体生成分布を用いた自

己組織型 DEは AR-HMMの状態推定，時系列データの推

定が可能であり，従来の手法より高い性能を示すこと，多

段階最適化問題の解法に提案するフレームワークは有効に

働くことが分かった．

5. 分析

5.1 計算時間に関する分析

比較法 2と提案法ついて計算時間に関する比較を行う．

実験結果より，RVと訪日外客数データに関しては同等の

性能であり，その他のデータには提案法が高い性能を示す

ことが分かった．Algorithm 2に示す多段階最適化問題の

ための提案法は，最適化の手法に様々な手法を適用可能な

汎用性の高いフレームワークを有している．本論文の性能

比較では GAと DEを用いているが，その計算時間に関し

て考察を行った*5．結果を表 2 に示す．これらは 20回試

行の平均値を示している．

表 2 より，データが最も少ないパルスデータが最も計算

時間が短く，データが最も多い訪日外客数データが計算時

間が長く，妥当な結果が得られていることが分かる．また，

比較法 2と提案法を比較すると，提案法は計算時間が短い

ことが分かる．UNDXを用いている比較法 2では，個体を

生成するための確率分布を逐次計算する必要があるが，提

案法では差分計算のみでよいために，このような差が生じ

*5 従来法では，パラメータの組合せをすべて比較する必要があり，
提案法との計算時間の比較に意味がない．そのため，ここでは比
較法 2 との比較を示す．

c© 2018 Information Processing Society of Japan 47



情報処理学会論文誌 数理モデル化と応用 Vol.11 No.2 41–49 (July 2018)

図 7 訪日外客数の状態解析

Fig. 7 State analysis of traveler data.

表 2 計算時間の比較（秒）

Table 2 Compute time (sec.).

パルス RV 訪日外客数

提案法 254 482 951

比較法 2 359 728 1,448

たと考えられる．

5.2 状態の解析

次に，訪日外客数データに関して，提案法によって得

られた状態の解析を行う．図 7 の緑の線は 2003/1/1～

2015/12/31における訪日外客数であり，青の線はそのと

きの状態 2の負担率を表している．図 7 より，状態 2は訪

日外客数が例年と比べて減少している期間をとらえている

ことが分かる．次に，訪問者が減っている時期に起こった

出来事を調査し，提案法により抽出した状態 2の妥当性に

ついて検証を行った．2003年の 1月から 7月にかけては，

SARSと呼ばれる新型肺炎が主に中国で流行し，主となる

中国人の観光客が減少したためだと考えられる．2004年

の 12月は，スマトラ島沖地震が発生し，世界的に大きな被

害を受けたためだと考えれる．2005年の 8月から 2006年

にかけては，中国やインドネシアをはじめとする各国で鳥

インフルエンザが流行したためだと考えられる．2011年

の 3月には東日本大震災の発生により日本が甚大な被害を

受け，訪日外客数が減少したためだと考えられる．2013年

の 10月から 2014年 3月にかけては，各国で相次いだ航空

墜落事故や，政治的な理由になどにより中国からの観光客

が激減したためだと推測される．このように，状態 2の負

担率が高い時期に観光者数が減少する出来事が発生してお

り，提案法の有効性が確認できた．

5.3 実データの状態数に関する分析

4.4 節の性能評価では，人工データは状態数が 2となる

ようにデータを作成し性能評価を行った．一方，日経平均

の RVや訪日外客数のデータに関しては，変動が大きい，

小さい状態をとらえられるかに着目し，状態数を 2とし評

表 3 状態数による対数尤度の変化（提案法）

Table 3 Changes in log-likehood (proposed method).

状態数 RV 訪日外客数

2 −231.7 −180.2

3 −346.3 −292.7

4 −487.5 −363.0

表 4 状態数による AIC の変化（RV）

Table 4 Changes in AIC (RV data).

状態数 提案法 比較法 1

AIC 計算時間（秒） AIC 計算時間（秒）

2 408.6 482 465.7 684

3 716.5 944 781.5 923

4 999.0 3,278 836.9 5,743

価を行ったが，状態数が適切であるか明らかでなかった．

そのため，提案法における状態数と対数尤度の関係を調べ

る．また，比較法 1に比べて状態数が増えた場合に，提案

法は提案個体の生成分布により計算量の増加を抑制できる

ことが予想される．状態数を増加させた場合の提案法と比

較法 1における計算時間の関係も合わせて調べる．

表 3 に対数尤度の結果を示す．これらの結果より，どち

らも状態数を 2とした場合，最も性能が高いことが分かっ

た．5.2 節における訪日外客数の状態解析においても，状

態 2の確率が高い時期に例年と比べて外客数が減少する事

象が発生していたことが分かっている．実験結果と整合性

が取れており，本論文で対象としたデータは状態数を 2と

設定するとよいことが確認できた．次に，計算時間と AIC

に関して，RVの結果を表 4 に，訪日外客数の結果を表 5

に示す．状態数が 3以下の場合は提案法と比較法 1との計

算時間の差が小さいが，状態数を 4とした場合，RVおよ

び訪日外客数データともに比較法 1の計算時間が増加して

おり，状態数を大きくした場合の，提案法の有効性が明ら

かとなった．
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表 5 状態数による AIC の変化（訪日外客数）

Table 5 Changes in AIC (traveler data).

状態数 提案法 比較法 1

AIC 計算時間（秒） AIC 計算時間（秒）

2 483.5 254 515.4 262

3 613.4 874 612.8 806

4 752.0 2,650 780.0 4,367

6. おわりに

多くのデータは時間による変化をともなう時系列データ

であり，ある期間の傾向やイベント発生による変動を分析

する際など，様々な場面で時系列データ解析が必要になる．

本研究では，時系列データの状態推定として用いられてい

る AR-HMMにおける 2つの問題を示し，それらの問題を

解決するために SoDE-AR-HMMを提案した．提案法は 2

段階の最適化問題を同時に最適化可能な枠組みを有してお

り，また，適用する最適化手法は対象問題に応じて変更可

能である．今回対象とした問題は複数の局所解がある問題

であることが分かっているため，複数の局所解がある高次

元の問題に有効な差分進化法を用いた．性能評価において

は，3種類の時系列データを用意し，データの変動が大き

い，複雑なモデルが必要な問題に対しては提案モデルが従

来法より有効であることを示した．また訪日外客数データ

において，提案法から得られた時系列データの状態を解析

し，有益な状態推定が行えていることを示した．今後の課

題として，さらに大規模な多次元時系列データに対応でき

るよう提案モデルを改良し，データの異常区間の検知など

のより現実的な実問題に取り組みたいと考えている．

参考文献

[1] Box, G.E., Jenkins, G.M., Reinsel, G.C. and Ljung,
G.M.: Time series analysis: Forecasting and control,
John Wiley & Sons (2015).

[2] Ephraim, Y., Malah, D. and Juang, B.-H.: On the ap-
plication of hidden Markov models for enhancing noisy
speech, IEEE Trans. Acoustics, Speech, and Signal Pro-
cessing, Vol.37, No.12, pp.1846–1856 (1989).

[3] Ephraim, Y. and Roberts, W.J.J.: Revisiting autoregres-
sive hidden Markov modeling of speech signals, IEEE
Signal Process. Lett., Vol.12, No.2, pp.166–169 (online)
(2005).

[4] Ailliot, P. and Monbet, V.: Markov-switching autore-
gressive models for wind time series, Environmental
Modelling & Software, Vol.30, pp.92–101 (2012).

[5] Das, S. and Suganthan, P.N.: Differential evolution: A
survey of the state-of-the-art, IEEE Trans. Evolutionary
Computation, Vol.15, No.1, pp.4–31 (2011).

[6] Brest, J., Greiner, S., Boskovic, B., Mernik, M. and
Zumer, V.: Self-adapting control parameters in differen-
tial evolution: A comparative study on numerical bench-
mark problems, IEEE Trans. Evolutionary Computa-
tion, Vol.10, No.6, pp.646–657 (2006).

[7] Pandit, S.M. and Wu, S.-M.: Time series and system

analysis with applications, Wiley (1983).
[8] Hamilton, J.D.: Time series analysis, Vol.2, Princeton

university press Princeton (1994).
[9] Akaike, H.: Information theory and an extension of the

maximum likelihood principle, Selected Papers of Hiro-
tugu Akaike, pp.199–213, Springer (1998).

[10] Ono, I. and Kobayashi, S.: A Real Coded Genetic Algo-
rithm for Function Optimization Using Unimodal Nor-
mal Distributed Crossover, Proc. 7th International Con-
ference on Genetic Algorithms, pp.246–253, Morgan
Kaufmann (1997).

小野 景子 （正会員）

2003年同志社大学大学院工学研究科

修士課程修了．2007年同志社大学大

学院工学研究科博士課程修了．博士

（工学）．2009年同志社大学研究開発

推進機構省エネルギー照明システム

研究センター特定任用研究員（助教）．

2010年龍谷大学理工学部電子情報学科助教．2014年同大

学理工学部電子情報学科講師．現在に至る．並列処理，最

適設計，進化計算等の研究に従事．IEEE会員．

鳥山 直樹

1993 年 12 月生まれ．2018 年 3 月龍

谷大学大学院理工学研究科修士課程修

了．同年ヤマハ株式会社入社．大学院

時代に最適化手法の研究に携わる．

古川 雄大

1995年 7月生まれ．2018年 3月龍谷

大学理工学部卒業．同年龍谷大学理工

学研究科入学．学部時代に最適化手法

の研究に携わる．

折登 由希子 （正会員）

2002年東京都立科学技術大学（現，首

都大学東京）退学．博士（工学）．足

利工業大学を経て，2009年から広島

大学大学院社会科学研究科/経済学部．

現在，准教授．

c© 2018 Information Processing Society of Japan 49


