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生活リズムの類似性や周期性に基づく
心身の健康状態の推定と予測

高橋 雄太1,a) 荒川 豊1,2 安本 慶一1

概要：人の心身の健康状態を推定・予測することはヘルスケアにおいて重要であり，様々な応用先に利用
できる．これまで，ストレスの推定に関する幾つかの研究が行われてきたが，健康，特にフィジカルな健

康状態に着目した研究は少ない．健康状態は数日間の生活の積み重ねが影響すると考えられるが，多くの

既存研究は，健康の推定や予測に直近の 1日のみのデータを使っていることが多い．しかし，予測精度の

向上には数日間のデータにおける生活リズムや周期性を分析することが重要であると考える．さらに，既

存研究では，様々な生理的なデータを取得可能な高価なウェアラブルセンサが使用していることが多いが，

より普及性の高い簡易活動量計を用いた健康状態の推定・予測は行われていない．本研究ではリストバン

ド型の簡易活動量計から収集した数日間のライフログを用いて複数日にまたがって現れる生活リズムや周

期性のパターンを抽出し，機械学習によって，心身の健康状態の推定・予測を試みた．複数の機械学習ア

ルゴリズムを使って，悪い・普通・良いの 3段階のフィジカルヘルスとメンタルヘルスを推定（使用する

ライフログデータの最後の日の状態を推定）・予測（最後の日の翌日の状態を予測）したところ，個人ごと

に構築した分類モデルにおいて，フィジカルヘルスに関しては推定 80%，予測 74%の F値，メンタルヘル

スに関しては推定 83%，87%の F値を実現できた．さらに，複数日にわたる生活リズムや活動の周期性が

推定・予測精度の向上に大きく寄与していることが分かった．
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1. はじめに

人々の心身の健康を把握することはヘルスケアにおいて

重要であり，予防，QoL（Quarity of Life）の向上，健康

増進などに役立てることができる．特に，ITを用いたヘル

スケア技術に注目が集まっており，健康の情報を元にした

患者のリモートモニタリングや運動プログラムの推薦，自

発的な健康づくり，労働生産性の向上などへの応用が期待

されている．そして，次の日の健康状態が予測可能であれ

ば，より高度なヘルスケアプログラムを提供することがで

きる．

健康状態は，日々の生活リズムと深く関係している．規
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則的な睡眠や食生活や適度な身体活動は生活習慣病の予

防とともにフィジカルヘルス，メンタルヘルスの両方に良

い効果をもたらす．ウェアラブル技術や IoT（Internet of

Things）の発展により，省電力で心拍のような生体データ

を常時記録することができるようになった．これにより，

活動や睡眠を検知し，人の生活リズムをライフログとして

安価に収集できるようになってきた．このヘルスに関する

ライフログは，健康状態の把握・予測に活用できる潜在力

を秘めている．

健康状態のような内的な状態は直接計測できないため，

行動のような外的な状態に比べて計測・推定が困難である

が，その必要性から，内的状態を推定・予測する研究は近

年増加の傾向にある．これまでスマートフォンやウェアラ

ブルセンサを用いて，ストレス [1], [2], [3], [4]，感情 [5]，

メンタルヘルス [1], [2], [4]，アカデミックパフォーマン

ス [1], [2]，幸福度 [1], [4], [6]などの推定や予測が行われて

いる．特にストレスに関しては多くの研究があり，PC操
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作 [7], [8]，音声 [9]などから推定する研究もある．しかし

ながら健康状態に関しては研究事例が多くない．特に身体

的な健康状態を扱っている研究はない．また，推定・予測

に用いるデータが直近の 1日のみであることが多い．健康

状態は日々の生活規則が大きく関係することが予測される．

例えば，数日間睡眠時間が少なく，睡眠習慣が不規則であ

れば健康状態が悪化しやすいと考えられる．そこで，本研

究では，数日間の生活リズムの特徴量と日ごとの特徴量を

比較した類似性や周期性に関する特徴量も推定・予測に取

り入れる．このような工夫を取り入れつつ，健康状態を構

成する大きな要素であるフィジカルヘルスとメンタルヘル

スの推定・予測に取り組む．ここで推定はライフログの最

後の日の健康状態を推定することであり，予測はライフロ

グの最後の日の次の日の健康状態を予測することである．

健康状態を推定・予測するにあたり，まず，ウェアラブ

ルデバイスを用いてライフログを収集する．ウェアラブル

デバイスは市販の歩数・心拍・睡眠のライフログが収集可

能なデバイスを使用する．そして，毎日フィジカルヘルス

とメンタルヘルスに関するアンケートを実施し，正解値を

収集する．被験者のアンケートの負担をできる限り減らす

ため，専用のスマホ用アンケートアプリを開発し，使用す

る．そして，ライフログから生活リズムに関する特徴量と，

相関分析を元に生活リズムの類似性と周期性に関する特徴

量を抽出し，機械学習によって健康状態の推定・予測を行

なう．

2. 関連研究

近年では，内的状態を推定・予測する研究が増えつつ

ある．このような研究では，ストレス [1], [2], [3], [4]，感

情 [5]，メンタルヘルス [1], [2], [4]，アカデミックパフォー

マンス [1], [2]，幸福度 [1], [4], [6]などが対象とされ，人の

内的状態とスマートフォンやウェアラブルセンサから得ら

れるデータとの関連性が少しづつ明らかになっている．

Sanoら [1]は，スマートフォンとウェアラブルセンサを

用いて，アカデミックパフォーマンスと睡眠の質とストレ

スレベルとメンタルヘルスの推定を行っている．スマー

トフォンからは SMS, Email, 電話の着信，スクリーンの

状態などを収集し，ウェアラブルセンサからは加速度，皮

膚電位，温度などのデータを収集している．そして，朝と

夜にアンケートを行い，睡眠や幸福度など様々な項目の

情報を収集し，これも推定に利用している．正解値となる

指標として，アカデミックパフォーマンスには，授業の成

績の平均を表す Grade Point Average（GPA），睡眠の質

は Pittsburg Sleep Quality Index（PSQI）, ストレスは，

perceived stress scale（PSS），SF-12 Physical and Mental

Health Composite Scale（MCS）を用いている．実験では，

66人の実験協力者から 30日分のデータをしている．4つ

の指標の推定では，上位 20%と下位 20%の二つのグループ

を作成し，これらの 2値分類を行っている．全体の結果と

しては，67-92%の精度が得られ，スマートフォンよりウェ

アラブルセンサの方が推定精度が高いことを報告している．

Wangら [2]は，スマートフォンから得られるデータを

用いてメンタルヘルス，アカデミックパフォーマンス，

行動の傾向の評価を行っている．スマートフォンの加速

度，マイクロフォン，照度センサ，GPSからアクティビ

ティ，会話，睡眠，位置を測定・推定し，収集している．

そして，1 日に数回，通知を行い，ストレスに関する質

問，16枚の写真から写真を選択してもらい，その時の感

情を抽出する Pick-A-Mood （PAM）によりデータの収集

を行っている．メンタルヘルスは鬱，活発度，ストレス，

孤独の 4 つの軸で評価している．それぞれの評価方法と

して，鬱は patient health questionnaire（PHQ-9），活発

度は，flourishing scale，ストレスは PSS，孤独は UCLA

loneliness scaleを用いている．アカデミックパフォーマン

スは GPAで評価している．実験は，スマートフォンのプ

ログラミングの授業に参加する生徒 75名に対して 10週

間行われた．相関分析の結果，鬱は発話や睡眠，ストレス

は発話，孤独は活動量，アカデミックパフォーマンスは室

内の移動量や発話に関して相関を持つことが報告されてい

る．活発度に関しては有意確率 p < 0.05を満たすような相

関は得られていない．

Taylorら [4]は，ウェアラブルセンサ，スマートフォン，

天気を用いて，次の日の感情，ストレス，健康の予測を行っ

ている．ウェアラブルセンサは Affectiva社の Q sensorを

使用しており，皮膚電位，加速度，温度を 8Hzで収集し，ス

マートフォンからは電話，SMS，スクリーンの状態，位置

情報を収集している．正解値として，感情（sad/happy），

ストレス（stressed out/calm），健康（sick/healthy）を朝

と夜に毎日収集している．実験協力者は，それぞれに対し

主観的に 100点満点でスコアをつける．実験は 104名に対

して 30日間行われた．Taylorらの手法の特徴として，マ

ルチタスク学習を使用していることがあげられる．この研

究では，感情，ストレス，健康の 3つの予測タスク行なっ

ている．予測結果として，性別や Big Five trait taxonomy

を元に似通ったパーソナリティを持つ人をクラスタリング

し，クラスタで分けて学習させた結果が最もよく，それぞれ

70-80%の精度で予測することができている．予測モデルと

しては，Multi-Task Learningを学習させたニューラルネッ

ト，Multi-Task Multi-Kernel Learningで学習させたニュー

ラルネット，Hierarchical Bayesian Logistic Regressionを

使用している．

本研究では，専用のデバイスではなく既製品の簡易活動

量計を用いているため，実用性が高く，導入コストが低い．

そして，これまで対象とされていなかったフィジカルヘル

スの推定・予測を試みている．また，推定・予測には，1

日ではなく数日分のデータを使用している．
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図 1 心身の健康状態の推定と予測の流れ

Fig. 1 The work flow of prediction/estimation physical and

mental health.

ウェアラブル
デバイス

図 2 リストバンド型ウェアラブルデバイス

Fig. 2 Wrist-worn wearable device.

3. 心身の健康状態の推定と予測

本研究では，心身の健康状態をライフログデータから推

定・予測する．図 1に手法の流れを示す．まず，リストバ

ンド型ウェアラブルデバイスからは歩数，心拍，睡眠のラ

イフログデータを収集し，スマートフォンからは心身の健

康状態に関するヘルスデータ（アンケート結果）を収集す

る．そして，それぞれのデータから推定・予測のための個

人の推定・予測モデルを構築しておき，1日分のライフロ

グが収集されたら健康状態を推定・予測する．推定・予測

結果はユーザや他のアプリケーションへフィードバックす

ることで活用できる．

3.1 ウェアラブルデバイス

本研究では，実用性を高めるため，導入コストが低く，

ユーザビリティの高い，市販のリストバンド型ウェアラブ

ルデバイスを用いることにした．市販のウェアラブルデバ

イスにも様々な種類があるが，健康と睡眠は大きく関連し

ていることから心拍センサが実装されている SONY社の

表 1 健康状態に関する質問項目

Table 1 Question items about a health condition.

質問内容 評価方法

(a) 本日の身体の調子はよかった 5 段階

(b) 本日のメンタルの調子はよかった 5 段階

SmartBand2*1 を使用することにした．

SmartBand2は，ライフログを目的とした簡易活動量計

で，心拍数，ストレスレベル，消費カロリや歩数の情報を

ユーザに提示する．図 2に SmartBand2を装着した様子を

示す．本デバイスは，Android，iOS両方のスマートフォ

ンに対応しており，Androidであれば Google Fit*2 ，iOS

であれば HealthKit*3 にライフログは蓄積され，取り出す

ことができる．特徴としては，睡眠の認識が可能なこと，

2日程度電池が持つこと，充電端子が独自の規格でないこ

と，防水防塵であることがあげられる．加速度センサと光

学式の心拍センサが内蔵されているため，歩数の検知や心

拍の測定，睡眠の認識が可能である．なお，心拍は 10分

間おきに計測される．

3.2 ヘルスデータ

健康状態の定量的な評価というのは難しく，現時点では

自己の状態を自覚し主観的に評価するしかない．しかしな

がら，医者が患者と対話することで病を特定するように，

主観的な健康の評価は重要である．アメリカの 18万人規

模の調査 [10]では，ストレスが健康に影響を与えると認識

している人の方が，ストレスが健康に影響がないと認識し

ている人と比べて，健康やメンタルヘルスの状態が悪く，

ストレスが実際に健康に大きく影響したときの早期死亡の

リスクが 43%も高いことが報告されている．このように，

健康の認知が自身の健康に影響を及ぼすほど主観的な健康

状態というのはセンシティブであるが，逆にいえば，主観

的な健康状態というのは信頼性が高いといえる．

本研究では，被験者のアンケートの回答の負荷を考慮

し，表 1のようなシンプルな質問項目で主観的な心身の健

康状態のデータを収集する．（a）の項目がフィジカルヘル

ス，（b）の項目がメンタルヘルスに対応する．どちらも 5

段階の Likert Scaleで回答してもらい，1が「全く同意で

きない」，2が「同意できない」，3が「どちらともいえな

い」，4が「同意できる」，5が「非常に同意できる」とする．

また，図 3に示すアンケート用のスマートフォンアプリ

ケーションを開発した．個人所有のスマートフォンにアプ

リケーションをインストールすることを想定し，クロスプ

*1 SmartBand 2（スマートバンド 2）SWR12 — スマートプロダ
クト— ソニーモバイル公式サイト : http://www.sonymobile.
co.jp/product/smartproducts/swr12/

*2 Fit Google : https://www.google.com/intl/en/fit/
*3 HealthKit - Apple Developer :

https://developer.apple.com/healthkit/
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図 3 ヘルスデータ収集のためのスマートフォンアプリケーション

Fig. 3 Smartphone application to collect health data.

ラットフォームに対応した Xamarin*4で開発し，Android

と iOS両方の OSに対応可能である．

3.3 特徴量の抽出

収集するライフログは心拍 xh
t，歩数 xw

t ，睡眠 xs
t の 3種

類である．心拍は 1秒間当たりの脈拍数，歩数は 1分間あ

たりの歩数で量的な値であり，睡眠は寝ている（xs = 1）

か，起きている（xs = 0）かの質的な値となる．特徴量と

しては，1日のライフログから算出する生活特徴と 2日間

のライフログから算出する生活規則特徴の 2 種類を抽出

する．

生活特徴は，1日のライフログから得られる特徴量で，

1日全体のセグメントデータから算出する特徴量 F1(x)と

時間窓によって分割した各セグメントから算出する特徴

量 F2(h,x);h ∈ {1, 2, 3, 4, 6, 12}の 2種類がある．ここで

dは特定の日時，hは時間窓の幅で 24の約数である．そし

て，それぞれのセグメントから表 2に示す特徴量を抽出す

る．F1に関しては 16種類で固定となるが，F2に関しては

指定する時間幅によって異なり，例えば，h = 4であれば

24/4× 16 = 96種類となる．

生活規則特徴は 2日間のライフログから算出する特徴量

であり，相関分析によって 2 日間のライフログの類似度

F3(xd,xd−1) と周期の特徴 F4(xd,xd−1) を算出する．類

似度は生活リズムが同じパターンであるかを表しており，

周期は生活リズムが 24時間周期からズレているかを表す．

どちらも生活の規則性に関する特徴量である．事前準備と

して，各データを 1時間間隔に分割し，各セグメントの値

として，歩数，心拍であれば中央値，睡眠であれば睡眠時

*4 Mobile App Development & App Creation Software - Xam-
arin : https://www.xamarin.com/

表 2 生活特徴の種類

Table 2 Types of life features.

種類 特徴量

心拍

平均

標準偏差

最小

最大

第一四分位数

中央値

第三四分位数

歩数

合計

平均

標準偏差

最小

最大

第一四分位数

中央値

第三四分位数

睡眠 合計

計 16 種類

間 [分]を算出しておき，セグメントの平均値を引くことで

平均値が 0になるよう調整する．この調整は周期の特徴の

算出において必要となる．

類似度としては相関係数を用いる．相関係数 F3 は以下

の式により算出する．

F3(xd,xd−1) =∑n
t=1(xd(t)−xd)(xd−1(t)−xd−1)√∑n

t=1(xd(t)−xd)2
√∑n

t=1(xd−1(t)−xd−1)2
(1)

相関係数が 1に近いほど比較した 2日間は似た生活リズム

であることを意味する．

周期の特徴として，自己相関関数を用いて 2日分の時系

列データから周期を算出する．2日間の生活が規則正しけ

れば 24時間の周期が得られる．自己相関は時系列データ

自身を畳み込みさせ，相関を算出していく手法で，おおよ

その時系列データの周期を求めることができる．データ数

が N であり，xd−1 と xd を結合した離散系列データ x(i)

の自己相関関数は

Rxx(i) =
1

N/2

N/2∑
j=0

x(i− j)x(j) (2)

で表される．12時間以内の周期は無視したいため，i > 12

においての Rxx(i)の極大を求める．値が最も大きな極大

値の位置 k = arg max
i>12

Rxx(i)が求めたい生活周期であり，

この k を特徴量 F4 とする．なお，極大が見つからない場

合は k = 0とした．

3.4 推定・予測手法

収集した体調アンケートとライフログを用いて，一日の

体調の推定と次の日の体調の予測を行う．アンケートは，
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毎日 20時を目安に回答してもらうため，一日の区切りを

20時にする．推定・予測にはそれぞれ機械学習を用いる．

まず，前処理として，データの特徴量X は平均 µ，分散 σ

から以下の式で標準化を行う．

z =
X − µ

σ
(3)

σ = 0のときは，z = 0とする．

フィジカルヘルス，メンタルヘルスを推定・予測の対象

とする．「フィジカルヘルス」は，表 1の質問項目の「(a)

本日の身体の調子はよかった」，「メンタルヘルス」は「(b)

本日のメンタルの調子はよかった」の回答結果である．(a)

は 1日のフィジカルの状態，(b)は 1日のメンタルの状態を

総合的に判断した結果である．5段階のリッカート尺度の

1-2の値を「悪い」，3の値を「普通」，4-5の値を「良い」と

した 3クラスの分類問題として置き換えることにした．な

お，目的変数の特徴量は，決定木による特徴量選択により，

情報量の高い特徴量のみで学習モデルを構築する．健康状

態が優れない日が頻繁に起こることは多くなく，「悪い」の

ラベルのデータが少なくなると考えられる．ラベルが不均

一なデータはモデルの過学習を引き起こしやすく，識別性

能の正確な評価が難しくなる．そこで，オーバーサンプリ

ングを行うことによりラベルの数が不均一な状態から均一

な状態へと整える．オーバーサンプリングには Synthetic

Minority Over-sampling Technique（SMOTE）[11]を使用

する．

4. 評価

本章では，提案手法の有効性を確認するための評価実験

とその結果について述べる．

4.1 実験

ウェアラブル機器のライフログと体調の評価データを得

るための実験を行った. 実験では，Ecological Momentary

Assessment（EMA）を採用し，被験者にウェアラブルデ

バイスを装着してもらい，普段の生活からデータを収集す

る. 3.2節で述べたアンケートアプリを各被験者自身が所

有するスマー トフォンにインストールし，毎日，20 時以

降にアンケートに回答してもらう. 実験には，10名（男性，

24.2±2.0 歳）が参加した．うち，Android ユーザは 4名，

iPhoneユーザは 6名であり，約 1ヶ 月半に渡ってデータ

収集実験を実施した．しかし，このうち 3名の被験者に関

しては，誤ったアプリの削除，スマートフォンの破損によ

りライフログの収集ができなかった. 結果として，320日分

のライフログ（7名分）が収集され，310日分のアンケート

回答（10名分）が得られた. 収集したヘルスデータのラベ

ルの分布を表 3に示す．データとしては，「普通」のラベ

ルのデータが少なく，フィジカル，メンタル両方とも「良

い」のラベルが全データの半数近くとなっている．

表 3 収集したヘルスデータのラベルの分布

Table 3 Distribution of labels of health data

種類 悪い 普通 良い

フィジカルヘルス 60 45 92

メンタルヘルス 62 47 88

4.2 分類器ごとのヘルスの推定・予測精度

ヘルスの推定・予測に適した分類器を調査するため，被

験者ごとの推定・識別モデルを複数の機械学習アルゴリズ

ムで構築し，１つ抜き交差検証で評価した．分類器として，

Decision Tree（DT），Gaussian Naive Bayes(NB), Random

Forest（RF），Stochastic Gradient Descent（SGD），Sup-

port Vector Classification（SVC）の 5種類のアルゴリズ

ムを評価の対象とした．生活特徴の時間窓は h = 4とし，

推定，予測ともに 4日分の特徴量を用いた．

推定・識別結果を図 5に示す．精度の指標は F値とし

た．SGDと SVCの 2種類の分類器の精度が他に比べて低

く，対象的に，DT，NB，RFの 3種類の分類器は良い精度

で推定・識別できている．特に NBと RFは精度が高く，

被験者ごとの精度の差も小さい．フィジカルヘルスの推定

は RFで 80.51 ± 6.45%，フィジカルヘルスの予測は NB

で 74.44 ± 11.50%, メンタルヘルスの推定は NBで 83.47

± 8.96%, メンタルヘルスの予測は NBで 87.06 ± 13.59%

がそれぞれにおいて最も精度の良い結果となっている．そ

して，若干ではあるが，フィジカルよりメンタルの精度の

方が高い傾向にあることがわかる．

4.3 日数ごとのヘルスの推定・予測精度

次に，何日分の特徴量を含めるとヘルスの推定・予測向

上にに寄与するか，日数を 1日から 7日まで変化させて，

精度の変化を検証する，評価方法は，被験者ごとの推定・

識別モデルを構築し，１つ抜き交差検証で評価した．分類

器には Random Forest（RF）を利用し，特徴量の時間窓

は h = 4とした．

推定・識別結果を図 7に示す．1～2日分の特徴量だと

精度が低く，3～5日分の特徴量で精度が最も高くなり，そ

して，6～7日分の特徴量だと精度が下がっていることが

ある．この結果から，ヘルスの推定・予測精度を向上する

には，少なくとも 3日分のデータが必要なことがわかる．

フィジカルヘルスの推定は 5日分の 80.58 ± 8.87%，フィ

ジカルヘルスの予測は 5日分の 82.52 ± 14.66%, メンタル

ヘルスの推定は 7日分の 85.91 ± 7.38%, メンタルヘルス

の予測は 3日分の 86.97 ± 7.81% がそれぞれにおいて最

も精度の良い結果となっている．そして，こちらでもフィ

ジカルよりメンタルの精度の方が高い傾向にあることがわ

かる．
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(b-2) メンタル：予測

図 4 分類器ごとのヘルスの推定・予測精度

図 5 The accuracies of health estimation and prediction for each classifier.
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(b-2) メンタル：予測

図 6 日数を変化させたときのヘルスの推定・予測精度

図 7 The accuracies of health estimation and prediction with changing the number of

days.

5. まとめ

本研究では，数日間の生活のライフログから，心身の現

在の健康状態を予測する手法と，翌日の健康状態を予測す

る機械学習に基づいた手法を提案し，その有効性を評価し

た．既存研究においては，直近の１日間のデータを使って

健康状態を推定または予測する方法が主流であるのに対し，

本研究では，数日間のデータにおける生活リズムや活動の

周期性が健康状態に関わりを持つことに着目し，これらの

分析結果を特徴量とした推定・予測手法を開発・評価した

ことが新規の貢献である．7人の実験参加者による 320日

分ライフログに提案手法を適用した結果，フィジカルヘ

ルス，メンタルへスルスの現状態の推定（悪い，普通，良

いの３段階）において，それぞれ 80.51%，83.47%の F値

を達成した．また，予測においては，それぞれ，74.44%，

87.06% の F値での予測ができることを確認した．さらに，

特徴量として，過去 3～4日のデータを使用することで，そ

れより短いまたは長いデータを使用する場合と比べ，良い

推定・予測精度が得られることが分かり，数日間のライフ

ログからパターンを発見し特徴として使用する提案手法の

有効性が確認できた．
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