
情報処理学会研究報告
IPSJ SIG Technical Report

深層学習を用いた位置依存性の高いモバイルアプリ抽出手法

落合 桂一1,a) ファティナ プテリ1 深澤 佑介1

概要：本研究では，場所に関連したモバイルアプリ（ローカルアプリ）を抽出する手法を提案する．アプ
リストアで開発者がアプリを登録するときに予め定められたカテゴリを登録するが，ローカルアプリを指
定するカテゴリは存在しないため，アプリの内容から判定する必要がある．本研究では，アプリの名称や
紹介文から生成した特徴量に基づき，ローカルアプリに該当するか否かを 2値分類する．Google Playの
データを対象に評価を行い，提案手法の有効性を確認した．

1. はじめに

スマートフォンの普及により，スマートフォン上で利用

するモバイルアプリが日常生活でよく利用されている．モ

バイルアプリの中には，特定の地域の観光向けアプリや，

特定地域の居住者向けに自治体が提供するアプリなど，実

世界に関する情報を提供するモバイルアプリが存在する．

本研究ではそのようなモバイルアプリをローカルアプリと

呼ぶ．ローカルアプリではユーザの行動を支援する情報を

提供しており，スマートフォンユーザにとって有用である．

Google Play*1 や App Store*2 などのモバイルアプリ提

供プラットフォーム（以下，アプリストア）では，非常に

多くのアプリが提供されている．アプリストアでは予め定

められたカテゴリがあり，各アプリはアプリ提供者によっ

てカテゴリが付与されている．しかしながら，ローカルア

プリを指定するカテゴリは存在しないため，ユーザは様々

なキーワードで検索を行いローカルアプリを検索する必要

がある．ローカルアプリを分類できれば，ある地域で有用

なアプリをユーザの位置情報に基づいて推薦したり，アプ

リ紹介サイトで地域ごとのアプリを紹介するなどの応用が

考えられる．

モバイルアプリの分類に関する従来研究では，アプリ名

やアプリ名でWeb検索を行い取得したスニペットを文書

と見なし，それらの文書に出現する単語を特徴量として短

文（short text）の分類問題としてアプリの分類が定式化さ

れている [1], [2]．一般に，短文の分類にはデータスパース

ネス問題が存在する [3]．この問題を解決するために，本研

究では以下の特徴量および学習方法を利用することを提案
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する．

• アプリストアでは，アプリ名以外にもアプリの説明文
やカテゴリ，インストール数などの様々な情報が存在

するため，それらのマルチモーダルな情報を活用する

ことが考えられる [4], [5]．特に，本研究ではローカル

アプリを判定することを目的としているため，アプリ

名や説明文における地名数を特徴量とすることを提案

する．

• 近年，テキスト分類に深層学習の一種である Convolu-

tional Neural Network（CNN）を適用することで分類

性能の改善が行われている [6], [7], [8], [9]．そこでア

プリ分類にテキストデータに対する CNNを適用する

ことを提案する．

• 一般に，深層学習には大量の教師データが必要とな
る．画像認識の分野では ImageNet[10]など整備され

たオープンデータがあるがアプリ分類に特化したデー

タはない．そこで，本研究ではアプリストアではアプ

リ提供者がアプリ公開時にカテゴリを手動で付与する

ことに着目し，これを教師データとしてアプリ分類の

事前学習（pre-training）を行い，ローカルアプリ分類

には少数の教師データを用意し再学習（Fine-tuning）

することで効率的にアプリ分類を行うことを提案する．

上記に加えて，深層学習はマルチモーダルな特徴量を組

み合わせることに適している [11]．アプリストアのデータ

はテキスト，画像，カテゴリ，数値などの複数のモーダル

の情報を持つため深層学習を適用するのに適していると考

えられる．本研究では上記の 2つの特徴量を深層学習で組

み合わせて利用することを提案する．

本研究の貢献は以下の通りである．

• ローカルアプリ分類のため，アプリストアのデータか
らローカルアプリの特徴を考慮した特徴量（アプリ名
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や説明文における地名数，カテゴリ，ダウンロード数

など）を提案した．

• アプリ説明文に対して CNNを利用した特徴抽出を，

アプリ提供者が付与したカテゴリで事前学習を行うこ

とで効率的に学習することを提案した．

• アプリストアから生成した特徴量とアプリ説明文から
CNNにより特徴抽出した特徴量を統合しローカルア

プリを判定する深層学習モデルを提案した．

• Google Playの実データを用いて評価実験を行い提案

手法の有効性を確認した．

本稿では，次章にてアプリ分類に関する関連研究につい

て述べ，本研究との差分について説明する．次に，3章で

アプリストアで提供されているデータおよびローカルアプ

リの定義を述べる．4章にて提案手法の詳細を説明し，5

章では実データを用いた実験を行い，既存手法と提案手法

の精度について検証する．最後に 6章にて本研究のまとめ

および今後の課題について述べる．

2. 関連研究

アプリのカテゴリ分類に関する研究がいくつか行われて

いる．Zhuらは，アプリのカテゴリ分類をアプリ名や，検

索エンジンでアプリ名をクエリとして検索したときのスニ

ペットを文書と見なし，テキスト分類することでカテゴリ

分類を行った [1]．その際に，1 章で述べたように文書が

短文となりデータスパースネス問題が生じる．そこで，単

語の出現回数だけでなく，検索スニペットに対して LDA

（Latent Dirichlet Allocation）[12]を適用し，文書のトピッ

クを特徴量とすることでデータスパースネス問題の解決を

図っている．スニペットごとに，単語の出現回数を特徴ベ

クトルに各カテゴリとのコサイン類似度を計算しもっとも

類似度が高いカテゴリの頻度も特徴量として利用してい

る．また，アプリの実世界での利用状況（時刻や曜日，位

置情報など）を取得し，実世界での利用状況を特徴量とし

て加えている．最終的に，アプリ名やスニペットから生成

した特徴量（単語出現回数，カテゴリ頻度，LDAトピック

分布）および実世界での利用状況から生成した特徴量を利

用し最大エントロピーモデルによって予め定義したカテゴ

リにアプリを分類した．Liらは，Zhuらと同様のテキスト

特徴量を利用し，ナイーブベイズ分類器を学習しアプリの

カテゴリ分類を行った [2]．

Chenらはモバイルアプリに対して，アプリストアの情

報をもとにタグ付けを行う手法を提案した [5]．この研究

では，アプリ名，アプリ説明文，ユーザの評価，アプリの

スクリーンショットなど 10種類のモダリティのデータを

特徴量としてアプリにタグ付けを行っている．教師データ

としてタグが付与されているアプリとタグ付け対象のアプ

リで前述の特徴量からアプリ間類似度 [5]を計算しタグを

付与する．

アプリ名	
(app_name)	

カテゴリ	
(category)	

説明文	
(description)	

インストール数	
(install_num)	

更新日	
(update)	

図 1 アプリストアのデータの例

アプリ分類の先行研究をまとめると，アプリ名や検索ス

ニペットを文書としたテキスト分類問題としてカテゴリの

分類を行う研究とアプリストアの複数の情報からアプリに

タグ付けする研究が行われている．本研究のように，アプ

リストアの複数の情報をもとにカテゴリ分類を行う研究は

行われていない．

3. アプリストアのデータとローカルアプリの
定義

3.1 アプリストアのデータ

図 1にアプリストアのデータの例を示す *3．アプリの名

称や説明文，スクリーンショットなどなどが情報として提

供されている．この中で，本研究ではアプリ名，カテゴリ，

説明文，インストール数，更新日から特徴量を生成する．

3.2 用語定義

Point-of-Interest（POI） 人々が目的地や目標物とす

る店舗や施設，ランドマークなどの地理的な実体（ge-

ographic entity）を POIと定義し，名称，位置（緯度，

経度）により表現される [13]．

エリア 都道府県，市町村などの行政区分や複数の緯度経

度の点で指定される範囲で定められた地理的な実体と

定義する．名称，地理的な範囲，代表位置（緯度，経

度）で表現される [14]．

ローカルアプリ 本研究では POI，都道府県や市町村など

名称と緯度経度で定義される地理的な実体に関する

情報を提供するアプリをローカルアプリと定義する．

ローカルアプリの例としては，POIに関する情報を提

供するアプリ（例：横浜ワールドポーターズアプリ *4，
*3 https://play.google.com/store/apps/details?id=net.goyah.app
*4 https://play.google.com/store/apps/details?id=com.ywpapp
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仙台市博物館 *5），特定の都道府県や市区町村など自

治やエリアに関する情報を提供するアプリ（例：横浜

市ごみ分別アプリ *6，函館イベント情報「gocco」*7），

POIのカテゴリに該当するアプリ（例：Golf Navi（ゴ

ルフナビ） EAGLE VISION*8，山旅ロガー *9）など

がある．

4. 提案手法

本章では，提案する特徴量の生成方法および分類器の学

習方法について説明する．提案手法では，主に以下の 2種

類の特徴量を利用する．

( 1 ) アプリストアの様々なモダリティから人手で設計した

特徴量を生成する．

( 2 ) アプリ説明文から CNNを用いて特徴量を生成する．

以降では，各特徴量の生成方法について詳しく説明す

る．なお，本研究では Google Playのデータを用いて評価

を行ったため Google Playのデータに対する特徴量生成方

法を説明する．

4.1 アプリストアの各種データからの特徴量生成

（Multi-modal feature）

本研究で利用する特徴量の一覧を表 1に示す．ローカル

アプリではアプリ名や説明文に地名が多く出現するという

仮説のもと，アプリ名や説明文に含まれる都道府県名，市

町村名，POI 名の出現数を特徴量とする．アプリのカテ

ゴリについては，ローカルアプリそのものを示すカテゴリ

は存在しないものの，旅行などのカテゴリはローカルアプ

リに近いと考えられるためカテゴリを特徴量とする．イン

ストール数は，全国的に利用されるアプリでは利用者数が

多く，特定の地域で利用されるアプリはそれより利用者が

少ないという仮説で採用した．Google Playでは「1000～

5000」「10000～50000」のように区間ごとのどれに該当す

るかがデータとして与えられている．そのため，この区間

をカテゴリ変数として特徴量にした．更新年は，ローカル

アプリは比較的新しい年にリリースされたという仮説のも

と採用した．

4.2 CNNによる特徴抽出（CNN feature）

アプリの説明文からカテゴリに分類に有効な特徴量を

抽出するため，本研究では Convolutional Neural Network

（CNN）を利用する．一般に，深層学習には大量の教師デー

タが必要となるため，ドメインごとにパブリックに利用で

きるデータセットで事前学習（Pre-training）を行い，各

タスクごとに再学習（Fine-tuning）することで高性能な分

*5 https://play.google.com/store/apps/details?id=jp.co.isb.itc.museum
*6 https://play.google.com/store/apps/details?id=jp.co.haleng.yokohamagomi
*7 https://play.google.com/store/apps/details?id=com.ivg.hakodateevent
*8 https://play.google.com/store/apps/details?id=jp.co.asahigolf.eva.pro
*9 https://play.google.com/store/apps/details?id=com.kamoland.ytlog

表 1 提案手法で利用する特徴量一覧
元データ 特徴量

アプリ名 含まれる都道府県名数

アプリ名 含まれる地名数（市町村名、POI 名）

説明文 含まれる都道府県名数

説明文名 含まれる地名数（市町村名、POI 名）

カテゴリ カテゴリ

インストール数 インストール数（カテゴリ変数）

更新年 更新年

類器を学習する．例えば，画像認識の分野では ImageNet

の大量の画像で事前学習し，物体認識などの個別のタスク

用に用意した教師データで再学習する研究がある [15]．し

かしながら，アプリ分類に利用できるような言語データの

オープンデータは存在しない．そこで， 本研究ではアプ

リストアではアプリ提供者がアプリ公開時にカテゴリを手

動で付与することに着目した．例えば，Google Playでは

「ライフスタイル」「地図＆ナビ」「ソーシャル」などのカテ

ゴリをアプリ提供者が Google Playにアプリを登録すると

きに選択する *10．これをカテゴリの教師データと見なす

ことで，アプリストアから大量の教師ありデータを取得す

ることができる．本研究では，Google Playのカテゴリを

説明文から推定するタスクを事前学習として行い，ローカ

ルアプリの分類を説明文から推定するタスクを再学習とし

てニューラルネットのパラメータを学習する．

図 2(a) に本研究で利用する CNN の構造を示す．最初

に Embedding Layerで説明文（description）を分散表現に

変換し，その後，3層の Convolution Layerと 3層のMax

Pooling Layerを利用する．そして，Flatten Layerで平坦

化し，Full Connect Layerを経由してカテゴリ分類を行う．

Full Connect Layerでは，Dropout[16]を用いて汎化性能

を高める．Embedding Layerの初期値には，Word2vec[17]

や fasttext[18]などで，公開データで学習された単語の分散

表現を利用することができる．Convolution Layerでは活

性化関数として ReLU（Rectified Linear Unit）[19]，Full

Connect Layer の活性化関数には Softmax 関数を利用す

る．Softmax関数を用いることで，各ユニットの出力を各

ラベルの所属確率とすることができる．ここで，出力層に

おけるユニット数を N，入力を x，ユニット iの出力を xi

とした時，ユニット iの出力 pi は式（1）で定義される．

pi =
exi∑N
j=1 e

xj

(1)

事前学習では，Google Playにおける各アプリのカテゴリ

を予測するため，N はカテゴリ数となり，カテゴリ数分の

クラス分類問題を行う．

分類器の損失関数 LCLF には cross-entropy を用いる．

サンプル数を n，分類クラス数をm，サンプル iにおける
*10 https://support.google.com/googleplay/android-

developer/answer/113475?hl=ja
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(a) CNN Pre-training	

Embedding	

Conv 1D	

Maxpooling	

Conv 1D	

Maxpooling	

Conv 1D	

Maxpooling	

Flatten	

Full Connect	

description	

・・・	

カテゴリ数	

(b) Proposed Model	

Embedding	

Conv 1D	

Maxpooling	

Conv 1D	

Maxpooling	

Conv 1D	

Maxpooling	

Flatten	

Full Connect	

Full Connect	

Full Connect	

description	

Multi-modal	
feature	

Full Connect	

図 2 提案する深層学習のアーキテクチャ

クラス j の分類器出力を pij としたとき，損失関数 LCLF

は式（2）で定義される．

LCLF (w) = − 1

n

n∑
i=1

m∑
j=1

yij log(pij) (2)

ニューラルネットワークの重み wは式（2）の誤差を確

率的勾配降下法（Stochastic Gradient Descent，SGD）[20]

を利用し最小化することで学習する．

4.3 分類器の構築（再学習：Fine-tuning）

本節では，アプリストアの各種データから生成した特徴

量と CNNで生成した特徴量からローカルアプリを分類す

るための分類器の学習について説明する．提案する分類器

のニューラルネットワークの構造を図 2(b)に示す．左側

の CNNの部分では，前節で述べた事前学習により学習し

た重みを初期値として利用する．右側の部分は 4.1節で生

成した特徴量を入力し，Full Connect Layerを 2層経由す

る．そして，CNNで生成した特徴量とアプリストアの各種

データから生成した特徴量を連結し，さらに Full Connect

Layerを経由して，ローカルアプリか否かの 2値分類を行

う．Convolution Layerでは活性化関数として ReLU，Full

Connect Layerの活性化関数には最終層では Softmax関数

を，それ以外の層では ReLUを利用する．分類器のニュー

ラルネットワークの重みwは，事前学習と同様に損失関数

に cross-entropyを設定し，確率的勾配降下法により学習

する．

表 2 事前学習に利用したアプリカテゴリとアプリ数
カテゴリ アプリ数 カテゴリ アプリ数

エンタメ 15016 ソーシャルネットワーク 2275

カスタマイズ 14979 ビジネス 2095

ツール 12638 スポーツ 1588

ライフスタイル 12181 ファイナンス 1503

教育 10405 通信 1435

写真 4968 ショッピング 1410

音楽＆オーディオ 4281 医療 1408

旅行＆地域 3478 書籍＆文献 1385

仕事効率化 3324 ニュース＆雑誌 1343

健康＆フィットネス 2985 メディア＆動画 1303

5. 評価実験

本章では提案手法の有効性を確認するために行った評価

実験について説明する．はじめに，実験で利用したデータ

や機械学習モデルのパラメータ設定，実行環境などについ

て述べる．次にベースラインとした比較手法と評価指標に

ついて説明する．その後，定量評価の結果を説明する．

5.1 実験条件およびデータ

評価のため，2016 年 6 月 28 日から 2017 年 3 月 11 日

までに Google Playで公開されたアプリの情報を約 40万

件取得した（以下，GPデータと呼ぶ）．GPデータ中で，

学習データとして 1,518件（正例，負例ともに 759件）と

ホールドアウト評価用データとして 500件（正例：84件，

負例：416件）に対して人手でラベル付けを行った．評価

用データで負例を多くしているのは，実環境におけるデー

タの比率は正確にはわからないが，実環境ではローカルア

プリよりその他のアプリの方が多いと考えられるためであ

る．4.2節で説明した CNNの事前学習には，GPデータ中

で登録数の多いカテゴリの上位 20位までのアプリを約 10

万件利用した．この約 10万件のデータで 20クラス分類を

行うことで事前学習した．表 2に事前学習に利用したアプ

リカテゴリとアプリ数を示す．

CNNでは入力の次元数を固定する必要があるため，各

アプリの説明文から先頭 1,000 単語までを入力に利用し

た．単語の次元数は 300とした．CNNの特徴マップの数

は 128，フィルタサイズは 5とした．

実装環境はUbuntu 16.04，Python 3.6を利用し，深層学

習の実装には Tensorflow[21]および Keras*11 を利用した．

後述するベースライン手法および提案手法において，機械

学習モデルのパラメータを複数設定し検証を行い最も性能

が良いパラメータで比較を行った．

5.2 比較手法

本研究では，類似研究における最新の研究として Liら

の研究 [2]と同様の手法を実装し比較を行った．Liらの研

*11 https://keras.io/
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(a) Accuracy of Pre-training	 (b) Learning curve of pre-training	

epoch	 epoch	
1	 3	 5	 7	 9	 1	 3	 5	 7	 9	

図 3 事前学習における Accuracy と loss

究では以下の 2つの特徴量を利用している．

( 1 ) 単語の出現頻度に基づく特徴量

( 2 ) 文書のトピックに基づく特徴量

前者は文書分類でよく用いられる特徴量である．後者は

単語の出現のみを特徴量とすると意味が似ている単語でも

別の特徴となるため，まったく同一の単語でなくとも意味

が類似している単語の場合は特徴量に加えることを目的と

している．具体的には，文書のトピック（カテゴリ）の所

属確率を特徴量として利用する．実装では，単語の出現頻

度に基づく特徴量として TF-IDF[22]を利用し，文書のト

ピックに基づく特徴量として各文書の LDAのトピック分

布を利用する．

5.3 評価指標

実験の定量的な評価指標には再現率（recall），適合率

（precision）および F値（F-measure）を利用する．再現率

は人手でローカルアプリとラベルを付けたアプリのうち，

いくつのアプリを抽出できたかという割合，適合率は各手

法でローカルアプリと判定したアプリのうち，人手で正解

ラベルを付与したアプリの割合である．F値は再現率と適

合率の調和平均によって求められる．計算方法は以下の

通り．

F値 =
2×再現率×適合率
再現率+適合率

5.4 評価結果と考察

図 3（b）に事前学習の学習曲線を示す．事前学習におけ

るテストデータに対する損失（loss）およびバリデーショ

ンデータに対する loss（val loss）が学習回数（epoch数）

ごとに少なくなっていることがわかる．図 3（a）に事前学

習における Accuracyを示す．学習が進むに従い，精度が

向上していることがわかる．また，図 4（a）に再学習の

Accuracy，図 4（b）に再学習の学習曲線を示す．この図か

ら再学習において学習が進むに従い，精度が向上し，loss

が低下していることがわかる．損失については，学習回数

5程度から数値が上昇しているため，5epochで打ち切った

方がよいと考えられる．

定量評価の結果を表 3 に示す．太字は最も数値が高い

ことを示す．Multi-modal feature + RFは 4.1節で説明し

たMulti-modal featureを特徴量とし Random Forestで分

(a) Accuracy of fine-tuning	 (b) Learning curve of fine-tuning	

epoch	 epoch	
1	 3	 5	 7	 9	 1	 3	 5	 7	 9	

図 4 再学習における Accuracy と loss

表 3 各手法での評価結果
手法 適合率 再現率 F 値

Li et al. (2016) [2] 0.884 0.868 0.874

Multi-modal feature + RF 0.907 0.878 0.887

Multi-modal feature + MLP 0.916 0.902 0.907

CNN feature（事前学習なし） 0.703 0.582 0.629

CNN feature（事前学習あり） 0.930 0.892 0.901

Proposed Model 0.930 0.928 0.929

類したことを示す．同様に Multi-modal feature + MLP

はMulti-modal featureを特徴量とし多層パーセプトロン

（Multi Layer Perceptron）で分類したことを示す．CNN

feature（事前学習なし）は，図 2(a)の最終層で 2値分類

を行う CNNモデルで Google Playのカテゴリ分類による

事前学習は行わず学習データのみで重みを計算した場合

を示す．CNN feature（事前学習あり）は，図 2(a) の最

終層で 2値分類を行う CNNモデルで Google Playのカテ

ゴリ分類による事前学習を行った後に，ローカルアプリ

を分類する 2 値分類を最終層として再学習した場合を示

す．Proposed Modelは図 2(b)に示すようにMulti-modal

featureと CNN featureの両方を利用し，CNN featureに

ついては事前学習を行った．

表 3より，提案手法のモデルが全ての指標において最も

高性能に分類することができた．人手で設計した Multi-

modal featureを利用した場合において，ベースライン手

法より各指標で約 1％～3％程度の性能を改善した．CNN

featureでは事前学習した場合，ベースライン手法より高性

能に分類を行うことができた．CNN featureの事前学習あ

りとなしの比較から，Google Playのカテゴリ分類によっ

て事前学習する効果があることがわかる．

6. おわりに

本研究では，アプリストアで公開されているアプリ説明

文から抽出した地名数やカテゴリ，インストール数をなど

のMulti-modal特徴量，アプリ説明文から CNNを用いて

抽出した CNN特徴量を用いてローカルアプリを分類する

手法を提案した．CNN特徴量を生成する際，アプリスト

アの各アプリはアプリ提供者によりカテゴリを付与されて

いることに着目し，アプリストアの大量のアプリを用いて

事前学習することを提案した．Google Playのアプリデー

タを利用し評価を行い，提案手法がベースライン手法より
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高精度にローカルアプリを分類できることを確認した．

今後の課題として，アプリの利用ログと組み合わせて分

類することや，ローカルアプリ以外へのアプリ分類への応

用が考えられる．
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