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Block HolE:関係行列の同時対角化に基づく知識グラフ埋め
込みの問題点とその解決

林克彦1,a) 真鍋陽俊2,b) 石原敬大2,c) 新保仁2,d)

概要：近年、知識グラフ埋め込みに関する研究が盛んに行われている。知識グラフ埋め込みは、未知の事
実に対しても、その真偽値をスコア化することができるため、質問応答や対話などのタスクに応用されて

いる。埋め込みモデルは、双線形、平行移動、ニューラルネットに基づく変換を用いた 3種類のモデルに
大別されるが、近年、平行移動、及び、ニューラルネットに基づくモデルはいくつかの問題点が指摘され

ており、現在では双線形モデルが主流となっている。しかし、DistMult、HolE、ComplEx等の双線形モデ
ルは関係を表す行列を同時対角化して導出するため、関係行列同士が可換となる。本稿では関係行列にお

ける可換性の仮定がもたらす実用上の致命的な問題を指摘し、それを解決する新しい知識グラフ埋め込み

モデルを提案する。

キーワード：知識グラフ埋め込み、質問応答、ブロック巡回行列

1. はじめに

YAGO [18]や Freebase [1]などの大規模な知識グラフは

質問応答や対話システムの構築に必要不可欠である。知

識グラフには、三つ組 (triplet) (s, r, o)の形式で表現された

事実 (fact)が格納されており、事実は二つのエンティティ

(entity) s, o (それぞれ subject、objectとよばれる)の間に関

係 (relation) rが成り立つことを表している。例えば、知識

グラフには (Leonard Nimoy, starredIn, Star Trek) のような

三つ組が登録されており、その存在を知識グラフに問い合

わせる操作は「Leonard Nimoyは Star Trekに出演したか?」

を問う質問応答と見なせる。知識グラフが完全なものであ

れば、このような質問応答や複雑な推論もデータベース上

での (離散的な)演算手続きとして実現することができる。

しかし、一般に、知識グラフでは多くの事実が欠損してお

り、不完全である [13]。

このような背景から、近年、知識グラフ埋め込みに関す

る研究が活発化している。埋め込みモデルでは、各エン

ティティと関係を埋め込み空間で表現し、その空間上で定
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図 1 知識グラフの例

義される演算を用いて、与えられた三つ組 (s, r, o)の真偽値

を近似するスコアリング関数 ϕ(s, r, o)を定義する。スコア

リング関数は学習によって汎化されるため、未知の事実に

対してもその真偽値を近似的に推定することができる。埋

め込みモデルは、双線形 (bilinear)、平行移動 (translation)、

ニューラルネットに基づく変換を用いる 3種類のモデルに

大別され、表 1のようにまとめられる。しかし、近年の研

究から、平行移動モデルは表現力不足 [8], [20]、ニューラ

ルネットモデルは過剰なパラメータ数や後述する関係パス

質問応答タスクに不向きであること [6]、などが指摘され

ている。そのため、本稿では双線形モデルに議題を絞る。

代表的な双線形モデルにRESCAL [15]がある。RESCAL

ではエンティティを n次元ベクトル,関係を n×n行列として

n次元ユークリッド空間に埋め込む。エンティティ s, oのベ

クトル埋め込みをそれぞれ es, eo、関係 rの埋め込みを行列
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モデル スコアリング関数 ϕ(s, r, o) パラメータ数 表現力 非可換性

RESCAL [15] eT
s Wreo n|E| + n2 |R| 3 3

DistMult [22] ⟨wr , es, eo⟩ n|E| + n|R| 7 7

HolE [14] wT
r (es ⋆ eo) n|E| + n|R| 3 7

ComplEx [19] Re(⟨wr , es, eo⟩) 2n|E| + 2n|R| 3 7

Analogy [10] ⟨wr , es, eo⟩ + Re(⟨w′r , e′s, e′o⟩) (d + 2n)|E| + (d + 2n)|R| 3 7

SimplE [8] ⟨wr , es, e′o⟩ 2n|E| + n|R| 3 7

Block HolE
∑b

i=1
∑b

j=1 Re(⟨w(i j)
r , e

(i)
s , e

( j)
o ⟩) 2bn|E| + 2b2n|R| 3 3

TransE [2] −||(es + wr) − eo ||22 n|E| + n|R| 7 7

TransH [21] −||(es − wT
r eswr) + zr − (eo − wT

r eowr)||22 n|E| + 2n|R| 7 3

TransR [9] −||Wrys + zr −Wryo ||22 d|E| + (d + 1)n|R| 7 3

STransR [12] −||Wr,1ys + wr −Wr,2yo ||22 n|E| + (2n + 1)n|R| 7 3

E-MRP [17] wT
r tanh(ZT

r

 es

eo

) d|E| + (2d + 1)n|R| 3 –

ER-MRP [4] vT tanh(ZT


es

eo

wr

) d|E| + d|R| + (3d + 1)n 3 –

NTN [17] vT
r tanh(eT

s W[1...n]
r eo + ZT

r

 es

eo

 + br) d|E| + (d2 + 2d + 2)n|R| 3 –

ConvE [3] ReLU(vec(ReLU([M(es); M(wr)] ∗2 ω))W)eo n|E| + d|R| 3 –

表 1 知識グラフ埋め込みモデルの比較: Block HolEは b = 1のとき、ComplEx、n = 1のとき、

RESCALと等価である。M(e)はベクトル eの行列化、∗2 は二次元の畳み込み操作とする。

Rr と書くと、RESCALのスコア関数は ϕ(s, r, o) = eT
s Rreo

と定義される。しかし、関係を表す行列 (関係行列) Rr は

n2 個のパラメータを持つため、計算効率の悪化や過学習

の原因となることが知られている [8]。そのため、近年で

は、関係行列を同時対角化することでパラメータをベクト

ル化するモデルがいくつか提案されている。その中でも、

ComplEx [19]は RESCALの表現力を落とすことなく、そ

の問題点を解決しており、知識グラフ埋め込みの最も有力

なモデルの一つである。

一方で、文献 [6]では、三つ組に対する質問応答を拡張し

て、複数の関係を連ねた系列に基づく質問応答 (関係パス質問

応答)を埋め込みモデルで定式化する方法が提案されている。

例えば、「Williamの父親の兄弟の子供にBeatriceがいるか?」

という質問応答は、(William, father of−1/brother of/father of,

Beatrice) という三つ組の真偽値を確かめることに一致す

る。ここで father of−1/brother of/father of は三つの関係を

連ねた新しい関係である*1。いま、一般に、(s, r1/ . . . /rk, o)

が与えられ、RESCALを用いてこの三つ組のスコアを計算

することを考える。この場合、系列を構成する個々の関係

r1, · · · , rk に対応する関係行列 Rr1 , · · · ,Rrk の積をその系列

の埋め込みとみなすのが自然であり、したがって与えられ

た三つ組のスコアは eT
s Rr1 · · ·Rrk eo としてモデル化できる。

また、関係のパラメータをベクトル化 (対角行列化)した

モデルでも同様にして、行列積によって関係の系列に対す

*1 いくつかの関係が一つのエンティティを共有するが、系列となら
ない場合、例えば、r1(a, b)∧ r2(a, c)のような場合、逆関係を導入
することで r−1

1 (b, a) ∧ r2(a, c) として連結できる。

William Beatrice

William Beatrice

(a)

(b)

father of−1 brother of father of

brother of father of−1 father of

図 2 (a)正しい関係パス質問応答、 (b)間違った関係パス質問応答

る計算が行える。ただし、RESCALとは異なり、ベクトル

化された双線形モデルでは、RrRr′ = Rr′Rr となり、関係

を表すパラメータ同士が可換となる。従来研究において、

この事実は特に問題視されてきていないが、関係パス質問

応答をモデル化する場合、この性質には致命的な欠陥が

存在する。例えば、father of−1/brother of/father ofを入れ換

えて、brother of/father of−1/father ofという関係を作った場

合、図 2の (b)は「Willamの兄弟の父親の子供に Beatrice

がいるか?」という意味になり、(a)とは異なる質問応答と

なる。しかし、可換な関係パラメータを持つ双線形モデル

では、これら異なる二つの質問応答は全く同じスコアとな

り、スコアの大小によってそれらの真偽値を区別すること

ができない。

以上の議論から、本稿では関係のパラメータにブロック

巡回行列を仮定した新しい知識グラフ埋め込みモデルを提

案する。このモデルは、HolE、または、ComplExをブロッ

ク化によって一般化したモデルと見なせるため、RESCAL

の表現力を残しつつ、パラメータ削減を実現することがで
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きる。本稿では、このモデルを Block HolEと呼ぶ。また、
Block HolE では関係行列が非可換となるため、上記した

ComplExなどにおける関係行列の可換性の問題も解決す

ることができる。この有効性を検証するため、WordNetと

Freebaseを用いたいくつかの質問応答タスクで実験を行っ

たので、その結果について報告する。

2. 準備

本稿では、実数の集合を R、複素数の集合を Cと書く。

また、[v] j はベクトル vの j番目の要素、[M] jk は行列M
の ( j, k)要素を表す。ある複素数 z、複素ベクトル z、複素
行列 Zに対して、z、z、Zはその複素共役とする。ちなみ
に、実数領域での複素共役は入力をそのまま返す。共役転

置は Z∗ = ZT と書く。また、Re(z), Re(z), Re(Z) と Im(z),

Im(z), Im(Z)はそれぞれ複素数、複素ベクトル、複素行列

の実部と虚部を表すと約束する。

n次元ベクトル x, y, zに対して、x ⊙ yは x, yの要素積を
表す。すなわち、[x ⊙ y]i = [x]i[y]i (i = 1, . . . , n)。さらに、

三重内積 ⟨x, y, z⟩ = [x]i[y]i[z]i と定義する。また、n次元の

実数ベクトル x, y ∈ Rnに対して*2、x ∗ y、x⋆ yは巡回畳み
込み、相互相関をそれぞれ表し、[x∗y]i =

∑n
j=1[x](i− j+1)[y] j、

[x⋆y]i =
∑n

j=1[x]( j−i+1)[y] jとする (i = 1, . . . , n)。ただし、上

の二つの式において、ベクトル要素の添字が 1, . . . , nの範

囲にない場合には、 0 = n,−1 = n − 1, . . . ,−n + 1 = 1と解

釈するものとする。

n次元の実数ベクトル v ∈ Rn に対して、

circ(v) =



[v]1 [v]n . . . [v]3 [v]2

[v]2 [v]1 [v]n [v]3
... [v]2 [v]1

. . .
...

[v]n−1
. . .

. . . [v]n

[v]n [v]n−1 . . . [v]2 [v]1


(1)

は上のような巡回行列を作る操作として定義する。巡回行

列 circ(v) ∈ Rn×n は n次離散フーリエ変換行列 Fn ∈ Cn×n を

用いて、F−1
n diag(Fnv)Fn として対角化できることが知られ

ている。なお、diag(v)はベクトル vの要素を対角成分に持
つ対角行列を表す。また、x ∗ y = circ(x)y、x⋆ y = circ(x)Ty
となる。ここで x∗y = F−1

n (Fnx⊙Fny)、x⋆y = F−1
n (Fnx⊙Fny)

とできることから、これらの計算は高速フーリエ変換を用

いることで O(n log n)で計算可能となる。

3. 双線形変換に基づく知識グラフ埋め込み

知識グラフ G は (E,R,F ) として定義される。ここで、

E はエンティティの集合、R は関係の集合であり、集合
F ⊆ E × R × Eに含まれる三つ組 (s, r, o)は「事実」と呼ば

れる。 (ただし、s, o ∈ E, r ∈ R)。文献 [16]などで言及され
*2 巡回畳み込み、相互相関、及び、巡回行列は複素領域でも定義可
能であるが、本稿では不要なため、実数空間でのみ定義する。

ているように、F に含まれる既知の三つ組 (すなわち事実)

であれば、エンティティの one-hot encoding xs, xo ∈ {0, 1}n、
および、関係の真偽値行列 Ar ∈ {+1,−1}n×n を用いて、そ

の真偽値を xT
s Arxo で判定することができる。

しかし、知識グラフ補完では、観測された事実集合 F
が不完全である状況を想定している。すなわち，観測でき

ない真の事実集合 Fcomplete を、観測された F ⊂ Fcomplete か

ら予測することが目的である。この目的のためには、未

知の三つ組 (s, r, o) < F の真偽値を予測することが可能
な、汎化能力を持ったモデルが必要となる。RESCAL [15]

では、xs, xo,Ar を低次元の線形空間へと埋め込み、その

表現を学習することで汎化を達成する。以下では、まず

RESCALについて説明し、その後 RESCALの改善版とみ

なせる DistMult、HolE、ComplExについて説明を行う。こ

れらモデルはいずれも,関係 r に関する真偽値行列 Ar を、

スコアリング関数 ϕ(s, r, o)を用いて、

[Ar]so ≈ sign(ϕ(s, r, o))

と近似するモデルになっている。ここで、sign(a)は a > 0

の場合に 1、そうでない場合に −1を返す符号関数である。

3.1 RESCALモデル
文献 [15]において提案された RESCALはもっとも一般

製の高い双線形モデルである。RESCALのスコアリング関

数は、

ϕ(s, r, o) = eT
s Rreo.

と書ける。ここで es, eo ∈ Rn はエンティティ s, oを埋め込

んだ n次元の実数ベクトル、Rr ∈ Rn×nは関係 rを埋め込ん

だ n × n次元の実数行列である。RESCALのパラメータ数

は n|E| + n2|R|となり、関係行列が持つ n2 個のパラメータ

のために計算効率が悪い。また、その過剰なパラメータの

ため、過学習の問題を引き起こすことも知られている [8]。

3.2 DistMultモデル
RESCALにおける関係行列 Rr のパラメータ数を削減す

るため、文献 [22]では DistMultと呼ばれるモデルが提案

された。このモデルは対称行列に対する同時対角化の観点

から導出することができる。行列 Rr ∈ Rn×n が対称行列の

場合 (Rr = RT
r )、

Rr = Or diag(wr)OT
r (2)

のように対角化できることが知られている。ここで

Or ∈ Rd×d は直交行列であり (OT
r Or = OrOT

r = I)、wr ∈ Rn

は Rr の固有値を並べたベクトルである。また、∀r, r′ ∈ R
に対して、RrRr′ = Rr′Rr (可換)であるとき、Rにおける全
ての関係行列 Rr はその固有ベクトルを共有することが知
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られている。すなわち、式 (2)の Or を共通の直交行列 O
に置き換えることができる。これは同時対角化と呼ばれて

いる。

したがって、RESCALにおける全ての関係行列が対称、

かつ、互いに可換であると仮定すると、以下のようなモデ

ルを導出できる。

ϕ(s, r, o) = eT
s Rreo = eT

s O diag(wr)OTes

= e′s
T diag(wr)e′o = ⟨wr, e′s, e

′
o⟩. (3)

ここで e′ = eO とする。このモデルは DistMult と呼ば

れ、パラメータ数は n|E| + n|R| となり、線形時間で計
算できる。しかし、対称なスコアリング関数となるた

め (ϕ(s, r, o) = ϕ(o, r, s))、非対称な関係をモデル化するのに

は不向きである。例えば、father ofのような関係は非可換

であり、一般に、知識グラフにはこのような関係が多数存

在する。

3.3 HolEモデル
文献 [14]では、DistMultモデルが対称関係しか扱えない

弱点を克服するため、相互相関を用いたモデルを提案して

いる。このモデルは HolEと呼ばれ、以下のように定式化

される。

ϕ(s, r, o) = wT
r (es ⋆ eo). (4)

ここで wr, es, eo ∈ Rnは関係、及び、エンティティを埋め込

んだ n次元の実数ベクトルである。HolEのパラメータ数は

DistMultと同様に n|E|+n|R|となるが、相互相関の計算には
高速フーリエ変換を用いた場合でもO(n log n)の計算量が必

要となる。相互相関の性質から、一般に、ϕ(s, r, o) , ϕ(o, r, s)

となる。

3.4 ComplExモデル
文献 [19]では、HolEモデルとは異なる視点から、より

直接的に DistMultモデルの弱点を克服する新たなモデル

を提案している。任意の実正方行列 Rr ∈ Rn×n に対して、

Rr = Re(Wr)となる正規行列Wr ∈ Cn×n が必ず存在するこ

とが知られている [19]。ここで正規行列とは A∗A = AA∗

を満たす行列である。また、正規行列は

Wr = Ur diag(wr)U∗r (5)

として対角化できる。ここで、Ur ∈ Cn×n はユニタリ行

列 (U∗r Ur = UrU∗r = I)、wr ∈ Cn はWr の固有値を並べたベ

クトルである。対称行列における同時対角化の議論と同様

に、∀r, r′ ∈ Rに対して、WrWr′ = Wr′Wr (可換)となると

き、Ur は共有のユニタリ行列 Uとできる。上記の議論か
ら、RESCALにおける全ての関係行列が可換であると仮定

すると、

ϕ(s, r, o) = eT
s Rreo = eT

s Re(U diag(wr)U∗)eo

= Re(e′s
T diag(wr)e′o) = Re(⟨wr, e′s, e′o⟩). (6)

となる。ここで e′ = eUとした。これが ComplExと呼ばれ

るモデルである。ComplExのパラメータ数は 2n|E| + 2n|R|
となり、線形時間で計算できるため、HolEよりも処理効

率が良い。また、DistMultとは異なり、ComplExでは一般

に ϕ(s, r, o) , ϕ(o, r, s)となるため、非対称な関係もモデル

化できる。

3.5 HolEと ComplExの等価性
本稿の著者である林と新保は文献 [7]において、HolEと

ComplExが等価なモデルであることを示した。単純には、

以下のように HolEを書き換えることができるため、HolE

は ComplExでもモデル化可能だと言える。

ϕ(s, r, o) = wT
r (es ⋆ eo) = wT

r F−1
n (Fnes ⊙ Fneo)

=
1
n

(Fnwr)T(Fnes ⊙ Fneo)

=
1
n

Re(⟨w′r, e′s, e′o⟩). (7)

ここで w′r = Fnwr、e′s = Fnes、e′o = Fneo である。 1
n は定数

のため、無視できる。逆に ComplExを HolEでモデル化す

る方法については、文献 [7]を参考にしてもらいたい。

4. 従来法の問題点

節 1 で言及したように、関係パス質問応答と

は、(s, r1/ . . . /rk, o) の真偽値を確かめる操作であ

る。双線形モデルでは、eT
s Rr ≈ eo となる性質

から、ϕ(s, r1/ . . . /rk, o) = eT
s Rr1 . . .Rrk eo として関係

パス質問応答をモデル化できる [6]。DistMult や

ComplEx でも同様にして、eT
s diag(wr1 ) . . . diag(wrk )eo、

Re(eT
s diag(wr1 ) . . . diag(wrk )eo) のようにモデル化すること

ができる。しかし、一般に対角行列は可換であるため、例

えば、(s, rk/rk−1/ . . . /r1, o)のような事実を作っても、その

スコアは (s, r1/ . . . /rk, o)に対するスコアと全く同じ値にな

る。すなわち、ϕ(s, r1/ . . . /rk, o) = ϕ(s, rk/rk−1/ . . . /r1, o)と

なってしまうため、これらの真偽値をスコアで区別するこ

とができない。

また、ニューラルネットに基づくモデルは、双線形モデル

における eT
s Rr ≈ eo や平行移動モデルにおける es +wr ≈ eo

のような性質を持たないため、関係パス質問応答をそのま

まの形式でモデル化することは難しい [6]。さらに、TransE

のような平行移動モデルでは、−||es + wr1 + · · · + wrk − eo||22
としてモデル化するが、これも可換なスコアリングとなっ

ている。また、TransE を始めとした平行移動モデルの多

くはそもそも表現力が足りないことが証明されている [8]。

双線形モデルでは、Analogy [10]や SimplE [8]といった新

しいモデルも提案されているが、これらも関係のパラメー
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タがベクトル (対角行列)となるため、可換なスコアリング

となる。SimplEについては、subjectと objectのエンティ

ティを別々のベクトル空間で表現するため、関係パス質問

応答をどのようにモデル化するか自体が自明ではない。

5. Block HolE: ブロック巡回行列によるモデ
ル化

本稿では RESCALモデルにおける関係行列にブロック

巡回行列を仮定することで従来法の問題点を解決する。ブ

ロック巡回行列は 
W(11) . . . W(1b)

...
. . .

...

W(b1) . . . W(bb)

 (8)

のような行列として定義される。ここでW(i j) は n次元の

実数ベクトルw(i j)から作られる巡回行列 circ(w(i j))とする。

ブロック巡回行列 A,B ∈ Rbn×bn (A , B)は一般に AB , BA
となるので非可換である。

RESCAL モデルにおける関係 r に対する埋め込み行列

Rr をブロック巡回行列に置き換えると、

ϕ(s, r, o) = [e(1)T
s . . . e(b)T

s ]


W(11)

r . . . W(1b)
r

...
. . .

...

W(b1)
r . . . W(bb)

r



e(1)

o
...

e(b)
o

 (9)

と書ける。ここで e(i)
s , e

(i)
o ∈ Rn、W(i j)

r ∈ Rn×n であり (ただ

し、i = 1, . . . , b、j = 1, . . . , b)、W(i j)
r = circ(w(i j)

r )とする。上

式は、巡回行列の性質を用いて、

ϕ(s, r, o) = [e(1)T
s . . . e(b)T

s ]


∑b

j=1 w(1 j)
r ∗ e( j)

o
...∑b

j=1 w(b j)
r ∗ e( j)

o


=

b∑
i=1

e(i)T
s (

b∑
j=1

w(i j)
r ∗ e( j)

o )

=

b∑
i=1

b∑
j=1

w(i j)T
r (e( j)

o ⋆ e(i)
s ) (10)

と書き換えることができる。本稿ではこのモデルを Block
HolEと呼ぶ。なぜなら、b = 1のとき、Block HolEはHolE

と本質的に等価であり、それをブロック化によって一般化

したモデルと見なせるからである。また、n = 1のとき、次

元数 bの RESCALモデルと等価である。Block HolEのパ

ラメータ数は bn|E| + b2n|R|、計算量は O(b2n log n)となる。

5.1 複素計算を用いた高速化

節 3.5のように相互相関の計算を全て複素空間で行うこ

とにより、高速フーリエ変換を排除し、Block HolEのスコ

ア計算を高速化する [7], [23]。まず、式 (10)を以下のよう

に書き換える。

ϕ(s, r, o) =
b∑

i=1

b∑
j=1

w(i j)T
r (e( j)

o ⋆ e(i)
s )

=

b∑
i=1

b∑
j=1

w(i j)T
r F−1

n (Fne( j)
o ⊙ Fne(i)

s )

=
1
n

b∑
i=1

b∑
j=1

(Fnw(i j)
r )T(Fne( j)

o ⊙ Fne(i)
s )

=
1
n

b∑
i=1

b∑
j=1

Re(⟨Fnw(i j)
r ,Fne(i)

s ,Fne( j)
o ⟩). (11)

ここで w(i j)
r
′
= 1

n Fnw(i j)
r 、e(i)

s
′
= Fne(i)

s 、e( j)
o
′
= Fne( j)

o と置

くと、

ϕ(s, r, o) =
b∑

i=1

b∑
j=1

Re(⟨w(i j)
r
′
, e(i)

s
′
, e( j)

o

′
⟩) (12)

が得られる。このモデルのパラメータ数は 2bn|E| + 2b2n|R|
となり、計算量は O(b2n) となる。このモデルでは通常

b2 ≪ nとして設定するため、実用上、bは定数項として扱

える。

5.2 関係パス質問応答のモデル化

ここでは Block HolEで関係パス質問応答をモデル化す

る方法について述べる。式 (12)を行列表記に戻すと、

Re
(
[e(1)T

s . . . e(b)T
s ]


diag(w(11)

r ) . . . diag(w(1b)
r )

...
. . .

...

diag(w(b1)
r ) . . . diag(w(bb)

r )



e(1)

o
...

e(b)
o


)

(13)

と書ける。ここで式 (13) における関係行列を W′
r と

置くと、従来手法と同様にして、ϕ(s, r1/ . . . /rk, o) =

Re(eT
s W′

r1
. . .W′

rk
eo) として関係パス質問応答をモデル化

することができる。b ≥ 2の時、一般に、W′
ri

W′
r j
,W′

r j
W′

ri

となるので、Block HolEでは非可換性を持ったモデル化を

実現することができる。

6. 実験

6.1 分類データセット

文献 [6] では、WN11、及び、FB13 データの知識グラ

フ上でランダムウォークを行って、(s, r1/ . . . /rk, o)をサン

プリングしている。WN11 と FB13 は文献 [17] において

WordNet [5]と Freebaseから作られたデータセットである。

表 2にデータサイズを示す。Baseは元々のWN11と FB13

を表し、Pathが文献 [6]によって構築された関係パス質問

応答タスクの評価セットである。Baseの testデータは分

類設定となっており、実際は正解を崩して作成した負例も

含むため、表記の倍の三つ組が存在する。Pathの設定では

(s, r1/ . . . /rk, ?)のように Objectエンティティを隠して、そ

のランキング精度を評価するタスクとなっている。
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WN11 FB13

|R| 11 13

|E| 38,696 75,043

Base

#train 112,581 316,232

#valid 2,609 5,908

#test 10,544 23,733

Path

#train 2,129,539 6,266,058

#valid 11,277 27,163

#test 46,577 109,557

CPath

#train 1,203,554 5,276,240

#valid 5,315 19,048

#test 22,533 77,565

CPathR

#train 2,019,178 5,949,826

#valid 8,671 21,255

#test 36,115 85,824

表 2 分類タスク用のデータセット

本稿の目的は可換性が関係パスのモデル化にもたらす

問題を調べることにある。そのため、モデルの Precision

を重要視して、本稿では Path の設定に負例を混ぜた分

類タスクを考える。具体的には、Path の train、dev、test

データに含まれる長さ (k) 2 以上の (s, r1/ . . . /rk, o) から

(s, rk/rk−1/ . . . /r1, o)を作り、これが知識グラフ上に存在し

ない場合、(s, r1/ . . . /rk, o)を正例、(s, rk/rk−1/ . . . /r1, o)を

負例としてデータに登録する。この設定を CPathとする。

また、負例をランダムに生成したデータセットを CPathR

とする。CPath、CPathRにおいて、表 2では負例を除いた

数を表記しているが、train、dev、test共にその倍の数のサ

ンプルが存在する。

6.2 分類タスクの実験設定

全てのモデル学習は L2正則化付きロジスティック回帰∑
((s,r,o),y)∈D

log{1 + exp(−yϕ(s, r, o))} + λ||Θ||22

で行う。ここでD ⊆ (E × R × E) × {−1,+1}、Θは関係、及
び、エンティティのパラメータとする。まず、Baseの train

データに (s, r, o)がある場合、(o, r−1, s)という逆関係を追加

し、通常の三つ組学習を行う。この埋め込みを用いて、Base

設定の分類タスクを評価する。正負の判定は sign(ϕ(s, r, o))

で行う。

また、三つ組学習後の埋め込みを初期値として、CPath、

CPathRの学習をそれぞれ行う。ただし、CPath設定では、

非可換性を持たないモデル (DistMult、HolE、ComplEx、

Analogy、SimplE)は正例か負例のどちらかしか当てられな

いため、正解率は常に 50%である。そのため、CPath設定

では RESCALと Block HolEの学習のみ行った。

また、各モデルのハイパーパラメータは L2正則化項の

係数 λ ∈ {0.01, 0.001, 0.0001, 0}、学習率 η ∈ {0.15, 0.1, 0.05}、

WN11 FB13

Base CPath CPathR Base CPath CPathR

DistMult 70.2 50.0 60.1 68.9 50.0 58.5

ComplEx 80.7 50.0 64.3 77.1 50.0 62.5

RESCAL 79.8 66.1 67.1 75.8 62.5 63.8

Block HolE 80.2 72.1 68.5 76.8 66.9 65.2

表 3 分類精度の比較

|E| |R| #train #valid #test

WN18 40,943 18 141,442 5,000 5,000

FB15k 14,951 1,345 483,142 50,000 59,071

表 4 WN18 と FB15k のデータセットの統計量

次元数 n ∈ {5, 10, 20, 50, 100, 200}の範囲でグリッドサーチ
して決定した。Block HolEのブロック数 bは 2で固定した。

6.3 実験結果: 分類タスク
表 3に分類精度を示す。Base設定では RESCAL、Com-

plEx、Block HolEに大きな精度差は見られなかった。一方

で、CPath 設定では Block HolE が従来法を大きく上回る

精度を達成した。この結果は本稿で指摘した非可換性の

モデル化が有効に機能していることを明らかに示唆して

いる。また、ランダムに生成した関係パス質問応答タスク

(CPathR)に対しても、Block HolEがもっとも高い精度と

なっており、より一般的な関係パスのモデル化においても

その有効性が確認された。

6.4 ランキングデータセット

Block HolEの性能を最も標準的な実験設定で評価するた

め、WN18と FB15kによるランキングタスクの実験を行

う。各データセットの統計量を表 4に示す。

6.5 ランキングタスクの実験設定

評価は先行研究にならい、各 testサンプル (s, r, o)に対し

て、object o (または subject s)を全てのエンティティ eで

置き換えて、(s, r, e) (または (e, r, o))のスコアを計算する。

そして、そのスコアに基づいて降順にソートし、平均逆順

位 (MRR: mean reciprocal rank)とトップ Nに正解が含まれ

る割合 (“Hits at N”)を求めて、“raw”または “filtered”の設

定で評価する。“filtered” では train、dev、testデータ上の

e , o (または e , s)となる (s, r, e) (または (e, r, o))を全て

削除して評価し、“raw”では削除を行わず評価する。

学習は L2 正則化付きロジスティック回帰で行った。

各モデルのハイパーパラメータは L2正則化項の係数 λ ∈
{0.01, 0.001, 0.0001, 0}、学習率 η ∈ {0.15, 0.1, 0.05, 0.025}、次
元数 n ∈ {5, 10, 20, 50, 100, 200}、Block HolEのブロック数

b ∈ {2, 4, 8, 20, 40}の範囲でグリッドサーチして決定した。
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ComplEx b=2 b=4 b=8 RESCAL

MRR
Hits at 1
Hits at 3

図 3 bn = 200 に固定して、Block HolE のブロック数 b を 2、4、8

と変化させた時の WN18 上でのランキング精度

6.6 実験結果: ランキングタスク
表 5に各種モデルのランキング精度を示す。この結果か

ら、Block HolEは ComplExと同程度の精度を達成できるこ

とがわかった。これはブロック数 b = 2、次元数 n = 100に

設定した時の結果であり、三つ組のモデル化には不要であ

る関係行列の非対角要素があるにも関わらず [8]、RESCAL

のような過学習は起こっていない。しかし、一方で、図 3

に示すように、bn = 200に固定して、ブロック数を 2、4、8

と増やしていくと、そのランキング精度が低下しているの

がわかる。これは余剰な非対角成分が増加することによっ

て引き起こされる過学習だと考えられ、RESCALで起こっ

ている問題と本質的に同じ現象だと考えられる。

7. まとめ

本稿では、知識グラフ埋め込みモデルにおける従来法の

問題点を指摘し、それを解決するための新しいモデルを提

案した。また、いくつかの質問応答タスクにおいて、その

有効性を確認した。今後の課題として、ブロック化によっ

て増えるパラメータを自動的に削減して過学習の問題を緩

和することが考えられる。これには、真鍋らによって提案

された ComplExのための L1正則化を Block HolEへ拡張

することが考えられる [11], [24]。
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