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日本語韻律構造を考慮した
prosody-aware subword embeddingと

DNN多方言音声合成への適用

高道 慎之介1,a) 秋山 貴則2 猿渡 洋1,b)

概要：統計的音声合成の急速な発展に伴い，日本共通語のみに留まらない次世代音声合成が必要とされてい
る．その 1つとして我々は，特定話者の声色であらゆる日本語方言の音声を合成する多方言音声合成の研
究を進めており，本稿は，その韻律コンテキスト生成を扱う．韻律規則が古くから研究されている日本共
通語では，規則及び辞書ベースの韻律コンテキスト生成が可能だが，多様な方言を扱う多方言音声合成に
おいて，各方言に対してそのような韻律規則を決定することは現実的ではない．一方，音声コーパスから
韻律コンテキストを教師なしに推定する prosody-aware word embedding が提案され，英語音声合成にお
ける有効性が報告されている．しかしながらこの手法は，方言に含まれる未知語の韻律コンテキストを適
切に生成できず，また，利用する韻律情報に過不足がある．これに対し本稿では，日本語韻律構造を考慮し
た prosody-aware subword embedding を提案する．日本語テキストは言語モデル尤度と日本語韻律構造に
基づいて subword 系列に分割されるため，未知語を既知 subword 系列に効果的に分割できる．本稿では
更に，この提案法を多方言音声合成に適用し，方言混合 subword tokenizer と多方言 subword embedding

を提案する．実験的評価では，日本共通語および 20方言の音声合成において提案法の有効性を示す．

Shinnosuke Takamichi1,a) Takanori Akiyama2 Hiroshi Saruwatari1,b)

1. はじめに

統計的音声合成 [1] は統計モデルを使用して音声を合成

する方法であり，人間と計算機の自然な音声コミュニケー

ションを可能にする技術である．特に，近年の深層学習

(deep neural network: DNN) 技術 [2], [3] は，主要言語の

テキストを高音質に読み上げることを可能にした．この進

展に伴い，音声なりすまし検出 [4] や音声認識 [5], [6] との

統合，発話間変動の考慮 [7]やユニバーサル音声合成 [8] な

ど，次世代音声合成に向けた研究が広くすすめられている．

次世代音声合成として期待されるものの１つが方言音声

合成である．方言による音声コミュニケーションでは，声

色などの話者性のみならず，方言の地域性が語彙・発音・

韻律等に付与される．この地域性を考慮した音声合成技術
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は，異なる方言話者間の円滑なコミュニケーション [9], [10]

や，合成音声への新たなキャラクタ性の付与にも応用可能

である．これに対し我々は，話者性と地域性を分離する多

方言音声合成に関する研究を進めている．具体的には，図

1に示すように，あらゆる方言テキストに対し，特定話者

（もしくは，方言と独立に制御される話者）の音声を合成す

る技術である．話者性と地域性を分離することで，それら

を独立に制御できる柔軟な音声合成が可能になる．また，

複数方言の音声情報を一括にモデル化することで，モデル

パラメータ共有・適応 [11], [12] に基づく地域性の制御・補

間が可能になると予想される．これは，方言の音声言語処

理の条件である (1) 少量の方言音声資源のみで学習できる

ことと (2) 異なる方言に容易に接続できること [9]を満た

すための重要な技術である．これらの利点を持つ多方言音

声合成の実現に向け，本稿では，方言間で異なる語彙・発

音・韻律情報のうち，韻律情報を扱う．

韻律規則が古くから研究されている日本共通語では，規

則及び辞書ベースの韻律コンテキスト生成が可能である．

しかしながら，多様な方言を扱う多方言音声合成では，各
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方言に対してそのような韻律規則を決定することは現実的

ではない．そこで我々は，多方言音声コーパスから，韻律

コンテキストを自動抽出する方法を試みる．この実現には

(1)多方言音声コーパスの収集と (2)コンテキスト生成モ

デルの構築が必要である．(1)に関して我々は，クラウド

ソーシングによる音声コーパス収集を実施し，CPJDコー

パスを構築した [13]．これは，ネイティブ方言話者により

作成・発話されたテキスト，音声，及び各方言の地理情報か

らなるコーパスである．(2)に関して Ijima ら [14] は，音

声コーパスから韻律コンテキストを教師なしに自動推定す

る prosody-aware word embedding を提案した．この手法

では，各単語からそれに対応する韻律情報を予測するDNN

を学習し，その bottleneck 特徴量を韻律コンテキストとす

る．この手法は英語音声合成における有効性が確認されて

いるが，未知語に対する韻律コンテキストを適切に生成で

きず，既知単語から未知単語への適応も困難である．故に，

方言固有の単語に対する学習が困難となり，また，多方言

音声合成における語彙数増加に伴い学習が困難になる．更

に，用いられる韻律情報の複雑さは予測元の単語の複雑さ

によらず一定であるため，韻律情報に過不足が生じる．

これらに対し本稿では，日本語韻律構造を考慮した

prosody-aware subword embedding を提案する．日本語テ

キストは，部分文字列の言語モデル尤度と日本語アクセン

ト句境界に基づいて subword 系列に分割されるため，未知

語を既知 subword 系列に効果的に分割できる．また，学習

時に，subword内モーラ数を考慮した変調フィルタリング

を行うことで，過不足のない韻律情報を利用する．本稿で

は，この手法を日本共通語に適用した後，多方言音声合成

のための韻律コンテキスト生成に拡張する．多方言音声合

成における韻律コンテキスト生成では，方言間で共有する

方言混合 subword tokenizer と，方言情報により条件づけ

られる多方言 subword embedding を提案する．方言混合

subword tokenizer は，多方言コーパスの言語モデル尤度と

韻律構造を考慮して学習され，多方言 subword embedding

は，各方言の韻律情報を単一モデルで表現する．実験的評

価では，日本共通語および 20の方言の音声合成において

提案法を評価する．その結果，(1) 日本共通語の音声合成

において，提案法は従来法の音質を上回ること，また，(2)

いくつかの方言において，方言混合 subword tokenizer と

多方言 subword embedding は，日本共通語の韻律コンテ

キストの使用より自然な方言アクセントを生成できること

を示す．

2. Prosody-aware word embedding

DNN音声合成 [15] では，テキストから抽出された特徴

量（コンテキスト）から音声特徴量を予測する DNNを構

築する．このコンテキストは，音素などの音韻コンテキス

ト，アクセント等の韻律コンテキスト，また，時間位置を表

country map

Dialect

text
Multi-dialect

TTS

Dialect speech

図 1 多方言音声合成の概要．特定話者（もしくは，方言と独立に制

御される話者）の声色で，指定された方言とそのテキストから

音声を合成する．TTS は text-to-speech の略．

す継続長コンテキストなどが含まれる．韻律規則が広く研

究されている日本共通語などにおいて，この韻律コンテキ

ストは，規則または辞書ベースなどにより推定される [16]．

Prosody-aware word embedding [14] は，単語列と F0系

列から韻律コンテキストを教師なしに推定する方法である．

この手法ではまず，各単語と連続 F0 系列をアライメント

し，単語毎の連続 F0 系列が固定長となるよう，F0 をリサ

ンプリングする．その後，単語の one-hot ベクトルから，

リサンプリング後の F0 系列の離散コサイン変換（DCT）

の低次成分を推定する DNN（以降，embedding モデル）

を学習する．韻律コンテキストはこの bottleneck 特徴量

として得られる．この手法は，単語数の増加に応じて学習

が困難になり，また，方言固有の単語などの未知単語への

モデル適応が困難である．更に，シラブル数（日本語の場

合はモーラ数）が単語毎に異なるにも関わらず固定次数の

DCT成分を利用しているため，不要な F0 情報をモデル

化，もしくは，必要な F0情報を無視している（例えば，’a’

と ’linguistic’ の F0 情報を同程度使用することは，明らか

に不自然である）．

3. 日本語韻律構造を考慮した prosody-aware

subword embedding

提案法の構成を図 2に示す．入力テキストは，部分文字

列の言語モデル尤度と日本語アクセント句境界を考慮して

subword 系列に教師なし分割されるため，提案法は，従来

法における未知語問題を緩和できる．また，各 subword に

対応する連続 F0 系列は，固定長にリサンプリングされた

後に subword内モーラ数に応じて変調フィルタリングされ

るため，提案法は，各 subword に応じた適切な F0 情報を

利用できる．

3.1 日本語アクセント句境界を考慮した subword tok-

enizer

Subword 分割 [17] は，生文または単語列における低頻出

語を部分文字列に教師なし分割することで，未知語問題を

緩和する手法である．本論文では，生文に対する言語モデ
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図 2 Prosody-aware subword embeddingの構成．Subword 系列

から，リサンプリングと変調フィルタリングを施した連続 F0

を予測し，その bottleneck 特徴量を韻律コンテキストとする．

LSTM は，long short-term memory の略．

表 1 Subword分割の例．’/’はアクセント句境界．アクセント句を

考慮することで，アクセント句をまたぐ subword 分割を防ぐ．

生文 本当な/のかも/しれない

subword 本当 なの かもしれない

subword（アクセント

句境界を考慮）

本当 な の かも しれない

ル尤度に基づく教師なし subword 分割法 [18] を適用する．

しかしながら，言語モデルに基づく分割は音声情報を無視

するため，構築された subword tokenizerは，複数のアクセ

ント句にまたがる subword 分割を行う（表 1中段）．この

subword から韻律コンテキストを生成する場合，複数のア

クセント句に対応する韻律コンテキストを単一の subword

を用いて表現することになるため，推定精度が低下する．

そこで本稿では，アクセント句境界を考慮した subword分

割法を提案する．具体的には，subword分割の学習データ

のアクセント句境界を既知として，アクセント句境界を超

える部分文字列を言語モデルの計算から除外する．この処

理により，subword 分割時にはアクセント句への事前トー

クナイズを必要とせずに，アクセント句境界にまたがる文

字列を積極的*1に部分文字列に分割する（表 1下段）．

3.2 Subword内モーラ数を考慮した変調フィルタリング

日本語はモーラ等時性言語であり，モーラ毎に変化す

る高低のアクセントを持つ．故に，連続 F0 系列を sub-

word 毎に予測する際に，subword 内モーラ数だけの等

時間間隔位置における高低アクセント以外の微細構造は

不要である．この微細構造の除去は，連続 F0 系列に対

する変調フィルタリング（変調スペクトル [19] に対す

るフィルタリング）で実現できる．ここで，m モーラの

*1 必ず分割するわけではない．これは，分割時に事前トークナイズ
を行わないためである．

Filtering

Continuous F0

Target

| |

|

DFT

IDFT

he ya

he ya

Y  f

Y'  f |

図 3 変調フィルタリングの例（2モーラの場合）．DFTは discrete

Fourier transform の略．

subwordに対応する，T フレームの連続 F0 系列を考える．

この連続 F0 系列の変調スペクトル（音声パラメータ時系

列のフーリエ変換）を [Y (0) , · · · , Y (f) , · · · , Y (T − 1)]
⊤

とする．f は，変調周波数インデックスである．これに

対し，モーラ数に応じて不要な成分を削除するフィル

タ C = [C (0) , · · · , C (f) , · · · , C (T − 1)]
⊤ を設計する．

C (f)は，次式で与えられる．

C (f) =

1 (f ≤ fth or f ≥ T − fth)

0 (otherwise)
(1)

fth =

0 (m = 1)

m+1
2 (otherwise)

(2)

フィルタ後の変調スペクトルは Y (f)
′
= Y (f)C (f)で与

えられ，embeddingに用いる F0 系列は，この変調スペク

トルの逆離散フーリエ変換で得られる．図 3 に 2モーラ

（m = 2）の場合の例を示す．2次以上の変調周波数成分を

削除することで，各モーラ位置に相当する高低の情報を保

持していることが分かる．上記の subword embedding に

は，subword 系列と連続 F0 系列のアライメントが必要で

ある．本稿では，文字列と音素列のアライメントと，音素

列と連続 F0 系列のアライメントを独立に計算しておくこ

とで，subwordと連続 F0 系列のアライメントを得る．ア

ライメント後，subword 系列から変調フィルタリング後の

連続 F0系列を予測する embedding モデルを学習する．こ

の際，embedding モデルとして recurrent neural network

(RNN) を用いることでアクセント結合を考慮する．

4. 多方言音声合成への適用

3 節の prosody-aware subword embedding を多方言音

声合成に拡張するために，全ての方言で共有する方言混合

subword tokenizer と，方言により条件づけられる多方言

subword embedding を提案する．

4.1 方言混合 subword tokenizer

共通語と方言で言語モデルの傾向が異なるため，日本共通

語の学習データから学習された 共通語 subword tokenizer

3ⓒ 2018 Information Processing Society of Japan

Vol.2018-NL-235 No.2
Vol.2018-SLP-121 No.2

2018/5/13



情報処理学会研究報告
IPSJ SIG Technical Report

表 2 標準語 subword tokenizer に含まれず，方言混合 subword

tokenizer に含まれる subword の例

subword 左の subword を含む方言

どす 京言葉

ずら 遠州弁

だば 津軽弁，秋田弁

やけん 土佐弁，阿波弁，伊予弁，福岡弁

は，方言テキストに頻出する単語・フレーズを部分文字列に

分割してしまい，後段の embedding モデルの韻律予測性能

を低下させる．これに対し本稿では，日本共通語（東京方言）

及び多方言音声コーパスから，単一の subword tokenizer

を学習する．この方言混合 subword tokenizer は，表 2 に

示すように，方言に頻出するフレーズを subword として

保持する．

4.2 多方言 subword embedding

方言混合 subword tokenizer により分割された subword

とそれに対応する F0から，多方言 subword embedding モ

デルを学習する．このとき，複数方言の韻律コンテキスト

を一括にモデル化するために，embedding モデルを方言情

報により条件付ける．具体的には，隠れ層における最初の

RNN （図 2における，bottleneck特徴量を抽出する前の

LSTM）に対して，方言インデックス dに対応するベクト

ル q⃗d を入力する．このベクトルとして本稿では， (1) 方

言コード，または (2) 地理情報を用いる．

4.2.1 方言コード（離散表現）

話者コードを用いる方法 [11] と同様に，方言を one-hot

ベクトルで離散的に表現する．q⃗dは，d次元目の値を 1，そ

れ以外を 0とするベクトルであり，その次元数は学習デー

タに含まれる方言数に等しい．

4.2.2 地理情報（連続表現）

各方言は固有のアクセントを有するが，地理的に隣接し

た方言同士は同様のアクセントカテゴリに分類されること

が多い [20]．そこで q⃗dを，当該方言の利用地域における中

心都市の地理緯度・経度からなる 2次元の連続値ベクトル

とする．

5. 実験的評価

5.1 実験条件

Subword tokenizer の学習には sentencepiece [18] を利

用し，subword語彙数は未知語タグを含む 4,000とする．

日本共通語のアクセント句境界は，open jtalk [21] を用い

て推定する．音声データのサンプリング周波数は 16 kHz，

音声分析のフレームシフトは 5 msとする．Embedding モ

デル学習時には，話者の違いを正規化するため，連続 F0系

列を発話毎に平均 0，分散 1に正規化する．リサンプリン

グ後の連続 F0 の系列長は 64とする．従来法 [14] におい

ては 1次から 10次の DCT係数を予測する．従来法にお

表 3 実験に使用した方言名と都道府県の一覧．地域毎に分けて示

している．太字は主観評価実験に使用した方言を指す

北海道 北海道弁 (1)

東北 津軽弁 (2)，秋田弁 (3)，いわき弁（4)

関東 埼玉弁 (5)

中部 金沢弁 (6)，遠州弁 (7)，福井弁 (8)

近畿 京言葉 (9)，奈良弁 (10)，大阪弁 (11)

中国 岡山弁 (12)，出雲弁 (13)，広島弁 (14)

四国 阿波弁 (15)，土佐弁 (16)，伊予弁 (17)

九州 福岡弁 (18)，宮崎弁 (19)，諸県弁 (19, 20)

沖縄 なし

いて，語彙数の爆発に伴う合成音声品質の極端な劣化が認

められたため，従来法においても word embedding ではな

く subword embedding を行う．Subwordと音素のアライ

メントには， fast align [22] を利用した．Embedding モデ

ルは，2つの bi-directional LSTMと，それらを接続する

bottleneck層の Feed-Forward neural network で構成され

る．各 LSTMのユニット数は 256であり，bottleneck層の

活性化関数は ReLU [23] である．Bottleneck特徴量の次

元数は 64とする．最適化手法には，Adam [24] を用いる．

音響モデルは，3層の隠れ層からなる Feed-Forward neu-

ral network である．隠れ層のユニット数は 512，活性化関

数は ReLU である．入力コンテキストは，通常用いられ

る 190次元の quin-phoneと 3次元の音素内継続長ベクト

ルに加え，前後及び当該 subwordの韻律コンテキスト（計

192次元）と，9次元の当該 subword内継続長ベクトルを

使用する．継続長は，自然音声のものを利用する．予測す

る音声特徴量は，0次から 39次のメルケプストラム係数，

5周波数帯域における平均非周期成分，連続 F0，有声／無

声ラベル，及びそれらの動的特徴量から成る 94次元ベク

トルである．学習時には，音声特徴量を平均 0，分散 1に

正規化する．

5.2 Prosody-aware subword embedding の評価

まず，日本共通語において 2節の従来法 [14]と 3節の提案

法の合成音声を比較する．subword tokenizer と subword

embedding の学習データは，新聞記事読み上げ音声コーパ

ス（JNAS）[25] 15,676文及び JSUTコーパス [26] 5,390文

である．音響モデルの学習データは，JSUTコーパス 5,390

文である．評価データは，学習データに含まれない JSUT

コーパス 600文である．比較手法は以下の通りである．

( 1 ) Conventional: 2節の従来法 [14]

( 2 ) Proposed: 3節の提案法（変調フィルタリングのみ）

( 3 ) Proposed (acc): 3節の提案法（変調フィルタリン

グ＋アクセント句境界の考慮）

5.2.1 客観評価

F0 系列の予測精度を比較するために，各手法の合成音

声と自然音声の連続対数 F0 の root mean squared error

4ⓒ 2018 Information Processing Society of Japan

Vol.2018-NL-235 No.2
Vol.2018-SLP-121 No.2

2018/5/13



情報処理学会研究報告
IPSJ SIG Technical Report

0.71 0.72 0.73 0.74 0.75 0.76
RMSE

Conventional
Proposed
Proposed

(acc)

図 4 自然音声と合成音声の連続対数 F0 の RMSE．従来法と比較

して，提案法の RMSE が小さいことを確認できる．

Conventional
Proposed

Proposed

Proposed
(acc)

0.0 0.2 0.4 0.6 0.8 1.0
Preference score

Conventional

Proposed
(acc)

図 5 合成音声の自然性に関する主観評価結果（エラーバーは 95

％信頼区間）．提案法のスコアは従来法を上回ることが分かる．

(RMSE) を計算した．ただし，計算には平均 0，分散 1で

正規化した連続対数 F0 を使用した．図 4に結果を示す．

従来法と比較して，提案法の RMSEが小さいことを確認

できる．また，その値は，アクセント句境界を考慮するこ

とで更に小さくなることが分かる．

5.2.2 主観評価

合成音声品質に関するプリファレンス AB テストを実

施した．図 5 に結果を示す．評価人数は，各評価において

50人である．アクセント句境界を考慮しない場合，提案

法と従来法に有意差は見られないが，アクセント句境界を

考慮することにより，合成音声品質が有意に向上すること

が分かる．以上の結果より，日本共通語において，提案す

る prosody-aware subword embedding の有効性が確認さ

れた．

5.3 方言混合 subword tokenizer と多方言 subword

embedding の評価

多方言音声合成において 4節の提案法を評価する．Sub-

word tokenizer と subword embedding の学習データは，

JNAS・JSUTコーパス，更に，CPJDコーパス [13]のう

ち音素と F0 のアライメントを取得できた，表 3の 20方

言，4,534文である．JNASと JSUTは，東京方言として扱

う．これらの学習データでは方言毎にデータ量の偏りがあ

るが，subword tokenizer の学習時においてデータ量に応

じた言語モデルの重み付けは行わない．音響モデルは，5.2

節と同一である．評価として，合成音声品質に関するプリ

ファレンス AB テストを実施した．この評価者として，当

該方言の利用地域の在住歴が 3 年以上であり各方言アクセ

表 4 各方言の合成音声の自然性に関するプリファレンステストの

集計結果．中央の 2つの数字は，手法 Aまたは Bのプリファ

レンススコアが，もう一方のスコアより高かった方言の数を

表す．

A A is better B is better B

Common 8 4 Dialect code

Common 7 5 Geography

Dialect code 5 6 Geography

0.00 0.25 0.50 0.75 1.00

Preference score

Convent ional

Convent ional

Dialect
Code

Dialect
Code

Geography

Geography

図 6 合成音声の自然性に関するプリファレンススコア (宮崎弁)．

ントを十分に判断できる者を方言毎に 1名確保した．ただ

し，CPJDコーパスに含まれる全ての方言に対する評価者

を確保することは困難であったため，表 3に太字で示す 12

方言に対してのみ評価を実施した．評価データは，各方言

に対して CPJDコーパス 20文である．このデータは，学

習データと重複せず，CPJDコーパスからランダムに選ば

れた．

比較手法は以下の通りである．

( 1 ) Common: 共通語 subword tokenizer＆ subword em-

bedding (5.2節の “Proposed”に対応)

( 2 ) Dialect code: 方言混合 subword tokenizer ＆ 多方

言 subword embedding (方言コード)

( 3 ) Geography: 方言混合 subword tokenizer ＆ 多方言

subword embedding (地理情報)

共通語韻律コンテキスト（“Common”）では，アクセント

句境界の考慮が可能（5.2節の “Proposed (acc)”に相当）

だが，多方言におけるアクセント句境界の推定が未解決課

題であるため，全ての比較手法で変調フィルタリングのみ

を適用した．

評価結果の集計を表 4に，結果の一例として宮崎弁におけ

るプリファレンススコアを図 6に示す．いくつか（方言コー

ドは 4つ，地理情報は 5つ）の方言において，“Common”

よりも提案法の音質が主観的に高いと判断された．以上よ

り，いくつかの方言において，提案法による方言韻律コン

テキストが，共通語韻律コンテキストより自然な方言ア

クセントを生成できることが明らかになった．また，方言

コードと地理情報を比較すると，1方言において，地理情

報を用いた合成音声品質が高いと判断された．

6. まとめ

本稿では，音声合成の韻律コンテキストを教師なしに推定

するために，日本語アクセント句境界を考慮した subword
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tokenizer と subword 内モーラ数を考慮した変調フィルタ

リングに基づく，prosody-aware subword embedding を提

案した．また，この提案法を多方言音声合成に拡張し，方

言混合 subword tokenizer と，多方言 subword embedding

を提案した．実験的評価では，日本共通語と日本語多方言

音声合成において有効性を確認した．今後は，embedding

の改善，及び，多方言音声合成における音響モデルの学習

法を検討する．
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