
情報処理学会研究報告
IPSJ SIG Technical Report

RGB-D動画生成のためのGAN

中平有樹1,a) 川本一彦2,b)

概要：深層生成モデルである GAN（Generative Adversarial Networks）は，これまで画像，動画，そし
て 3D ボリュームデータの生成に適用されてきたが，RGB-D 動画ではほとんど例がない．本研究では，
RGB-D動画生成のための 4つの GANモデルを比較検証する．4つのモデルは，（１）最も基本的な GAN

の畳み込み演算を 3 次元に拡張したモデル，（２）前景と背景を分けて生成する VideoGAN に深度チャ
ンネルを付加したモデル，（３）動きと内容に分けて潜在空間に埋め込み RNN で時系列モデリングする
MoCoGANに深度チャンネルを付加したモデル，（４） MoCoGANをベースにしつつ，RGBと depthを
それぞれ独立に生成するように拡張したモデル，である．顔表情変化の動画データセットに対して，主観
評価と Inception Scoreを用いた客観評価で比較し，RGBと depthを独立に扱わない MoCoGANに基づ
くモデルで最も高品質な動画を生成できることが判明した．
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1. はじめに
コンピュータビジョンにおいて RGB-Dデータは広く用

いられており，それらのデータを自動的に生成する試みは
非常に重要である．加えて近年では深層学習が盛んに用い
られており，大量の学習データが必要となるため，データ
生成の必要性はますます高まっているといえる．
GAN（Generative Adversarial Nets）[1] は，ニューラ

ルネットワークによってデータの確率分布の推定を行う
深層生成モデルの一つである．大量のデータを学習し，そ
のデータと同じような新しいデータを生成出来ることが
大きな特徴である．これまで，GANを用いた静止画生成
に関する研究が盛んに行われてきた．例えば白黒画像に
着色を行う pix2pix[2]，シマウマの画像を馬の画像に変換
する CycleGAN[3]，画像の超解像を行う SRGAN[4]，海外
の有名人の高解像度 (1024 × 1024)な顔画像を生成する
Progressive GAN[5]などである．これらの研究より，GAN

による静止画の生成は非常に高精度に行えるようになって
きていると言える．
GAN によるデータ生成は静止画にとどまらず，動画の

生成にも拡張され始めている．Vondrickらは，ビデオ生成
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に GANを初めて適用し，動画を前景と背景に分けてモデ
ル化する VideoGAN[6]を提案した．また Tulyakovらは，
動画を内容（Content）と動き（Motion）に分けてモデル
化するMoCoGAN[7]を提案している．
しかし，これまでに RGB-D動画の生成に GANを適用

した研究は存在しない．よって本稿では，通常の動画生成
を基に RGB-D動画を生成するための GANモデルを 4つ
提案し，比較検証する．4つのモデルは，（１）最も基本的
な GANの畳み込み演算を 3次元に拡張したモデル，（２）
前景と背景を分けて生成する VideoGANに深度チャンネ
ルを付加したモデル，（３）動きと内容に分けて潜在空間に
埋め込み RNNで時系列モデリングする MoCoGANに深
度チャンネルを付加したモデル，（４）MoCoGANをベー
スにしつつ，RGBと depthをそれぞれ独立に生成するよ
うに拡張したモデル，である．

2. GANによる動画生成
2.1 GAN

GANは generatorと discriminatorの 2つのネットワー
クで構成されるモデルである．アーキテクチャを図 1に示
す．generatorは

x̃ = G(z) (1)

のように，Gを generatorとした時，任意の分布からのサ
ンプル zを入力として受け取り，データ xを生成する．こ
れに対し，discriminatorはデータを入力として受け取り，
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図 1: GANのアーキテクチャ

それが学習データセットのサンプル xであるか，generator
によって生成されたデータ x̃かの 2値分類を行う．GAN

はこの 2つのネットワークを互いに競わせることで学習を
行う．これは

min
G

max
D

V (D,G), (2)

V (D,G) = Ex∼pdata(x)[logD(x)]

+ Ex̃∼pg(x)[log(1−D(x̃)))]

のように表される．ここで，D は discriminator，pg は
generatorの分布，pdata は学習データの分布を示す．

2.2 VideoGAN

2016年，Vondrickらによってビデオ生成にGANを初め
て適用した VideoGAN[6]が提案された．動画生成におい
て重要となるのは，GANでダイナミクスのモデリングをど
のように行うかということである．VideoGANでは，固定
されたカメラで撮影した動画が，動的な前景（Foreground）
と静的な背景（Backgroud）に分けられることを指摘し，こ
の知識を反映させたアーキテクチャを提案している．具体
的には，前景にあたる動画は 3次元転置畳み込み，背景に
あたる静止画は 2次元転置畳み込みを用いてそれぞれ生成
し，最後に前景と背景を足し合わせて動画を出力する．学
習では，前景と背景を足し合わせる際の重みもアーキテク
チャに組み込んで同時に学習を行う．discriminatorは通常
の GANと同様であり，入力された動画がデータセット由
来か，generator由来かを判別する役割を担っている．
VideoGANは，前景と背景を分けるアーキテクチャによ

り，多くのシーンで背景は鮮明なものが生成され，動画内
の適切な物体にシーンに適した動きも付加できる．一方，
生成される動きのある物体の解像度が低いことが問題であ
り，例えば，人間が人間らしく生成できていないサンプル
も生成される．このことから前景の生成に課題があるとさ
れている．

2.3 MoCoGAN

2017年に，TulyakovらによってMoCoGANが提案され
た [7]．Tulyakovらは，VideoGANのような潜在空間上の
1点が 1動画に対応するモデルは，同じ動きを異なる速度
で実施した動画がそれぞれ潜在空間上で別の点となってし

(a) MoCoGAN による生成結果

(b) VideoGAN による生成結果

図 2: MoCoGANの生成結果（[7]より転載）

まう問題を指摘した．これを改善するために，MoCoGAN

では動画が内容（Content）と動き（Motion）の 2つに分
解できることを指摘し，この知識を反映させたアーキテク
チャを提案している．具体的には，動画の内容に対応する
ノイズベクトルと動きに対応するノイズベクトルの 2つを
それぞれ generatorに入力することで動画を生成する．こ
れにより，例えば人の表情の動画生成においては，顔の個
人性（内容）を固定して，異なる表情（動き）を生成する
といった制御が容易になる．
MoCoGANと VideoGANの生成結果の比較を図 2に示
す．VideoGANはシーン動画の生成を想定したアーキテク
チャであるため，顔表情動画の生成は不向きである可能性
もあるが，VideoGANに比べるとMoCoGANはよりきれ
いな動画を生成する傾向があることがわかる [7]．クラウ
ドソーシングを用いた主観評価実験においてもVideoGAN

を上回ることが示されている．

3. 提案手法
本節では，前節で述べた基本的な GAN，VideoGAN，

MoCoGANを基にし，新たに RGB-D動画を生成するため
の GANアーキテクチャを 4つ提案する．

3.1 RGBD-GAN

GANの最も基本的な形は generatorと discriminatorが
それぞれ一つずつあるようなモデルである．これをRGB-D

動画の生成のために畳み込み演算を 3次元に拡張し，深度
チャネルを付加したモデルを提案する．アーキテクチャを
図 3aに示す．図中の 3Dは空間方向と時間方向を合わせ
た 3 次元の畳込みを内部で行うことを示す．以後これを
RGBD-GAN と呼ぶ．
RGBD-GANモデルにおいてサンプルは

x̃ = G(z) (3)
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のように生成される．ここで，Gは generatorである．学
習は

min
G

max
D

V (D,G), (4)

V (D,G) = Ex∼pdata(x)[logD(x)]

+ Ex̃∼pg(x)[log(1−D(x̃))]

を最適化することによって行われる．ここで，D は dis-

criminator，pg は generatorの分布，pdataは学習データの
分布を示す．

3.2 RGBD-VideoGAN

これは 2.2節で述べた VideoGANのアーキテクチャを
RGB-D動画の生成へと拡張したモデルである．このアー
キテクチャを図 3b に示す．図中の 2D は空間方向のみ
の 2次元畳み込み，3Dは空間方向と時間方向を合わせた
3 次元の畳み込みを内部で行うことを示す．以後これを
RGBD-VideoGANと呼ぶ．
RGBD-VideoGANモデルにおいてサンプルは

x̃ = m(z)⊙Gf (z) + (1−m(z))⊙Gb(z). (5)

のように生成される．ここで，Gf は動画の前景を生成す
る generator，Gb は動画の背景を生成する generatorであ
り，mは Gf の最終層で分岐し前景と背景を足し合わせる
割合を推定するネットワークである．また⊙は要素同士の
掛け算を示す．学習は式 (4)を最適化することで行われる．

3.3 RGBD-MoCoGAN

これは 2.3節で述べたMoCoGANのアーキテクチャを
RGB-D動画の生成へと拡張したモデルである．このアー
キテクチャを図 3c に示す．図中の 2D は空間方向のみ
の 2次元畳み込み，3Dは空間方向と時間方向を合わせた
3 次元の畳み込みを内部で行うことを示す．以後これを
RGBD-MoCoGANと呼ぶ．
RGBD-MoCoGANモデルにおいて，サンプルは

x̃ =

[
GI(

[
zC

z
(1)
M

]
), ..., GI(

[
zC

z
(T )
M

]
)

]
(6)

のように生成される．ここで，[
z
(1)
M , ..., z

(T )
M

]

=

[
RM (h0, ϵ

(1)), ..., RM (z
(T−1)
M , ϵ(T ))

]

であり，RM は動画の動きに相当するベクトルを生成する
ネットワークを，GIは動画のフレームを生成する generator

である．T は動画長を示す．学習は

min
GI ,RM

max
DI ,DV

V (GI , RM , DI , DV ), (7)

V (GI , RM , DI , DV )

= Ex∼pdata
[logDI(x

(t))] + Ex̃∼pg [log(1−DI(x̃
(t)))]

+ Ex∼pdata
[logDV (x)] + Ex̃∼pg

[log(1−DV (x̃))]

を最適化することで行われる．ここで，DI は image dis-

criminator，DV は video discriminator，pgは generatorの
分布，pdata は学習データの分布を示す．

3.4 RGB+D-MoCoGAN

前節までの 3つのモデルではRGBとdepthを同一の gen-

eratorで生成していた．しかしRGBは色であり，depthは
奥行き（距離）であることから，これらは本質的に異なる
情報であると考えられる．よって，MoCoGANのアーキテ
クチャを基本とし，RGBを生成する generatorと depthを
生成する generatorをそれぞれ独立に持つアーキテクチャ
を提案する．これを図 3dに示す．図中の 2Dは空間方向
のみの 2次元畳み込み，3Dは空間方向と時間方向を合わ
せた 3次元の畳み込みを内部で行うことを示す．以後これ
を RGB+D-MoCoGANと呼ぶ．
RGB+D-MoCoGANモデルにおいて，サンプルは

x̃ =

[
x̃
(1)
rgb ⊕ x̃

(1)
depth, ..., x̃

(T )
rgb ⊕ x̃

(T )
depth

]
(8)

x̃rgb =

[
Grgb(

[
zC

z
(1)
M

]
), ..., Grgb(

[
zC

z
(T )
M

]
)

]

x̃depth =

[
Gdepth(

[
zC

z
(1)
M

]
), ..., Gdepth(

[
zC

z
(T )
M

]
)

]
[
z
(1)
M , ..., z

(T ))
M

]

=

[
RM (h0, ϵ

(1)), ..., RM (z
(T−1)
M , ϵ(T ))

]
のように生成される．ここで，RM は動画のMotionに相
当するベクトルを生成するネットワークを，Grgbは動画の
各フレームの RGBチャネルを生成する generator，Gdepth

は depthチャネルを生成する generatorである．⊕はチャ
ネル方向の結合（concatenation），T は動画長を示す．学
習は

min
Grgb,Gdepth,RM

max
DI ,DV

V (Grgb, Gdepth, RM , DI , DV ), (9)

V (Grgb, Gdepth, RM , DI , DV )

= Ex∼pdata
[logDI(x

(t))] + Ex̃∼pg
[log(1−DI(x̃

(t)))]

+ Ex∼pdata
[logDV (x)] + Ex̃∼pg

[log(1−DV (x̃))]

を最適化することで行われる．ここで，DI は image dis-

criminator，DV は video discriminator，pgは generatorの
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分布，pdata は学習データの分布を示す．

4. 評価実験
本節では，前節で提案した 4つの GANアーキテクチャ
を人の顔表情変化の動画データセットを用いて訓練し，生
成結果の比較を行う．比較の際には実際の生成結果を示し
た上で，著者自身による主観評価と Inception Scoreを用
いた客観評価を行う．

4.1 データセット
本実験では，既存のRGB動画データセットに対して 3次
元復元を適用し，予測された 3次元情報から深度情報を得
ることで，RGB-D動画データセットを新たに作成した．基
となるデータセットはMUG Facial Expression Dataset[8]

であり，これは男女 86 人（男性 51人，女性 35人）が様々
な表情を演じるデータセットである．それぞれの動画は画
像サイズ 896 × 896，ビデオ長 50～160フレームで構成さ
れており，表情は怒り，嫌悪感，恐怖，喜び，悲しみ，驚
きの 6種類が収録されている．これに対し，以下の前処理
を各フレームに対して行うことで深度情報を算出する．

( 1 ) 顔検出を行い，顔の領域のみをクロッピングする
( 2 ) CNN を用いた 3 次元復元手法 [9] を適用し，

(height, width, depth) = (192, 192, 200)のようなボク
セルを得る

( 3 ) ボクセルの奥行き方向の最大値を深度とする．
( 4 ) 1で得られた RGB画像と 2，3で得られた深度画像を

それぞれ 64× 64にリサイズする．

最終的に，本データセットはサイズ 64 × 64の RGB-D

動画データセットとなる．また，本実験では生成するビデ
オの長さが 16で固定であるため，各動画から長さ 16のサ
ブシーケンスを複数抜き出して用いた．図 4にデータセッ
トサンプルの一例を示す．

4.2 実験条件
前節で述べた 4 つの GAN（RGBD-GAN，RGBD-

VideoGAN，RGBD-MoCoGAN，RGB+D-MoCoGAN）で
データセットを学習し，生成結果の品質を比較する．
VideoGAN，MoCoGANの元論文の構成にならい，全て

のモデルで generator と discriminator は 5 層の転置畳み
込み層・畳み込み層で構成される CNNとした．generator

ではReLUと Batch Normalizationを，discriminatorでは
Leaky-ReLUと Batch Normalizationを用いている．学習
では，disciminatorの学習が generatorに比べて早く進ん
でしまうことから，安定化のために discriminatorの各層に
σ = 0.2のガウスノイズを付加した [10]．ランダムベクト

表 1: 実験条件

データセット

MUG Facial Expression Database

形式: RGB-D 動画
サンプル数:3219

(channel, frame,height,width) : (4, 16, 64, 64)

バッチサイズ 35

学習回数 200 epoch

最適化手法 Adam(α = 0.0002, β1 = 0.5, β2 = 0.999)

ル zをサンプルする分布においても元論文を参考にし，全
てのモデルにおいて平均 0，分散 0.33のガウス分布を用い，
RGBD-GANモデルと RGBD-VideoGANモデルでは 100

次元，RGBD-MoCoGANモデルとRGB+D-MoCoGANモ
デルでは zC を 50次元，zM を 10次元とした．最後にモ
デルの学習条件を表 1に示す．

4.3 主観評価
学習された各モデルの generator で 100 サンプル生成

し，生成結果の比較を行った．各モデルの生成結果の一部
を図 5に示す．図では，出力サンプルが縦方向に RGB，
depthのペアで 3つ並んでおり，横方向には順に 4，8，12，
16番目のフレームが並んでいる．
これに対し，著者自身が目視で観察を行い品質の判定

を行った．観察においては，RGB動画の画質，depthに
よる顔の形状，ダイナミクスの大きさの 3点に着目した．
この 3 点において，もっとも良い生成結果を示したのは
RGBD-MoCoGANモデルであった．RGBD-GANモデル
と RGBD-VideoGANモデルは他に比べて明らかに RGB

動画の画質が低いことがわかった．RGB+D-MoCoGAN

モデルは，RGBD-MoCoGANモデルと同程度に画質は良
かったものの，顔の形状（深度画像の品質）が悪いことが
わかった．この主観評価の結果を簡潔に三段階（⃝，△，
×）で表したものを表 2に示す．

4.4 客観評価
本実験では GANの生成結果の客観評価指標として In-

ception Score[11]を用いる．Inception Scoreは生成画像の
品質を測る指標の 1つであり，人による主観評価に代わる
ものとして Salimansらによって提案された．これは 2つの
確率分布の KLダイバージェンスを求めたもので，式 (10)

のように表される．

exp(Ex∼pg(x)[KL(p(y|x)||p(y)]) (10)

ここで，xは GANによる生成サンプルを，y はその所属
クラスを示し，本実験では幸せや怒りなどの 6種の表情と
なる．p(y)，p(y|x)は事前に訓練された分類器によって算
出される．この指標は，GANによって生成された良い画
像とは以下の 2つ性質を持つと仮定している．
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(a) RGBD-GAN のアーキテクチャ (b) RGBD-VideoGAN のアーキテクチャ

(c) RGBD-MoCoGAN のアーキテクチャ (d) RGB+D-MoCoGAN のアーキテクチャ

図 3: 各モデルのアーキテクチャ

表 2: 主観評価
RGBD-GAN RGBD-VideoGAN RGBD-MoCoGAN RGB+D-MoCoGAN

RGB 画質 × × ⃝ ⃝
depth による顔形状 ⃝ × ⃝ ×
ダイナミクスの大きさ △ × ⃝ ⃝

表 3: Inception Scoreによる評価
Model Inception Score Rank

RGBD-GAN 4.73± 0.0149 2

RGBD-VideoGAN 4.55± 0.0157 4

RGBD-MoCoGAN 4.77± 0.00914 1

RGB+D-MoCoGAN 4.67± 0.0184 3

Dataset 5.17± 0.0351 -

( 1 ) 高い信念でクラス分類ができること．すなわち，エン
トロピー p(y|x)が小さいこと．

( 2 ) サンプルのバリエーションが大きいこと．すなわち，
エントロピー p(y)が大きいこと．

算出に必要な分類器には，本実験と同様のデータセット
で訓練された C3D[12]を用いた．GANで 10000サンプル
を生成し，Inception Scoreを算出する手順を 4回繰り返し，
その平均と標準偏差を記録した．この結果を表 3に示す．
表 3より，生成結果の品質は RGBD-MoCoGAN，RGBD-

GAN，RGB+D-MoCoGAN，RGBD-VideoGANの順に良
いことがわかる．

4.5 考察
主観評価，客観評価の双方において，RGBD-MoCoGAN

モデルによって生成された動画の品質が最も高いことがわ
かった．これは，そもそもMoCoGANが基本的なGANや
VideoGANに比べ，ダイナミクスのモデリングを適切に行
えるアーキテクチャであるためと考えられる．今回の結果
から，通常の動画生成を高品質に行えるモデルは，同様に
RGB-D動画の生成においても高い精度を発揮できると考
えられる．
RGB+D-MoCoGANは，MoCoGANのアーキテクチャ

を踏襲しつつ，RGBと depthを生成する generatorを分け
ることでより RGB-D動画生成に特化することを狙いとし
ていたが，主観評価・客観評価ともにRGBD-MoCoGANモ
デルよりも悪い結果となった．これは，RGB画像と depth

画像には強い相関があるため，それらを独立にモデル化す
ることによって逆に学習を難しくしてしまったことが原因
と考えられる．
RGBD-GAN モデルは，主観評価では動画の画質が

RGBD-MoCoGANモデルや RGB+D-MoCoGANモデル
と比べ低いことが判明したが，一方で客観評価ではRGBD-

MoCoGAN モデルにせまる高い評価となった．これは，
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(a) anger

(b) disgust

(c) happiness

(d) fear

(e) sadness

(f) surprise

図 4: データセットのサンプル（上段は RGB画像，下段は depth画像）

Inception Scoreの算出に用いた分類器の性質に起因する
ものであると考えれる．用いた分類器は，与えられた動
画の表情ラベルを推定するモデルであるが，表情の違い
は主にダイナミクスの変化から判断できるため，多少画
質が荒かった場合にも問題なく分類できる可能性がある．
その場合，細かい画質の差が分類結果に影響しないため，
Inception Scoreに正確に反映されなかったと考えられる．

5. おわりに
本研究では，RGB-D動画生成のための GANアーキテ

クチャとして RGBD-GAN，RGBD-VideoGAN，RGBD-

MoCoGAN，RGB+D-MoCoGANの 4つを提案し，比較
検証を行った．実験より，RGBD-MoCoGANが最も高い
品質でデータを生成できることが判明した．今後の展開と
して，顔表情以外の動画データセットで実験を行うことや，
より depthの生成に適したアーキテクチャを考案すること
が考えられる．
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(a) RGBD-GAN (b) RGBD-VideoGAN (c) RGBD-MoCoGAN (d) RGB+D-MoCoGAN

図 5: 各モデルによる生成サンプル

です．
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