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GPUにおけるSELL形式
疎行列ベクトル積の実装と性能評価

佐藤 駿一1,a) 高橋 大介2,b)

概要：疎行列ベクトル積は科学技術計算で広く使われる重要な計算である．疎行列ベクトル積は疎行列の
格納形式を，自身の構造と使用する計算機のアーキテクチャに応じて変更することにより，不必要な計算，

記憶領域の使用を削減できる．そのため，これまでに様々な疎行列の格納形式が提案されてきた．近年ア

クセラレータとして GPUが注目されており，GPUに対応した疎行列の格納形式として SELL形式が提案

されている．GPUを使用し疎行列ベクトル積を行うライブラリとして，NVIDIAにより cuSPARSEが提

供されているが，このライブラリに SELL形式は実装されていない．本研究では GPUが搭載されている

システムにおいて SELL形式の疎行列ベクトル積の実装を行い，The University of Florida Sparse Matrix

Collectionから収集した疎行列を使用し，評価を行った．その結果，cuSPARSEと比較して最大で約 1.02

倍の性能向上を達成した．

1. はじめに

疎行列ベクトル積（Sparse Matrix Vector Multiplica-

tion）は，科学技術計算で広く使われる重要な計算である．

疎行列ベクトル積を素朴に計算した場合，不要な計算と記

憶領域の使用が発生する．疎行列は自身の構造と使用する

計算機の特性を考慮して記憶領域に格納することにより，

不要な記憶領域の使用を減らすことができる．また，疎行

列ベクトル積を上記のように格納された疎行列に対して

行うことにより不要な計算を減らし，高速化を行うことが

可能である．そのため，これまでに様々な疎行列の格納形

式が提案されてきたが，著者の知る限り，全ての計算機の

アーキテクチャ，疎行列に対して実行性能が最も高くなる

格納形式は存在しない．疎行列ベクトル積を高速に計算す

るには計算機のアーキテクチャ，疎行列毎の特性を考慮し，

最適な格納形式の選択を行うことが重要である．

HPC分野では計算の高速化を行うためにアクセラレー

タとして GPU（Graphics Processing Unit）が用いられ

る．GPUを汎用計算に用いる試みは GPGPU（General-

Purpose computing on Graphics Processing Units）と呼

ばれている．疎行列ベクトル積も同様に，GPUを用いた

疎行列の格納形式と高速化手法が提案されている [1][2]．

また，NVIDIA により疎行列計算に関するライブラリ
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として cuSPARSE[3] が提供されており，このライブラ

リ内の関数を利用することにより GPU を用いた疎行列

計算の高速化を図ることが可能である．最新版の CUDA

9.1.85に搭載されている cuSPARSEにおいてサポートさ

れている疎行列格納形式は CRS（Compressed Row Stor-

age）形式，BCRS（Block Compressed Row Storage）形

式，HYB（HYBrid）形式，および ELL（ELLpack）形式

である．ELL形式は HYB形式においてパラメータを変更

することにより使用できる．しかし，cuSPARSEにおいて

SELL（Sliced-ELLpack）形式はサポートされていない．

本研究では GPU が搭載されているシステムにおいて

SELL形式を対象とした実装及び評価を行う，

2. 関連研究

疎行列の格納形式は様々なものが提案されており，COO

（COOrdinate）形式，CRS形式を基本とし，ELL形式 [4]，

SELL形式 [2]，DIA（DIAgonal）形式 [5]等の種類がある．

Xeon PhiやGPUなど，メニーコアアーキテクチャに対

する疎行列ベクトル積の高速化の研究も行われており，文

献 [6]では疎行列格納形式として CRS形式，ELL形式が

CPU，Xeon Phi，および GPUに対して実行されている．

非零要素の少ない疎行列では，CPUの性能が高く，逆に非

零要素の多い疎行列において Xeon Phi，GPUの性能が高

い傾向が確認されている．

文献 [7]では疎行列格納形式として CRS形式，ELL形式

に加え，SELL-P（padded sliced ELLPACK）形式が CPU
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や GPUに対して実行されている．この研究における提案

手法である SELL-P形式の実行性能が cuSPARSEの実行

性能に匹敵することが示されている．文献 [7]において提

案された疎行列格納形式である SELL-P形式では疎行列ベ

クトル積を行う際に複数のパラメタが出現する．

疎行列の格納形式におけるパラメタの概念の出現に従

い，パラメタを自動でチューニングする需要が生じた．文

献 [2]では GPUを使用して疎行列ベクトル積を計算する

際に用いるスレッド数を自動でチューニングする方法が提

案されている．

また，既存の格納形式を新しいアーキテクチャに適用す

る研究も行われており，文献 [8]では CRS形式を GPU上

で高速に実行するために，GPUの機能を CRS形式の疎行

列ベクトル積に適用し，cuSPARSEに対して 200種類の

疎行列に対して平均して約 1.86倍の性能向上を果たして

いる．

文献 [9]では疎行列を画像に変換し，この画像に対して

機械学習を行い，疎行列を似た性質を持ったグループに分

類する．これにより分類された疎行列のグループ毎に適す

る格納形式を提示することにより疎行列ベクトル積を高速

化する手法が提案されている．

3. 疎行列ベクトル積

本章では疎行列ベクトル積について説明する．疎行列ベ

クトル積とは，疎行列とベクトルの積計算であり，M 行N

列の疎行列A，N 行のベクトル x，M 行のベクトル yを用

いて式 (1)で表される．

y = Ax (1)

疎行列とは構成要素の大部分が零要素の行列である．疎

行列ベクトル積は疎行列を係数行列として用いる連立一次

方程式，固有値問題，偏微分方程式などに用いられる．そ

のため，科学技術計算で広く用いられ，様々なアプリケー

ションにおいて重要な計算である．疎行列ベクトル積がア

プリケーションの実行時間に及ぼす影響は非常に大きいも

のであるため，高速化が望まれている．

疎行列ベクトル積を素朴に計算した場合，疎行列の構成

要素の大部分が零要素であるため，不必要な計算，記憶領

域の使用が発生する．疎行列ベクトル積は疎行列の格納形

式を疎行列の構造，また使用する計算機のアーキテクチャ

に適するように変更することにより，この不必要な計算，

記憶領域の使用を削減できる．

しかし，疎行列ベクトル積は計算を行う計算機のアーキ

テクチャや計算に用いる疎行列に応じて最適な計算手法が

異なる．そのため，これまでに様々な疎行列の格納形式が

提案されてきた．

図 1 CRS 形式を用いた行列の格納例

図 2 CRS 形式疎行列ベクトル積の擬似コード

3.1 CRS形式

CRS形式は疎行列を各行毎に探索し，非零要素とその要

素が格納されている列番号を用いて疎行列を表現する格納

形式である．図 1に CRS形式を用いて疎行列を格納した

例を示す．上記のように格納することにより，非零要素の

みを使用して疎行列ベクトル積を行うことが可能になる．

CRS形式は以下の 3つの配列を用いる．

• val：非零要素の値を保持する配列

• colind：非零要素の列方向の添字を保持する配列

• rowptr：val，colindにおいて各行の先頭の要素が格

納されている要素の添字を保持する配列

また，図 2に CRS形式を用いた疎行列ベクトル積の擬

似コードを示す．alpha，betaは疎行列ベクトル積を行う

際に各項に掛かる係数である．配列 xは行列Aに掛けるベ

クトルの値が格納された配列である．配列 yは疎行列ベク

トル積の結果を格納する配列である．CRSは実装が比較的

容易な反面，ベクトル xへアクセスする際に間接参照が行

われる．そのため，疎行列ベクトル積を行う際にベクトル

xへのアクセスが不連続になる可能性がある．また，並列

化を試みる際に行単位での並列化を行うと，行毎の非零要

素数の違いからロードバランスが悪くなる可能性がある．

4. SELL形式疎行列ベクトル積の実装

本章では SELL形式の説明，実装，そして高速化手法を

説明する．

はじめに SELL形式の説明を行う．SELL形式は疎行列

格納形式の 1 つである ELL 形式を改善したものである．

ELL形式は column major orderで非零要素が格納され，

内部ループのループ長が固定されるため，並列化した時の

ロードバランスが良い．しかし，疎行列を ELL形式に変形

し記憶領域に格納する際，行毎の非零要素数の違いによる

列数の差異を無くすために，パディングを埋め込む必要が

ある．このパディングにより，疎行列ベクトル積を行う際
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図 3 SELL 形式を用いた行列の格納例

図 4 SELL 形式疎行列ベクトル積の擬似コード

に本来不要な記憶領域の使用と計算が発生する．SELL形

式は ELL形式において問題となる「パディングによる不要

な記憶領域の使用と計算」を軽減させる格納方法である．

SELL形式は，任意のスライスサイズを決め，そのスライ

スサイズ毎に疎行列を行方向に分割する．その後に分割し

た行列毎に ELL形式で行列を記憶領域に格納する．部分

行列毎に ELL形式で保存することにより，その行列の列

数の基準となる，行毎の非零要素数を行列全体からではな

く，部分行列毎に採用できる．そのため，部分行列毎に最

適な非零要素数を選択でき，疎行列全体としてパディング

を減らすことができる．図 3に SELL形式を用いて疎行列

を格納した例を示す．SELL形式はスライスサイズ S と以

下の 3つの配列を用いて実装される．

• val：部分行列毎に非零要素の値を保持する配列

• column：部分行列毎の非零要素の列方向の添字の配列

• sliced start：columnにおいて各部分行列の先頭が格

納されている要素の添字の配列

次に SELL形式を用いた疎行列ベクトル積の実装につい

て説明する．図 4に擬似コードを，図 5に CUDAを使用

したコードを示す．alpha，betaは疎行列ベクトル積を行

う際に各項に掛かる係数である．配列 xは行列Aに掛ける

ベクトルの値が格納された配列である．配列 yは疎行列ベ

クトル積の結果を格納する配列である．SELL形式は ELL

行列をスライスサイズ S によって分割する形式であるが，

スライスサイズ S はチューニングパラメタであるため，こ

の値を調整することにより SELL形式疎行列ベクトル積の

性能が変化する．SELL形式において S = 1の場合，CRS

図 5 CUDA を使用した SELL 形式疎行列ベクトル積のカーネル

コード

形式と同様になる．また，S = N の場合 ELL形式と同様

になる．

最後に本研究で使用した SELL形式の高速化手法につい

て説明する．本研究で使用した SELL形式の高速化手法は

「行毎の非零要素数を用いた行の並べ替え」と「sliced start

に対するテクスチャメモリの使用」の 2つである．以降の

小節において 2つの高速化手法について説明する．

4.1 行毎の非零要素数を用いた行の並べ替え

行毎の非零要素数を用いた行の並び替えによる高速化は

文献 [2]で提案されている手法である．SELL形式はパラ

メタ S で分割サイズの指定を行い，疎行列を部分行列を分

割し，部分行列毎に ELL形式を行う格納形式である．し

かし，単純に疎行列を部分行列に分割した場合，部分行列

内の行列毎の非零要素数にばらつきが生じる．結果，部分

行列に分割したとしても多数のパディングが必要となる可

能性がある．反対に部分行列内の行毎の非零要素が近い場

合，部分行列内のパディングの減少が期待できる．

そのため，部分行列を作成する前に部分行列内で各行毎

の非零要素数が近い値になるように疎行列に対して行の並

び替え操作を行う．部分行列内のパディングが並び替え操

作を行う前に比べて減少することにより不要な計算を減ら

すことができるため，疎行列ベクトル積の高速化が期待で

きる．

4.2 sliced startに対するテクスチャメモリの使用

GPUのスレッドの実行単位は warpと呼ばれ，GPU内

でカーネルが実行される際には 1 スレッド毎ではなく，

warp毎にカーネルが実行される．NVIDIAにより開発さ

れた Pascal世代と Volta世代の GPUは 32スレッドを 1

単位として扱う．SELL形式の疎行列ベクトル積カーネル

を GPU上で実行する際に warp内のスレッドは同じ部分

3ⓒ 2018 Information Processing Society of Japan

Vol.2018-HPC-164 No.3
2018/5/7



情報処理学会研究報告
IPSJ SIG Technical Report

表 1 実験環境

プロセッサ名称・種別 NVIDIA Tesla P100 NVIDIA Tesla V100

コア数 3584 5120

動作周波数 1.328GHz 1.370GHz

倍精度浮動小数点理論演算性能 4.76TFLOPS 7.00TFLOPS

メモリ 16GB (HBM2) 16GB (HBM2)

メモリバンド幅 720GB/s 900GB/s

コンパイラ nvcc（9.1.85） nvcc (9.1.85)

コンパイルオプション -arch=sm 60 -O3 -lcusparse -arch=sm 70 -O3 -lcusparse

疎行列計算ライブラリ cuSPARSE (cuda 9.1.85) cuSPARSE (cuda 9.1.85)

表 2 評価に用いた疎行列

行列名 行数 列数 非零要素数

shyy41 4720 4720 20042

cz5108 5108 5108 51412

piston 2025 2025 100015

shipsec1 140874 140874 3568176

cant 62451 62451 4007383

PWTK 217918 217918 11524432

ldoor 952203 952203 42493817

Hook 1498 1498023 1498023 59374451

audikw 1 943695 943695 77651847

ML Geer 1504002 1504002 110879972

行列について疎行列ベクトル積を行っている．

SELL形式において格納形式内で各部分行列毎の境界を

示す値を保持する sliced startについて，上記の理由から

warp内のスレッドは疎行列ベクトル積を行う際のメモリア

クセスには空間的局所性があることが考えられる．そのた

め，sliced startの格納について，GPU上でグローバルメ

モリの代わりにテクスチャメモリを使用する．テクスチャ

メモリを使用することにより，sliced startへのメモリアク

セスを各スレッド毎に個別に行うのではなく，warpを更

に半分にしたグループ毎に一度に行うようにした．これに

より，メモリアクセスの回数を減少でき，疎行列ベクトル

積の高速化が期待できる．

5. 性能評価

本研究ではNVIDIAの Pascal世代とVolta世代のGPU

に対して CRS形式と SELL形式を実装し，NVIDIAによ

り提供されている疎行列計算ライブラリである cuSPARSE

を用いた実装を比較対象として性能評価を行った．Pascal

世代のGPUとして NVIDIA Tesla P100を，Volta世代の

GPUとしてNVIDIA Tesla V100を使用した．本研究では

疎行列ベクトル積の計算部分のみを実行時間計測の対象と

した．また，疎行列ベクトル積は実行時間が非常に短く，

計測を行う度に計測結果に揺らぎが生じるため，最初の 1

回を除き，10回計測を行い，その平均値を実行時間として

用いた．疎行列の非零要素のデータ型は倍精度浮動小数点

である．本研究で評価に使用した疎行列は The University

of Florida Sparse Matrix Collection[10]に登録されている

疎行列を使用した．実験で使用した GPUを表 1に示す．

使用した疎行列の一覧を表 2に示す．

本研究では以下の 3つの性能評価を行った．

• Tesla V100における我々が実装した疎行列ベクトル積

と cuSPARSEを用いた疎行列ベクトル積の性能評価

• Tesla V100における SELL形式疎行列ベクトル積に

含まれるパラメタ S の変化に対する性能評価

• Tesla P100と Tesla V100における我々が実装した疎

行列ベクトル積の性能評価

以降の図において縦軸は実行性能を，横軸は性能評価に

用いた行列を示す．また，行列は非零要素数が昇順となる

ように並べられている．

Tesla V100における我々が実装した疎行列ベクトル積と

cuSPARSEを用いた疎行列ベクトル積の性能評価の結果を

図 6に示す．疎行列の非零要素数に実行性能が比例する傾

向があることが見受けられた．我々の実装について注目す

ると，7種類の行列について SELL形式が CRS形式に比べ

て高い性能を発揮した．一方，疎行列 shipsec1，PWTK，

audikw 1について CRS式が SELL形式に比べて性能が高

い．疎行列の性質に応じて同じアーキテクチャを使用して

も最適な格納形式が異なることが確認された．cuSPARSE

を用いた実装において各行列毎に最も性能の高い格納形式

と SELL形式を比べた場合，我々が実装した SELL形式は

cuSPARSEに比べて平均で約 78%の性能となった．疎行

列 pistonにおいて cuSPARSEに比べて最小の約 38%の性

能であった．疎行列 ldoorにおいて cuSPARSEに比べて

最大の約 102%の性能を達成した．

次に Tesla V100における SELL形式実装に含まれるパ

ラメタ S の変化に対する場合の性能評価の結果を図 7に

示す．全体を通してパラメタ S = 32の場合の性能が高い．

GPUのスレッド実行単位である warpが 32スレッドを 1

単位としているため，無駄なくスレッドを使用して計算を

行うことができているからであると考えられる．スライス

サイズが 32より小さい場合，warp内で異なる部分行列に

対して疎行列ベクトル積の計算を行う必要があり，異なる

sliced startの値を読みに行く必要があるため，テクスチャ

メモリの使用による高速化が機能していない可能性があ

る．疎行列 cantやML Geerにおいて S = 1024の場合の
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図 6 我々が実装した CRS 形式，SELL 形式の疎行列ベクトル積と cuSPARSE 9.1.85 を用

いた疎行列ベクトル積の性能評価（Tesla V100）

図 7 我々が実装した SELL 形式の疎行列ベクトル積のパラメタ S の変化に対する性能評価

（Tesla V100）

方が性能が高いなど行列によって最適なパラメタ S の値は

異なる．そのため，Tesla V100においても SELL形式を実

装する際にはパラメタ S のチューニングが必要であること

が確認された．

最後に Tesla P100と Tesla V100における我々が実装し

た疎行列ベクトル積の性能評価の結果を図 8に示す．CRS

形式，SELL形式全体を通して Tesla V100で実行した疎行

列ベクトル積はTesla P100で実行した場合に比べて実行性

能の向上が見受けられる．これは疎行列ベクトル積がメモ

リアクセスに律速される計算であり，そしてTesla V100が

Tesla P100に比べてメモリバンド幅が増加しているため，

実行性能が向上したと考えられる．また，疎行列 PWTK

において，Tesla P100では SELL形式が最適な格納形式で

あったが，Tesla V100においては CRS形式が SELL形式

に比べて性能が高い．アーキテクチャが異なることにより

最適な格納形式が変わることが確認された．

6. まとめ

本研究では Pascal 世代と Volta 世代の GPU を用い，

CRS形式，SELL形式の実装及び cuSPARSEとの性能評

価を行った．SELL形式について行毎の非零要素数に応じ

て行を入れ替えること，また SELL形式で疎行列を部分行

列に分割する際の分割サイズの指定に使用される変数 S に

対しグローバルメモリの代わりにテクスチャメモリにデー

タを格納することによりメモリアクセスを効率化すること

を試みた．結果として cuSPARSEに対して平均で約 78%

の性能を，最大で約 102%の性能を実現した．

次に，SELL形式で疎行列を部分行列に分割する際の分

割サイズの指定に使用されるパラメタ Sについて，Volta世

代GPUにおいても行列毎に最適な値は異なるため，チュー

ニングの余地があることが確認された．

最後に，Pascal世代と Volta世代の GPUのアーキテク

チャの違いにより，同じ疎行列に対して異なる格納形式が

適する場合があることを確認した．
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図 8 我々が実装した CRS形式，SELL形式の疎行列ベクトル積に対する異なる世代の GPU

間の性能評価（Tesla P100，Tesla V100）
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