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弾幕シューティングゲームを対象とした汎用的学習法

野村直也1,a) 橋本剛1

概要：近年のゲーム AIは AI自身が評価関数を生成する汎用的な学習法が成果をあげており,代表的なも
のとして Deep Q Network(DQN) などがある.これらの手法は様々なゲームに適用可能であるが,画面の情
報量が多いものや操作が複雑なゲームでは学習が進まないという問題があり,さらに広い範囲のゲームに適
用できる手法が必要とされる. 本研究では複雑なゲームの一つとして弾幕シューティングゲームを取り上
げ,このゲームに適用可能な学習手法を提案することで,更に汎用的な手法について考察する.弾幕シュー
ティングゲームにおける人間のプレイの性質に着目すると, 人間は画面全体を見ておらず, 初心者は視野
が狭く,上達するに連れ視野が広くなっていくという性質があると考えた. ゲーム序盤は観測範囲が狭く,

徐々に観測範囲が拡大していくという性質を学習システム内に組み込むことで複雑なゲームに適応させる.

本研究では観測範囲を狭くして学習の効率化が図れるか実験を行い確認した。観測範囲を狭めて学習させ
たところ,従来の手法よりも高いスコアを獲得した.また,観測範囲の変化量の妥当性や,その他のゲームへ
の適用について考察を行った.

General machine learning for Bullet Hell Game

Nomura Naoya1,a) Hashimoto Tusyoshi1

Abstract: Deep Q Network (DQN) is applicable to various games, but it has a problem that it tends to
fail in complicated and difficult games. In this research, we pick up barrage STG even among complicated
games, and tried to succeed in learning by incorporating the characteristics of human play in this game into
DQN. In this game, human has a feature that are not seeing the entire screen and change the field of vision
according to the amount of bullets. By incorporating the mechanism into DQN, we obtained better results
than the conventional method.

1. はじめに

今日のゲーム AI は進化が目覚しく、さまざまな手法が

提案されている。個別のゲームに個別の方策を取る特化

型の AI に加え、様々なゲームに適用できる汎用的な AI

の開発が主流になりつつある。ボードゲームでは囲碁の

AlphaGo[1]が 2015年に人間のプロに勝利するという成果

を獲得した。AlphaGoは囲碁のみに特化した AIであった

が、AlphaGoを改良した AlphaZeroは人間の手を参考に

せず、囲碁のルールしか知らない状態からプロを破ったも

のを上回るまでに成長した [2]。さらに AlphaZeroは内部

のアルゴリズムを変更せずに将棋とチェスにおいても強く
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なり、従来の AIを超える成長を見せた [2]。ボードゲーム

ではある程度の汎用的な機械学習が成功していると言える。

ビデオゲームでは Deep Q Network(DQN)[3]と呼ばれ

る AIの作成手法が成功を収めている。2015年には複数の

ゲームにおいて、ルールを一切知らない状態から人間より

も高いスコアを獲得するまでの成長を見せている [4]。これ

までのゲームAIは個々のゲームに固有の方策を用いていた

が、DQNは同じ手法で複数のゲームを攻略するという高い

汎用性を見せた。さらに DQNの中で用いられている手法

を基にした Asynchronous Advantage Actor-Critic(A3C)

はゲームによっては DQN を超えるスコアを獲得してい

る [5]。

しかしゲームによっては人間を超えるほど強くなるもの

のブロック崩しやスペースインベーダーのような単純なも

のばかりであり、複雑なゲームでは長い時間をかけて学習
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させてもうまくいっていない。ビデオゲームにおける汎用

的機械学習では、AIはゲーム画面をみてそこにランダム

な操作を試すことで成長していく。しかしテトリスでは各

ブロックの組み合わせが多すぎるためランダムな試行では

学習に時間がかかりすぎてしまう [6]。弾幕 STGのような

ゲームでも大量の弾とアクションの多さが原因で学習が上

手くいかないことが報告されている [8]。しかし人間は情報

量が多いゲームでもより短い時間でゲームの特徴を掴むこ

とができる。弾幕 STGにおける人間のゲームプレイでは、

人間は画面全体は見ておらず自機の周辺に視点が集中する

ことが多いと考えた。自機の周辺が生死に直結するため、

見る範囲も自機周辺になることが推測できる。この性質を

用いて学習を行うことで状態数を減らして効率的に学習さ

せることができると考えた。そこで本研究では学習におけ

る入力画像を自機周辺に切り取り学習を行う手法を提案す

る。自機周辺の重要な情報のみを切り出すことで、ランダ

ム試行であっても学習が上手くいくと考えた。この手法は

プレイヤーが画面上のキャラクターを操作して遊ぶゲーム

において適用可能だと考える。本研究では汎用的学習法と

して、より簡単で弾幕 STGでの実験事例が多い DQNを

用いる。DQNの入力画像を自機周辺の小さいものにする

ことで学習が上手くいくか実験し、結果について考察した。

2. 弾幕シューティングゲーム

シューティングゲームのジャンルに弾幕シューティング

ゲーム (以降　弾幕 STG)がある。図 1に弾幕 STGの一

つである東方弾幕風の画面図を示す。シューティングゲー

ムの二大要素の「撃つ」と「避ける」の中でも「避ける」

ことを追求したゲームである。このジャンルのゲームでは

その他のシューティングゲームと比べて以下のような特徴

が見られる。

• 弾の量が多い
• 自機の当たり判定領域は非常に小さい
• 自機の移動スピードを調節できる機構が備わっている
ことが多い

このゲームは有志による学習例が存在しているものの、い

ずれもステージの序盤を突破できず、ゲームを攻略できな

かったという結果に終わっている。[7][8]。弾幕 STGはス

ペースインベーダーと同じシューティングゲームである

が、学習の結果には大きな差が出ている。本研究では、弾

幕 STG を対象とした、さらに汎用的な学習法について考

えていく。

3. 汎用的機械学習

現在世界で活用されている主流のAIは特化型AIと呼ば

れ、特定の分野や環境の知識を学習させ、その中のみで活

用される。ボードゲームにおいては AlphaGoが囲碁に特

化し人間を超える成果を見せている。しかし特化型の AI

図 1 東方弾幕風

は特定の領域をまたいだ適用は難しく、様々なものに対応

した汎用的な学習手法が求められている。

複数のゲームに適応した汎用的機械学習法のひとつに

DQNがある。強化学習 (Q学習)と多層畳み込みニューラ

ルネットワークを組み合わせた深層強化学習とよばれるア

ルゴリズムで動作する。「Atari 2600」の 49種類のゲーム

をプレイし、43ものゲームで従来の人工知能のスコアを

上回り、29のゲームは人間を超えるスコアを獲得した [4]。

中のアルゴリズムを変えずに複数のゲームに対応できると

いう特徴から注目を浴びた。現在では DQNの手法を活用

した A3Cと呼ばれる手法も発表され、DQNを超えるスコ

アを獲得している。

DQNの学習方式には以下のような特徴がある。

• ルールを教えられない
• ゲーム画面全体を入力とする
• 与えられた入力に対してランダムな操作を行う
ゲーム画面を見てランダムに操作を繰り返すことで徐々に

成長していく。ゲームのルールにとらわれないためさまざ

まなものに適用可能であると注目を集めた。

4. 弾幕 STGにおけるDQNの問題点

DQNは複数のゲームで人間以上のプレイを見せ、従来

の学習手法以上の汎用性を見せた。しかしあらゆるゲーム

にも適用可能かというとそうではないことが知られてい

る。DQNが上手くプレイできるゲームは Atari2600にお

ける「BreakOut」や「Pong」などの単純なゲームに限ら

れている。弾幕 STGのような情報量が多く複雑なゲーム

では学習が上手くいかないことが過去の実験で報告されて

いる [7][8]。

弾幕 STGにおいてDQNを用いてもゲームを攻略できな

い原因として、主に 2つ挙げられる。まず行動の次元が多

いことである。DQN はランダムな試行を繰り返すことで

ゲームを学習していく。行動数が多いとその分学習時間も

非常に長くなってしまう。図 2に「BreakOut」のアクショ

ンを、図 3に弾幕 STGのアクションを示す。「BreakOut」

ではアクションの数は「←」、「→」、「stop」の 3つである。
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対して弾幕 STGでは、一般的にアクション数が 18個であ

ることが多い。2016年の能登によるDQNの実験でもアク

ション数は 18個であった [8]。１つの状態に対し 18個も

のアクションをランダムで試さなければならないため学習

が進みにくくなる。

次にゲーム内の状態数が非常に多いことが挙げられる。

図 4 に示すのは「BreakOut」での状態変化の例である。

「BreakOut」では画面上での変化は、ブロックの消失、弾

１つの移動、バーの移動の３つだけであり、場面数はこれ

らの変化の組み合わせの数である。対して弾幕 STGでは

図 5に示すように画面内に移動する弾が大量に存在し、組

み合わせの数が膨大になってしまう。DQN は観測した情

報を CNNにより分類することでその場面での行動を学ぶ。

そのため画面内に球が増えるほど場面数が増えてしまい、

現実的な時間内に学習が収束しない。また自機のすぐ近く

の生死に関わる弾の状況が違っていてもその他の状況が似

ているために同じような評価値が帰ってきてしまう問題も

ある。弾幕 STGで DQNを用いて学習させるにはこのよ

うな問題を解決しなければならない。

能登による DQNの実験では、DQNを改良した DRQN

と DoubleDQNを組み合わせたものを用いて実験を行って

いた [8]。表に示す学習環境で、6 ステージからなる弾幕

STGをおよそ 30時間かけて学習させた。その結果、6つ

あるステージの中で 1ステージの序盤をクリアできる程度

であり、ゲームクリアとは程遠い結果であったとある。

図 2 BreakOut のアクション

図 3 弾幕 STG のアクション

図 4 BreakOut の状態変化

図 5 弾幕 STG の状態変化

表 1 能登の実験環境
OS Windows10

GPU GeForce GTX 970

言語 Python2.7.11

学習ライブラリ Chainer1.6.1

ゲーム 東方甘珠伝

5. 人間はどのように弾を避けているか

本研究では前述した 2つの問題点のうち、後者である観

測情報における問題の解決について考える。

観測情報とは、人間における目からの情報である。そこ

で弾幕 STGプレイ時の視点を考える。人間は大量の弾が

迫ってきたとき、おそらく自機周辺に視点を集中させてい

ると思われる。自機近くの弾が一番生死に直結しているた

め、視点も自機周辺に視点が集中することが多いと考える。

図 6は人間が見ていると思われるおよその範囲のイメージ

図である。

DQNは画面全体を入力として弾を避けていた。つまり

画面端の弾まで全て見ながら目の前の弾を避けているとい

うことである。しかし人間は目の前に弾があるとき自分か

ら遠い位置にある関係ない弾まで見て避けることはないと

思われる。初心者はもちろん、上級者も初心者に比べて視

野が広くなってはいるが、関係ない弾は見ずに自機周辺の

必要な情報のみを観測して行動を決定していると考えられ

る。この性質は他のゲームにも同様であると思われ、人間

は画面の情報量に対応しきれない場合は自分が十分に処理

できる範囲まで視野を狭めると推測できる。

そこで入力を人間のように重要な部分のみに減らすこと

で、場面の分類を上手く進めることができるのではないか

と考えた。

図 6 視点の集中する範囲
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6. 提案手法

そこで提案するのは、学習範囲を自分の周りの狭い範囲

のみに絞り学習を進め、その学習で得た評価関数を徐々に

広い範囲に適用させる手法である。この手法では主に 2つ

のステップがあり、画面の中から重要な部分を選び入力画

像を小さくして学習させるものと、その場所から徐々に入

力とする範囲を広げていくものに分かれる。

まず学習時の入力画像を画面の中の需要な場所に限定さ

せる。図 7は入力の局所化例である。観測範囲を自機を中

心とした座標で考え、図 7の赤枠のように自機周辺に絞る。

弾幕 STGでは周辺の弾に当たるかどうかで生死が決まる

ため人間の視点も集中することが多いと考えられる。また

一般に弾幕 STGやマリオのような画面に表示されている

キャラクターをプレイヤーが動かして遊ぶゲームは視点が

そのキャラクター周辺に集まると推測でき、自機周辺の情

報が重要であると考えられる。観測範囲を自機を中心とし

た座標で考え、自機周辺の情報のみで学習させることで、

より少ない時間での効果的な行動の獲得が期待できる。

また重要な部分での学習だけでなく図 8のように入力を

赤枠で示す範囲に拡大することでさらに成長すると考え

る。弾幕 STGでは近くの弾を避けてもその先で周辺全て

を弾に囲まれて死んでしまうこともあり、すぐ近くの弾だ

けではなくある程度広い範囲の弾も把握しなければならな

い。そのため次のステップとして入力画像を自機周辺に絞

り学習させたのちに徐々に学習範囲を広げていく。学習範

囲を広げた歳には、狭い学習範囲で得た評価を基に行動さ

せ、小さい入力画像と広い範囲の入力画像を考慮した行動

を学ばせる。

本研究では自機周辺の画像での学習に焦点を当てる。

ゲーム画面から自機を検出し入力を小さくすることで学習

の効率化を図ることができるかを実験により確認する。

図 7 入力範囲の縮小

7. 実装および実験

7.1 実装

本実験での実験環境を表 2に示す。

図 9に入力画像を小さくした DQNによる学習の流れを

示す。本研究では弾幕 STG作成用スクリプトと動作ソフ

図 8 入力範囲の拡大

トを公開している「東方弾幕風」を用いた。図 1は東方弾

幕風のプレイ画像であり、敵は図 1のように画面上方から

の単発の弾と 5つの弾が重なった弾をランダムに発射する。

エージェントは 2つのシステムに分割し、それぞれを入力

を取得およびゲームを操作するもの (図 9A)、CNNとQ学

習を用いて学習するもの (図 9B)とした。Aはまずゲーム

の画像をスクリーンショットで取得し、Opencvを用いて

自機を検出する。そして自機を中心とした 84ピクセル四

方に画像を切り取って学習側である Bに送る。Bで CNN

と Q学習を組み合わせたアルゴリズムで学習を行い、そ

の評価結果をエージェントである Aに送る。Aはその評

価に対応した操作をゲームに返す。図 9内の自機検出・画

像加工のステップを省略しそのまま Bへの入力画像とした

ものが従来の DQNとなる。実際に学習を行う Bは変更せ

ずに、エージェントである Aを変更して実験を行う。3に

CNNや Q学習におけるパラメータや使用手法を示す。内

部で使用したパラメータは先行実験 [7][8]を参考にした。

表 2 実験環境
OS Windows7,Ubuntu16.04LTS

GPU G-Force GTX 1070

言語 Python2.7

学習ライブラリ Chainer

ゲーム 東方弾幕風

図 9 システム図
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表 3 パラメータおよび使用手法
割引率 0.99

学習係数 0.1

行動決定 ε-Greedy 法

活性化関数 ReLU

optimizer Adam

7.2 実験方法

図 9に示すループを繰り返すことで DQNの入力画像を

小さくして実験を行った。従来の DQNは図 9内の自機検

出・画像加工のステップを省略しそのまま Bへの入力画

像として実験した。従来の DQNおよび小さい入力画像の

どちらもゲーム開始から死ぬまでを 1回とし、これをそれ

ぞれ 5000回繰り返した。報酬としてゲーム開始からの生

存時間を与え、学習中の報酬遷移を記録・比較した。そし

て学習後のデータを用いて従来手法・小さい入力での学習

それぞれ 10回プレイさせ生存時間を記録した。また弾幕

STGの初心者 10人に 10回ずつプレイさせその生存時間

を記録した。なお本研究では観測範囲は拡大せず、入力を

ゲーム画面全体とせずに重要な部分だけを抽出し情報量を

減らすことで場面分類を進めることができるかを検証した。

8. 結果

図 10,11に従来手法と小さい入力での手法の報酬グラフ

を示す。またそれぞれの移動平均を図 12、13示す。横軸が

ゲームをプレイした回数であり、縦軸がそのときの生存時

間である。小さい入力での学習と従来の学習の学習にはど

ちらも約 40時間かかった。本研究で対象としたゲームは

ランダム性が高いため実際の生存時間は誤差が非常に大き

いものであった。報酬の移動平均を取り生存時間の推移を

確認した。また、図 14、15、16に従来の DQN・小さい入

力の DQN・人間にそれぞれ 10回プレイさせたときの生存

時間のグラフを示す。図 14、15は従来の DQN、小さい入

力の DQNそれぞれ 5000回プレイさせたときの AIにゲー

ムをプレイさせた時の生存時間である。図 16の横軸は被

験者の番号であり、縦軸はそれぞれの被験者の平均の生存

時間である。表 4は図 14、15、16におけるそれぞれの平

均時間である。

図 10 従来手法 生存時間遷移

図 11 入力を狭めた学習 生存時間遷移

図 12 従来手法 移動平均

図 13 入力を狭めた学習 移動平均

表 4 各平均生存時間
プレイヤー 平均生存時間 (秒)

従来手法 AI 1.336

入力を狭めた AI 1.996

人間 3.822
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図 14 従来手法 AI の生存時間

図 15 入力を狭めた AI の生存時間

図 16 人間 (初心者) の生存時間

9. 考察

図 10と図 11を見てわかる通り、従来手法に比べ提案手

法では生存時間が後半になるに従い増えているのが分か

る。従来の手法の生存時間の推移はほぼ横ばいであり、成

長しているとは言えない。対して提案手法ではわずかなが

ら右上がりになっており、ゲームに上手くなっている。弾

のランダム性が非常に高いため安定したスコアは獲得でき

ていないが、学習後半は序盤の 2,3回の行動は安定して避

けられるようになっている。従来手法と提案手法では提案

手法が良いプレイを獲得しているといえる。従来手法では

画像の分類が上手くいかず、様々な状態に対し同じ行動を

繰り返す場面が多くみられた。入力を縮小し情報量を減ら

すことで状態の分類が上手く進み、より正しい行動を選択

できたと考える。

しかし、提案手法の報酬の増え方は非常に緩やかである。

図 4より、人間の初心者にこのゲームをプレイさせたとこ

ろ平均の生存時間は約 3.8秒であった。従来手法に比べプ

レイがうまくなったものの人間と同等のプレイをさせるに

は、いまだ現実的な時間内に学習を終えることができない

といえる。

原因として重要な部分ではあっても狭い範囲の入力だけ

では限界があるためと思われる。本研究では自機周辺に入

力を絞っただけで、その他の情報は切り捨てている。弾幕

STGは自機のすぐそばの弾を避けてもその先で弾に囲ま

れて死ぬこともあり、自機周辺だけでなくその先も見て避

ける方向を予測しなければいけない。本研究では切り捨て

た広い範囲の情報を自機周辺の学習結果と組み合わること

でさらに成長すると考える。

10. まとめ

DQNはこれまで以上の汎用的な学習手法であるとして

注目を集めている。しかし DQN にはブロック崩しやス

ペースインベーダーのような単純なゲームのみ学習が上手

くいき、ゲームが複雑になり情報量が多くなると上手くい

かなくなるという問題点がある。本研究では複雑なゲーム

として弾幕 STGを対象とし、この問題点の解決を試みた。

この問題点を人間のゲームプレイ時の視点の範囲を参考

にして、解決できるのではないかと考えた。具体的には、

DQNの入力を縮小し学習を進め、そして徐々に入力を広

げていくという方法である。本研究ではこの提案手法の、

入力を縮小し学習を進める部分の実装・実験を行った。

結果として、提案手法は従来手法に比べ学習時の報酬は

増加した。学習済みのデータを基にゲームをプレイさせた

ところ、提案手法の AIがより高いスコアを獲得した。し

かし学習中の報酬の増え方は非常に緩やかであった。従来

手法に比べ上手くプレイする AIを作成できたが、人間の

プレイと比較すると未だ十分にゲームを学習できたとはい

6ⓒ 2018 Information Processing Society of Japan

Vol.2018-GI-39 No.4
2018/3/2



情報処理学会研究報告
IPSJ SIG Technical Report

えない状態である。観測範囲を徐々に広げて学習させるこ

とでさらなる成長が期待できる。

11. おわりに

本研究では DQN の入力を重要な部分的な箇所に絞り、

学習の収束速度を速めるシステムを実装した。今後はさら

なる広い範囲に狭い範囲の方策を適用させる具体的手法に

ついて考察し、実装・実験を行いたい。また弾幕 STG 以

外のゲームについても、本研究での手法が有効かどうか検

証したい。
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