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セグメント構造を持つバイリンガルトピックモデル
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概要：本稿では，各文書を「文書–セグメント（たとえば，段落やセクション）–単語」の階層構造でモデル化
する新たな多言語トピックモデル「Bilingual Segmented Topic Model（BiSTM）」を提案する．Bilingual
Latent Dirichlet Allocation（BiLDA）などの従来の多言語トピックモデルは，対応関係がある文書のト
ピック分布を共有させることで，異言語の文書間の対応関係を反映したモデル化を行う．一方で，BiSTM
は，文書間の対応関係に加えて，対応関係のあるセグメントのトピック分布も共有させることにより，異言
語のセグメント間の対応関係も反映したモデル化を行う．また，本稿では，セグメントが与えられていな
い場合にも提案モデルを適用できるようにするため，Duら (2013)の教師なしトピック分割手法を BiSTM
に導入し，潜在トピックとセグメント境界を同時に推定するモデルも提案する．日英および仏英の多言語
コーパスを使った評価実験を通じて，提案モデルは BiLDAよりパープレキシティの観点で優れたモデル
であることを示し，対訳対抽出の性能も改善できることを示す．
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Abstract: This paper proposes the bilingual segmented topic model (BiSTM), which hierarchically models
documents by treating each document as a set of segments, e.g., sections. While previous bilingual topic
models, such as bilingual latent Dirichlet allocation (BiLDA), consider only cross-lingual alignments between
entire documents, the proposed model considers cross-lingual alignments between segments in addition to
document-level alignments and assigns the same topic distribution to aligned segments. This paper also
presents a method for simultaneously inferring latent topics and segmentation boundaries, incorporating
unsupervised topic segmentation into BiSTM. Experiments using a Japanese–English and French–English
Wikipedia corpus show that the proposed model significantly outperforms BiLDA in terms of perplexity and
demonstrates improved performance in translation pair extraction.
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1. はじめに

こ れ ま で ，probabilistic latent semantic analysis

（PLSA）[13] や latent Dirichlet allocation（LDA）[2] な

ど，文書に隠れた潜在トピックを教師なしで解析するト
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ピックモデルが数多く提案されている．トピックモデル

は，当初，単言語文書集合を対象としていたが，近年では，

多言語文書集合に対して言語共通のトピックを解析する，

多言語トピックモデルが提案され，言語横断文書分類や対

訳対抽出など数多くの多言語処理タスクに活用されている

（詳細はサーベイ論文 [33]参照）．

Bilingual LDA（BiLDA）[18], [22]を筆頭に，多言語ト

ピックモデルの多くは，ウィキペディアの記事集合など，

直接の対訳関係はないが話題や分野を文書単位で共有する

多言語文書集合（以降，「コンパラブルコーパス」と呼ぶ）
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図 1 ウィキペディア記事の例

Fig. 1 Wikipedia article example.

をモデル化する*1．具体的には，コンパラブルコーパスは

文書間で対応付いているという特徴を利用し，対応関係が

ある文書のトピック分布を共有させることで，文書間の対

応関係を反映したモデル化を行う．

従来の多言語トピックモデルは，文書単位の対応関係し

か考慮しない．しかしながら，多くの文書は，「文書–セグ

メント（たとえば，段落やセクション）–単語」のように階

層的に構成されており，文書より小さいセグメント単位で

対応付く場合が多い．図 1 にウィキペディアの記事の例を

示す．図 1 では，各記事（文書）は複数のセクションで構

成されており，英語記事のセクション 1，2，3は，それぞ

れ，日本語記事のセクション 4，2，3に対応付いている．

従来の多言語トピックモデルでは，このようなセグメント

間の対応関係は考慮されていなかった．しかし我々は，対

応関係のある文書同様，対応関係のあるセグメントも共通

のトピック分布を持つべきであると考えた．

また，Duら [8]は，セグメント単位のトピックとそれ

らの関係性をとらえることにより，単言語の文書集合のモ

デル化性能を改善できることを示している．この研究から

も，我々は，セグメント単位のトピックが多言語文書集合

のモデル化に役立つのではないかと考えた．

そこで，本稿では，BiLDAを拡張し，セグメント間の対

応関係をとらえる新たな多言語トピックモデル「Bilingual

Segmented Topic Model（BiSTM）」を提案する*2．BiSTM

では，各文書をセグメント集合と見なし，「文書–セグメン

ト–単語」の階層構造で多言語文書集合をモデル化する．各

セグメントのトピック分布は，属する文書のトピック分布

を基底測度とした Pitman–Yor過程（PYP）[25]により生

成し，各単語のトピックは，属するセグメントのトピック

分布に基づき生成する．また，BiSTMでは，異言語のセグ

メント間が対応関係にあるかを示す二値変数を導入する．

そして，その変数に基づき，対応関係にあるセグメントの

トピック分布は共通化し，対応関係にないセグメントのト

*1 本研究では，多言語トピックモデルの中でも，文書単位で対応付
いているコンパラブルコーパスを解析するモデルに着目する．そ
の他の多言語トピックモデルに関しては，その欠点とともに 7 章
で記述する．

*2 本稿では，言語数が 2つであるバイリンガルな設定を扱うが，提
案モデルは，3 言語以上の設定に対しても単純に拡張が可能であ
る．

ピック分布は独立に生成する．

BiSTMは，各文書がセグメントに分割されていること

を前提とする．しかしながら，文書は必ずしもセグメント

に分割されているとは限らない．また，分割されている

セグメントが，必ずしも文書をモデル化するにあたって

最適な分割であるとは限らない．そこで，本稿では，教師

なしトピック分割を BiSTMに組み込んだモデルも提案す

る．以降，このトピック分割（Topic Segmentation，略し

て「TS」）を組み込んだ提案モデルを「BiSTM+TS」と呼

ぶ．BiSTM+TSでは，Duら [10]により提案されたトピッ

ク境界のサンプリングを BiSTMに導入することで，セグ

メントと潜在トピックを同時に推定する．

まとめると，本稿では，以下の 3つのいずれの場合であっ

ても，セグメント間の対応関係を反映できる多言語トピッ

クモデルを提案する．(i)文書のセグメントおよびセグメン

ト間の対応関係が与えられている場合（セグメント間の対

応関係を表す変数を推定しない BiSTM），(ii)文書のセグ

メントは与えられているが，セグメント間の対応関係が与

えられていない場合（セグメント間の対応関係を表す変数

を推定する BiSTM），(iii)文書のセグメントおよびセグメ

ント間の対応関係が与えられていない場合（BiSTM+TS）．

日本語と英語（日英）およびフランス語と英語（仏英）の

ウィキペディア記事からなるコンパラブルコーパスを使っ

た評価実験を通じて，提案モデル（BiSTM，BiSTM+TS）

は BiLDAよりパープレキシティの観点で優れたモデルで

あることを示し，対訳対抽出の性能も改善できることを示

す．また，セグメントを自動推定する BiSTM+TSは，人

手で設定されたセグメント（具体的には，ウィキペディア

記事中のセクション）を用いた BiSTMに近い性能を達成

できることを示す．

以降，2 章で提案モデルの基となる従来の多言語トピッ

クモデル BiLDAを説明し，3 章で提案モデル BiSTMを提

案する．4 章では，BiSTMに教師なしトピック分割を統

合した BiSTM+TSを提案し，5 章では，日英および仏英

のコンパラブルコーパスを用いた評価実験を通じて提案モ

デルの有効性を示す．6 章で提案モデルの効果や性質につ

いての考察を行い，7 章で本研究の関連研究について述べ

る．最後に，8 章で本稿のまとめを行う．

2. 従来モデル：BiLDA

本章では，提案モデルのベースラインとなる BiLDAモ

デル [18], [22]を説明する．BiLDAは，単言語の LDA [2]

をコンパラブルコーパス用に多言語に拡張したモデルであ

る．単言語 LDAでは，各文書は独自のトピック分布を持

つのに対して，BiLDAでは，対応関係がある文書のトピッ

ク分布を共有させることにより，言語横断の潜在トピック

を解析する．

アルゴリズム 1と図 2 に，それぞれ，BiLDAにより，言

c© 2017 Information Processing Society of Japan 2081
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図 2 BiLDA のグラフィカルモデル

Fig. 2 Graphical model of BiLDA.

アルゴリズム 1 BiLDA の生成過程
1: for each topic k ∈ {1, . . . , K} do

2: for each language � ∈ {e, f} do

3: choose φ�
k ∼ Dirichlet(β�)

4: end for

5: end for

6: for each document pair di (i ∈ {1, . . . , D}) do

7: choose θi ∼ Dirichlet(α)

8: for each language � ∈ {e, f} do

9: for each word w�
im (m ∈ {1, . . . , N�

i }) do

10: choose z�
im ∼ Multinomial(θi)

11: choose w�
im ∼ Multinomial(φ�

z�
im

)

12: end for

13: end for

14: end for

語 eと f で記述されたD個の文書対からなるコンパラブル

コーパスを生成する生成過程とグラフィカルモデルを示す．

以降，各文書対 di (i ∈ {1, . . . , D})における言語 eの文書

を de
i，言語 f の文書を df

i と表記する．つまり，di=(de
i ,

df
i )である．BiLDAでは，各トピック k ∈ {1, . . . , K}は，
言語ごとの単語分布（言語 eの単語分布 φe

k と言語 f の単

語分布 φf
k）を持つ．各単語分布 φ�

k (� ∈ {e, f})は，β�を

パラメータとするディリクレ分布から生成される（ステッ

プ 1–5）．文書対 di の生成過程では，まず，di に対するト

ピック分布 θi が，αをパラメータとするディリクレ分布

から生成される（ステップ 7）．これにより，対応関係に

ある de
i と df

i は共通のトピック分布 θi を持つことになる．

その後，言語 �の文書 d�
i 中の各単語位置m ∈ {1, . . . , N �

i }
に対して，潜在トピック z�

imが，θiをパラメータとする多

項分布から生成される（ステップ 10）．そして，単語 w�
im

が，ステップ 10で具体化された潜在トピック z�
im に関す

る単語分布 φ�
z�

im

をパラメータとする多項分布から生成さ

れる（ステップ 11）．

3. 提案モデル：BiSTM

本章では，BiLDAを拡張し，セグメント間の対応関係を

考慮する多言語トピックモデル BiSTMを提案する．アル

ゴリズム 2と図 3に，それぞれ，BiSTMの生成過程とグラ

フィカルモデルを示す．ここで，各文書 d�
iは，S

�
i 個のセグメ

ントで構成されているものとする．つまり，d�
i =

⋃S�
i

j=1 s�
ij

である．図 3 に示されているとおり，BiSTMでは，各言

語（言語 e，f）において，文書に関する層と単語に関す

図 3 BiSTM のグラフィカルモデル

Fig. 3 Graphical model of BiSTM.

アルゴリズム 2 BiSTM の生成過程
1: for each topic k ∈ {1, . . . , K} do

2: for each language � ∈ {e, f} do

3: choose φ�
k ∼ Dirichlet(β�)

4: end for

5: end for

6: for each document pair di (i ∈ {1, . . . , D}) do

7: choose θi ∼ Dirichlet(α)

8: if Yi is not given then

9: choose γi ∼ Beta(η0, η1)

10: choose Yi ∼ Bernoulli(γi)

11: end if

12: generate aligned segment sets Ai = gen A(Yi)

13: for each set Aig (g ∈ {1, . . . , |Ai |}) do

14: choose νig ∼ PYP(a, b, θi)

15: end for

16: for each language � ∈ {e, f} do

17: for each segment s�
ij (j ∈ {1, . . . , S�

i }) do

18: get index of s�
ij in Ai : g =get idx(Ai ,s�

ij)

19: for each word w�
ijm (m ∈ {1, . . . , N�

ij}) do

20: choose z�
ijm ∼ Multinomial(νig)

21: choose w�
ijm ∼ Multinomial(φ�

z�
ijm

)

22: end for

23: end for

24: end for

25: end for

る層の間にセグメントに関する層を設け，セグメントのト

ピック分布（νe，νf）を，文書のトピック分布（θ）と単語

のトピック（ze，zf）の間に導入することで，文書を階層

的にモデル化する．また，異言語のセグメント間に対応関

係があるかを示す二値変数 yを導入することで，セグメン

ト間の対応関係を反映したモデル化を行う．ここで，yijj′

= 1は 2つのセグメント se
ij と sf

ij′ に対応関係があること

を示し，yijj′ = 0は対応関係がないことを示す．また，各

文書対 di に対して，セグメント間の対応関係全体を行列

Yi で表現する．Yi は，Se
i × Sf

i 行列であり，(j, j′)成分が

yijj′ である．

3.1 BiSTMの生成過程

本節では，提案モデル BiSTMの生成過程をアルゴリズ

ム 2と図 3 を用いて説明する．まず，BiLDA同様，各ト

ピックに対して言語固有の単語分布 φ�
k がディリクレ分布

により生成される（ステップ 1–5）．そして，文書対 di の

c© 2017 Information Processing Society of Japan 2082
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生成過程では，最初に，di に対するトピック分布 θi が生

成される（ステップ 7）．したがって，BiSTMにおいても，

各文書対は共通のトピック分布を持つ．

その後，セグメント間の対応関係が与えられていない場

合，Yiが生成される（ステップ 8–11）．Yiの生成過程では，

各文書対 diに対して，de
i 中のセグメントと df

i 中のセグメ

ントは確率 γi で対応付くことを仮定する．この仮定に基

づき，まず，γi が η0 と η1 をパラメータとするベータ分布

から生成され（ステップ 9），その後，Yiの各成分 yijj′ が，

互いに独立に，γi をパラメータとするベルヌーイ分布から

生成される（ステップ 10）．セグメント間の対応関係が与

えられている場合は，ステップ 8から 11は実行されずに

所与の Yi を用いることに注意されたい．

その後，具体化されている Yiに基づき，対応関係のある

セグメント集合（以降，「対応セグメント集合」と呼ぶ）の

集合Aiが生成される（ステップ 12）．アルゴリズム 2中の

gen A()が，Yiを受け取り，y = 1の関係となっているセグ

メントを 1つの対応セグメント集合にまとめることにより

対応セグメント集合の集合Ai を生成する関数である．た

とえば，de
i = {se

i1, s
e
i2}，df

i = {sf
i1, s

f
i2, s

f
i3}，yi11と yi12が

1，その他の yが 0のとき，ステップ 12では，gen A()によ

り Ai = {Ai1 = {se
i1, s

f
i1, s

f
i2},Ai2 = {se

i2}, Ai3 = {sf
i3}}

が生成される．続いて，Ai 中の各対応セグメント集合

Aig (g ∈ {1, . . . , |Ai|})に対して，トピック分布 νigが，基

底測度 θi，集中度パラメータ a，ディスカウントパラメー

タ bの Pitman–Yor過程から生成される（ステップ 14）．

ステップ 12から 15を通じて，Yi で示唆される対応関係

のあるセグメントは，共通のトピック分布を持つ．たとえ

ば，上記の例では，se
i1，sf

i1および sf
i2は共通のトピック分

布 νi1 ∼ PYP(a, b, θi)を持つ．

最後に，セグメント s�
ij の各単語位置 m ∈ {1, . . . , N �

ij}
に対して，潜在トピック z�

ijm が，νig をパラメータとす

る多項分布から生成され（ステップ 20），単語 w�
ijm が，

具体化された z�
ijm に関する単語分布 φ�

z�
ijm

をパラメー

タとする多項分布から生成される（ステップ 21）．ここ

で，g は，セグメント s�
ij を含む対応セグメント集合のイ

ンデックスであり，ステップ 18 で get idx() により具体

化されている．get idx()は，セグメントと対応セグメン

ト集合の集合を引数として受付け，入力のセグメントを

含む対応セグメント集合のインデックスを返す関数であ

る．たとえば，上記の例では，se
i1 や sf

i2 に対する g は 1

（get idx(Ai, se
i1)=get idx(Ai, sf

i2)=1）であり，se
i2に対す

る gは 2（get idx(Ai, se
i2)=2）である．

3.1.1 中華料理店過程による表現

本項以前でBiSTMの生成過程の説明をひととおり行った

が，本項では，BiSTMの推定を簡単にするために，BiSTM

の階層性，つまり，ν と zの生成過程を中華料理店過程で

表現する．提案モデルの中華料理店過程では，対応セグメ

図 4 中華料理店過程の例

Fig. 4 An example of Chinese restaurant process.

ント集合が店，単語が顧客，トピックが料理に対応し，単

語とそのトピックは店の中にあるテーブルにより結び付け

られる．具体的には，単語に相当する顧客は順番に店のど

こかのテーブルに座り，着席したテーブルに割り当てられ

た料理がその単語のトピックであると解釈することができ

る．本表現におけるテーブルに関する統計量は，変数 tで

表す．具体的には，tigk は，文書対 i中の対応セグメント

集合 gのトピック kに関するテーブル数を表す．

中華料理店過程の例を図 4に示す．図 4は，文書対 i中の

対応セグメント集合 gの中にある 10個の単語（w1, · · · , w10）

が 4 個のテーブルに着席した状態を示しており，最初の

テーブルから 4番目のテーブルには，それぞれ，料理 1，

3，1，2が割り当てられている．図 4 では，たとえば，単

語 w2 のトピックは k = 3となっている．また，最初と 3

番目のテーブルに，k = 1の料理が割り当てられているの

で，tig1 = 2であり，同様に，tig2 = 1，tig3 = 1である．

この中華料理店過程に従うと，m + 1 番目の単語のト

ピックの確率分布は，1からm番目までの単語が着席した

店の状態に基づき，b+T∗×a
b+m θi +

∑T∗

t=1
n∗

t −a
b+m δk∗

t
(·)で規定す

ることができる．ここで，T ∗ =
∑K

k=1 tigk，n∗
t は t番目の

テーブルに着席している顧客数，k∗
t は t番目のテーブルに

割り当てられている料理，δk∗
t
(·)はディラック測度である．

3.2 BiSTMにおける推定

本節では，BiSTMにおいて，モデルパラメータ（α，β）

および観測データ（w，y）を基に，隠れ変数（θ，ν，z，

φ）を推定する方法を説明する．以降では，言語依存の変

数に対して，上付き文字を省略することで eと f の両言語

の変数を表すことにする．たとえば，zは zeと zf を表す

（z = {ze, zf}）．推定では，モデルパラメータと観測デー
タが与えられたときの事後確率 p(θ,ν, z,φ|α, β, w,y)が

最大となる隠れ変数を特定する．しかし，LDAや BiLDA

などのその他のトピックモデル同様，BiSTMにおいても，

隠れ変数の事後確率 p(θ,ν, z,φ|α, β,w,y)を直接計算す

ることはできない．そこで，本節では，Duら [10]の方法

を参考にし，ブロック化ギブスサンプリングにより各隠れ

変数を推定する．

3.1.1 項で述べたとおり，BiSTMの階層性は中華料理店

過程で表現する．つまり，この過程により，θ，ν および φ

を積分消去し，代わりに，中華料理店過程のテーブルに関

する変数 tを導入する．表 1 に推定で用いる統計量をまと

める．ここで，W � は言語 �の単語集合を表す．さらに，
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表 1 推定で用いる統計量

Table 1 Statistics used in our inference.

tigk 文書対 i 中の対応セグメント集合 g のトピック k

に関するテーブル数

tig k 番目の要素が tigk である K 次元ベクトル

tig· 文書対 i 中の対応セグメント集合 g の総テーブル

数（
∑

k tigk）

nigk 文書対 i 中の対応セグメント集合 g 中のトピック

が k である単語数

nig· 文書対 i 中の対応セグメント集合 g 中の総単語数

（
∑

k nigk）

M�
kw トピックが k である言語 � の単語 w の数

M�
k w 番目の要素がM�

kw である |W�| 次元ベクトル

収束を早めるため，Chenら [5]に倣い，各単語 w�
ijm に対

して，w�
ijmがテーブルの最初の顧客になる（δ�

ijm = 1）か

否（δ�
ijm = 0）かを二値で示す補助変数 δ�

ijmを導入し，tigk

は δ に基づき，tigk =
∑

s�
ij∈ASig

∑N�
ij

m=1 δ�
ijmI(z�

ijm = k)

のとおり算出する．ここで，I(x)は条件 xを満たすときは

1，満たさないときは 0を返す関数である．したがって，z

と δの 2種類の変数をサンプリングすることで BiSTMの

推定を行う．その際，z�
ijmと δ�

ijmをブロック化し，2つの

変数を同時にサンプリングする．ただし，y が観測データ

として与えられていない場合は，zと δに加えて yもサン

プリングにより推定する．つまり，（z�
ijm，δ�

ijm）と yijj′

の 2種類のブロックのサンプリングを交互に繰り返し行う

ことで 3種類の変数を推定する．以降，各ブロックのサン

プリングについて説明する．

3.2.1 （z，δ）のサンプリング

z，w および δ の同時事後分布は以下の式 (1)のとおり

である．この式 (1)は，Duら [8]の式 (1)およびDuら [10]

の式 (3)の導出と同様に導出できる．

p(z,w, δ|α,β, a, b,y)

=
D∏

i=1

(
BetaK(α +

∑
Ai

tig)
BetaK(α)

∏
Ai

(
(b|a)tig·

(b)nig·

K∏
k=1

S
(
nigk, tigk, a

)(nigk

tigk

)−1))

K∏
k=1

(
BetaW e(βe + Me

k )
BetaW e(βe)

BetaW f (βf + Mf
k )

BetaW f (βf )

)
(1)

ここで，BetaK(·)および BetaW �(·)は，それぞれ，K 次元

および |W �|次元のベータ関数，(b|a)n はポッホハマー記

号*3，(b)nは (b|1)nである．また，S(n,m, a)は一般化され

た第二種スターリング数 [14] であり，S(n + 1, m, a) =

S(n, m − 1, a) + (n − ma)S(n,m, a) のとおり，再帰的

に定義できる．ただし，S(1, 1, a) = S(0, 0, a) = 1，

S(n, 0, a) = S(0, m, a) = 0，S(n, m, a) = 0（m > n の

*3 (b|a)n =
∏n−1

t=0 (b + ta)．

とき）である．評価実験では，Duら [8], [10]に倣い，計算

コストを削減するため，スターリング数はあらかじめ対数

形式 [4]で計算して保存しておき，サンプリング時には保

存してある値を使った．ただし，この計算コスト削減処理

を行うにあたっては，ディスカウントパラメータ aをあら

かじめ定めて固定する必要があることに注意されたい．

z�
ijm と δ�

ijm の同時事後分布は，Du ら [10] のよう

に，上記式 (1) の z，w および δ の同時事後分布

p(z,w, δ|α,β, a, b,y) からベイズの定理に従い，以下の

式 (2)および (3)となる．

p(z�
ijm = k, δ�

ijm = 1|z−z�
ijm , w, δ−δ�

ijm , α, β, a, b,y)

=
β�

w�
ijm

+ M �
kw�

ijm∑
w∈W �(β�

w + M �
kw)

αk +
∑

Ai
tigk∑K

k=1(αk +
∑

Ai
tigk)

b + atig′·
b + nig′·

S(nig′k + 1, tig′k + 1, a)
S(nig′k, tig′k, a)

tig′k + 1
nig′k + 1

(2)

p(z�
ijm = k, δ�

ijm = 0|z−z�
ijm , w, δ−δ�

ijm , α, β, a, b,y)

=
β�

w�
ijm

+ M �
kw�

ijm∑
w∈W �(β�

w + M �
kw)

1
b + nig′·

S(nig′k + 1, tig′k, a)
S(nig′k, tig′k, a)

nig′k + 1 − tig′k

nig′k + 1
(3)

ここで，s�
ij はAig′ の要素である．

3.2.2 yのサンプリング

中華料理店過程において，対応セグメント集合は中華料

理店に相当する．したがって，yijj′ のサンプリングは，中

華料理店の分割か統合かを選択することとしてとらえるこ

とができる．具体的には，yijj′ = 0の場合，1つの対応セ

グメント集合Amが，2つの対応セグメント集合AlとAr

に分割されるととらえることができる．ここで，Al，Ar，

Am は，それぞれ，se
ij，sf

ij′，se
ij と sf

ij′ の両方を含むセグ

メント集合である．また，yijj′ = 1の場合，2つの対応セ

グメント集合AlとAr が，1つの対応セグメント集合Am

に統合されるととらえることができる．

Al および Ar は，現在の y に基づき，次のとおり具

体化する．Ai(se
ij) = Ai(s

f
ij′) の場合は，Al = {se

ij} ∪
Af

i (se
ij) \ {sf

ij′}，Ar = {sf
ij′} ∪ Ae

i (s
f
ij′) \ {se

ij}とし，そ
の他の場合は，Al = Ai(se

ij)，Ar = Ai(s
f
ij′)とする．こ

こで，Ai(j)は，Ai の要素の中でセグメント j を含む対

応セグメント集合であり，A�
i(j)は，Ai(j)に含まれる言

語 �のセグメントの集合である．たとえば 3 章の例にお

いては，Ai(s
f
i1) = Ai1 = {se

i1, s
f
i1, s

f
i2}, Ae

i (s
f
i1) = {se

i1}，
Af

i (sf
i1) = {sf

i1, s
f
i2}である．また，yi11 = 0の場合，Am =

{se
i1, s

f
i1, s

f
i2}が，Al = {se

i1} ∪Af
i (se

i1) \ {sf
i1} = {se

i1, s
f
i2}

と Ar = {sf
i1} ∪ Ae

i (s
f
i1) \ {se

i1} = {sf
i1} の 2 つの集合に

分割される．yi23 = 1 の場合，Al = Ai(se
i2) = {se

i2} と
Ar = Ai(s

f
i3) = {sf

i3}が，Am = {se
i2, s

f
i3}に統合される．

上記のように y のサンプリングを中華料理店の分割か

統合かを選択することとしてとらえると，y のサンプリン
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図 5 BiSTM の y のサンプリングと Du ら [10] の ρ のサンプリン

グの対応関係

Fig. 5 Correspondence between sampling y in BiSTM and

sampling ρ in Du et al. [10].

グは，Du ら [10] における分割境界のサンプリング（Du

ら [10]の 4.2節参照）と同様に実現できる．BiSTMにお

ける y のサンプリングと Du ら [10] における分割境界 ρ

のサンプリングとの対応を図 5 に示す．Duら [10]では，

「text passage」を最小単位とし，分割境界のサンプリング

により，同じトピックの「text passage」を結合してセグ

メントを作るのに対して，BiSTMでは，セグメントを単

位とし，y のサンプリングにより，同じトピックのセグメ

ントを結合して対応セグメント集合を作る，と対応付ける

ことができる．

すると，yijj′ の事後分布は以下の式 (4)および (5)で計

算できる．この式 (4)，(5)は，それぞれ，Duら [10]の式

(6)，(9)に対応する*4．

p(yijj′ = 0|y−yijj′ , z,w, δ,α, a, b, η0, η1)

∝ η0 + ci0

η0 + η1 + ci0 + ci1
BetaK

(
α +

∑
Ai

tig

)

*4 式 (4)，(5)の導出は，Duら [10]の式 (6)，(9)の導出において，
ρに関する統計量を y に関する統計量に置き換え，tと nに関し
て，セグメントごとではなく対応セグメント集合ごとに集計すれ
ばよい．詳細は文献 [10] を参照されたい．

∏
g∈{Al,Ar}

(b|a)tig·

(b)nig·

K∏
k=1

S(nigk, tigk, a) (4)

p(yijj′ = 1|y−yijj′ ,z, w, t \ T, α, a, b, η0, η1)

∝
∑

T

(
η1 + ci1

η0 + η1 + ci0 + ci1
BetaK

(
α +

∑
Ai

tig

)

(b|a)ti,Am,·

(b)ni,Am,·

K∏
k=1

S(ni,Am,k, ti,Am,k, a)

)
(5)

ここで，「Al と Ar の両方が nigk = 1」かつ「Al と

Ar のどちらかあるいはその両方が tigk = 1」となるト

ピックと対応セグメント集合の組合せを C とすると，

T = {tigk : (k, g) ∈ C}である．また，ci0 は値が 0である

yi の数，ci1 は値が 1である yi の数である．

yijj′ のサンプリングでは，yijj′ の値の更新に加えて，選

択した行為（分割あるいは統合）を行った後の対応セグメ

ント集合と整合性を取るために，必要に応じて yijj′ 以外

の yの値も変更されることに注意されたい．

3.2.3 θ，ν，φの推定

提案の推定法では，中華料理店過程により θ，ν および

φを積分消去するため，これらの変数は直接推定しない．

代わりに，推定された統計量 tigk，nigk，M �
kw を使い，以

下の式 (6)から (8)の期待値に基づき算出できる．

θ̂ik=Ezi,ti|wi,α,β,a,b,y

[
αk +

∑
Ai

tigk∑K
k=1(αk +

∑
Ai

tigk)

]
(6)

ν̂igk=Ezi,ti|wi,α,β,a,b,y

[
nigk−atigk

b+nig·
+θik

atig·+b

b+nig·

]
(7)

φ̂�
kw=Ez,t|w,α,β,a,b,y

[
β�

w + M �
kw∑

w′∈W �(β�
w′ + M �

kw′)

]
(8)

4. 教師なしトピック分割のBiSTMへの導入
（BiSTM+TS）

本章では，潜在トピックとともにセグメント境界も推定

するため，Duら [10]により提案されたベイズ的トピック

分割手法を BiSTMに導入したモデル（BiSTM+TS）を提

案する．BiSTM+TS では，連続した同一トピックの塊，

つまり，トピック分割手法で分けられた塊をセグメントと

して扱う．本研究では，トピック分割時の最小単位（Du

ら [10] における「text passage」）は文とする．具体的に

は，BiSTM+TS では，各文書 d�
i のセグメントを，各文

u�
ih (h ∈ {1, . . . , U �

i })に対して設けられた分割境界を表す
二値変数 ρ�

ih で定義する．文 u�
ih の直後に境界があるとき

は，ρ�
ih は 1であり，そうでないときは，ρ�

ih は 0である．

たとえば，ρ�
i = (0, 1, 0, 0, 1)は，文書 d�

i が，{u�
i1, u

�
i2}と

{u�
i3, u

�
i4, u

�
i5}の 2つのセグメントで構成されることを意味

する．

アルゴリズム 3 にセグメントの生成過程を示す．

BiSTM+TS 全体の生成過程は，アルゴリズム 3 をアル
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アルゴリズム 3 セグメントの生成過程
1: for each document d�

i (i ∈ {1, . . . , D}) do

2: choose π�
i ∼ Beta(λ0,λ1)

3: for each sentence u�
ih (h ∈ {1, . . . , U�

i }) do

4: choose ρ�
ih ∼ Bernoulli(π�

i )

5: end for

6: s�
i = concatenate(u�

i , ρ�
i )

7: end for

ゴリズム 2のステップ 7と 8の間に挿入したものである．

ここで，文書対 di における 2つの文書 de
i と df

i は，互い

に独立に分割されることに注意されたい．BiSTM+TSで

は，各文書 d�
i に対して，確率 π�

i でトピックが変わると仮

定する．この仮定に基づき，まず，各文書 d�
i に対して，π�

i

が λ0と λ1をパラメータとするベータ分布から生成される

（ステップ 2）．その後，各文 u�
ih (h ∈ {1, . . . , U �

i })に対し
て，ρ�

ih が π�
i をパラメータとするベルヌーイ分布から生成

される（ステップ 4）．最後に，セグメント s�
i が，ρ�

i にし

たがって文を結合させることにより生成される（ステップ

6）．

4.1 BiSTM+TSにおける推定

BiSTM+TSにおける推定では，BiSTMにおけるサンプ

リング（(z, δ)と yのサンプリング）に ρのサンプリング

を加えた，3種類のブロックのサンプリングを交互に行う．

ρのサンプリングは，Duら [10]と同様に行う．ρの事後分

布は，以下の式 (9)および (10)に示されるとおり，文 u�
ih

の直後に境界を設けることにより，1つのセグメント sm

が 2つのセグメント sr と sl に分割される（ρ�
ih = 1）確率

と，文 u�
ihの直後の境界を除くことにより，2つのセグメン

ト sr と slが 1つのセグメント smに統合される（ρ�
ih = 0）

確率で構成される．

p(ρ�
ih = 1|ρ�−ρ�

ih , z�, w�, δ�, α, a, b, λ0, λ1)

∝ λ1 + c′�i1
λ0 + λ1 + c′�i0 + c′�i1

BetaK

(
α +

S�
i∑

j=1

t′
ij

)

∏
j∈{sl,sr}

(b|a)t′�ij·

(b)n′�
ij·

K∏
k=1

S(n′�
ijk, t′�ijk, a) (9)

p(ρ�
ih = 0|ρ�−ρ�

ih , z�, w�, t′� \ T
′, α, a, b, λ0, λ1)

∝
∑
T′

(
λ1 + c′�i0

λ0 + λ1 + c′�i0 + c′�i1
BetaK

(
α +

S�
i∑

j=1

t′�ij

)

(b|a)t′�i,sm,·

(b)n′�
i,sm,·

K∏
k=1

S(n′�
i,sm,k, t′�i,sm,k, a)

)
(10)

ここで，t′�ijk は，文書 d�
i 中のセグメント j のトピック kに

関するテーブル数，n′�
ijk は，文書 d�

i 中のセグメント j中の

トピックが kである単語数，c′�i0 は，文書 d�
i 中で値が 0で

ある ρの数，c′�i1 は，文書 d�
i 中で値が 1である ρの数であ

る．また，「slと sr の両方が n′�
ijk = 1」かつ「slと sr のど

ちらかあるいはその両方が t′�ijk = 1」となるトピックとセ

グメントの組合せを C ′とすると，T
′ = {t′�ijk : (k, j) ∈ C ′}

である．式 (9)および (10)は，式 (4)および (5)において，

y に関する統計量を ρに関する統計量に置き換え，tと n

に関して，対応セグメント集合ごとではなくセグメントご

とに集計したものである．

本研究では，簡単のため，ρi のサンプリング時に de
i と

df
i の独立性を仮定していることに注意されたい．つまり，

ρのサンプリングにおいて y（他方の言語の対応セグメン

ト）を考慮しない．yを考慮したトピック分割（バイリンガ

ルなトピック分割への拡張）は今後の課題とする．ρihのサ

ンプリング後は，選択した行為（分割あるいは統合）に応じ

て，sm，slおよび srの yを変更する．具体的には，smが sl

と sr に分割される場合，A(sl) = A(sm)，A(sr) = A(sm)

となるように y を変更し，sl と sr が sm に統合される場

合，A(sm) = A(sl) ∪ A(sr)となるように y を変更する．

ここで，ρih のサンプリングにより分割/統合を行う場合，

厳密には，分割/統合後のセグメントに基づいて y を更新

する必要があるが，本研究では，簡単のため，上記の近似

を行うことに注意されたい．たとえば，A(sm) = {sm, sx}
（sm と sx は異なる言語のセグメント）であり，sm が ρの

サンプリングにより sl と sr に分割されるとき，本来は sl

と sr に基づいて ylxと yrxを更新する必要がある（ylx = 0

あるいは yrx = 0となる場合もありうる）が，本研究では，

暫定的に ylx と yrx をともに 1と定める．よりよい近似の

模索は今後の課題とする．

5. 評価実験

本章では，提案手法の有効性をパープレキシティと対

訳対抽出における性能の観点で評価する．実験データは，

Wikipedia日英京都関連文書対訳コーパス*5を基に作成し

た，3,995の日本語と英語のウィキペディア記事対からなる

日英コンパラブルコーパスと 3,159のフランス語と英語の

ウィキペディア記事対からなる仏英コンパラブルコーパス

を使った．日英コンパラブルコーパスは，Wikipedia日英

京都関連文書対訳コーパスの日本語記事に対して，対応す

る英語記事を，英語版ウィキペディアの 2015年 6月 2日の

ダンプファイル*6から言語間リンクに基づき収集すること

で作成した*7．ここで，Wikipedia日英京都関連文書対訳

コーパスは，本来，日本語記事の各文を人手で英語に翻訳し

た対訳コーパスであるが，この翻訳された英語記事は実験

データに含まれていないことを特筆しておく．つまり，実

験データは対訳コーパスではなく，文書単位で対応付いて

いるコンパラブルコーパスである．仏英コンパラブルコー

パスは，日英コンパラブルコーパスの英語記事に対応する

*5 https://alaginrc.nict.go.jp/WikiCorpus/
*6 http://dumps.wikimedia.org/enwiki/
*7 対応する英語記事が存在しない日本語記事は除いた．
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フランス語記事を，フランス語版ウィキペディアの 2015年

6月 2日のダンプファイル*8からWikipediaの言語間リン

クに基づき収集することで作成した*9．収集した英語およ

びフランス語記事からはオープンソースのスクリプト*10に

よりテキストを抽出した．日本語テキストは MeCab *11，

英語およびフランス語テキストは TreeTagger *12 [28]によ

り形態素解析した後，機能語は除去し，その他の単語は原

形化した．

対訳対抽出実験のために，日英の対訳対の正解セット

を，Liuら [17]に従い自動的に作成した．まず最初に，本

来のWikipedia日英京都関連文書対訳コーパスに対して，

GIZA++ [24]を用いて IBMモデル 4で p(we|wf )および

p(wf |we)を算出し，「ŵe = argmaxwep(we|wf = ŵf )」か

つ「ŵf = argmaxwf p(wf |we = ŵe)」を満たす単語ペア

(ŵe, ŵf )を抽出した．その後，日英コンパラブルコーパス

の文書対に出現しない単語ペアを除き，残った単語対を正

解セットとした．日英対訳対抽出実験では，正解セット中

の全日本語単語 7,930に対して対訳語獲得を行った．

仏英の対訳対の正解セットは，Gouws ら [12] や Coul-

manceら [7]に倣い，Google翻訳サービス*13を用いて自

動的に作成した．まず最初に，仏英コンパラブルコーパス

のフランス語テキストに出現する単語を Google翻訳で英

語に翻訳し，仏英の単語ペアを作成した．その後，仏英コ

ンパラブルコーパスの文書対に出現しない単語ペアを除い

た．仏英対訳対抽出実験では，残った単語ペアのフランス

語単語の中から，仏英コンパラブルコーパスにおいて頻度

が高い上位 1,000個のフランス語単語に対して対訳語の獲

得を行った*14．

5.1 実験対象

評価実験では，提案モデル（BiSTM，BiSTM+TS）と

従来のバイリンガルトピックモデル BiLDAを比較する．

BiSTMでは，ウィキペディア記事中の各セクションをセグ

メントとした．また，実験データにはセクション間の対応

関係は付与されていないため，BiSTMおよび BiSTM+TS

では yを推定した．

BiLDAにおける推定は，BiSTM同様，ギブスサンプリ

ングにより行った（文献 [18], [22], [33]参照）．各モデルの

*8 http://dumps.wikimedia.org/frwiki/
*9 対応するフランス語記事が存在しない英語記事は除いた．
*10 https://github.com/attardi/wikiextractor/
*11 http://taku910.github.io/mecab/
*12 http://www.cis.uni-muenchen.de/˜schmid/tools/

TreeTagger/
*13 http://translate.google.com/
*14 Google翻訳サービスを利用した従来の評価 [7], [12]に倣い 1,000
単語対を評価対象にしたが，全単語ペア（12,976単語対）に対し
ても，Liu(K = 2,000) で，本実験を通じて得られる結論と同じ
結論が得られることを確認している．具体的には，Liu(BiLDA)，
Liu(BiSTM)，Liu(BiSTM+TS)のACC1は，それぞれ，0.288，
0.319，0.305 であった．

推定では，まず，各変数を無作為に初期化した．z�
ijm に

は，1以上 K 以下の整数を，δ�
ijm，yijj′ および ρ�

ih には，

0か 1の値を無作為に割り当てた．その後，一連のサンプ

リングを 10,000回繰り返した．ハイパーパラメータ αと

β� は，Vulićら [31]に倣い，それぞれ，対称なパラメータ

αk = 50/K，β�
w = 0.01を用いた．a，b，λ0 および λ1 は，

Duら [8], [10]に倣い，それぞれ，0.2，10，0.1，0.1に，η0

と η1 は，0.2に設定した*15．また，トピック数の影響を

調べるため，K は，100，400，2,000の 3種類を試した．

K = 100およびK = 400は，Liuら [17]に倣い採用した．

K = 2,000は，Vulićら [31]において最高性能を示すトピッ

ク数であるため採用した．

対訳対抽出実験では，Vulić ら [31] の対訳対抽出手法

（Cue）と Liuら [17]の対訳対抽出手法（Liu）の 2種類の手

法を試した．両手法とも，まず，バイリンガルトピックモデ

ル（BiLDA，BiSTMあるいは BiSTM+TS）により各単語

のトピックを推定し，その後，推定したトピックに基づき確

率 p(we|wf )を算出する．そして，p(we|wf )が高い単語対

(we, wf )を抽出することにより対訳対の抽出を行う．Cue

では，p(we|wf )は
∑K

k=1 p(we|k)p(k|wf )のとおり算出す

る．ここで，p(k|w) ∝ p(w|k)
∑K

k=1 p(w|k)
であり，p(w|k) = φkw

である．Liuでは，まず，推定したトピックに基づき，コ

ンパラブルコーパスをトピックで対応付けた対訳コーパ

スに変換する．そして，変換後の対訳コーパスに対して，

IBM モデル 1 により p(we|wf , k) を算出し，その後，確

率 p(we|wf )を
∑K

k=1 p(we|wf , k)p(k|wf )のとおり算出す

る．以降では，各対訳対抽出手法で用いるバイリンガルト

ピックモデルを括弧内で示す．たとえば，Cue(BiLDA)は，

BiLDAを用いる Cueである．

5.2 実験結果

各モデルのテストデータに対する予測性能をテストセッ

トパープレキシティで評価した．テストセットパープレ

キシティは，5分割交差検定により求めた．このパープレ

キシティは，値が低いほどモデルの汎化性能が良いこと

を表す．結果を表 2 に示す．表 2 より，BiSTM および

BiSTM+TSは，BiLDAよりパープレキシティの観点で優

れたモデルであることが分かる．

各モデルの対訳対抽出性能を Nベスト正解率（ACCN）

で評価した．Nベスト正解率とは，上位 N個の対訳対候

補に正しい対訳対が含まれる場合に正解とした正解率であ

る．表 3 に各モデルを用いた場合の ACC1 と ACC10 を

示す．表 3 より，Cueと Liuの両手法において，BiSTM

や BiSTM+TSを用いた方が BiLDAを用いた場合よりも

正解率が高いことが分かる．この差は，符号検定により有

*15 本稿では，計算量を削減するため，aおよび bはあらかじめ定め
た値に固定した．a，b のサンプリングによる推定は今後の課題
とする．
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意差水準 1%で有意であった．これより，BiSTM および

BiSTM+TSは，より適切なトピックを単語に割り当てる

ことにより，Cueと Liuの対訳対抽出性能を改善できるこ

とが分かる．

パープレキシティおよび対訳対抽出の実験から，セグメ

ント間の対応関係が多言語文書集合のモデル化に役立つこ

とが実験的に確認できる．また，これらの評価実験におい

て，BiSTM+TSは BiSTMに近い性能を達成しているこ

とから，あらかじめセグメントに分割されていない多言語

文書集合に対しても，セグメントを自動推定することで人

手によるセグメントの代替となりうるため，セグメント間

表 2 テストセットパープレキシティ

Table 2 Test set perplexity.

コーパス モデル K=100 K=400 K=2,000

BiLDA 693.6 530.7 479.9

日英 BiSTM 520.1 429.3 394.6

BiSTM+TS 537.5 445.3 411.8

BiLDA 616.7 514.2 439.1

仏英 BiSTM 510.8 425.9 379.4

BiSTM+TS 541.2 456.3 386.6

表 3 対訳対抽出性能（正解率）

Table 3 Performance of translation extraction.

ACC1

コーパス 手法 K=100 K=400 K=2,000

Cue(BiLDA) 0.024 0.056 0.101

Cue(BiSTM) 0.055 0.112 0.184

日英 Cue(BiSTM+TS) 0.052 0.107 0.176

Liu(BiLDA) 0.206 0.345 0.426

Liu(BiSTM) 0.287 0.414 0.479

Liu(BiSTM+TS) 0.283 0.406 0.467

Cue(BiLDA) 0.097 0.169 0.219

Cue(BiSTM) 0.160 0.242 0.275

仏英 Cue(BiSTM+TS) 0.156 0.223 0.257

Liu(BiLDA) 0.582 0.662 0.715

Liu(BiSTM) 0.621 0.701 0.742

Liu(BiSTM+TS) 0.616 0.695 0.732

ACC10

コーパス 手法 K=100 K=400 K=2,000

Cue(BiLDA) 0.093 0.170 0.281

Cue(BiSTM) 0.218 0.286 0.410

日英 Cue(BiSTM+TS) 0.196 0.274 0.398

Liu(BiLDA) 0.463 0.550 0.603

Liu(BiSTM) 0.531 0.625 0.671

Liu(BiSTM+TS) 0.536 0.612 0.667

Cue(BiLDA) 0.379 0.494 0.556

Cue(BiSTM) 0.462 0.548 0.580

仏英 Cue(BiSTM+TS) 0.456 0.544 0.582

Liu(BiLDA) 0.716 0.797 0.838

Liu(BiSTM) 0.748 0.832 0.859

Liu(BiSTM+TS) 0.753 0.826 0.852

の対応関係を活用できることが確認できる．

表 2 と表 3 より，すべてのバイリンガルトピックモデ

ルにおいて，トピック数が大きいほど性能が良いことが

分かる．また，用いるバイリンガルトピックモデルにか

かわらず，Liuの方が Cueより性能が良いことが分かる．

BiLDAに関するこれらの傾向は，Liuら [17]で報告され

ている．今回の評価実験を通じて，提案モデル（BiSTM，

BiSTM+TS）においても BiLDAと同様の傾向があること

が分かった．

6. 考察

6.1 セグメント間の対応付け

本節では，推定されたセグメント間の対応関係について

考察する．セグメント分割性能の影響を除き，セグメント

間の対応付け性能を評価するため，人手で設けられたセグ

メントを用いる BiSTM（K=2,000）により推定された y

を評価した．具体的には，日英コンパラブルコーパスから

無作為に抽出した 100文書対に対して，セクション間の対

応関係を人手で付与し，人手ラベルと BiSTM（K=2,000）

による推定ラベルとを比較した．表 4 に比較結果を示す．

表 4より，セグメント間の対応付け（y）の正解率は，0.859

（1,327/1,544）であった．

誤りの中で，人手ラベルが y = 0で推定ラベルが y = 1

である事例の多く（121/174）は，セクション間で完全には

対応付かないが，部分的に対応付いている事例であった．

具体例を図 6 に示す．図 6 は，「武道」に関する日英記事

対である．図 6 では，人手で設けられたセグメント境界

（セクション境界）が赤の実線で示され，セクション名が山

括弧内に記載されている．また，提案手法により自動推定

されたセグメント境界が青の点線で示されている．日本語

および英語の人手で設けられたセクションは，それぞれ，

「sJ
1，sJ

2，· · ·」，「sE
1，sE

2，· · ·」で示され，自動推定され
たセグメントは，それぞれ，「s′J1 ，s′J2 ，· · ·」，「s′E1 ，s′E2 ，

· · ·」で示されている．
図 6 において，英語のセクション「Bujutsu」（sE

4）の内

容は，日本語のセクション「由来」（sJ
2）の一部に書かれて

いることが分かる．本研究におけるセクション間の対応付

けでは，セクション全体としてトピックが同じものを対応

付けることを目指しているため，セクション間に部分的な

対応関係があったとしても人手の判定は y = 0としている．

一方，提案手法では，この部分的な対応関係がセグメント

表 4 セグメント間の対応付け性能

Table 4 Performance of segment-level alignment.

人手ラベル

y = 1 y = 0

推定 y = 1 195 174

ラベル y = 0 43 1132
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図 6 セグメント分割およびセグメント間対応付けの例

Fig. 6 Examples of segmentation and alignment.

間の対応関係に反映され，sJ
2 と sE

4 は対応付く（y = 1）と

判定されていた．この対応関係は，本節で行った厳密な対

応付けの評価では誤りと見なされるが，部分的な対応関係

も多言語文書集合のモデル化に役立つ可能性があるため，

この種の誤りは必ずしも悪い影響を与えるとは限らない．

今後は，多言語文書集合のモデル化において部分的な対応

関係の活用法を考え，提案モデルの改良につなげたい．

6.2 セグメント分割

本節では，推定されたセグメント境界について考察す

る．ウィキペディア記事中のセクション境界はトピックの

変化点であるので，推定されたセグメント境界の質を調べ

るため，BiSTM+TS（K=2,000）で推定したセグメント境

界のセクション境界に対する再現率*16を調べた．その結

果，再現率は 0.727であった．セクション境界は明らかな

トピック変化を人手で示した箇所であることを考えると，

BiSTM+TSは，極端なトピック変化を高い再現率で検出

できたことが分かる．

表 5 に各モデルで用いたセグメント中の平均単語数を

示す．BiSTMでは，セクションをセグメントに用いたこ

とを確認しておく．表 5 より，BiSTM+TSは，セクショ

ンよりも小さいセグメントに分割することが分かる．いい

換えると，BiSTM+TSは，文書をセクションよりも細か

く分割する．図 6 においても，日本語記事と英語記事とも

*16 BiSTM+TS で推定したセグメント境界がセクション境界でな
かったとしてもトピックの変化点になっていることがあるため，
精度は評価しなかった．

表 5 1 セグメント中の平均単語数

Table 5 Average number of words in a segment.

日英コーパス 仏英コーパス

モデル 日本語 英語 フランス語 英語

BiSTM 264.7 245.1 276.4 259.3

BiSTM+TS 119.9 173.4 207.3 181.0

に，セクションの数よりも自動分割したセグメントの数の

方が多いことが分かる．ウィキペディアでは，1つのセク

ションに複数のトピックが記載されることが多々あること

から，この分割は理に適っているように思われる．しかし

ながら，表 2 と表 3 より，自動推定したセグメントがウィ

キペディアのセクションよりも多言語文書集合のモデル化

に有効であるとはいい難い．この理由の 1つとして考えら

れるのは，BiSTM+TSの分割単位が細かすぎたことによ

り，モデル化の際にデータスパースネスの問題が生じてし

まった可能性がある．また，表 5 より，BiSTM+TSでは

BiSTMに比べて，二言語間でセグメントに含まれる単語

数の差が大きいことが分かる．これは，セグメントの情報

を多言語文書集合のモデル化で使用する際は，言語間で粒

度の揃ったセグメントを使うのが好ましい可能性があるこ

とを示唆している．言語間で粒度を揃えたセグメント分割

への拡張は今後行っていきたい．

7. 関連研究

文書単位で対応付いたコンパラブルコーパスに対する

多言語トピックモデルは，BiLDA（2 章参照）以外にも提
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案されている．たとえば，Fukumasuら [11]は，注釈付き

画像データなどのマルチモーダルデータをモデル化する

ために提案されていた SwitchLDA [21]や Correspondence

LDA [1]をコンパラブルコーパスのモデル化に適用した．

彼らは，コンパラブルコーパスのための多言語トピックモ

デルとして，Correspondence LDAを対称化したモデルも

提案している．また，Plattら [26]は，PLSAや Principal

Component Analysisに基づく単言語のトピックモデルを，

対となる文書が近くなるように共通の多言語空間に写像す

ることで，コンパラブルコーパスをモデル化している．Hu

ら [15]は，文書間の対応関係に加えて，階層構造を持つ対

訳辞書を事前知識として活用するモデルを提案している．

ただし，これらのモデルはどれも，セグメント単位の対応

関係を考慮しないことを特筆しておく．

文書単位で対応付いたコンパラブルコーパス以外の多言

語コーパスに対する多言語トピックモデルも提案されてい

る．たとえば，対訳文集合を解析対象とした，単語アライ

メントや機械翻訳のためのバイリンガルトピックモデルが

提案されている [36], [37]．また，文書間の対応関係がない

多言語コーパスに対して，言語間のずれを対訳辞書で埋め

ることで，言語共通のトピックを解析するモデルも提案さ

れている [16], [20], [35]．対訳辞書に加えて対訳文も使うこ

とで，言語間のずれを埋めるモデルも提案されている [3]．

しかしながら，これらのモデルは対訳文や対訳辞書を事前

に用意する必要があり，それらの資源をあらゆる言語対，

分野で揃えるのは難しいという欠点がある．

単言語文書集合のモデル化においては，単語より大き

く文書より小さい単位，つまり，セグメントのトピック

を考慮するトピックモデルが提案されている．Du ら [8]

は，各文書をセグメントの集合と見なし，各セグメントの

トピック分布を，属する文書のトピック分布に基づいた

Pitman–Yor過程により生成するモデルを提案している．

また，各文書をセグメントの列と見なすモデルも提案され

ている．Chengら [6]は，各文書に対してトピックの並び

に関する分布を考え，セグメントのトピック列を考慮した

文書のモデル化を行っている．Wangら [34]は，セグメン

トのトピックの並びを，潜在変数の一次マルコフ連鎖でモ

デル化している．Duら [9]は，各セグメントのトピック

分布を，属する文書のトピック分布と直前のセグメントの

トピック分布に基づき生成するモデルを提案している．ま

た，Purverら [27]は，発話を文書と単語の中間構造の単

位とし，複数人による談話（話し言葉）に対するトピック

分割とトピック推定のためのトピックモデルを提案してい

る．持橋ら [19], [38]は，文書を意味的変化点により区切ら

れるブロック列と見なし，ブロック単位で文書内部の意味

的遷移を推定する文書モデルを提案している．ただし，こ

れらのモデルは，今まで多言語の文書集合に拡張されてい

ないことを特筆しておく．

8. まとめ

本稿では，文書を階層的にモデル化し，セグメント間の

対応関係を考慮して多言語文書をモデル化する BiSTMを

提案した．具体的には，対応関係のある文書に加えて，対

応関係のあるセグメントのトピック分布も共有させること

で，セグメント間の対応関係を反映したモデル化を行う．

また，本稿では，BiSTMにDuら [10]の教師なしトピック

分割を組み込み，潜在トピックに加えてセグメント境界も

推定する BiSTM+TSも提案した．実験を通じて，セグメ

ント単位の対応関係を活用することで，パープレキシティ

および対訳対抽出の性能を改善できることを確認した．ま

た，セグメントが与えられていない場合でも，セグメント

を自動推定することで，提案モデルを活用できることを確

認した．

今後は，他のデータセットや，言語横断文書分類 [22],

[23], [26], [29]や言語横断情報検索 [32]などの多言語処理

タスクで提案モデルの有効性を確認したい．また，本稿で

は BiLDAを拡張したが，セグメント間の対応関係は，7 章

で記述した BiLDA以外の多言語トピックモデルにおいて

も役立つ情報であると考えられる．BiLDA以外の多言語

トピックモデルの階層化（セグメント層の導入）は今後行

いたい．
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