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構成要素を考慮した論文の分散表現に基づく類似論文検索

小林 雄太1,a) 松本 裕治1,b)

概要：科学論文の出版数の急激な増加に伴い，関連研究を絞り込むための論文検索技術の需要が高まって
いる．その一例として，「目的は異なるが手法は似た論文」といった，構成要素（目的・手法・結果）に基

づく類似論文検索が挙げられる．しかし，論文は完全に構成要素毎に構造化されていないため，どのよう

に構成要素の情報を抽出し論文の表現に反映させるかが問題となる．また，どの観点で類似しているかア

ノテーションされたデータセットが存在せず，検索結果の人手評価にコストがかかる．本研究では，類似

する理由が含まれた類似論文検索のためのデータセットを独自に作成し，人手を介さず自動評価が可能な

新しい検索タスクを提案する．さらに，論文の構成要素を考慮するための，テキストと引用グラフの両方

の情報を用いた論文のベクトル分散表現学習手法を提案する．自然言語処理分野の論文における列挙共引

用予測を用いた評価実験の結果，既存の分散表現手法と比べ精度の向上を確認した．

1. はじめに

ある研究分野において，論文の「研究の目的は何か」，「ど

のような手法が使われているのか」といった情報を網羅的

に収集し整理することは，関連研究を概観し最新の研究を

追い続けるために必要不可欠である．しかし，科学論文の

出版数の急激な増加に伴い，各論文の内容理解には多大な

時間と労力を要するため，効率的に関連研究を絞り込むた

めの論文検索・推薦技術が必要となる．本研究では「目的

は異なるが手法は似た論文」といった，構成要素（目的・

手法・結果）に基づく論文検索システムの実現を目指す．

論文の構成要素に関する先行研究として，論文の各文

に対して役割を付与する AZ(Argumentative Zoning)の研

究が行われている [1], [2]．AZを行うためには，アノテー

ションスキームとそれに基づく各文へのアノテーションが

必要となるが，論文を初めとした専門文書への文単位のア

ノテーションはコストが高く，大規模なデータセットの構

築が難しい．一方，セクションレベルの検索を実現するた

め，論文の各セクションの機能 (citation functionality)の

ラベルをルールベースで付与する Section tagger が提案さ

れており，今後の課題として機械学習を用いた手法が望ま

れている [3]．

また，論文をベクトルで表現する先行研究では，主にテ

キストベースの手法と引用グラフベースの 2種類の手法が
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挙げられる．テキストベースの手法としては，Sugiyama

らは tf-idfベースの手法で論文をベクトルで表現し，ユー

ザーの発表論文リストを元に論文推薦システムを構築し

た [4]. 一方，引用グラフベースの手法では，Tangらはグラ

フの分散表現学習手法を提案し，論文の分類問題へ適用し

ている [5]．これらの論文解析モデルは，単に本文のテキス

ト（bag-of-words）または，引用グラフの情報のみを用いて

おり，Mikolovらの提案した単語の分散表現 [6]，Teufelら

が提案した引用機能 (citation function)[7]を始めとした，

より高次な情報を使用した手法への拡張が期待できる．

論文検索や推薦の評価方法は，評価データセットの作成

が困難であり，人手による関連論文の評価が一般的であ

る [4]．また，類似タスクとして，引用文脈から参考文献の

何番目の文献かを当てる擬似的な引用推薦タスクが提案さ

れている [8]．

1.1 研究目的

本研究では構成要素（目的・手法・結果）に基づく論文

検索のための，本文と引用グラフの両方の情報を用いた新

しい論文の分散表現学習の手法を提案する．具体的には，

テキストの分散表現と引用グラフの分散表現を組み合わせ

ることにより，論文の構成要素の情報を反映したベクトル

分散表現を得る．最終的に，既存の論文の分散表現と比較

を行うため，独自に作成した自然言語処理分野における類

似論文データセットを用いることで，類似論文検索タスク

を通じて分散表現の自動評価を行う．
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1.2 貢献

　本研究の貢献を以下に示す．

• 類似論文検索のための，自然言語処理分野の論文を対
象とした類似論文データセットを作成し，列挙共引用

予測タスクを提案した．これにより，従来では困難で

あった論文の構成要素の観点での類似度の評価が可能

となった．

• 論文のテキストと引用グラフの両方の情報を用いた分
散表現学習手法について，その性能を評価した．先行

研究の，テキストまたは引用グラフのいずれか一方を

用いて学習された論文の分散表現に比べ，両方の情報

を用いて学習された分散表現が，類似論文検索タスク

において優れていることを確認した．

2. 類似論文検索のための列挙共引用予測タ
スク

本節では，類似論文検索のための新しい列挙共引用予測

タスクの概要とデータセットについて述べる．先行研究で

の論文推薦 [4]や分類タスク [5]の評価法は，人手評価や論

文のラベル分類問題による評価が挙げられる．しかし，前

者は専門性の高い論文全体のアノテーションを行う必要が

ありコストが大きく，作成可能なデータ事例数に限りがあ

る．後者は論文を 7分野のみで分類しており，テキスト情

報も bag-of-wordsと制限が多く，論文の全テキストを利用

する本研究の趣旨と異なる．また，引用予測問題として論

文を扱う研究もあるが，単に引用があれば関連していると

いう仮定に基づいており，「どの観点で」という情報が含ま

れておらず，「目的は異なるが手法は似た論文」を探すタス

クへの応用は難しい [9]．

提案タスクに最も近いタスクとして擬似的な引用推薦タ

スクが提案されている [8]．これは引用文脈から参考文献の

どの文献を参照しているかを当てる分類タスクである．し

かし，実応用の場では論文集合は数千数万以上のオーダー

であり，数十の参考文献から選択する分類タスクとは性質

が異なる．

ある特定の観点での論文の類似性を扱った研究として

Etoの共引用解析の研究が挙げられる [10]．彼は共引用関

係にある論文の中でも，引用箇所が近ければ近いほど強い

関係性があり，特に引用トークンが隣接した列挙共引用にお

いて論文の類似度が高くなることを示した．また，Gippら

は同様の共引用を扱った研究として Co-citation Proximity

Analysis(CPA) を提唱し，同一文内に存在する共引用は最

も強い関係性を持つと主張した [11]．

これらの研究を踏まえ，我々は類似論文検索のための列

挙共引用予測タスクを提案する．図 1に提案タスクの概略

を示す．

論文中の列挙共引用において，その文脈（列挙共引用を

含む文）と先頭の参考文献から，2つ目以降の参考文献を

全論文集合から当てるタスクとして定義する．図 1では，

論文 X中の列挙共引用において，論文 A,Bが引用されて

いる．この場合，2つ目以降の参考文献である論文 Bを隠

蔽し，引用文脈と先頭の論文 Aから隠された論文 Bを予

測することになる．

この際，全論文のテキストと引用グラフデータが利用可

能であるが，列挙共引用で隠蔽された論文へのエッジ (X

→ B)は除外する．これは，実際に共引用関係にある論文

を当てることが研究の趣旨ではなく，列挙共引用されそう

な「ある観点で」類似した論文を当てることが趣旨であり，

論文 Xの参考文献による論文 Bの絞り込みを防ぐためで

ある．図 1中では，論文 A，B，は単語分散表現を素性と

して使用した点で類似しているとしてXに共引用されてい

るが，論文 Dでも同様に論文 A，B，Cが共引用されてい

た場合，グラフ上の赤線で示した論文 A→ D→ Bと辿る

ことで，論文 Aと手法的な観点で類似した論文として，論

文 Bを予測することが期待できる．

LCPを解く利点を下記に示す．

• 列挙共引用は自動で抽出可能なため，人手によるデー
タ作成と異なり大量の類似論文セットを収集可能で

ある．

• 引用文脈が共有されているため，「どの観点で」論文
が類似しているかを考慮したタスクとなっており，先

頭の論文及び引用文脈をクエリとみなした検索タスク

とみなせる．

• 全論文集合から参考文献の論文を当てるという，より
実応用に近いタスク設定のため，適切な引用を追加で

推薦するシステムとして論文執筆やレビューへの応用

が期待できる．

本研究では，ACL Anthology*1からクローリングされた

2016年までの自然言語処理分野の論文 PDFデータを対象

としデータセットを作成した．PDFデータからの xhtml

への変換は独自にカスタマイズした Poppler*2 を用いた．

論文は会議や年代によってフォーマットが異なり，全ての

論文の完全な変換は困難なため，下記の条件を満たす合計

20496論文を使用する．

• 全セクションを抽出可能．
• セクションの数が 3以上．

• 参考文献を抽出可能．
また，正規表現により論文中の引用と列挙共引用を検出

し，引用グラフを構築した．この際，構築したデータセッ

トに含まれる論文の引用のみ使用し，外部の論文への引用

は除外した．本研究の評価実験では，列挙共引用に応じて

引用グラフのエッジを除外するが，全ての列挙共引用につ

いて 2番目以降の参考文献へのエッジを除外すると引用グ

ラフが大幅に削減されるため，列挙共引用の中でも，1文

*1 http://aclweb.org/anthology/
*2 https://poppler.freedesktop.org/
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図 1 列挙共引用予測タスクの概要

表 1 抽出した ACL 論文データセットの統計量
項目 統計量

論文数 (ノード数) 20496

引用数（エッジ数） 259743

平均次数 29.6

列挙共引用の平均参考文献数 2.38

表 2 列挙共引用 1000 例の参考文献数の分布
参考文献数 統計量

2 722

3 210

4 53

5 7

6 1

7+ 2

average 2.38

中に一箇所のみ列挙共引用が出現する 34760例中の 1000

例を評価データセットとして使用する．列挙共引用による

エッジ削除後の，最終的に使用する論文データセットの統

計量を表 1に，列挙共引用 1000例の参考文献数のヒスト

グラムを表 2を示す．列挙共引用の平均参考文献数は 2.38

のため，1事例につき平均的に 1つあるいは 2つの隠蔽さ

れた論文を予測することになる．

3. 提案手法

本節では，類似論文検索のための論文ベクトル学習法の

概略と各手順について述べる．図 2に提案手法の概略を示

す．手順 1～3ではテキストからの論文の構成要素の抽出

とベクトル化を行い，手順 4で引用グラフに構成要素と対

応したラベルを付与し，手順５でテキストとグラフの情報

の統合を行う．

3.1 手順 1：論文データセットの前処理

2節で述べた方法で ACL Anthology から抽出した論文

の前処理を行い，各セクションのタイトルとテキスト抽出

及び，参考文献情報と引用文脈の抽出によるグラフ構築を

行う．また，英語Wikipediaコーパスと ACL Anthology

から抽出した論文のテキストを組み合わせたコーパスを作

成し，教師無しで fastText[12]の単語ベクトル分散表現の

学習を行い，以後 fastTextを使用する際はこのベクトルを

単語ベクトルの初期値として使用する．

3.2 手順 2：NLMCMルールによるセクションの分類

セクション単位で論文の機能がアノテーションされた

データセットである構造化アブストラクトを用いて，自然

言語処理分野の論文のセクションを分類する．

構造化アブストラクトとは，論文の理解を助けるための，

ラベル付けされたセクションを持つ要約であり，少なくとも

3つのラベルを持つ．構造化アブストラクトは医療系論文の

データベースである PubMedに付与されており，National

Library of Medicine Category Mappings (NLMCM)*3ファ

イルは，構造化アブストラクトに使用された 3032のセクショ

ンタイトルを broader NLM Categories (BACKGROUND,

OBJECTIVE, METHODS, RESULTS, CONCLUSIONS)

の 5ラベルに対応付けたデータセットである．まず上記の

NLMCMのルールに基づいて，論文の各セクションタイト

ルが NLMCM中のルールと完全マッチするものについて，

５ラベルへの分類を行う．その後，モデルの単純化のた

め Nanbaらの引用機能の 3ラベルの定義 (OBJECTIVE,

METHODS, OTHERS)に則って，さらに最低限の 3つに

分類する [13]．具体的には，BACKGROUNDと OBJEC-

TIVEをOBJECTIVEに，RESULTSとCONCLUSIONS

をまとめて OHTERSとする．

例えば，セクションタイトルが「Introduciton」の場合，

まず，NLMCMルールに基づいて BACKGROUNDに分

類された後，3ラベルの中の OBJECTIVEに分類される．

以後この 3ラベル (OBJECTIVE, METHODS, OTHERS)

を各セクションの機能ラベルとして利用する．NLMCMに

存在しないセクションタイトルは，次に述べる分類器によ

り分類される．

ルールにより分類されなかったセクションを，ルールに

よりラベル付けされたセクションのテキストを教師デー

タとして教師ありの分類器によって分類する．分類器には

*3 https://structuredabstracts.nlm.nih.gov/
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図 2 類似論文検索のための論文ベクトル学習法

文字 n-gramを考慮した単語ベクトルを使用可能で，bag-

of-wordsの情報に加え，単語 n-gramの情報をエンコード

した fastText[12] を用いる．入力はセクションの本文テ

キスト，出力は各セクション機能ラベル (OBJECTIVE,

METHODS, OTHERS)となる．fastTextは隠れ層を通じ

てセクション機能ラベル情報を共有する．また，この際に

各単語のベクトル表現が学習される．

本研究では，部分文字列を考慮することで論文中の専門

語に対応可能な点や，単語 n-gramが語彙構造の認識に有

効であるという先行研究に基づいている点 [14]，事前実験

において tf-idfや Doc2Vec[15]に比べ精度の高かった点を

考慮し，以後 fastTextを分類器として使用する．

また，セクション機能ラベルの有効性を検証するため，

手順２でラベリングされた 72721のセクションタイトルを

用いて 5分割交差検定を行った．単語ベクトルの次元数は

100，ウィンドウサイズ及びネガティブサンプリングのパ

ラメータはともに 5とした．

表 3.4に各 n-gramでの交差検定の結果を示す．tri-gram

の場合に 96.1ポイントの高い精度でセクションをラベル付

けすることを確認した．以後 n-gramは最も性能の高かっ

た tri-gramで学習された単語ベクトルを使用する．分類

器の精度を確認した後，ルールによってラベル付けされな

かった 11118セクションについて，セクションタイトルと

本文を結合したテキストを入力としてラベル付を行っった．

3.3 手順 3：論文のベクトル表現の構築

まず，手順 2で教師あり学習した fastTextの 100次元の

単語ベクトルにより，各セクションのベクトルを各単語ベ

クトルの平均として計算する．次に，各セクションのベク

トルを機能ラベル (OBJECTIVE, METHODS, OTHERS)

毎に平均し，最終的に 100× 3 = 300次元のベクトルが得

られ，これを論文のベクトル表現とする．ベクトル表現は

前述の 3つの機能ラベル毎に 100次元を持つ．

3.4 手順 4：引用グラフのエッジへの引用機能ラベル付与

ここでは，手順 1で抽出した引用グラフの各エッジに，
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表 3 セクション機能ラベルの予測
Type of fastText Precision

uni-gram 89.6

bi-gram 94.3

tri-gram 96.1

表 4 引用機能ラベルの分布と予測精度
Citation function label Precision

OBJECTIVE 200

METHOD 1214

OTHERS 204

Total 1618

Accuracy 90.1

対応する引用の文脈を基にした引用機能ラベルを付与す

る．この引用ラベルに沿って次の手順 5で論文の構成要素

のベクトルが更新される．

引用に関する情報の分類は大きく分けて 3項目あり，ど

ういった理由で引用したかを表す引用機能 (citation func-

tion)[7]，極性（ポジティブ／ネガティブ）[16]や重要度 [17]

が挙げられる．しかし，引用の極性はネガティブな事例の

絶対数が少なく，重要度に関してはアノテーションデータ

が少ない．

従って，本研究では引用機能に関するラベルを使用する．

引用のラベルには最低で 3種類 [13]，多いもので 20を超

えるもの [18]があるが，セクション機能との対応付や，ア

ノテーションデータの収集の容易さから，引用機能ラベル

についてシンプルな 3種類の Nanbaらの先行研究を踏襲

する [13]．難波らは他の研究者が提唱する手法等を用いて

新しい理論を展開する場合を論説根拠型，関連研究との比

較や既存研究の問題点の指摘行う場合を問題点指摘型，上

記 2つにあてはまらないものはその他型とした．

本研究では，自然言語処理分野の論文の各引用文脈に機能

ラベルがアノテーションされた，TeufelらのCitation Func-

tion Corpus[7] 及び，要約タスクのための CL-SciSumm-

2017 SharedTask[19]のコーパスを組み合わせたデータセッ

トを使用した．これらのコーパスの部分的なデータはアノ

テーションスキームの特性上，手順 3と同様に引用機能ラ

ベルを本研究の 3種の引用機能へ一部転用が可能である．

引用機能ラベルのアノテーションデータセットのラベル分

布，及び fastTextによる引用機能ラベル予測の 5分割交差

検定の結果を表 3.4に示す．

METHODにラベルが偏っているため，OBJECTIVEや

OTHERSのラベル予測精度が低い傾向が見られたが，交

差検定では 90.1ポイントの精度が得られた．

3.5 手順 5：引用グラフによる論文ベクトルのアップ

デート

引用の機能ラベルが付与されたグラフを用いて，手順 4

で得られた論文ベクトルを初期値として各構成要素 (100

次元)毎に更新を行う．具体的には，グラフの分散表現手

法である LINEを用いる [5]．LINEは引用グラフ上でラン

ダムウォークを行い，1ホップの経路上（引用を 2回辿っ

た経路）にあるノードを近傍と考え，それらのノードのベ

クトルが近くなるように学習を行う．本研究ではグラフに

３種類の引用機能のラベルが付与されているため，このラ

ベルに沿ってベクトルが伝搬する．

図 2手順 5では，論文Aから論文Bへの引用にOBJEC-

TIVEの引用機能があるため，論文 Aと論文 Bそれぞれ

の OBJECTIVEの 100次元ベクトルの内積が大きくなる

ように更新される．同様に論文 Bと論文 CはMETHOD

の引用機能があるため，METHODの 100次元ベクトルが

更新される．また，仮に論文 Bから論文 Cへの引用機能

がOBJECTIVEであった場合，1ホップの関係にあるため

論文 Aと論文 Cも OBJECTIVEの関係であるとみなし，

OBJECTIVEの 100次元ベクトルの内積が大きくなるよ

うにベクトルの更新が行われる．手順 4のベクトルを初期

値としているため，次元数は 100，ネガティブサンプリン

グのパラメータは 5とした．

これらの手順を踏むことにより，最終的に類似論文検索

のための構成要素を考慮した論文のベクトル分散表現が得

られる．

4. 実験

4.1 近傍探索による論文の表現ベクトルの評価

提案手法によって得られた論文の表現ベクトルが従来の

表現ベクトル fastTextまたは LINEと比べ有用か，列挙共

引用予測タスクによって検証を行う．具体的には，表 1で

示した 20496の論文データセットに対して，1000事例分の

列挙共引用予測を行う．各事例において列挙共引用の先頭

の論文ベクトルからコサイン類似度を基に近傍探索を行い，

上位 100位に正解の論文が含まれた数とその順位で評価を

行った．評価指標として，順位付け問題の精度評価指標で

ある nDCG (normalized Discounted Cumulated Gain)を

用いた．

4.2 ベースライン

ベースラインの表現ベクトルとして，2節手順 1で得ら

れた教師なしの fastText [12] を用いて，論文を全単語の平

均ベクトルとしたものをテキストベースのベースラインと

する．また，LINE [5] を引用グラフベースの表現ベクト

ルとして比較する．ハイパーパラメーターは 2節と同様だ

が，論文の各構成要素を持たないため，両ベクトルの次元

は 300とした．

4.3 提案手法

提案手法は 2 種類のベクトルを用意した．1 つはセク

ション機能ラベルを予測するように fastTextを用いて教師
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表 5 論文の表現ベクトルを用いた列挙共引用予測タスクの結果
論文のベクトル表現 nDCG@100

fastText [12] 0.43

LINE [5] 0.46

提案手法 1 (fastText + functions) 0.50

提案手法 2 (fastText + functions + LINE) 0.56

あり学習を行った表現ベクトル (提案手法 1 : fastText +

functions)．

2つ目は提案手法 1のベクトルを初期値とし，グラフの分

散表現手法である LINEを用いて，引用グラフの引用機能

ラベルにも基づいて更新を行った表現ベクトルである (提

案手法 2 : fastText + functions + LINE)．各論文の表現

ベクトルは OBJECTIVE, METHODS, OTHERS 各 100

次元のベクトルで表現されており合計 300次元のベクトル

を持つ．

4.4 実験結果

表 4.4 に論文の表現ベクトルを用いた列挙共引用予測タ

スク結果を示す．論文の構成要素の情報を使用した提案手

法 1の fastText + functions がベースラインに比べ精度が

改善していることが確認できる．

さらにテキスト情報に加え引用グラフの情報を付け加え

た提案手法 2の fastText + functions + LINE はさらに精

度の改善が認められた．これらの結果から，テキストの構

成要素の情報と引用グラフの情報が科学技術論文の類似度

計算に有用であることが確認できた．

5. おわりに

本研究では構成要素（目的・手法・結果）に基づく類似

論文検索のための自動評価タスクとして，類似する理由が

引用文脈に含まれた類似論文検索のためのデータセットを

独自に作成し，列挙共引用予測タスクを提案した．また，

論文のテキストと引用グラフの両方の情報を用いた論文の

ベクトル分散表現学習手法について，その性能を評価した．

先行研究の，テキストまたは引用グラフのいずれか一方

を用いて学習された論文の分散表現に比べ，両方 (セクショ

ン機能，引用機能)の情報を用いて学習された分散表現が，

類似論文検索タスクにおいて優れていることを確認した．

今後の課題として，引用文脈の論文中での位置の利用や，

ニューラルネットワークを使った End-to-End型の手法が

挙げられる．
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