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センサ行動認識におけるモデル選択

大北剛1,a) 井上創造1,b)

概要：三軸加速度センサや角速度センサ（ジャイロセンサ）などのスマートフォン搭載センサや,ドップラ
センサや電界共振方式センサなどの非接触式のセンサから取得したデータを基に「歩いている」、「風呂の
湯船につかった」などの人間の行動を認識する技術は, IoT/ビッグデータ/人工知能の進展とともに近年急激
に注目を集めている. この技術は機械学習を用いて教師ありの学習をする形が一般的 [6], [11]だが,現実的
な設定においていわゆる「モデル選択」という話題に到達する. つまり,どのようなパラメータを選択する
と推定の精度を最も高く設定するチューニング法に関わる. ウィンドウの幅やサンプリング間隔をどう取
ればよいかは自明ではなく,データ依存する場合が多いため,モデル選択を行なう. この技術には副産物が
あり,どのセンサを用いればよいか、センサ信号のどの部分を重点的に見ればよいかなどの疑問にも答える
ことができる. 本論文の設定においては,ランダムフォレスト,深層学習,アンサンブル RNNなどを機械学
習器として想定し,これらに対してモデル選択を行なう. モデル選択は従来,パラメトリック型を中心とし
た AIC[1], BIC[15], MDL[14]などを中心として発展してきたが,ノンパラメトリック型の (深層)学習にお
いてはクロスバリデーションが用いられる. さらに,ハイパーパラメータのモデル選択にはベイジアン最適
化 [16]やグリッドサーチなどが良く用いられる. また,本論文においては非周期型のモデル選択/特徴選択
法であるアンサンブル RNN[10]+ベイジアン最適化も導入し,これはベイジアン最適化やグリッドサーチな
どの周期型のモデル選択とは異なる. アンサンブル RNNをセンサ入力の相対時刻に対して相対的な重要度
を特徴選択できるため,従来の方法では周期的に最適なものを選択するしかできなかったが,ここにおいて
は,周期的に捉われずに時系列で重要な点を直接サンプリングできる形の選択を行なう. これらの上で,グ
リッドサーチやベイジアン最適化 [16]を議論する.

1. イントロダクション

三軸加速度センサや角速度センサ（ジャイロセンサ）な

どのスマートフォンに搭載された携帯デバイスのセンサ技

術の進歩から,身に付けることのできるセンサから取得し

たデータを基に「歩いている」、「ジョギングしている」な

どの人間の行動を認識する技術が急激に現実のものとなっ

てきた. これと同時に,ドップラセンサや電界共振方式セン

サなどの非接触式のセンサから取得したデータを基に「風

呂に入った」,「風呂で湯船に入った」,「心拍数が 71で

ある」などの人間の行動を認識する技術も開発されている.

これらの技術は IoT/ビッグデータ/人工知能という組み合わ

せで近年非常に注目され初めている.

加速度センサなどによるセンサ行動認識 [6]の現実的な

設定において、どのセンサを用いればよいか、移動窓の幅

や移動窓のサンプリング間隔をどう取ればよいか、センサ

信号のどの部分を重点的に見ればよいかなどはいずれもシ
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ステム全体の性能を決定する重要な情報となる. センサ行

動認識の学習器はランダムフォレストなどを用いるが,こ

れは波形の形などの分類をするのみでセンサ行動認識の学

習には,移動窓の幅や移動窓のサンプリング間隔なども含

んだ形で,センサ行動認識の学習に対してモデル選択する

必要がある. この目的のためには,ランダムフォレストなど

の学習器のモデル選択より,移動窓の幅や移動窓のサンプリ

ング間隔のパラメータが多いため,本論文においては、グ

リッドサーチやベイジアン最適化 [16]を議論する. グリッ

ドサーチやベイジアン最適化は,あらかじめ定義した離散

データに対して適用され,この離散データは等間隔である

ことが多い. 一方,アンサンブル RNNを用いたモデル選択

においては,センサ入力の相対時刻に対して相対的な重要

度に応じた特徴選択を行なえるため,離散データのうち重

要度の高い点を中心に直接サンプリングを行なえ,コスト

を重み付けることができる. したがって,これらの特徴の違

いを中心に議論と考察を進める.

2. 機械学習としてのモデル選択

統計機械学習においてモデル選択は,予測 (inference)の
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図 1 行動認識のコンソールを示す. 取得したセンサ信号が 6 本存在し,青水色の枠が移動窓を

示す. 1つ目の移動窓と 2つ目の移動窓 (一部のみが描かれている)の差を移動窓のギャッ

プと呼ぶ.

性能を良くするためにはトレーニングしすぎてはいけない

という観点から,トレーニング集合の大きさに対してどの程

度の複雑さのモデルが妥当なものであるかを議論する. ト

レーニング集合の大きさが小さい場合に,複雑すぎるモデ

ルは過学習 (overfitting)のためにテスト誤差が,妥当なモデ

ルより悪くなる. モデルの内部のパラメータを用いて計算

する手法には, AIC(赤池情報量基準)[1], BIC[15], MDL[14]

などが存在する. 一方,クロスバリデーション手法は,評価

用のテスト集合を別に取って置き,この評価用のテスト集

合に対して性能の良い学習器を選択する手法である. ベイ

ジアン最適化 [16]やグリッドサーチもクロスバリデーショ

ンの一種であるがハイパーパラメータの最適化を目的とす

る. したがって,クロスバリデーションのように 5点や 10

点のサンプリングではなく,グリッドサーチにおいてはパ

ラメータの組み合わせ点数のサンプリングを行なう. 組み

合わせ点数のサンプリングは計算コストの高いものである

ため,ベイジアン最適化においてはガウシアンプロセスな

どを用いて,これまでに計算した点の情報を基にして性能

の良さそうな点を次に計算するように,計算順序を整える

ことにより,組み合わせ点数のサンプリングを避ける手法

である. 最近のアルゴリズムにおいては正則化と捉えられ

ることも多く,ノルムのペナルティーを最適化プロセスに

課せる形で機械学習器内に組み込むことも多い [3].

行動認識におけるモデル選択を扱った論文はあまりない

が,ハイパーパラメータの機械学習器への影響を fANOVA

フレームワークによって特定する方法によるモデル選択が

一件ある [5].

3. ランダムフォレスト/深層学習+ベイジアン
最適化によるモデル選択

教師あり行動認識の場合,行動クラス Y はトレーニング

集合に有限個の行動として定義され,これはデータによっ

て千差万別となる. たとえば, Y = {立ち上がる,歩く,ジョ

ギングする, . . .}などとなる. 一方,センサデータ S は採取
に用いるセンサの種類と数に依存し,センサデータの次元

は n(={1, . . . , N})となる. 各々のセンサは時系列のデータ

で構成され, k 番目のセンサ (1 ≤ k ≤ N )に対する時刻を

t(={1,. . . ,tk})と定義すると, s(k) = (sk1 , s
k
2 , . . . , s

k
tk
)と表現

できる. 但し,サンプリング周波数は必ずしもすべての次元

において同じである必要はなく,異なることが多いために

センサ毎の時刻を考える. 以上をより一般的な形で述べる

が、その前にいくつかの設定は本論文では議論しない. 1

つ目に,定義された行動クラスが現実的に十分か否かとい

う議論にも関係するが,ある時刻間のセンサデータは定義

された行動クラスに属さないことは現実的にはよくある話

だが,この議論は行なわない. 2つ目にある時刻間のセンサ

データが複数の行動の組み合わせ,もしくは行動主が複数

であるために行動が複数同時進行することも現実的には起

こり得る状況であるが,この議論も除外する.

N 有限個の行動クラス Y (⊂ Y)(= {y1, . . . , yN}) を
認識する行動認識を考える. n(={1, . . . , N}) 次元のセン

サを用いて, 各々のセンサにおける時刻 t(={1,. . . ,tk})

における観測を s(k) = (sk1 , s
k
2 , . . . , s

k
tk
) とする. つま

り, 観測したセンサデータ X はサンプリング周期に合
えば観測値が存在するが, サンプリング周期に合わな

い場合には観測値が欠損し, したがって, 時刻により

欠損する可能性がある. しかし, サンプリング周期に

合うような疑似データを得ることはできると仮定する

と, X(= {(x(1,1), . . . , x(1,N)), . . . , (x(tk,1), . . . , x(tk,N))})
と書くことができる. 一方, 慣習にしたがって, 固

定長の窓の幅を wwidth, 考慮する連続する窓の時刻

の差 (もしくは, サンプリングする窓の周波数) を
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図 2 移動窓幅とギャップを t-SNE[18] で描いたもの. データは HASC データを用いた.

図 3 CNN+LSTMモデル [12]での畳み込み層 4層を通過した後のデータを t-SNE[18]で描いた

もの. 移動窓幅はこの深層学習モデルの場合には 24(左図) と 1(右図) を選択した. ギャッ

プは図内に描いた値を用いた. データは HASCデータを用いた.

wgap とする. これを用いると, これらの wwidth と

wgap により, X は以下の X ′ に変換される. X ′(=

{((x(1,1), . . . , x(1,N)), . . . , (x(wwidth,1), . . . , x(wwidth,N))),

((x(1+wgap,1), . . . , x((1+wgap),N)), . . . , (x(1+wgap+wwidth,1),

. . . , x(1+wgap+wwidth,N))), . . . , (x(t−wgap−wwidth,1), . . . ,

x((t−wgap−wwidth),N)), . . . , (x(t,1), . . . , x(t,N))), . . . , }).
な お, z(sensort, wwidth, wgap) を 置 く と, X ′ =

(z(sensor1, wwidth, wgap), . . . (sensort−wwidth−wgap
, wwidth, wgap))

とも表現できる. この X ′ を用いて, N 有限個の行動クラ

ス Y (⊂ Y) によりラベルづけされたトレーニング集合

X ′(⊂ X ′)を用いて,写像 f : X ′ → Y を学習する教師あり
分類問題を解くことに帰着される. 「歩く」という動作の

場合,さまざまな歩きかたがあるため,それぞれの歩きかた

は異なるセンサ観測を生じる.
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移動窓パラメータ wwidth と wgap はセンサ観測データに

より大きく変化する. 重複の度合いという尺度はこの側面

を表現する. wwidth が 1で, wgap が wwidth の場合は,重複

度は 1/wwidth となる. また, wwidth が 1で, wgap が 1の場

合は,重複度は 1となる. 生のトレーニング集合の大きさを

uとする. 重複度を oとすると,データの大きさは o倍とな

る. wwidthの大きさは重複度に比例し,一方, wgapの大きさ

は重複度に反比例する. 行動認識タスクにおいては,これら

移動窓パラメータ wwidth と wgap によりトレーニング集合

の大きさは劇的に変化する. 図 2はこの劇的さを表現する

が,特に 2段目の右端の図は移動窓の幅を 100に選択して

いる (実験の項において移動窓の幅が 80や 100の場合が特

別に性能が良かったことを後に述べる)が,連続する移動窓

が絵の具をさっと降りかけたようなきれいな模様を描いて

いることに注目されたい. 残念ながら,そのようなきれいな

模様は他の移動窓設定では捉えることができなかった.

4. アンサンブル RNN+ベイジアン最適化によ
るモデル選択

アンサンブルとは RNNを複数個並べて接続したもので

ある. m番目の RNNモジュールの k番目の RNNのコン

ポーネントは以下のように定義できる.

k-th RNN Component h
(1)
<t> = LSTM(1)(h

(1)
<t−1>, xt; tanh)

pk(xt,j = 1|xt−1, . . . , x1) =
exp(w

(1)
j h

(1)
<t>)∑K

j′=1
exp(w

(1)

j′ h
(1)
<t>)

各々の RNNは弱学習噐ではなく,独立した学習噐であるた

め,エンドツーエンドのアンサンブルとしてのトレーニン

グは行なわず, 2段階でトレーニングを行なう. 第１段階に

おいて,各々の学習噐としてディベロップメント集合１を

用いてトレーニングを行なう. なお,各々の RNNコンポー

ネントは、さまざまなパラメータのものを用意するものと

する. 第 2段階において,各々の RNNをアンサンブルした

結果を学習噐としての出力とするため,これをディベロッ

プメント集合２を用いて,チューニングを行なう.

決定木 [13]において重要度 (variable importance)の概念

が導入され,情報量ゲインや Giniインデックスという形の

評価尺度が用いられ始めた. 情報量ゲインはノードがクラ

スをいかに不純さなし (impurity)に分割するかを測定し,一

方, Giniインデックスはノードがクラスをいかに不平等な

し (inequality)に分割するかを測定する. これらを用いた場

合に,重要度の高さは必ずしも決定木の上部を意味せず,下

部でも重要度の高いものが来る. ランダムフォレストでは,

これらの評価尺度は若干不適であったため, Breimanはラ

ンダム化した決定木のアンサンブルにおいて,平均減少精

度 (mean decreaseaccuracy)を導入した?.

まず, ブートストラップサンプルとブートストラップ

変数という用語を導入する. ブートストラップサンプル

(resample with replacement)を用いて各々の木 (小さな決定

木)を学習する部分と,ブートストラップ変数を各分割にお

いて用いる部分がこの方式の特徴である. ブートストラッ

プサンプルとはトレーニングデータのランダムな部分集合

を指し,したがってこれらの決定木はバイアスされた悪条

件 (ill-conditioned)の学習器となり,決定平面は決定木より

変化に富んだものとなる. ブートストラップ変数とは,特徴

のランダムな部分集合を指し,少量の強い推定器が多数の

木で選択されることを防ぐ.

平均減少精度とは以下のような形で定義される. トレー

ニングデータを, ブートストラップデータ (トレーニング

に使うデータ)と OOB(out-of-bag)データ (トレーニングに

使わなかったデータ)に分割する. i番目のランダム変数の

重要度を計算するには,まず, OOBデータを用いて, i番目

のランダム変数をランダムにシャッフル (置換)した後,決

定木に入れて,誤り率 e1 を計算し,次に,シャッフルしない

OOBデータを用いて, 決定木に入れて誤り率 e2 を計算す

る. これにより, e1 − e2 を重要度とする,というのが平均減

少精度による重要度の計算である. 重要度が小さい場合,変

数の値をスクランブルしても木の精度はあまり変化せず,

一方,重要度が大きい場合,変数の値をスクランブルすると

木の精度は大きく変化する. この尺度をアンサンブル RNN

でも用いる [10].

p(xt,j = 1|xt−1, . . . , x1) =
M∑
k=1

pk(xt,j = 1| (1)

xt−1, . . . , x1)
exp(w

(1)
j h

(1)
<t>)∑K

j′=1 exp(w
(1)
j′ h

(1)
<t>)

x1 xN

x1 xN x1
xN

RNN_1
RNN_M

INPUT

OUTPUT

softmax

図 4 アンサンブル RNN の概要. 入力が下部にあり, 出力が上部に

ある. 中間部に図においては RNN 分類器が 2 つ示されている.

これらの RNN 分類器の結果を重み付けしたものを出力結果と

する.

グリッドサーチ [9]やベイジアン最適化は,時系列の入力

のうちの周期的に重要そうな点をサンプルする方法であり,

性能が良い周期をサンプルする. 一方,アンサンブル RNN
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(100,20)= 94.1

(80,2) = 94.2

図 5 HASC データの移動窓幅, ギャップに対してモデル選択をした場合のランダムフォレスト

に対する誤差を示す. 最高の性能は (移動窓、ギャップ)=(80,2) の位置において, 94.2 の性

能を得た. また、2番目の性能は (100,20)の地点で, 94.1であった. 図は一部簡略しながら

表示している (誤差が 0の地点は未評価を示す)が,ピークのすぐ近傍では誤差が大きくな

り,ピークの部分だけが鋭い形で突出している. なお,この図はベイジアン最適化で得られ

た図ではない.

はこれより踏み込み,周期的なことに捉われずに,特定の分

類タスクを行なう際にどの点が特徴として重要かを直接導

出できる新たな方法である. ランダムフォレストにおいて

は,重要度の高い特徴がどの特徴であるかということを導

出できるのと同様,アンサンブル RNNにおいては,重要度

の高い特徴が時系列においてどの特徴であるかということ

を導出する. なお,移動窓パラメータ wwidthと wgapに関し

ては,時系列なものではないため,アンサンブル RNNでは

特に触れない.

5. 実験

5.1 データ集合

HASC データセット [7] を実験として用いた. この

データセットの次元は低いが, 結果は一般性を失わな

い形で拡張できると考える. 6 行動のラベルを Y(=

{stay, walk, jog, skip, stairup, stairdown})として設定さ
れている. それぞれの行動は 10 個の時系列のデータで

構成されている. 各トレーニング集合はおよそ 20 秒

(t = 1, 856 ∼ 2, 028) サンプルされ, サンプリング周波

数は 100Hzで同じものを用いている. 取得したセンサは３

次元であり,加速度センサの X軸, Y軸, Z軸による.

5.2 パラメータの設定

移動窓の幅を {500, 1000, 1500, 2000, 2500, 3000}とし,サ

ンプリング間隔を {100, 200, 250, 500, 750, 1000}として探
索を行なう. このような値域を取ると,たとえば,オリジナ

ルでは 60 トレーニング集合が 1680 集合となり, 28 倍の

サイズの疑似トレーニング集合で学習することとなる. ト

レーニング集合からランダムに抽出した 10%をテスト集合

として用いた.
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学習器としては以下のものを用いた. ランダムフォレス

トは scikit-learnのものを用い, CNN+LSTMは Lasagneで

実装したもの [11]を用い,アンサンブル RNNは Theanoで

実装したもの [10]を用いた.

方法 認識率

ランダムフォレスト/ベイジアン最適化 94.2

CNN+LSTM/ベイジアン最適化 95.8

方法 認識率 特徴の数 (割合)

アンサンブル RNN/ベイジアン最適化 82.7 81(33.8%)

アンサンブル RNN/ベイジアン最適化 88.9 89(37.0%)

アンサンブル RNN/ベイジアン最適化 93.8 187(78.0%)

アンサンブル RNN/ベイジアン最適化 93.9 219(91.0%)

アンサンブル RNN/ベイジアン最適化 94.1 227(94.6%)

アンサンブル RNN/ベイジアン最適化 94.0 239(99.6%)

表 1 各最適化の実験結果を示す. HASC データに対して性能が良

かったのは CNN+LSTM とベイジアン最適化の組み合わせで

あった. アンサンブル RNN による非周期的な特徴圧縮はこの

実験においてはあまり効果的とはいえなかった.

図 6 (移動窓, ギャップ)=(80,2) における時系列に対してアンサンブ

ル RNN を適用し,重要度をプロットした図を示す. 横軸は特徴

のインデックスを示し,縦軸は重要度の大きさを示す.

6. 結論

本論文において,センサ行動認識の問題においてモデル

選択を行なった. 性能のピーク時は図 3に示すように突起

状になって現われるため,ベイジアン最適化などのモデル

選択によりこのピークを的確に捉える必要がある.ランダム

フォレスト, CNN+LSTMモデル, アンサンブル RNNを機

械学習器として,ベイジアン最適化を行なった. アンサンブ

ル RNNを用いた特徴抽出は,思ったほどの性能には至らず,

CNN+LSTMモデルが最も良い性能を挙げた. CNN+LSTM

モデルはランダムフォレストより相対値において 2%程度

良い性能であった. なお, HASCデータ集合を用いたため,

このデータに依存する結果が出た可能性はある.

センサ信号のどの部分を重点的に見ればよいかという問

いには,アンサンブル RNNは的確には答えているが、これ

を用いて抽出した特徴のみではあまり性能が出なかった.

78%程度の特徴を用いて 93.8の性能を得たが,これら以下

の特徴量においては急激に悪化することがわかった.

近い将来の展望として,本論文においては 1種類のデー

タしか用いていないため,別のデータを用いて比較を行な

いたい. 時系列性が必要とされるデータにおいてはアンサ

ンブル RNNの有用性が確かめられると予想している. ま

た,センサ次元が高次元であると,機能していないセンサも

本手法により発見できるのではと予想している.
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