
情報処理学会論文誌 Vol.57 No.8 1850–1860 (Aug. 2016)

語の出現と意味の対応の階層ベイズモデルによる
教師なし語義曖昧性解消
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概要：対象語を限定しない語義曖昧性解消（all-words WSD）のための新しい教師なし学習モデルを提案す
る．all-words WSDは，辞書知識を言語処理に活用する基礎技術として実用化が期待されるが，扱う語義
の種類が膨大で，かつ分布がドメインに強く依存する性質があるため，ラベル付きコーパスの構築を前提と
する教師あり学習では実用化を見込むことが難しい．提案法は，ラベルなしコーパスに出現する種々の語
と膨大な語義の間に自然な対応を推定するため，2つの制約をモデル化する．1)同じ語の各出現における
語義は，単語タイプごとの事前分布に従う．2)類似した文脈に出現する種々の語の語義は，各語の語義割
当てを平滑化して得られる分布に従う．これら 2つの制約を階層モデルによって同時適用することで，教
師なし all-words WSDを実現する．SemEvalデータセットを用いた実験結果より提案法の有効性を示す．

キーワード：語義曖昧性解消，all-words，教師なし学習，階層ベイズ，Gibbsサンプリング

Hierarchical Bayesian Mapping of Word Occurrences and
Word Senses for Unsupervised Sense Disambiguation

Koichi Tanigaki1,2,a) Tatsuji Munaka3 Yoshinori Sagisaka4

Received: November 11, 2015, Accepted: May 17, 2016

Abstract: This paper proposes a novel unsupervised model for all-words word sense disambiguation (WSD)
to cope with the enormous number of sense classes inherent in the task. The proposed model is a hierarchical
Bayesian model that incorporates two types of soft constraints and infers natural correspondence between
unlabeled word occurrences and numerous senses: 1) senses of word instances follow the prior distribution of
each word-type, 2) senses in a context follow the extrapolation from other words’ senses in similar context.
Experimental results applied to SemEval dataset confirmed the advantages of our hierarchical model.
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1. はじめに

語義曖昧性解消（Word Sense Disambiguation: WSD）
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とは，テキスト中の語が，辞書で規定されたいずれの語義

で用いられているかを文脈に基づいて識別するタスクであ

る．WSDタスクの中でも all-wordsタスクは，曖昧性解消

の対象を特定の語に限定せず，文書中に出現するすべての

語を対象に語義を識別するタスクであり*1，辞書知識を広

く言語処理に活用するための基礎技術として実用化が期待

される．all-words WSDはそのタスク設定から辞書に含ま

れるすべての語義を潜在的に識別の対象とし，膨大なクラ

*1 たとえば評価型ワークショップ Senseval/SemEval の英語 all-
words タスクでは，2～3 の新聞記事，延べ 5,000 語程度が与え
られ，記事中の内容語（辞書のエントリ）が対象語（対象トーク
ン）として指定されることが多い．記事中の語は互いに意味的に
関係しており，曖昧性解消結果の手がかりとして利用される [1]．
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スを扱う*2．また，語義の分布はたとえば品詞と比べてド

メインに強く依存することが知られている [3], [4]．こうし

た理由から all-words WSDは高コストなラベル付きコー

パスの構築を前提とすることが難しく，辞書知識を利用し

た教師なし方式がさかんに研究されてきた．

辞書知識を利用した教師なし all-words WSDの典型的

な方法は，テキスト中で注目する語（曖昧性解消の対象語）

から一定の範囲に出現している語を文脈語とし，それらの

文脈語と対象語の語義候補の間で，語釈文中の語の重複率

や，辞書階層中の語義の近さなどに基づく意味的類似度を

計算して，最大スコアを与える語義を見つけるというもの

である [1], [3]．また，語義を対象語ごとに独立推定する

代わりに，テキストの一定範囲に出現する語群を対象に，

personalized PageRankや最適化の手法を適用して，各語

の語義を同時推定する研究もある [5], [6]．こうした教師な

しWSDの先行研究は，いずれもテキストの一定範囲に出

現する語を文脈語として利用する．そのような直接的な文

脈語が曖昧性解消の手がかりとして有効であることは明ら

かであるが，一方で，手がかりを文脈窓の中に限定するこ

とはWSDの限界を狭めると見ることもできる．

そこで本研究では，語の出現と意味の対応関係を一般化

し，文脈窓に出現する直接的な文脈語の代わりに，大量入

手が容易なラベルなしコーパス中で対象語と類似した特徴

を持つ他の語を多数参照して，手がかりとして利用するア

プローチをとる．これまでこのような一般化を狙った先行

研究としては，Tanigakiらが文脈・語義それぞれの類似度

（非類似度）で定まる 2つの距離空間の間で，対応の密度を

最大化することにより，ラベルなしコーパスの各語の語義

を同時推定する方式を提案している [7]．これは，似た文脈

に出現する語は似た意味を持つ傾向があるとの仮説 [8]に基

づく一般化である．同様の一般化に基づく教師なしWSD

の先行研究としてはこのほか文献 [9], [10]があり，ドメイ

ンが一致するデータセットでは直接的な文脈語を利用する

よりも優れた性能を得られたことが報告されている [10]．

本論文では，このような文脈の類似性に基づく先行研究

の一般化をさらに推し進め，単語タイプの一致に基づく一

般化（大域的制約）と統合する，新しい教師なし all-words

WSDのモデルを提案する．本論文の貢献は以下である．

• Tanigakiらのモデル [7]を拡張した新しいモデルを提

案した．拡張点は，all-words WSDにおける大域的制

約のモデル化，および，階層ベイズモデルとしての定

式化，の 2点である．前者の拡張では，トークン*3の

語義に対する大域的制約として，単語タイプごとの語

義確率分布を適用するモデルとした．これにより，文

*2 たとえば SemEval の WSD タスクで用いられてきた Word-
Net [2] の英語 3.1 版は，11 万種類の概念（synset）で語義を規
定している．

*3 本論文では語の出現（インスタンス）をトークン，異なりをタイ
プと表記して区別する．

脈からは有効な手がかりが得られないトークンにおい

ても曖昧性解消が可能となり，ベースモデル [7]より

も安定した性能が得られる．また，後者の拡張により，

上述の大域的制約をラベルなしコーパスから語義と同

時推定可能とした．all-words WSDにおけるベイズ推

定は本論文が初めて試みるものである．

• 上述した大域的制約の導入（モデルの階層化）により
曖昧性解消性能が有意に向上することを実験的に示

した．

• 同時計算する語を増やすことで性能が向上する傾向が
あることを実験結果より示した．これは，大量入手が

容易なラベルなしコーパスを用いて文脈と意味の対応

関係を一般化する本研究のアプローチの有効性を示唆

している．

2. 曖昧性解消の手がかり

語の意味には，次の性質があることが知られている．

(I) 単語タイプが同じトークンは（文脈が異なっても）同

じ意味を表す傾向がある [11]．

(II) 似た文脈に現れるトークンは（単語タイプが異なって

も）似た意味を表す傾向がある [8]．

これら 2 つの性質は，トークンの語義を推定するうえ

で，文脈と単語タイプ，双方の観点から相補的な制約を与

える．本論文はこれらの性質を手がかりとして，ラベルな

しコーパスで語義の曖昧性を解消する．先行研究において

は，Yarowskyが “one sense per collocation”と “one sense

per discourse”と呼ぶ 2つの語義の性質を用いて，コーパ

スに複数回出現する単一の多義語の曖昧性を解消し，優れ

た性能が得られることを示した [12]．本論文が利用する性

質 (I)はこの “one sense per discourse”に相当するが，(II)

は “one sense per collocation”とはやや異なり，all-words

WSDの手がかりとするために，単一の語の one senseでは

なく種々の語の類似した語義を関連付けて扱うものである．

たとえば，“Exotic plants . . . ” や “Exotic trees . . . ”，

“. . . of these plants . . . ”などの文を含むコーパスが与え

られたとする（図 1）．最初の文に含まれる語 plantは，語

義として flora（植物），factory（工場），decoy（桜客）を

持ち，語義との対応に曖昧性がある．同様に 2番目の文に

含まれる語 treeも，living-tree（樹木）や tree-diagram（樹

形図）の語義を持ち，曖昧性がある．ここでもし，語 plant

がこのコーパスでは flora の語義で使われやすいことがあ

らかじめ分かっていれば，性質 Iに基づいてこれらの文で

も plantが flora の語義で使われていると解釈できる．こ

のような事前知識は，特に最後の例文 “. . . of these plants

. . . ”のように，曖昧性解消の有効な手がかりが文中に含

まれない語に対し有効である．一方，最初の例文 “Exotic

plants . . . ” に含まれるトークン plant は，同様に exotic

（外来種の）の修飾を持つ，類似した文脈に出現するトーク
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図 1 対応の曖昧性を解消するためラベルなしコーパスから推定す

る 2 つの統計量

Fig. 1 The two statistics to be estimated from unlabeled cor-

pora for correspondence disambiguation.

ン treeが見つかること，さらに，plantの語義 flora と tree

の語義 living-tree が比較的似た概念であることを考慮すれ

ば，上述の性質 IIに基づいてこれらのトークンの語義がそ

れぞれ flora，living-tree であると解釈できる．また，この

ような解釈を集めることで，上述の事前知識として用いた

コーパス全体で使われやすい語義をある程度推定すること

もできる．

上述した簡単な例では，曖昧性解消の対象語に対し，I，

IIの性質をヒューリスティックな規則として逐次的に適用

して曖昧性を解消した．しかし実際には，これら 2つの性

質が表している規則性は，いずれも他の語の解釈に互いに

依存しているため，手続き的な方法で適用することはでき

ない．また，両性質ともあくまで傾向にすぎないため，逸

脱が許容される緩い制約として適用する方法が望ましい．

そこで本論文は，データセット中のすべての語と語義の同

時分布をモデル化することで単語間の依存性を扱う．この

とき，上述した語義の性質は，同時分布に関する仮定とし

て以下のように読み替えることで確率モデルとなる．

(I) 同じ語の各出現（トークン）における語義は，単語タ

イプごとの事前分布に従う．

(II) 類似した文脈に出現する種々の語の語義は，各語の語

義割当てを平滑化して得られる分布に従う．

本論文では，これらの仮定を大域的制約・局所的制約と

して単一の階層ベイズモデルに統合する方式を提案する．

2つの制約を適用することで，ラベルなしコーパスに出現

する種々の語と膨大な語義の間に，語義の性質に即した自

然な対応を求めることができる．

3. 問題の定式化

具体的なモデル化の準備として，本章では教師なし

all-words WSD の問題をベイズ推定の枠組みで定式化す

る．いま，WSDの対象トークンN 語からなる順序集合を

X = {xi}N
i=1 とし，各トークンの語義候補集合からなる順

序集合をY = {Yi|Yi = {yij}Mwi

j=1 }N
i=1とする．ただし Yiは

トークン xi の語義候補集合である．Mwi
は単語タイプ wi

の語義候補数，wi は xi の単語タイプであり，語彙 Vの要

素（wi ∈ V）とする．また，任意のトークン xi, xi′ ∈ X の

文脈距離（文脈の非類似度）が距離関数 dx(xi, xi′)によっ

て定義され，同様に，任意の語義 yij , yi′j′ ∈ ⋃N
ι=1 Yι の語

義距離（語義の意味的な非類似度）が距離関数 dy(yij , yi′j′)

で定義されるとする．これらX，Y（および dx，dy）が与

えられた下で，各トークン xi の正しい語義 yij ∈ Yi を推

定することを考える．なお，ここでは教師なし方式を考え

るため，いずれの xi に対しても正しい語義は与えられな

いものとする*4．

いま，トークン xiの正しい語義が yij であるとする仮説

を，変数 zi を用いて zi = j と表すこととする．本論文に

おける all-words WSDの目的は，データ X，Yが与えら

れたとき，それぞれの zi（i = 1, . . . , N）について最適解

j∗|i ≡ arg max
j

P (zi = j|X,Y) (1)

を求めることである．

右辺の確率についてモデルを考えるとき，そのモデルパ

ラメータをΘで表すこととする．また，X 全体の語義割

当て仮説をベクトル z = (z1, . . . , zN )で表す．このとき，

式 (1)による条件付き確率の最大化の解は，次式 (2)に示

す，周辺化した同時分布 p(X,Y, z,Θ)の最大化の解に一

致する．

P (zi = j|X,Y) =
∑

z:zi=j

∫
Θ

p(z,Θ|X,Y) dΘ

∝
∑

z:zi=j

∫
Θ

p(X,Y, z,Θ) dΘ (2)

ただし
∑

z:zi=j は，zi = j となる z で求める総和を表す．

このように，あるトークンに関する ziの解を求めるため

に，他のトークンの語義割当て zi′（i′ �= i）やモデルパラ

メータΘまでも含めた同時分布 p(X,Y, z,Θ)を考えるの

は，語の間の依存性を利用するためである．依存性をモデ

ル化するため，モデルパラメータ Θには次章で述べるよ

うに元のWSDの問題には直接含まれない潜在変数を導入

するが，最終的には式 (2)の周辺化によって潜在変数によ

る条件付けは消去されるため，WSDとして合目的的な解

が得られる．

同時分布 p(X,Y, z,Θ)の推定にはサンプリング法を適

用できる．変数を十分な回数 T 回ずつサンプリングした

とき，t回目に得られた zi のサンプルを z
(t)
i とすると，式

(2)の周辺化は z
(1)
i , . . . , z

(T )
i の平均を用いて次式で近似で

きる．
*4 （半）教師あり学習にする場合は，語義の正解が与えられる語 xi

について，後述する変数 zi を正解に固定して計算すればよい．
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表 1 本論文で用いる記号

Table 1 Major symbols used in this paper.

与えられるデータ X，Yに関する記号

X トークンの順序集合．X = {xi}N
i=1．

Y トークンの語義候補．Y = {Yi}N
i=1，Yi = {yij}Mwi

j=1．

wi トークン xi の単語タイプ．wi ∈ V．V は語彙．

dx(·, ·) 2 つのトークンの文脈距離を与える関数．

dy(·, ·) 2 つの語義の意味距離を与える関数．

N，Mwi データセットのトークン数，wi の語義候補数．

潜在変数 z，Θ に関する記号

z トークンの語義割当てベクトル．

z = (z1, . . . , zN )，zi ∈ {1, . . . , Mwi}．
Θ モデルパラメータ．Θ = 〈θw, θw′ , . . . 〉．

θw w の語義確率分布．θw = (θw1, . . . , θwMw
)．

σx，σy 密度推定の文脈，語義平滑化ハイパーパラメータ

α 語義確率分布のディリクレ平滑化ハイパーパラメータ

∑
z:zi=j

∫
Θ

p(X,Y,z,Θ) dΘ � 1
T

T∑
t=1

δ
z
(t)
i j

(3)

式中の δ はクロネッカーのデルタであり，z
(t)
i = j のとき

δ
z
(t)
i j

= 1，z
(t)
i �= j のとき δ

z
(t)
i j

= 0である．このように

して，サンプルから各トークンの語義割当て zi の最適解

j∗|iを決定できる．以下 4 章では，同時分布 p(X,Y, z,Θ)

のモデル化について述べ，5 章では同時分布からのサンプ

リングについて述べる．本章～5 章で用いる主な記号の定

義を表 1 にまとめた．

4. 語の出現と意味の対応のモデル

本章では，同時分布 p(X,Y, z,Θ)をモデル化する．提

案法は階層ベイズモデルであり，同時分布を構成する 4種

類の変数の出現をΘ，z，(X,Y)の順にモデルの階層から

生成する．生成過程における変数の依存関係をグラフィカ

ルモデルで図 2 に示す．図の左側がモデルの上位階層に相

当する．塗りつぶしの円は観測変数（ハイパーパラメータ

を含む）を表し，値が外部から与えられる．中抜きの円は

潜在変数を表し，観測変数より分布を推定する．矢印は変

数間の依存関係を，矩形は繰返しを表し，繰返しの回数を

矩形内に N，M などで示す．ただし単語タイプ w,w′, . . .

に関する異なり語数 |V |回の繰返しだけは矩形で省略表記
せず，添字として w，w′を明示して，異なり語の間で依存

関係が交差することを示す．図に示した変数のうち，実際

に求めたい変数はトークンの語義割当て z であり，θおよ

び 〈x, y〉は z の推定に制約を与えるための変数である．

本階層モデルのモデルパラメータ Θは，各単語タイプ

w,w′, . . .（∈ V）に対応する語義確率分布の組 〈θw, θw′ , . . . 〉
である．語義確率分布 θw = (θw1, θw2, . . . )は，単語タイプ

wのトークン xi が語義 yi1, yi2, . . . で用いられる確率（事

前確率）を表し，
∑

j θwj = 1である．モデルの最上位階

層では，各単語タイプ wに応じた θw が生成される．本論

図 2 語の出現と意味の対応の確率的生成モデル

Fig. 2 Generative model of tokens and senses correspondence.

文では教師なし学習を考えるため，θw が特定の語義に偏

ることは事前に仮定せず，すべての語義候補が同様に出現

しやすいとする．このとき，θw の生起は次式の対称ディ

リクレ分布に従う．

θw ∼ Dir( · |α/Mw, . . . , α/Mw ) (4)

ここで記号 ∼は左辺の生起が右辺の分布に従うことを表
す．Dir()はディリクレ分布の確率密度関数を表し，Mwは

wの語義候補数を表す．αはあらかじめ与える正の実数定

数であり，一様分布の重みをコントロールするハイパーパ

ラメータである．αに大きな値を設定するほど，得られる

θw は一様分布に偏る．

モデルの第 2層は 2 章で述べた仮定 (I)を反映したもの

であり，単語タイプ wiに固有の語義確率分布 θwi
より，各

トークン xi の語義割当て zi が生成される．zi は，試行回

数 1回の多項分布（確率関数をMul1()で表す）において，

各要素が 1となる確率の分布に従う．

zi ∼ Mul1( · |θwi
) (5)

θwi
は wiの異なりに依存するが i自体には依存しない．こ

のため θwi
は，単語タイプが等しいトークンの語義割当て

zi, zi′ , . . . に対し，共通の大域的制約として作用する．

モデルの第 3 層では，語義割当て z から文脈における

トークンと語義の対応 〈x, y〉が生成される．このとき，ラ
ベルなしコーパスを用いた学習では，z の正解が与えられ

ない点に注意が必要である．このため，zi から 〈xi, yij〉を
直接生成するようなモデル化をしても，正しい割当てを学

習できない．そこで，xi とは単語タイプが異なるトーク

ンの集合 X\wi
とクロスバリデーションすることで，z か

ら 〈x, y〉の生成をモデル化する．すなわち，あるトークン
xi と語義の対応 〈xi, yij〉は，トークン xi′ , xi′′ , · · · ∈ X\wi

とそれらトークンの語義割当て zwi′ , zwi′′ , . . . によって定

まる対応 〈xi′ , yi′zi′ 〉, 〈xi′′ , yi′′zi′′ 〉, . . . より生成されるとし
てモデル化する．このような単語タイプによるクロスバリ

デーションが有効な理由は，all-words WSDでは語義の候

補が単語タイプによって異なるからであり，このため互い
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に類似した文脈に出現するトークンの間では，あるトーク

ンの語義候補を，単語タイプが異なる他のトークンの語義

に関する緩い教師情報（類似した語義ほど尤もらしい）と

して利用できるからである．単語タイプによるクロスバリ

デーションを，図 2 では上段と下段にまたがる依存関係の

交差で示した．

この第 3層は 2 章で述べた仮定 (II)を反映したものであ

り，カーネル密度推定 [13]を適用して得られる平滑な密度

分布より，トークンと語義の対応 〈x, y〉が生成される．

〈xi, yij〉 ∼ Kdens
( ·, · ∣∣X\wi

,Y\wi
, z\wi

, σx, σy

)
(6)

Kdens()は，X\wi
に含まれるN\wi

個のトークンと語義の

対応 〈xi′ , yi′zi′ 〉に基づいて 〈xi, yij〉を外挿する確率密度関
数であり，N\wi

個のカーネルを用いた密度推定により，次

式で定義する．

Kdens
(
xi, yij

∣∣X\wi
,Y\wi

,z\wi
, σx, σy

)
(7)

≡ 1
N\wi

∑
i′:wi′ �=wi

k
(
xi, yij , xi′ , yi′zi′ |σx, σy

)

カーネル関数としてガウスカーネルを用いると，上式のk()

はトークンの文脈距離 dx(xi, xi′)と語義距離 dy(yij , yi′j′)

を用いて次式で定義できる．式中，σx，σy はカーネルによ

る平滑化の強さを決定するハイパーパラメータである．

k
(
xi, yij , xi′ , yi′j′ |σx, σy

)
(8)

≡ 1
2πσxσy

exp
[
− dx

2(xi, xi′)
2σx

2
− dy

2(yij , yi′j′)
2σy

2

]

この密度分布からは，他の語の語義割当て z\wi
が，文脈

的にも意味的にも近傍*5に多数存在するほど，対応 〈xi, yij〉
が生成されやすくなる．いい換えれば，モデルの第 3層で

は，求めようとする変数 ziの推定に対し，近傍にある他の

語と語義の対応が局所的制約として作用する．

本モデルで θwとしてモデル化する大域的制約は，先行研

究においては “one sense per discourse”と呼ばれるヒュー

リスティクス [11]として手続き的な手法によって実現さ

れ，self-trainingで訓練データを拡張する際の補助的手段

として用いられた [12]．本モデルでは，これを階層ベイズ

モデルの事前分布として扱う．このため，単語タイプに応

じて強さがそれぞれ異なる大域的制約を，ラベルなしコー

パスから同時推定して曖昧性解消に利用できる．階層ベイ

ズモデルを語義に適用した先行研究としては，潜在的ディ

リクレ配分法（LDA）や階層ディリクレ過程（HDP）を用

いた研究がある [14], [15], [16]．これらはWSDではなく

Word Sense Induction（WSI）を目的としたものであり，

クラスタに相当する語義から文脈語を直接生成するモデル

を用いてトークンをクラスタリングする．このようなモデ
*5 本論文で「近傍」ないし「近傍語」とは，距離関数 dx，dy で規
定される距離が近いことを表す．特に断らない限り，実際のテキ
ストや文書中で出現位置が近いことは意味しない．

ル化は，対象とする語義の間で文脈語の分布がオーバラッ

プしないことを前提としたものであり，語彙を限定した

WSIに適している．これに対し提案法は，種々の語の多様

な語義を識別する all-words WSDを目的としている．モ

デルの生成過程を異なり語で交差させることで，文脈に関

する分布のオーバラップを教師情報として利用する点が特

徴である．

5. サンプリングによる同時分布の推定

3 章では，同時分布 p(X,Y, z,Θ)のサンプルが何らかの

方法で得られたときに，それらサンプルから各トークンの

最適な語義を決定する方法を述べた．本章ではGibbsサン

プリング [17]を適用して，実際に分布のサンプルを得る方

法を述べる．Gibbsサンプリングはマルコフ連鎖モンテカ

ルロ法の 1つであり，注目する変数のサンプリングと，サ

ンプリングする変数の入れ替えとを繰り返して，求めたい

分布からサンプルを得る方法である．ある変数のサンプル

は，残りの変数をすべて固定したときの条件付き分布より

得られる．提案する階層モデル（図 2）でサンプリングの

対象となる変数とは，zとΘの各要素，すなわち，各トー

クンの語義割当て zi（i = 1, . . . , N）と，各単語タイプの

語義確率分布 θw（w ∈ V）である．そこで以下では，ziを

サンプリングする条件付き分布 P (zi|X,Y, z\i,Θ)と，θw

をサンプリングする条件付き分布 p(θw|X,Y, z,Θ\θw
)を

それぞれ導出する．

モデルの階層順に従って，まず，条件付き分布

p(θw|X,Y, z,Θ\θw
) を導出する．本モデルで θw は X，

Y，Θ\θw
とは条件付き独立であり，zのうち，単語タイプ

が w に等しい zi のみに依存する．いま θw 以外の変数は

すべて固定して考えるため，θw の条件付き分布は，θw 以

外の変数との同時分布に比例することに注意すると，

p
(
θw

∣∣X,Y, z,Θ\θw

)
∝ p(θw)

∏
i:wi=w

P (zi|θw) (9)

∝ Dir(θw |α/Mw, . . . , α/Mw )
∏

i:wi=w

Mul1(zi |θw )

∝
∏

j

θwj
α/Mw−1

∏
j

θwj
Nwj (10)

∝ Dir
(

θw

∣∣∣∣ α

Mw
+ Nw1, . . . ,

α

Mw
+ NwMw

)
(11)

と書ける．よって式 (11)のディリクレ分布より θw のサン

プルが得られる．なお，式 (9)中の p(θw)，p(zi|θw)の展開

は式 (4)，(5)で仮定したディリクレ分布（事前分布）と多

項分布を適用したものである．以下，式 (11)のディリクレ

分布までの変形は，LDAなどでも用いられるディリクレ分

布と多項分布の共役性を利用している．式 (10)，(11)中の

Nwj は単語タイプが w であるトークン {xi|wi = w} ⊆ X

のうち，語義割当て ziが jとなっているトークンの数を表
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す．式 (10)の導出には以下の変形を用いた．
∏

i:wi=w

Mul1(zi |θw ) =
∏

i:wi=w

θwzi

=
∏

i:wi=w

∏
j

θwj
δzij

=
∏

j

θwj
Nwj

次に，条件付き分布 P (zi|X,Y, z\i,Θ)を導出する．本

モデルにおいて，トークン xi の語義割当て zi が依存する

変数とは，単語タイプ wi の語義確率分布 θwi
，および，

xi とは単語タイプが異なるトークンX\wi
とその語義候補

Y\wi
，語義割当て z\wi

である．式 (9)と同様に，依存変

数との同時分布を用いると，求める条件付き分布は，

P
(
zi = j

∣∣X,Y, z\i,Θ
)

∝ Mul1( j |θwi
)

∏
i′:wi′ �=wi

Kdens
(
xi′ , yi′zi′

∣∣
X\wi′ ,Y\wi′ ,z\wi′ , σx, σy

)
∝ Mul1( j |μi ) (12)

と書ける．よって式 (12)の多項分布より ziのサンプルが得

られる．ただし，式中のμiは確率ベクトル (μi1, . . . , μiMwi
)

であり，

μij ∝ θwij

∏
i′:wi′ �=wi

Kdens
(
xi′ , yi′zi′

∣∣ (13)

X\wi′ ,Y\wi′ ,z\wi′ : zi=j , σx, σy

)
とする．

6. 語義曖昧性解消実験

6.1 実験条件

モデル階層化の効果を評価するため，all-words WSDの

実験を行った．本実験では，階層モデルの性能を 2つの手

法と比較する．比較対象の 1つは，階層モデルから上位階

層を取り除いた非階層モデルである．もう 1つは，取り除

いた上位階層の代わりに，“one sense per discourse”の手

続き的実現法 [12]を単純化して適用する方法である．これ

らの方式の詳細を以下に示す．

• 階層モデル（提案法）：本論文が提案する階層モデル
（図 2）を用いて語義を推定する．このモデルでは，単

語タイプが同じトークンにはできるだけ同じ語義が割

り当てられるように，各トークンの語義割当てに対し，

単語タイプごとの大域的制約がかかる．ただし，この

制約は確率的で緩いため，別の語義の方がよりもっと

もらしいという手がかりが文脈の近傍語から十分得ら

れれば，この制約に従わないこともできる．

• 非階層モデル：上述の階層モデルから変数 αと θを取

り除いたモデルを用いる．このモデルでは単語タイプ

で語義を一致させる制約がいっさい課されず，文脈近

傍語の語義のみを手がかりとして語義が推定される．

• 事後拘束法：上述の非階層モデルを用いて各トークン
の語義を暫定的に推定した後，それらトークンの語義

推定結果の最頻語義を単語タイプごとの代表語義とし

て採択する．この代表語義で元の各トークンの語義推

定結果を置き換えて最終的な出力とする．代表語義が

一意に定まらない場合は複数の代表語義を等スコアで

出力する．この方法は，単語タイプが同じトークンに

は必ず同じ語義が出力されるように厳格な制約を課す

ことになるため，文脈によって複数の語義で使い分け

られている語には対応できない．

実験には，SemEval-2英語 all-words WSDタスクのデー

タセット [18]を用いた．このデータセットは，評価型国際

ワークショップ Senseval/SemEvalが公開しているデータ

セットのうち，英語 all-words WSD用の最新のものであ

る．このタスクでは，テストセットのほかに，テストセッ

トと同一ドメイン*6のラベルなしコーパスが提供されてい

る．テストセットは 3文書，5,348語であり，うち 1,398語

（名詞 1,032語，動詞 366語）がWSDの対象語として指定

されている．ラベルなしコーパスは 270万語からなる（語

数はいずれも延べ）．本実験では，ラベルなしコーパスは

後述する文脈距離の実装で分布類似度を計算するためだけ

に用いた．配布されるデータセットには辞書引き（語義候

補の取得）に必要な単語の品詞と基本形が含まれていない

ため，RASP parser [19]を適用して品詞と基本形を得た．

辞書はタスク規定のWordNet 3.0を用いた．

ところで，比較する 3つの手法で実際に性能差が観測さ

れるかは，テストセットの語義に，単語タイプによる関連

付けを利用して解消される曖昧性がどの程度あるかに依存

する．そこで事前分析としてテストセット 1,398語の曖昧

性を調べた．曖昧性の尺度としては，正解語義のパープレ

キシティおよび候補語義のパープレキシティを用いる*7．

正解語義のパープレキシティは，1つの単語タイプについ

て平均何種類の語義がテストセット中で正解としてラベル

付けされているか（文脈によって使い分けられているか）

を表す．一方，候補語義のパープレキシティは，辞書で規

定されている語義の候補が平均何種類あるかを表す．パー

プレキシティの分析結果を図 3 に示す．2色に色分けした

*6 SemEval-2 の all-words WSD はドメイン適応をテーマに実施
され，単一ドメイン（環境ドメイン）のデータで性能が評価され
た [18]．

*7 語義のパープレキシティは，単語タイプが与えられたときの語
義のエントロピーによって PP = 2H(Y |W ) で定義する．ただ
し Y，W は語義および単語タイプを表す確率変数とする．エン
トロピーは H(Y |W ) = −∑i,j P (W = wi)P (Y = yij |W =
wi) log2 P (Y = yij |W = wi) で与えられる．
ここで，P (Y = yij |W = wi) は単語タイプが与えられたときの
語義の確率であり，正解語義のパープレキシティを計算する際に
は，テストセット全体でその単語タイプのインスタンス（トーク
ン）に付与されている正解語義の比率を用いる．これに対し，候補
語義のパープレキシティを計算する際には，P (Y = yij |W = wi)
として候補語義の数の逆数 1/Mwi を一律に用いる．
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図 3 SemEval-2 テストセットにおける語義の曖昧性：正解語義

パープレキシティ（左図）は最小値 1の点（全インスタンスで

正解語義が同じ）に過半の 62.8%が集中するが，パープレキ

シティが 1 より大きいトークンの数と区別するため．ヒスト

グラムは左開右閉の半開区間 {x | a < x ≤ b} の度数でプロッ
トする．このため左端の集中点には柱が描画されない

Fig. 3 Sense ambiguity of the SemEval-2 test set. 68% of to-

kens is concentrated at the minimum of proper sense

perplexity, where bins {x | a < x ≤ b} are not drawn.

This is because we intend to distinguish the frequency of

tokens whose perplexity equals to one and those whose

perplexity is greater than one.

ヒストグラムのうち，濃い網掛けは区間ごとの頻度分布を

表し，薄い網掛けは累積頻度分布を表す．ヒストグラムの

各階級は右端を含み左端を含まない．図中下向きの矢印で

テストセット全体のパープレキシティを示した．図 3 左

のグラフから，正解語義パープレキシティは最小値 1の点

（全インスタンスの正解語義が同じ）に過半の 62.8%が集

まることが分かる．ただしこの左端位置は柱としては描画

されない．正解語義のパープレキシティはテストセット全

体で 1.35であり，候補語義のパープレキシティ 6.33と比

べて 1/4～1/5に絞られる．したがって同じ語の語義をで

きるだけ一致させようとする制約は本データセットでも有

効に作用する可能性があり，階層モデルおよび事後拘束法

では，非階層モデルと比べて優れた性能を期待できる．た

だし，図 3 左のグラフの左端位置に左向き矢印で示すよう

に，正解語義のパープレキシティが 1，すなわちテストセッ

ト中で同じ語のすべてのインスタンスに同じ語義が割り当

てられるトークンは全体の 62.8%にとどまる．残る 4割弱

のトークンでは語義が文脈に応じて使い分けられているこ

とから，そうした使い分けを識別できない事後拘束法と比

べて，階層モデル（提案法）では優れた性能を期待できる．

提案法および 2つの比較手法はいずれもデータセットと

語義候補に加えて，文脈の距離関数 dx(·, ·)と語義の距離関
数 dy(·, ·)が与えられることを仮定している．実験では，こ
れらの距離関数を以下のように実装して用いた．まず，文

脈距離は，構文的依存関係を分布類似度で平滑化して単語

ベクトルを構成し，ベクトルの余弦を類似度とする Thater

らの方法 [20]をベースとして用いた．ただし，類似度は余

弦ではなく内積を用いることで，まったく異なる単語ペア

間で類似度を比較する際に，一致する特徴が多いペアほど

類似度が高くなるようにした．また，距離関数とするため

類似度の逆数をとり，さらに特徴の数が増えたときの感度

を抑えるため対数をとって用いた．サンプリングの計算効

率化と，ノイズの影響を低減するため，文脈距離は一方の

トークンが他方の k 最近傍である場合のみ計算に用いた．

k の値は，予備実験の結果より k > 10としても正解率が

大きく変化しないことが分かっており，本実験では k = 10

とした．一方，語義距離には，先行研究 [7], [9]でWSDに

適用し優れた性能が報告されている Jiang & Conrathの

距離 [21]（WordNet階層のエントロピーに基づいて定義す

る距離）を用いた．実際の計算には Pedersenらの提供す

るライブラリ [22]を利用した．これらの文脈距離と語義距

離は，いずれも品詞が同じ語の間でのみ定義されるため，

WSDの計算はテストセットの名詞と動詞に分けて別々に

行った*8．

曖昧性解消結果の評価には SemEvalが提供する評価ツー

ルを用いた．このツールによって算出される評価スコアは

再現率と適合率であるが，再現率・適合率の定義は，情報検

索などにおける一般的な定義とは異なり，個々のターゲッ

トについて出力の総和が 1となるように正規化した確率カ

ウントが用いられるため，再現率は候補を複数出力しても

有利にはならない．そこで，以下では基本的に適合率の表

記を省略し，タスクで正式なランキング基準にもなってい

る再現率のみを「正解率」と表記して示す．なお，本実験

ではすべての対象語に対して必ず語義を出力するため，適

合率もこの正解率に一致する．Gibbsサンプリングの回数

は，すべての条件で正解率にほぼ収束が見られた 10万回の

場合を一律に示す．burn-in期間は設定せず，得られた全サ

ンプルを用いた．ハイパーパラメータ αは 0.001 ≤ α ≤ 1

の範囲で α = 1, 2, . . . , 9× 10n（nは整数）の場合を評価し

た．σx，σy は固定とし，データセット中の文脈距離，語義

距離の平均 2乗距離をそれぞれ設定した．

6.2 実験結果

実験結果を図 4 に示す．折れ線グラフは階層モデルの正

解率を，ハイパーパラメータ αを変化させてプロットした

*8 別の距離を実装する場合であれは，品詞ごとに計算を分ける必要
はない．たとえば，注目する語の前後一定範囲に出現する語で構
成する 1次文脈ベクトルや，これを大規模コーパスにおける語の
共起で展開して得られる 2次文脈ベクトル [23]，あるいは，各語
の分散表現を結合して構成されるパラグラフベクトル [24] など
の類似度は，品詞が異なる語の間でも計算可能であり，本論文の
文脈距離として利用することもできる．また，意味的類似度の導
出に利用する概念辞書が品詞ごとの体系になっているため Jian
& Conrath の類似度では不可能だが，語釈文の類似度で計算す
る Lesk 類似度であれば，品詞が異なる語の語義間でも計算でき
る．これらの文脈距離と意味距離を用いることで，本実験におい
ても名詞と動詞の語の曖昧性を同時に解消することが可能であ
り，少なくとも一定の名詞・動詞の関係を効果的に利用できる可
能性がある．
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図 4 モデル階層化の効果

Fig. 4 Performances of the proposed hierarchical model com-

pared with non-hierarchical models.

ものであり，網掛けの領域は 95%信頼区間を表している．

階層モデルと条件を揃えるため，パラメータ αを持たない

非階層モデルおよび事後拘束法については，サンプリング

に使う乱数の種を変えることで階層モデルと同様に 28回

の実験を行い，得られた正解率の中央値をそれぞれ一点破

線と点線で示した．

図 4 から，3つの方式を比べると全般に，階層モデル，事

後拘束法，非階層モデルの順で良い性能が得られたことが

分かる．階層モデルでは，極端に αを小さく設定したとき

こそ性能のばらつきが大きくなる傾向が見られたものの，

α ≥ 0.01では安定して他の 2つの方式を上回った．特に非

階層モデルに対しては α ≥ 0.01でつねに有意な性能の向

上が得られた．非階層モデルと比べて，提案法（階層モデ

ル）および事後拘束法で良い性能が得られたことから，後

者で利用した単語タイプごとの語義制約が，本データセッ

トのように単一ドメインの all-words WSDに対して有効

であることが確認できた．また，提案法（階層モデル）で

は事後拘束法よりも良い性能が得られたことから，単語タ

イプごとの語義制約を実現する方法として，提案法による

事前分布としてのモデル化が効果的であったといえる．

本実験において，階層モデルによる正解率の最大値は

0.482（α = 0.08）であった．ただし上述のように α < 0.01

における性能は不安定であるため，比較的安定したピーク

の性能は 0.05 ≤ α ≤ 0.1における 0.47～0.48と見ること

ができる．なお，本テストセット中の最頻語義による正解

率は 0.903，辞書の第 1語義による正解率は 0.485であり

（いずれも教師ありベースライン），階層モデルはこれを下

回る．最頻語義による正解率の高さは，単一ドメインから

なる本テストセットの語義の偏りを反映している．ところ

で，SemEval-2タスクに参加したシステムのうち，教師な

し方式で最良のシステム [25]の正解率は 0.495である [18]．

実験条件が異なるため単純な比較はできないが，本実験結

果はこれを下回った．SemEval-2タスクはドメイン適応を

テーマに実施されたため，上位システムでは，本実験のよ

図 5 品詞による曖昧性解消性能の違い

Fig. 5 WSD performances depending on part-of-speech.

うに与えられたリソース（データセットと辞書）をそのま

ま用いるのではなく，各種ドメイン適応手法を適用してお

り，辞書をあらかじめドメインに合わせてプルーニングし

たり [25]，Webを検索して大量に取得した対象ドメインの

テキストを利用したりする [26]などしている．特に後者の

ように，ラベルなしコーパスを大量に利用することで提案

法の性能が改善される可能性については，次章で考察する．

品詞別の正解率を図 5 (a)，(b)に示す．階層モデルと非

階層モデルでは，動詞と比べて名詞で高い正解率が得られ

た．これに対し，事後拘束法では名詞・動詞ともほぼ変わら

ない性能が得られた．参考のため，SemEval-2の all-words

タスクに参加した教師なしシステム（全 20エントリ）の

品詞別正解率 [18]を転記して図 5 (c)に示す．これらのシ

ステムでも，動詞と比べて名詞で正解率が高くなる傾向が

観察される．よって，この結果（名詞の方が正解率が高く

なる）は提案法に依存するものではなく，本テストセット

と辞書を用いたときの一般的な傾向といえる．

テストセットのトークン 1,398語のうち，テストセット

中で最頻の正解語義がそのトークンでも正解となっている

ケースは 1,297語（うち 63語には最頻語義が 2つ以上あ

る）であり，残り 101語は，最頻語義以外の語義（以下，

マイナー語義と呼ぶ）が正解のトークンであった．それぞ

れの語群に対する正解率を図 6 に示す．階層モデル，非階

層モデル，事後拘束法の性能をそれぞれ実線，点線，一点

破線で示す．性能が横軸 αに依存する階層モデルのプロッ

トは，各 αでの性能をプロットした折れ線グラフと，区間

ごとの中央値を太線で示す．これに対し，性能が αに依存

しない非階層モデルおよび事後拘束法の性能は，全 28回

の実験結果の中央値を示す．

正解が最頻語義のトークンに対する性能は，もともとそ

れらのトークンが本テストセットでは全体の 9割強を占め

ているため，傾向としてもテストセット全体の傾向（図 4）

とほぼ一致し，α ≥ 0.01で提案法，事後拘束法，非階層モ

デルの順に良い性能が得られる（図 6 (a)）．一方，正解が

マイナー語義のトークンに対する結果では順位が入れ替わ
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図 6 テストセット中の最頻語義/マイナー語義に対する正解率

Fig. 6 Performances on most/non-most frequent word senses

in the data set.

り，階層モデル（提案法）と非階層モデルがほぼ同等の性

能であったのに対し，事後拘束法はそれらより低い性能と

なった（図 6 (b)）．正解がマイナー語義のトークンはデー

タ量が少ないため有意な差はないものの，提案法は事後拘

束法と比べて，マイナー語義の曖昧性解消性能を大きく損

なわずに，過半を占める最頻語義に対する性能を改善でき

ることを示唆する結果が得られた．

7. 考察

本章では，提案法を適用するラベルなしデータセットの

サイズと曖昧性解消性能の関係について考察する．本論文

の目的は 1 章で述べたように，語の出現と意味の関係を

一般化することであり，それによって，手がかりが限定さ

れる直接的な文脈語に代えて，大量に入手可能なラベルな

しコーパスの語を曖昧性解消に利用することである．本論

文では文脈に依存しない大域的制約を導入する方法を提案

し，その有効性を前章で示した．そこで本章では元の目的

に立ち返って，ラベルなしデータの拡充により曖昧性解消

性能が改善される可能性を検証する．データを大量に利用

するほど類似した文脈に出現する語が得やすくなり，曖昧

性の解消性能が向上すると期待される．

そこで，データセットのサイズを変えて曖昧性解消実験

を行い，提案法（階層モデル）の正解率の変化を調べた．実

験に用いるデータセットは前章と同様 SemEval-2のテスト

セットであるが，本章では語の並びを変えずにテストセット

全体をN 個の連続する区間に等分して（N = 1, 2, . . . , 10），

計算対象の語数が 1/N のサイズとなったデータセットで

それぞれ曖昧性を解消した後，テストセット全体で集計し

て正解率を求めた．αの値は 0.01，0.1，1の 3種類の場合

で実験した．

実験結果を図 7 に示す．このグラフから，横軸のデータ

セット・サイズに対する正解率は，局所的には上下の変動

図 7 ラベルなしデータセットの大きさによる性能変化

Fig. 7 Performance changes to the size of unlabeled data set.

があるものの，全体的には αの大小にかかわらず右上がり

の傾向にあると見ることができる．すなわち，本論文が目

的とする，大量に入手可能なラベルなしコーパスの語を曖

昧性解消に利用することで，性能の向上を実現できること

を示唆する結果が得られた．また，今回用いたテストセッ

トに対しても，ラベルなしコーパスから語を追加して提案

法を適用することで，テストセットの正解率が改善される

可能性がある．

8. おわりに

all-words WSD のための教師なし学習モデルを提案し

た．提案法は，ラベルなしコーパスの語と膨大な語義の間

に自然な対応を推定するため，1)同じ語のトークンで語義

が一致しやすい性質（大域的制約），および，2)文脈が類似

した語の間で語義が類似しやすい性質（局所的制約），を扱

い，単一の階層ベイズモデルとして統合する．SemEval-2

データセットを用いた実験では，階層化により曖昧性解消

性能が有意に改善され，提案する階層モデルの有効性が確

認された．また，適用するデータセットのサイズを拡大す

ることで性能が改善される傾向が見られることを報告し，

提案法の，低コストなラベルなしコーパスを利用する教師

なし all-words WSD方式としての可能性を示唆した．

今後，実際に大規模なラベルなしコーパスに提案法を

適用して性能を評価する必要がある．また，本論文では，

Thaterらの構文的依存関係に基づく類似度 [20]をテスト

セットとともに提供されたコーパスで計算して文脈距離の

ベースとしたが，提案法の性能は文脈距離および意味距離

に依存する．このため，今後，他の距離関数を用いたとき

の性能についても評価する必要がある．

本論文では，英語の単一ドメインで構成されるテストコ

レクションに提案法を適用して有効性を議論した．英語以

外への適用に関しては，もともと提案法でモデル化してい

る 2つの性質（大域的制約/局所的制約）が，日本語を含

む他の言語においても一般に期待できるものであることか

ら，他の言語や辞書に対しても，距離関数を本論文と同様
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に実装して適用可能と見ることができ，同様の効果を期待

できる．一方，ドメインが複数混在するテストコレクショ

ンへの適用に関しては，大域的制約の仮定はむしろ性能の

劣化を招く恐れがある．したがって，混合ドメインに適用

する場合には，あらかじめクラスタリングなどを適用して

データセットを分離するか，あるいは，トピックモデルの

ようにモデルパラメータの方を分離するしくみを導入する

必要がある．これら，他言語や混合ドメインのテストコレ

クションへの適用は今後の課題である．
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