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アンサンブル学習

上 田 修 功†

パターン識別器の性能は，設計に使用した学習データだけでなく，未知データに対する識別性能（汎
化性能）で評価される．換言すれば，汎化性能の高い識別器の学習法の研究が実用上重要となる．そ
の 1つの有力なアプローチとしてアンサンブル学習がある．本論文では，アンサンブル学習に関する
従来の代表的手法を，その基本的な考え方，具体的なアルゴリズムを含めサーベイを行う．さらに，
最新の話題として，異種情報を効果的に融合する従来とは別のタイプのアンサンブル学習についても
解説する．

Ensemble Learning

Naonori Ueda†

The classification performance of a classifier is evaluated in terms of minimizing the classifi-
cation errors for unseen test data. In other words, it is crucial to develop methods for learning
classifiers with high generalization ability for the test data. Ensemble learning is a promising
approach for this purpose. The aim of this paper is to give a review on literature dealing
with the ensemble learning. The basic ideas and their learning algorithms of the conventional
representative ensemble learning methods are explained. Moreover, another type of ensemble
methods that effectively combine heterogeneous information are also included as the recent
results.

1. は じ め に

パターン認識は，あらかじめ定められた有限個の

クラス（カテゴリ）に入力データ（パターン）を識別

（通常は排他的分類）する問題で，文字認識，音声認

識，テキスト分類，医療診断などの分類問題，決定問

題など多岐にわたる．パターン認識器は，通常，識別

器（classifier）と呼ばれ，あらかじめクラスラベルが

付与されたデータ（学習データ）を用いて設計される．

識別器の性能は未学習データ（テストデータ）での識

別性能，すなわち，汎化性能で評価される．換言すれ

ば，汎化性能の高い識別器の構成法の研究がパターン

認識における重要研究課題となっている．

一般に，線形識別器で作られる識別境界は，学習

データの変動に対して安定であるが，自由度が低いた

め，複雑な識別境界が必要な問題には十分でない．一

方，多層ニューラルネットワークのような非線形識別

器は，複雑な識別境界を構成できるものの，自由度が

高いため，学習データの変動に対する識別境界の変動
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が大きくなる．それゆえ，少数の学習データで学習し

た場合，それらに過度に適合したクラス境界が構成さ

れ，テストデータでの識別性能が劣化するという過学

習の問題に悩まされる．このように識別器の性能向上

には，直面している分類タスクと学習データ数に応じ

た識別器の自由度の適切な制御が必要となる．

一方，近年，単一の識別器の性能向上よりも，複数

の識別器を何らかの形で融合させて汎化性能の向上を

図るアンサンブル学習法が提案され，実用面での有効

性が示されている．“集合的予測戦略”25) や “集合機

械”9),17) がその先駆的成果である．特に，弱識別器，

すなわち，線形識別器のような単一では識別能力が低

い識別器ですら，アンサンブルすることで，驚くべき

汎化性能の高い識別器が構成できるというブースティ

ング法7) が提案され注目を集めた．アンサンブル学

習では，どのような識別器をどのように融合するかで

様々な手法が考えられる．本論文では，この観点で従

来の代表的なアンサンブル学習を体系的に整理し，か

つ，それらの基本的な考え方，具体的なアルゴリズム

について解説する．アンサンブル学習は識別問題に限

定されないが，本論文ではパターン認識への応用を意

識し，識別問題のためのアンサンブル学習法に焦点を

あてる．
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以下の本論文では，まず，2章で従来のアンサンブ

ル学習の形態を整理し，3章で個々の形態での代表的

な手法を説明する．4章では，異種情報を融合して汎

化性能の向上を図る別のタイプのアンサンブル学習法

について説明する．5章はまとめである．

2. アンサンブル学習の形態

識別器は，通常，識別関数☆1として表現される．そ

こで，まず，識別関数について説明し，次いで，既存

のアンサンブル学習の形態の全体像を概観する．

2.1 識 別 関 数

パターンは何らかの特徴抽出により変換された特

徴 x として表現される☆2．C クラスの識別問題の

場合，C 個の識別関数を用意し，入力 x に対し，

gj(x) > gi(x), ∀i �= j のとき，x をクラス j と識

別する．

ベイズ最適識別，すなわち，x に対するクラスの事

後確率を最大化する識別の場合，識別関数は次式で計

算されるクラス事後確率とすればよい．

gj(x) = P (j|x) =
P (j)p(x|j)∑C

l=1
P (l)p(x|l)

(1)

ここに，P (j)はクラス j が生起する事前確率，p(x|j)
はクラス j の確率モデル，すなわち，クラス j にお

ける x の確率分布を表す☆3．なお，2クラス問題の場

合，g(x) = P (1|x) − P (2|x) として 1 つの識別関数

g(x) の符号判定により識別を行うことができる．

クラス j の確率モデルとして，本来観測されない

潜在変数 z を含む統計モデルも想定される．たとえ

ば，時系列パターン認識で多用される隠れマルコフモ

デルでは，状態変数は観測されない．このような統計

モデルの場合，クラス j の統計モデルも周辺化により

p(x|j; θj) =
∑

z
p(x, z|j; θj) と表現できるため，以下

の本論文での p(x|j; θj) は潜在変数モデルも含めたク

ラス j の一般的な統計モデルを意味するものとする．

2.2 アンサンブル学習の形態

既存の主要なアンサンブル学習は，おおよそ，図 1

のように整理できる．各手法についての代表手法を図

1に示す．

アンサンブル学習を大別すると，何らかの手段で複

数の識別器を設計して，それらを何らかの手段で結合

するアプローチ（図中では，“識別器の結合”と略記）

☆1 判別関数とも呼ばれる．
☆2 通常は，ベクトルであるが，近年，流行りのカーネルアプローチ
では，x は木やストリングといった多様な表現法が用いられる．

☆3 本論文では，確率関数を大文字の P，確率密度関数を小文字の
p で表記することとする．

図 1 アンサンブル学習の分類
Fig. 1 Types of ensemble learning method.

と，パターンを異種特徴で表現し，個別にモデル化し

たものを結合するアプローチ（図中では，“特徴空間

の結合”と略記）がある．後者は，広義のアンサンブ

ル学習であり，具体的には，クラスラベルあり・なし

混在データからの識別器の学習法，および，最大エン

トロピー法に基づく，異種特徴の最適結合法がある．

“識別器の結合”を行う前者のアプローチの場合，ど

のような性質の識別器をどのように結合するかにより，

図 1に示すように，さらに，独立型と依存型に分類で

きる．前者では，複数の識別器が独立に学習され，個々

の識別器は自由度の高い識別器が用いられる．バギン

グ法，誤り訂正符号法がこの独立型に属する．後者で

は，複数の識別器が，“逐次”もしくは “同時”に学習

され，個々の識別器は比較的単純な識別器☆4が用いら

れる．逐次学習タイプとしてブースティング法があり，

同時学習タイプとして混合エキスパート法がある．

また，究極のアンサンブルとして，有限個ではなく，

可能なすべての識別器の出力をその信頼性で重み付け

平均した期待値を出力するアンサンブルアプローチが

ベイズ学習である．

3. アンサンブル学習法

本章では，有限個の識別器の結合法である，バギン

グ法，誤り訂正符合法，ブースティング法，混合エキ

スパート法の各々の手法を説明する．

3.1 バギング法

アンサンブル学習の最も初期の手法として，単純に

複数の識別器を個別に学習し，新たな入力に対する識

別は，それらの識別器の多数決，もしくは，識別関数

値の単純平均値に基づく単純アンサンブル学習9),17)

がある．

バギング法1) は，単純アンサンブル学習の考え方と

まったく同じであるが，学習データを分割するのでは

☆4 弱学習器，弱識別器とも呼ばれる．
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図 2 バギング法およびブースティング法．バギング法では，K 個の識別器が独立に学習され
るのに対し，ブースティング法では逐次的に識別器が学習される

Fig. 2 Bagging and boosting methods. In bagging method, K classifiers are trained

independently, while in boosting, K classifiers are successively trained.

なく，図 2 (a)に示すように，学習データから復元抽

出して K 組の学習データを作成し，ある識別器を K

通りの方法で独立に学習させ，最後にそれらを統合す

るという手法である☆．

統合は，各識別関数値の（重み付き）平均とする方

法と，全識別器の多数決（majority voting）とする方

法があり，通常の応用では後者が多用されている．重

み付けの方法として誤り率最小化基準に基づく最適重

み付け手法も提案されている21)．

独立な識別器の識別結果の多数決により識別誤りが

改善される直観的な理由を以下に説明する．今，K 個

（K は奇数とする）の識別器の単純アンサンブル学習

を考える．各識別器が統計的に独立とし，かつ，識別

器の判定の誤り確率を一律 θ とすると，K 個の分類

器のうち，k 個の分類器の判定が誤る確率 P (k) は，

簡単に 2項分布：

P (k) = KCkθk(1− θ)K−k (2)

となる．K = 21，θ = 0.3 の場合の P (k) を図 3に

示す．このとき，アンサンブルによりクラス判定が誤

る確率は，21個のうち，過半数の 11個が誤る確率ゆ

え，図中の塗り潰した部分の和 (P (11)+ · · ·+P (21))

となる．グラフからこの値は，単一の分類器の判定誤

り確率 θ = 0.3 に比べはるかに小さいことが分かる．

これがアンサンブルの効果である．

☆ バギング（bagging）とは，“bootstrap aggregating” の略．

図 3 誤り確率
Fig. 3 Error probability.

回帰問題（関数近似問題）の場合，予測誤差（真値

と予測器の自乗誤差）は，予測器の真値との差（偏り）

の自乗と予測器の分散の和として表現される．単純ア

ンサンブル学習の場合，K 個の予測器のアンサンブ

ルにより，予測誤差は 1/K となる17),19) が，偏りは

アンサンブルにより変化しない20)．一方，1章で述べ

たように，予測器が複雑になるにつれて，予測の偏り

は小さく，分散は大きくなる☆☆．したがって，線形予

測器のような偏りの小さな予測器をアンサンブルして

も予測誤差の改善は小さく，分散の大きな，非線形予

測器のような複雑な予測器をアンサンブルした方がよ

いことになる．

☆☆ “偏りと分散のジレンマ” と呼ばれる．
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識別器の場合，予測誤差は，通常，0/1損失（識別誤

りのときのみ 1）で計られるため，自乗誤差に基づく上

記回帰問題の議論はそのまま適用できない．Friedman

は，分類問題に対し，境界誤差，境界バイアス，境界

分散なる独自の定義を与え，識別問題でのアンサンブ

ル学習の近似解析を行っている．詳細は文献 5)に譲

るが，結論からいうと，単純アンサンブル識別器は，

学習データ変動に対するクラス境界の変動を安定化さ

せる効果があることが理論的に明らかにされている．

それゆえ，回帰問題同様，バギング法は，ニューラル

ネットのような自由度の高い識別器のアンサンブルに

効果的であり，線形識別関数をバギングしてもその効

果は期待できない．

3.2 ブースティング法

ブースティング（boosting）とは，“高める，上げ

る” という意味で，ブースティング法は文字どおり，

逐次的に識別器を学習させ，識別性能を向上させる手

法である．特徴は，弱学習器をアンサンブルの対象と

する点である．弱学習器とは，ランダムな識別よりは

まし程度の低品質な識別器を指す．ブースティング法

の著名なアルゴリズムが以下に示すAdaBoostアルゴ

リズム7) である．

AdaBoost algorithm

Step 1.［初期化］データ重みを w1,1 = · · · = w1,N =
1
N
と一様分布に初期化する．i← 1.

Step 2.［ブースティング］以下を実行．

2.1 {wi,n}Nn=1 を用いて，弱仮説器 gi(x)を構成☆．

2.2 重み付き識別誤り率を算出．

erri =

N∑
n=1

wi,nI(yn �= gi(xn)) (3)

ただし，I(u)は uが真（偽）のとき，I(u) = 1(0)

を返す 2値関数とする．

2.3 識別器重みを算出．

αi =
1

2
log

1− erri

erri
(4)

i = K なら Step 3へ．

2.4 n = 1, . . . , N に対し，データ重みを更新．

☆ gi は +1，−1 の 2 値の出力関数とするという意味で仮説器と
いう表現をしている．

wi+1,n ←
wi,n exp

{
− αiyngi(xn)

}
∑N

n=1
wi,n exp{−αiyngi(xn)}

(5)

i← i + 1 とし，Step 2.1へ．

Step 3.［出力］得られた K 個の弱仮説を重み付き

平均したアンサンブル識別器：

g(x) =

K∑
i=1

αigi(x) (6)

を生成．そして，新たな入力 x に対し，g(x) の

値の符号（正/負）により +1，−1のクラス識別

を行う．

上記アルゴリズム中の 2.1は，重み wi,n を第 nサン

プルの生起確率と見なして，学習データから N 回の復

元抽出により N サンプルを抽出し，その N サンプル

で弱仮説 gi(x)を設計することを意味する．AdaBoost

アルゴリズムは 2クラス問題（便宜上 2クラスを +1

クラス，−1 クラスとする）のための手法である．こ

の場合，特徴 x の帰属クラスは 2値 y ∈ {+1, 1} と
する．また，gi(x) の出力は +1/− 1 であり，実際に

は，線形識別関数などの単純な識別器を用いてクラス

判定を行い +1/ − 1 の値を出力する．以下では特に

混乱のない範囲で，gi(x) を識別関数と同一視するが，

あくまで出力は 2値 {+1,−1} であることに注意．
図 2 (b) にブースティング法の学習の流れを示す．

ブースティング法のもう 1 つの特徴は，学習データ

の各々に重みを導入している（サンプル重み）点であ

る．最初は一様重みが付与され，識別を誤ったサンプ

ルの重みを指数的に増やし（式 (5)），重みの大きな

サンプルを優先的に学習される．また，識別関数に対

する重み αi も同時に計算される．両重みを算出しな

がら，図 2 (b)に示すように，逐次的に識別関数を学

習していく．すなわち，g1～gK が同一学習データで

設計されるのではなく，gi(x) に対する学習データは

gi−1(x) で分類誤りを起したデータができるだけ強調

されるように個々の学習データに重みを与え，分類が

容易なデータから適応的に識別していく学習戦略をと

る☆☆．クラス未知のデータ x∗ に対しては，式 (6)の

識別関数を用いて，g(x∗) =
∑K

i=1
αigi(x

∗) の値の正

負判定で識別される．

AdaBoostアルゴリズム中の式 (4)，(5)の関係，さ

☆☆ AdaBoost の “Ada” は adaptive（適応的）の意味．
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らに，AdaBoostにより識別性能改善が実現できる理

由を以下に説明する．

まず，天下り的ではあるが，識別関数 g(x) の損失

を次式の指数損失関数：

L(g) =
1

N

N∑
n=1

exp{−yng(xn)} (7)

で評価することとする．yn が g(xn) により正しく識

別されるには，yn と g(xn) が同符号で，かつ，その

判定の信頼度は g(xn) の絶対値が大きいほど大とす

るのが自然である．指数損失関数では，−yng(xn) の

値が大きいほど，つまり，yn が正しく識別され，か

つ，その判定の信頼度が高いほど，損失を零に漸近さ

せるようにしている．

さて，g(x) =
∑k

i=1
αigi(x) とし，g(x) に識別

器 gk+1(x) を重み αk+1(> 0) で付加した g(x) +

αk+1gk+1(x) の損失 L(g(x) + αk+1gk+1(x)) が

L(g(x)) より小さくなる条件を考察する．便宜上，

Lk+1 = L(g(x) + αk+1gk+1(x))，Lk(g(x)) = Lk と

書くこことする．gk+1(x) ∈ {+1,−1} に注意すると，
簡単な計算により

Lk+1

=
1

N

N∑
n=1

exp{−yng(xn)} exp{−ynαk+1gk+1(xn)}

=
1

N

∑
n:gk+1(xn)=yn

exp{−αk+1}
N∑

n=1

exp{−yng(xn)}

+
1

N

∑
n:gk+1(xn)=�=yn

exp{αk+1}
N∑

n=1

exp{−yng(xn)}

=
1

N
exp{−αk+1}

N∑
n=1

exp{−yng(xn)}

+
1

N
(exp{αk+1} − exp{−αk+1})

×
∑

n:gk+1(xn) �=yn

exp{−yng(xn)}

=
Zk

N

(
exp{−αk+1}+

(
exp{αk+1}−exp{−αk+1}

)

×
∑

n:gk+1(xn) �=yn

exp{−yng(xn)}/Zk

)

=
Zk

N
exp{−αk+1}

+
Zk

N

(
exp{αk+1} − exp{−αk+1}

)
errk+1

(8)

を得る．ここで Zk =
∑N

n=1
exp{−yng(xn)} とする．

errk+1 は仮説 gk+1 による分布 {wk+1,1, . . . , wk+1,N}

から確率的に生成されるデータに対する誤り率を表し，

式 (3)で i = k + 1 とした場合に相当する．ただし，

wk+1,n = exp{−yng(xn)}/Zk (9)

以上より，Lk+1を小さくするにはできるだけ errk+1

が小さくなるように，すなわち，仮説 gk+1 が正しく

なるように識別関数を設計すればよいことが分かる．

そして，重み αk+1 については，式 (8)を αk+1 に関

して最小化すべく，∂Lk+1/∂αk+1 = 0 より，

αk+1 =
1

2
log

1− errk+1

errk+1
(10)

を得る．また，式 (9)より式 (5)が成立することも容

易に確認できる．以上から，AdaBoostアルゴリズム

における式 (3)，(4)，(5)の妥当性が示された．

また，式 (10)を式 (8)に代入すると，

Lk+1 = 2Lk{errk+1(1− errk+1)}1/2 < Lk

(11)

となり，新たな仮説の追加により損失を減少させるこ

とが可能となることが分かる．

以上の結果から，AdaBoostアルゴリズムは，式 (7)

を損失関数とし，この損失を順次減少させる逐次型ア

ンサンブル学習といえる．さらに，γn = yng(xn) と

すると，アンサンブル識別関数 g(xn) が信頼度高く

識別するほど，γn が大きくなることから，γn は識別

の余裕度，すなわち，マージンと見なせる6)．つまり，

AdaBoostアルゴリズムは，0/1損失を exp{−γn} な
るマージンに基づく損失関数を最小化，等価的に，マー

ジンを最大化するアルゴリズムと解釈できる．2クラ

ス問題を対象とし，かつ，マージン最大化を実現する

という観点で，Boosting 法はサポートベクトルマシ

ンの考え方と類似している．

AdaBoostアルゴリズムは，弱学習器の逐次結合で

学習データの誤り率を単調に減少可能だが，汎化誤差

も単調に減少するという保証はなく，過学習が生じる

こともある．K の最適な設定法は現在のところ提案

されていないが，所詮は弱仮説器の結合ゆえ，K を

大きくしすぎても過学習が深刻になることはないと報

告されている．

3.3 混合エキスパート法

バギング法やブースティング法では，基本的には複

数の識別関数の線形和として表現されるが，混合エキ

スパート法では，データ空間を複数のエキスパートが

領域分担して学習し，最終的に 1つの識別器が構成さ

れる10)．すなわち，図 4に示すように，K 個の識別器

g1(x), . . . , gK(x) が同一の学習データで同時かつ互い

に依存しながら学習する．依存関係は，結合器（ゲー
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図 4 混合エキスパート法
Fig. 4 Mixture of experts.

図 5 2 クラス問題に対する，2 個の線形識別関数を用いた混合エ
キスパート法による識別結果

Fig. 5 A recut by mixture of experts, each of which is a

linear discriminant function for two class problem.

ト関数）h(x) により決定される．統合識別関数は，

g(x) =

K∑
i=1

h(x)gi(x) (12)

となる．Boosting法では，統合重みは入力 x と独立

であったのに対し，ここでは依存して統合される．

たとえば，図 5の 2分類問題の場合，単一の線形識

別関数 (g1, g2)では満足なクラス境界の構成が期待で

きないが，2 つの線形識別関数 g1，g2 を特徴空間上

で，相補的に合成することにより，図中の非線形識別

関数 g が構成できる．これが混合エキスパート法で

ある．識別器と結合器は，パラメータを持つ確率モデ

ルによりモデル化され，モデルパラメータは最尤推定

により求められる．

混合エキスパート法も，自分の得意な領域の識別を

優先するという点では，先の Boostingの考え方と通

じるものがあるが，大きな相違点は，混合エキスパー

ト法では，統合重みを入力 x に依存させることによ

図 6 3 クラスの場合の符号語の例．(a) 単一符号化　 (b) 冗長符
号化（誤り訂正符号法）

Fig. 6 An example of code words for three class prob-

lem. (a) Single coding, (b) redundant coding (error-

correcting coding).

り，同時に複数の識別関数を学習させる点にある．

単純アンサンブルでは，せっかく単一の優れた識別

器があっても☆アンサンブルによりその識別器の性能

が鈍化されることが考えられる．一方，Boosting や

混合エキスパート法では，相補的なアンサンブルゆえ，

その問題が緩和されるといえる．

3.4 誤り訂正符合法

この手法は，一種の誤り訂正の考え方を取り入れた

方法である4)．

今，簡単のため 3クラス問題を考える．識別関数を

f1，f2，f3 とする．誤り訂正符合法では 3クラス問題

を 2分類問題に分解する．最も自然には，図 6 (a)に示

すように，クラス 1，2，3に対し，各々 C1 = (1 0 0)，

C2 = (0 1 0)，C3 = (0 0 1) とし（これらを符号語

と見なす），fk をクラス k に属するか否かの 2 分類

器とすればよい．しかし，これでは，たとえば f2 が

分類誤りを起こして，クラス 1 に属するサンプルを

C1 = (1 0 0) となるべきところを C ′ = (1 1 0) とし

てしまうと，C ′ と C1，C2，C3 とのハミング距離が

すべて 1ゆえ，もはや正しく復元できない．

そこで，図 6 (b)のように符号語に冗長ビットを付

加し，それにともない 2分類器 f4～f7 を追加する☆☆．

このとき，たとえば，f4 はクラス 1 またはクラス 2

に属するか否かの 2分類器に相当する．

☆ もちろん，汎化誤差の意味で，個別のどの識別関数が best かが
分からないので，1 つに絞らず，重み付けしてアンサンブルして
いる．

☆☆ この例では 4 ビットの冗長性を持たせているが特にそうである
必要はない．
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誤り訂正符合法では，クラスの教師信号を，誤り訂

正符号の考え方に従い，クラス間でハミング距離が大

きくなるような符号語とする．いったん f1～f7 が学

習できれば，未知入力 x に対し fi(x), i = 1, . . . , 7

の値に基づいて 7 ビットの符号語が求まることにな

る．そしてこの符号語とハミング距離が最も近い符号

語（図 6 (b)各行）を選択し C1，C2，C3 を決定する．

上記のように冗長ビットを付加することにより，た

とえば，クラス f2，f4 に誤りが生じて，クラス 1に

属するサンプルを C1 = (1 0 0 1 1 0 1) となるべきと

ころを C ′ = (1 1 0 0 1 0 1) となったとしても，C ′

は C1 に最もハミング距離が小さいので，クラス 1と

正しく復元可能となる．

誤り訂正符合法の基本的な考え方は，クラス間での

マージン（ここではハミング距離）を最大化する手

法と見なせる．fi として，サポートベクトルマシン

（SVM）が用いられる．通常，SVM で多クラス問題

を解く場合，図 6 (a)の one-against-all法が採られて

いるが，誤り訂正符合法は，さらに図 6 (b)のような

拡張により性能向上を図る手法と位置づけることがで

きる．その意味で，誤り訂正符合法は SVMで多クラ

ス問題を解く際の手法と見なすこともできる．

3.5 ベイズ学習

バギング法では，個々の識別器の汎化性能はまった

く考慮されず，すべて対等にアンサンブルされる．よ

り正確には何らかの形で個々の識別関数に重みを付

けてアンサンブルすることが望ましいと考えられる．

Boosting 法や混合エキスパート法はその一方法を提

供しているが，ベイズ学習は，ベイズ統計の枠組みで

より一般的な重み付けの方法論を提供する．

統計モデルに基づく識別関数の場合，2章で述べた

ように，第 j クラスの識別関数は，第 j クラスのク

ラス事後に相当する．そして，ベイズの定理より，

gj(x; θ) = P (j|x; θ) =
P (j)p(x|j; θj)∑
j
P (j)p(x|j; θj)

(13)

として計算される．ここに θj はクラス j の統計モデ

ル p(x|j; θj) のモデルパラメータである．たとえば，

正規分布の場合，θj は平均ベクトル µj，共分散行列

Σj に相当する．また，P (j) はクラス j の事前確率

を表す．

最尤推定の場合，各クラスの学習データを用いて，

尤度基準に従って

θ∗
j = argmax

θj

L(Dj ; θj), j = 1, . . . , C (14)

として推定される．C は総クラス数，Dj = {(x, y =

j)} は第 j クラスの学習データを表す．また，対数尤

度関数は

L(Dj ; θj) =
∑

x∈Dj

log p(x|j; θj) (15)

として計算される．式 (14)の最尤推定値は，一般に，

学習データ数が少ない場合，推定値の信頼性が低いと

いう問題があり，そのような場合，式 (13) の識別関

数の汎化性能にも問題が生じる．ベイズ学習は，統計

モデルベースの識別関数に対し，少数データでの最尤

推定値の問題を緩和する有力な手法である．なお，い

うまでもなく，ベイズ学習はアンサンブル学習として

提案されたものではなく，ベイズ学習もアンサンブル

学習と見なせるという観点で取り上げて説明している

ことに注意．

ベイズ学習ではパラメータ θj を確率変数として取

り扱い，その事前分布 p(θj) も考える．そして新たな

入力 x∗ に対する，クラス事後確率は，P (y|x, θj) を，

観測データ Dj を得た下での事後分布 p(θj |Dj) で重

み付き平均した

P (y|x∗, Dj) =

∫
P (y|x∗, θj)p(θj |Dj)dθj (16)

として求める．注意すべきは，式 (16) の左辺は，式

(13)の最尤推定の場合と異なり，θj が θj の事後分布

を用いて積分消去され，もはや θj の関数ではないと

いう点である．

そして，パラメータの事後分布は，ベイズの定理か

ら観測データ Dj に基づいて

p(θj |Dj) =
p(Dj |θj)p(θj)∫
p(Dj |θj)p(θj)dθj

(17)

として求められる．事後分布は観測データを得た下で

のモデルの信頼度と見なせ，信頼度の高い識別器が優

先的にアンサンブルされる．

しかし，上記はあくまで形式的な説明で，実用上，

式 (17) の計算は解析的に求まらないことが多く，マ

ルコフ連鎖モンテカルロ法などのサンプリング手法の

援用が必要となる．最近では，決定論的な近似手法で

ベイズ学習を行う変分ベイズ法も提案されている．ベ

イズ学習全般，マルコフ連鎖モンテカルロ法と変分ベ

イズ法との相違点，さらには，混合エキスパートモデ

ルに対する変分ベイズ学習法に関する詳細については

文献 22)～24)を各々参照されたい．

4. 特徴空間の結合

以上は，識別器の統合によるアンサンブル学習で

あったが，本章では，特徴空間を統合する広義のアン

サンブル学習について説明する．
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4.1 ラベルあり・なしデータの統合

通常，分類器の設計は，クラスラベルが付与された

教師あり学習となるが，クラスラベルは人手で行われ

るためコストがかかる．一方，ラベルなしデータは安

価で容易に入手できる場合が多い．特に，テキスト分

類では，クラスラベルなしテキストはweb上で大量に

入手できる．こうした背景から，クラスラベルあり/

なし混在データから分類器を学習する手法が提案され，

その有効性が示されている12),14),16),19)．これらは静

的なデータを対象としているが，最近，時系列データ

を対象とした研究もなされている11)．

識別関数が統計モデルの場合，式 (13)に示したよ

うに，クラス j の識別関数は，ラベルありデータ Dj

を用いて式 (14)により推定できるが，クラスラベル

あり/なし混在データの場合，少し工夫が必要となる．

具体的には，不完全データからの最尤推定の数値解法

である EM アルゴリズム3) を用いて推定する．以下

では，その推定法の概略を説明しておく．詳細は文献

11)，16)を参照されたい☆

クラスラベルありデータを Dl，クラスラベルな

しデータを Du とするとき，データの独立同分布性

を仮定すると，D = (Dl, Du) に対する尤度関数は

p(D; θ) = p(Dl; θ) · p(Du; θ) と書ける．さらに，Du

に対しては，各ラベルなしデータの各々に対する潜在

変数（ここではクラスインデックス）の集合 Z を用

いて，p(Du; θ) =
∑

Z
p(Du, Z; θ) と書ける．すなわ

ち，対数尤度 log p(D; θ) はラベルあり／なしデータ

の対数尤度の直和となるので，それにともない EMア

ルゴリズムの Q 関数が直和表現でき16)，Eステップ

で，ラベルなしデータの潜在変数の事後分布，すなわ

ち，帰属クラス事後分布が確率的に推定され，M ス

テップで，その事後分布に基づいてパラメータ更新が

行われる．

より単純に，ラベルありデータのみで各クラスの分

布を推定し，その後で，ラベルなしデータのクラスを

識別して，ラベルありデータに加えて再学習するとい

うナイーブな方法も考えられるが，学習の収束性が保

証されず，また，EMアルゴリズムによる上記方法に

比べ識別性能も低下することを補足しておく．

4.2 最大エントロピー原理による異種情報の統合

最大エントロピー原理は，確率分布を推定する一手

法で，幅広い分野で用いられている．近年，自然言語

処理における N グラムモデルの学習やテキスト分類

☆ 文献 11) では，クラスラベルとは別に統計モデル自身が潜在変
数を持つ，より一般的なケースに対する定式化となっている．

などにも応用されている2),18)．また，最近，最大エン

トロピー原理を用いた異種情報の統合手法も提案され

ている8)．ここでの統合とは，異種情報の各々に適切

なモデルを仮定し，それらを 1つのモデルとして統合

するための学習を意味し，確率モデルのアンサンブル

学習と見なせ，これも広義のアンサンブル学習といえ

るので，以下ではこの異種情報の統合法について説明

する．

観測データ D = {d} において，d = (x, y) の k 次

元の特徴 x が x = (x1, x2) なる 2つの部分空間の直

和として表現されているものとする☆☆．もちろん，単

純に x = (x1, x2) と単純に合わせた特徴量として識

別器を構成することも可能だが，個別にモデル化した

後，それらを最適に統合する方法も考えられる．通常，

x1 と x2 が y が与えられた下で独立（条件付き独立）

と仮定して，

p(x|y; Θ) = p(x1|y; θ1
y)p(x2|y; θ2

y) (18)

と分解する方法が採られる．つまり，クラス y が決ま

れば，x1，x2 はモデル p(x1|y; θ1
y)，p(x2|y; θ2

y)，か

ら各々独立に生成されるというモデリングである．各

モデルが独立ゆえ，θi
y は最尤推定，すなわち，対数尤

度関数：
∑

xi∈Dy
log p(xi|y; θi

y) を最大化する θ̂i
y と

して求める．Dy は D の要素のうち，クラス y に属

す観測データの集合を表す．

クラス事前確率を一様分布とすると，クラス y の

識別関数は式 (18)，および，ベイズの定理から

P (y|x) ∝ p(x|y; θ̂y)

= p(x1|y; θ̂1
y)p(x2|y; θ̂2

y) (19)

となる．式 (19) では，x1 と x2 のモデルが対等

に扱われており，一見，これで問題なさそうである

が，単純積として統合すると，特徴量の違いからス

ケールに偏りがある場合，たとえば，p(x1|y; θ̂1
y) が

p(x2|y; θ̂2
y) に比べてつねに値が大きい場合，x2 の

特徴は識別に有効利用されないという問題が生じ

る．そこで，実用上，式 (19) の右辺の対数をとり

λ log p(x1|y; θ̂1
y)+ (1−λ) log p(x2|y; θ̂2

y) と書き換え，

交差検定法（cross-validation）により λ（> 0）を求

める方法も提案されている16)．しかし，このアプロー

チでは，本来最適化すべき目的関数が不明瞭である．

一方，以下で説明するように，最大エントロピー原理

に従えば，エントロピー最大化という観点で最適な統

合が実現できる．

☆☆ 本議論は，3 つ以上の直和にも容易に拡張できるが，説明を簡
単にするために 2 つの部分空間とする．
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x1，x2 のモデルの対数 log p(xi|y; θ̂1
y)，i = 1, 2 に

対し，経験分布による期待値：

1

|Dy|
∑

xi∈Dy

log p(xi|y; θ̂i
y), i = 1, 2 (20)

と，クラス事後確率 P (y|x) と x の分布 p(x) による

期待値：

∑
x∈D

p(x)

C∑
y=1

P (y|x) log p(xi|y; θ̂i
y), i = 1, 2 (21)

が等しいという制約の下で，クラス事後確率のエント

ロピー：

−
∑
x∈D

p(x)

2∑
i=1

P (y|x) log p(y|x) (22)

を最大とする P (y|x) を求める枠組みが最大エントロ

ピー原理である．すなわち，分布は制約条件を満たす

範囲でできるだけ一様とする原理である．なお，表記

|A| は集合 A の要素数を表す．

x の分布 p(x) は未知ゆえ，経験分布，つまり，学

習データで近似して，p(x) � ∑
x′∈D

δ(x − x′)/|D|
とし，ラグランジュ乗数法を用いて上記最適化問題を

解くと，次式の分布を得る．

P (y|x; Λ) =
exp{∑

i
λi log p(xi|y; θ̂i

y)}∑
y
exp{∑

i
λi log p(xi|y; θ̂i

y)}
(23)

ただし，Λ = (λ1, λ2)．したがって，学習データを用

いて，対数尤度関数：
∑

(x,y)∈D
log P (y|x; Λ) を Λ に

関して最大化することにより {λi} の最尤推定値を求
めれば，事後確率最大化の観点で，x1 と x2 のモデル

の最適統合係数 λi が求まる．具体的な推定アルゴリ

ズム，および，テキスト分類での実験などに関する詳

細は文献 8)を参照されたい．

5. お わ り に

本論文では，パターン識別における汎化性能向上の

有力なアプローチであるアンサンブル学習について解

説した．一般に多数決というのは，大多数の意見を尊

重するという “決め方”であり，その結果が正しいか

どうかは不明である．換言すれば，多数決は正解が不

明な場合の妥当な決め方といえる．パターン識別の場

合も，データの分布が完全に既知でない限り，手持ち

の学習データで設計した識別器に対して，未来のテス

トデータに関する最適性を論じることは困難である．

したがって，識別器の設計においても，複数の識別器

を組み合わせたアンサンブル学習は人間社会に学ぶ妥

当かつ自然なアプローチといえる．また，4章で紹介

した異種情報の統合の研究は未成熟であるが，今日の

ようなマルチメディア時代には不可欠な技術といえる．

今後の進展が期待される．
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