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ブースティングとモーションディスクリプタの組合せによる
人の動作検出

緒 方 健 人† ウィリアム クリスマス†† ジョセフ キットラー††

ジュークイ タン† 石 川 聖 二†

本論文では，Efros ら (2003) のモーションディスクリプタおよび Ke ら (2005) のイベント検出
器の組合せに基づく動作検出手法を提案する．両手法の直接の組合せは，AdaBoostの学習アルゴリ
ズムと Ke らの弱識別器の特性によって動作検出器の学習の計算時間が増大するという問題がある．
よって，本研究ではこの問題を解決するため弱識別器の次元を拡張した改良型組合せ手法を提案する．
また，さらなる高速化のため，学習に Look Up Table を導入する．実験では，実際の放送に用いら
れたテニスの映像に提案手法を適用し各種ストロークの検出を試みた．性能を評価するため，Efros
らの手法，Ke らの手法および直接の組合せ手法も適用し結果を比較した．実験結果より，提案する
組合せ手法は認識率および計算時間の両面で元となった手法の良い特性をあわせ持つこと，また改良
型組合せ手法は直接の組合せによる検出器とほぼ同じ性能でありながら，LUT との併用により学習
に要する計算時間を大幅に削減できることが確認できた．

Human Activity Detection by Combining Motion Descriptors
with Boosting

Takehito Ogata,† William Christmas,†† Josef Kittler,††
Joo Kooi Tan† and Seiji Ishikawa†

A new, combined human activity detection method is proposed. Our method is based
on Efros, et al.’s (2003) motion descriptors and Ke, et al.’s (2005) event detectors. Since
both methods use optical flow, it is easy to combine them. However, the computational cost
of the training increases considerably because of the increased number of weak classifiers.
We reduce this computational cost by extending Ke, et al.’s weak classifiers to incorporate
multi-dimensional features. We also introduce a Look Up Table for further high-speed com-
putation. The proposed method is applied to off-air tennis video data, and its performance
is evaluated by comparison with the original two methods. Experimental results show that
the performance of the proposed method is a good compromise in terms of detection rate and
computation time of testing and training.

1. 序 論

動画像処理の研究が，近年のコンピュータ技術の急

速な発展とともに注目を集めている．特に人の動作は

人とコンピュータがコミュニケーションする際にコン

ピュータが人を理解するための重要な情報の 1 つで

あり，またカメラ映像は非接触で人の動作情報を得ら

れるという利点があるため，人の動作認識の研究がさ

† 九州工業大学工学部機械知能工学科
Department of Mechanical and Control Engineering,

Kyushu Institute of Technology

†† 連合王国サリー大学視覚音声信号処理センター
Centre for Vision, Speech and Signal Processing, Uni-

versity of Surrey, U.K.

かんに行われている3)．人の動作は人を含む映像にお

いて重要な情報を持つことが多いため，マンマシンコ

ミュニケーションに限らず様々な分野で必要とされて

いる．スポーツ映像解析もその 1つである．スポーツ

映像解析の研究には様々な研究課題があるが，人の動

作認識は自動解説システム1),7)や戦略解析9)などの高

度なアプリケーションの実現において重要な役割を果

たすと考えられる．これらのアプリケーションが実現

すれば，映像情報に付加する形で様々な情報を視聴者

（ユーザ）に提供でき，ユーザの多面的な理解を補助

することができる．

スポーツの動作は明確に定義されているため，人の

動作認識の研究で実験サンプルとして頻繁に用いられ

る．しかし，実際の放送に用いられるスポーツ映像は，
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注目するプレイヤとその周囲を同時にとらえるように

撮影されるため，一般的にプレイヤの解像度が低い．

またスポーツによってはカメラの視点が移動する．こ

のためこれらの研究の多くは実験に解像度の高い独自

の映像データを用いる10) か，もしくはスポーツ映像

中の解像度の高いプレイヤのみに注目している11)．し

たがって，解像度の低いスポーツ映像においてこれら

の手法が適用可能かどうかは確認されていない．

Efrosらは解像度の低いスポーツ映像に有効な動作

認識手法を提案した2)．カメラの動きおよびプレイヤ

の動きに対応するために，まずプレイヤを追跡しプレ

イヤを中央にとらえた画像を生成する．その画像から

オプティカルフローを求め，それを 4つのチャネルに

分解して得られるモーションディスクリプタを動作認

識の特徴量として用いる．実験ではサッカーの映像で

プレイヤの走る動作を用い，解像度の低い状態での認

識に成功した．しかし，この手法の問題点として，動

作認識手法の計算コストがあげられる．彼らは k-近

傍法を用いているため，認識用データベース内のデー

タの量が多いほど認識率が高くなるが，その分計算コ

ストも比例的に大きくなってしまう．

一方，近年提案された手法として，Keらのイベント

検出器がある5)．これはViolaらの提案したAdaBoost

に基づく顔などの 2-Dパターン検出器8)を拡張し，時

間情報を含む動画像からの 3-D パターン検出器とし

たものである．この手法は学習のための計算時間は長

いが，検出のための計算時間は短い．

本論文では，上述の Efrosらの手法と Keらの手法

を組み合わせ，解像度の低い人の動作を高速に検出す

る手法を提案する．Keらのイベント検出器は 2つの

成分を持つオプティカルフローに基づいているため，

Efrosらの 4つの成分を持つモーションディスクリプタ

と直接組み合わせることができる．しかし，AdaBoost

の学習アルゴリズムと Keらの弱識別器の特性によっ

て，オプティカルフローの 2倍の成分を持つモーショ

ンディスクリプタと組み合わせると学習のための計算

時間が増大してしまう．そこで本論文では，これを軽

減するため，Keらの弱識別器の次元を拡張した改良

型組合せ手法を提案する，また，学習のさらなる高速

化のため，Look Up Table（LUT）を導入する．実験

では実際の放送に用いられたテニス映像に提案手法を

適用し，テニスの各種ストロークの検出を試みた．ま

た，提案手法の性能を評価するため，Efrosらの手法，

Keらの手法および直接の組合せによる手法も適用し

結果を比較した．実験結果より，組合せ手法は認識率

および計算時間の両面において元となった手法の良い

特性をあわせ持つことが確認できた．また，改良型組

合せ手法は直接の組合せによる手法とほぼ同じ性能で

ありながら，LUTとの併用により学習に要する計算

時間を大幅に削減できることが確認できた．

提案手法は追跡部と動作検出部から構成される．よっ

て，本論文の構成も同様に，まず 2章で本手法で用い

た追跡手法について説明し，続いて 3 章で Efros ら

の手法と Keらの手法を組み合わせた動作検出法，お

よび学習の計算時間短縮のために導入した次元拡張弱

識別器と LUTについて説明する．4章では提案手法

をテニス映像に適用するための詳細について述べる．

5章で実験結果を示し，最後に 6章で結論を述べる．

2. 追 跡 手 法

Efrosらのモーションディスクリプタは解像度の低

い対象に有効な手法であるが，まず対象の追跡が必要

である．しかし，一般に解像度の低い，形状の変化す

る対象の追跡は簡単ではない．Efrosらは単純な正規

化相関に基づくテンプレートマッチング手法を用いて

いるが，対象の形状変化が大きい場合，もしくはテン

プレートに類似した物体が対象の近くにある場合（局

所解問題）追跡に失敗することがある．

本研究では追跡に Nummiaro らの提案した色情報

に基づくパーティクルフィルタの追跡手法6) を適用す

る．パーティクルフィルタ（以下 PFと略す）は状態

推定手法の 1つである．画像追跡の場合，追跡対象の

位置や速度などを状態とし，状態空間内における状態

の確率分布を多数の重み付き粒子で離散的に近似し，

運動モデルに基づき新しい状態分布を予測，そして観

測データから得られる尤度により各粒子を評価するこ

とで新しい分布を近似する，という処理を繰り返し対

象を追跡する．Nummiaroらはこの尤度をヒストグラ

ムに基づく色情報から求めているため，対象の大きさ

や形の変化に頑強となる．本研究では，さらに類似し

た色情報を持つ物体が背景に含まれる場合に発生する

局所解問題を解決するため，PFの平滑化アルゴリズ

ム4) を組み合わせる．したがって，追跡のアルゴリズ

ムは以下の 2段階からなる．

( 1 ) 色情報に基づくPFを用いて対象の追跡を行う．

このとき，各フレームにおいてサンプリングさ

れ生き残ったパーティクルの状態の履歴をすべ

て保持しておく．

( 2 ) 最終フレームの時点で生き残っているパーティ

クルの履歴を用いて追跡結果を平滑化する．

追跡の結果より，対象を中央にとらえた動画像デー

タが動作検出器へと送られる．
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3. 組合せに基づく動作検出器

提案する動作検出器は，Efrosらのモーションディ

スクリプタと Keらのイベント検出器の組合せに基づ

く．ここではまず 2つの手法の組合せ，組合せにより

動作検出器の学習に必要な時間が増大する原因，およ

びそれを軽減するために導入した改良型組合せ法およ

び LUTの学習への導入について説明する．

3.1 Efrosらのモーションディスクリプタ（MD）

Efrosらの提案したモーションディスクリプタ2)（以

下MDと略す）は以下の処理より求められる．対象の

追跡により，対象を中央にとらえた動画データが与え

られているものとする．まず，連続する 2フレームか

らオプティカルフローを計算し，水平成分 Fx および

垂直成分 Fy に分解する．さらに，Fx および Fy を

それぞれ正の成分 F+
x ，F+

y および負の成分 F−
x ，F−

y

に分解する．ここで，もし正の成分に値が入る場合，

対応する画素の負の成分は 0値となり，逆の場合も同

様である．そして各成分を 2-Dガウシアンフィルタで

ぼかし，4つの成分を持つMD Fb+
x，Fb−x，Fb+

y お

よび Fb−y を求める．この処理の流れを図 1 に示す．

3.2 Ke らのイベント検出器との組合せとその問

題点

Keらのイベント検出器5) は Violaらの 2-Dパター

ン検出器の拡張である．この 2-D パターン検出器は

AdaBoostに基づいており，その弱識別器の特徴量に

はHaar-like特徴が用いられる．Haar-like特徴は図 2

上部に示されるような形状をしており，2-Dパターン

検出器の適用されるサブウィンドウ内のある領域の画

素値を基に計算される．Ke らはこの Haar-like 特徴

を図 2 下部に示される 3次元の Volumetric特徴に拡

張し，動画像データから 3-D パターンを検出するイ

ベント検出器を提案した．よって，Keらのイベント

検出器は動画像を構成する連続画像のある期間内を見

る 3-Dサブウィンドウであり，Volumetric特徴はそ

のサブウィンドウ内のある 3次元領域の画素値から計

算される．

Keらは 3-Dパターン検出器の入力としてオプティカ

ルフローを用いているが，実際はオプティカルフロー

を水平成分 Fx および垂直成分 Fy に分解して用いて

いる．そのため，4つの成分を持つMDとも組み合わ

せることができる．しかし，この組合せは Adaboost

の学習のアルゴリズムと Keらの用いた弱識別器の特

性のため，検出器の学習の計算コストが増大するとい

う問題がある．なお，以降ではこの MD とイベント

検出器を直接組み合わせたものを単純組合せ手法と呼

図 1 モーションディスクリプタの計算課程
Fig. 1 Computation of motion descriptors.

図 2 Haar-like 特徴と Volumetric 特徴
Fig. 2 Haar-like features and Volumetric features.

ぶこととする．

AdaBoostは機械学習法の 1つで，単純な識別法で

は識別が難しいデータを，複数の単純な識別器（弱

識別器）の組合せにより識別する手法である．この

弱識別器の組合せは学習により自動的に決定される．

AdaBoost検出器の学習には 3つのセットが必要とな

る．AdaBoostが検出したいデータを集めた正のサン

プルセット，AdaBoostが検出したくないデータを集

めた負のサンプルセット，そして弱識別器のセットで

ある．学習の大まかな流れを以下に示す．

( 1 ) すべての弱識別器の閾値を正と負のサンプル

セットから決定する．

( 2 ) 正と負のサンプルデータ 1つ 1つに重みを用意

する．最初は同じ値で初期化する．

( 3 ) 全弱識別器を正と負のサンプルセットに適用し，

弱識別器ごとに識別に失敗したサンプルの重み

を合計しそれを評価値とする．

( 4 ) 評価値が最も小さい弱識別器をAdaBoost識別

器に登録し，登録された弱識別器が識別に失敗

したサンプルの重みを大きくする．また，この

とき評価値からこの弱識別器の重みを求め，登

録する．

( 5 ) ( 3 )，( 4 )の繰返しにより弱識別器を順番に登

録していく．

よって AdaBoost 検出器の学習時間は学習に用い

るサンプル数，AdaBoost識別器に登録する弱識別器

の数，そして学習時に生成した弱識別器の総数に依存
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する．

Keらの弱識別器は Violaらの弱識別器8) と同じく，

1次元の特徴量から正負の判定を行う．すなわち，弱

識別器は計算された Volumetric 特徴（Viola らの場

合は Haar-like特徴）と弱識別器内のある閾値とを比

較し，正か負かの判定を出力する．この閾値は学習時

に学習サンプルセットから決定される．ここで，Ke

らの弱識別器はオプティカルフロー成分のうち Fx か

Fy の一方から Volumetric特徴を計算する．したがっ

て，Keらの検出器の学習時に Nv 個のVolumetric特

徴を用いる場合，Fx と Fy それぞれに対応する弱識

別器が必要なため，2Nv 個の弱識別器セットが必要で

ある．そして単純組合せ手法の場合は成分数 4のMD

を用いるため，オプティカルフローを用いる場合のさ

らに 2倍の弱識別器セットが必要となり，学習の計算

時間が増大する．

本研究ではこの組合せ検出器の学習時間を軽減する

ため，Keらの弱識別器の次元を拡張した次元拡張型

弱識別器を用いた改良型組合せ動作検出器を提案する．

また，学習の高速化のため LUTを導入する．

3.3 次元拡張型弱識別器

前述したように，Keらの弱識別器はVolumetric特

徴をオプティカルフローのどちらか一方の成分から計

算する．しかし，オプティカルフローは 2 次元の速

度ベクトルであるので，それぞれの成分で求められた

Volumetric特徴は 2 次元の特徴ベクトルとして用い

ることが可能だと考えられる．したがって，本研究で

は Ke らの弱識別器を拡張し，1 つの Volumetric 特

徴をすべての成分から計算し，それを特徴ベクトルと

して用いて判別を行う次元拡張型の弱識別器を構成す

る．これにより，学習時入力成分の数によらず弱識別

器の数が Volumetric特徴の数と同じとなるため学習

の計算時間が短縮できる．なお，この拡張は弱識別器

を Keらのものより複雑にするが，次元数が小さけれ

ば計算が極端に複雑にはならない．

MDを用いる場合，弱識別器内の特徴ベクトルの次

元数は 4となる．したがって，弱識別器 w の生成す

る k フレーム時点での特徴ベクトル αw(k) は以下の

式より求められる．

aw(k) =




fw

(
Fb+

x (k), F b+
x (k − 1), · · ·

)
fw

(
Fb−x (k), F b−x (k − 1), · · ·

)
fw

(
Fb+

y (k), F b+
y (k − 1), · · ·

)
fw

(
Fb−y (k), F b−y (k − 1), · · ·

)




ここで Fb+
x (k)，Fb−x (k)，Fb+

y (k) および Fb−y (k)

は k フレーム時点での MD，fw() は弱識別器 w の

図 3 次元拡張型弱識別器の生成する特徴ベクトル
Fig. 3 Computation of the proposed weak classifier.

Volumetric 特徴を計算する関数である．この計算を

視覚的に表したものを図 3 に示す．

特徴ベクトルを求めた後，弱識別器は正か負かの判

定を行う．提案する弱識別器は，学習時に与えられた

正のサンプルセットおよび負のサンプルセットからそ

れぞれの特徴ベクトルの平均 µp
w および µn

w を求め，

この平均ベクトルとの距離を用いて判別を行う．した

がって，弱識別器 w の k フレーム時点での出力 hw(k)

は以下の式で表される．

hw(k) =

{
1 if dp

w(k) < dn
w(k)

0 otherwise

ここで dp
w(k) = ‖µp

w − aw(k)‖，dn
w(k) = ‖µn

w −
aw(k)‖ である．
提案する弱識別器を用いた動作検出器の学習過程，

および出力は従来の AdaBoost検出器と同様である．

学習時は，正のサンプルセットとして検出したい動作

の MD を，また負のサンプルセットとして検出した

い動作を含まない MD を用いる．弱識別器セットに

は 3-Dサブウィンドウ内に形状や位置，大きさの異な

る Volumetric特徴をランダムに生成したものを用い

る．Volumetric特徴の形状は，図 2 下部に示される

Ke らと同じ 4 種類を用いる5)．そして 3.2 節に示す

AdaBoostの学習アルゴリズムにより，最終的な検出

器として学習時に与えた弱識別器セットの部分集合と

対応する重みが登録される．

動作検出器の出力は，AdaBoost検出器に登録され

た弱識別器と対応する重みによる，重み付き多数決に

よって決定される．

3.4 LUTによる計算時間の短縮

3.2 節に示される AdaBoost 学習アルゴリズムの

( 3 )のとき，すなわちAdaBoost識別器へ登録する弱

識別器を選択する際，全弱識別器が正と負のサンプル

セットに適用されるが，正と負のサンプルセットは不

変なため，サンプルに対する弱識別器の出力はつねに

同じである．そこで本研究では，弱識別器の閾値決定

後その弱識別器のサンプルセットに対する 2値の出力

を LUTに記録し，その後の弱識別器の選択時にその
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結果を参照するようにした．これにより計算時間を大

幅に削減できる．しかし，全サンプルの数と全弱識別

器の数を掛け合わせた数の 2値データを記録する必要

があるため，使用するメモリスペースは大きくなる．

4. テニスストローク検出システム

本研究では提案手法をテニスの各種ストロークを検

出するシステムとして実装した．テニスのゲーム形式

はシングルス，カメラはパンチルトカメラを想定して

いる．システム構成を図 4 に示し，それぞれの詳細を

以下に示す．ここでは 1人のプレイヤに対する処理に

ついて述べているが，これを映像内の 2人のプレイヤ

それぞれに適用する．

4.1 プレイヤ追跡部

テニス映像内のプレイヤを，2章で述べたアルゴリ

ズムを用いて追跡する．テニスの映像内ではプレイヤ

の体の動きが大きいため手や足を含んだ体全体を追跡

することは難しい．そこでプレイヤの胴体のみを追跡

する．なお，現在はプレイヤの位置と色モデルは最初

のフレームにおいて手動で初期化している．

追跡の結果より，プレイヤを中央にとらえた動画像

データが生成される．

4.2 動作検出部

4.2.1 モーションディスクリプタ生成部

プレイヤを中央にとらえたデータから 3.1節で述べ

たアルゴリズムでMDを生成する．

4.2.2 動作検出器

最後に，生成されたMDに動作検出器を適用しスト

ロークを検出する．提案する動作検出器は 2値識別器で

あるので，検出器はストロークごとに用意する必要が

ある．検出器学習用の正のサンプルセットに用いるMD

はプレイヤがボールを打つ瞬間で同期をとっている．本

ストローク検出システムでは，動作検出器の 3-Dウィ

ンドウのサイズを 32 [pixel] × 32 [pixel] × 20 [frame]

図 4 ストローク検出システムの構成
Fig. 4 The construction of the tennis stroke detection

system.

とする．

5. 実 験

実装したテニスストローク検出システムを，実際

に放映に用いられた映像に適用し実験を行った．実験

データには 2003 Australian tennis tournamentの男

子シングルスの決勝から，コート全体が写し出されプ

レイヤが試合を行っている部分を複数個手動で切り出

したものを用いた．提案手法の性能を評価するため，

Efrosらの手法および Keらの手法も同じデータに適

用し結果を比較した．

なお，簡単のため映像内でカメラから近い位置で

ゲームをしているプレイヤを “手前のプレイヤ”，ま

たカメラから遠い位置でゲームをしているプレイヤを

“奥のプレイヤ”と呼ぶこととする．

5.1 実験データ

テニスはチェンジエンドのルールがあるため，プレ

イヤはコートを交代しながら試合を行う．したがって，

実験動画データはプレイヤの配置によって 2 種類の

データセットに分類できる．すなわち，片方のプレイ

ヤに注目したとき，そのプレイヤが手前でプレイして

いる動画と，奥でプレイしている動画に分けられる．

本実験では一方を学習用データセット，もう一方を実

験用データセットとして用いた．学習用データセット

は 18個，実験用データセットは 16個の動画を含む．

学習のため，また実験結果の評価のため，すべての

動画データから両プレイヤのボールを打つ瞬間のすべ

てのフレームを手動で検出し，その時間とストローク

の名前を真値として登録した．対象としたストローク

は，サーブ（SS），フォアハンドストローク（FS），そ

してバックハンドストローク（BS）である．このと

き，定義するのが難しいストローク，もしくはその他

のストロークがいくつか含まれていたため，これらは

Don’t care（DC）として定義した．DCは学習にも用

いず，また実験結果の評価にも用いていない．学習用

データセットには奥のプレイヤの SSが 9，FSが 19，

BS が 24 個，手前のプレイヤの SS が 9，FS が 27，

BS が 24 個含まれている．また実験用データセット

には奥のプレイヤの SSが 8，FSが 21，BSが 21個，

手前のプレイヤの SSが 8，FSが 18，BSが 19個含

まれている．

5.2 各手法の設定

実装した Efros らの k-近傍法2) の詳細を以下に示

す．MD の生成時に用いるガウシアンフィルタの標

準偏差は 1.225とした．本実験では 1-，3-，5-近傍法

（1-NN，3-NN，5-NN）それぞれの結果を求めた．ま
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(a) Serve (b) Forehand stroke (c) Backhand stroke

図 5 奥のプレイヤのストローク検出結果
Fig. 5 Detection results of the far player.

(a) Serve (b) Forehand stroke (c) Backhand stroke

図 6 手前のプレイヤのストローク検出結果
Fig. 6 Detection results of the near player.

ず，Efrosらの k-近傍法を適用することで実験用デー

タの各フレームにおいて学習データセットの中から k

番目までの類似したフレームが選択される．もしこれ

らのフレームが実験用データセットの真値に登録され

たいずれかのストロークに近い（±5 フレーム）場合，

そのフレームにそのストロークのラベルを持たせ，ど

のストロークにも近くない場合は “ストロークなし”

というラベルを持たせる．そして各フレームにおいて

多数決を行い，最も投票数が多いストロークをそのフ

レームにおける結果とした．以降，この手法を Efros

らの手法と呼ぶ．

一方，AdaBoostに基づく手法は，まず 50,000個の

Volumetric特徴を 32 [pixel]× 32 [pixel]× 20 [frame]

の 3-Dウィンドウ内にランダムに生成し，これらを用

いて以下の 3種類の検出器を構成した．

• オプティカルフローを入力とする Keらの検出器

を 100,000個の弱識別器から構成（Fx と Fy そ

れぞれに 50,000個）

• MDを直接み組わ合せた Keらの検出器，すなわ

ち単純組合せ検出器を 200,000 個の弱識別器か

ら構成（Fb+
x，Fb−x，Fb+

y と Fb−y それぞれに

50,000個）

• MDと次元拡張型弱識別器の組合せ検出器，すな

わち改良型組合せ検出器を 50,000個の弱識別器

から構成

これらの 3つの動作検出器はすべて 1段階の Ada-

Boost識別器から構成され，同じ学習サンプルセット

を用いて学習した．各検出器内に含まれる弱識別器の

数は，Keらの検出器は 100，単純組合せ検出器は 200，

そして改良型組合せ検出器は 50とした．これは 1つ

の検出器が扱う特徴量を同じにすることで，これらの

検出器を正当に評価するためである．以降，これら 3

つの検出器に基づく手法をそれぞれ Keらの手法，単

純組合せ手法，そして改良型組合せ手法と呼ぶ．

評価のため，それぞれの検出結果は実験用データセッ

トの真値と比較された．AdaBoost検出器の結果は時

間軸を持つ 1 次元の 2 値データとなるため，まず連

続した同じ検出結果を 1つの検出として統合した．そ

してこの検出結果がストロークの真値もしくはその近

く（±5 フレーム）と重なっていればTrue Detection，

そうでなければ False Detectionとした．なお，Efros

らの手法の出力は多値であるが，これをストロークご

とに分解し上記と同じ処理を施した．

5.3 実 験 結 果

各手法の検出結果の ROC 曲線を図 5 および図 6

に示す．AdaBoostに基づく手法の ROC曲線は検出

器の閾値を変化させて求めた．図 5 は奥のプレイヤ

の結果，図 6 は手前のプレイヤの結果を示す．それぞ

れ (a)はサーブ，(b)はフォアハンドストローク，(c)

はバックハンドストロークの検出結果である．各グ

ラフにおいて，細かい破線が Keらの手法，粗い破線

（‘unmodified’の線）が単純組合せ手法，そして実線
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表 1 ストローク検出の計算時間の比較
Table 1 Computation time of the stroke detection.

フレーム数：1,059

手法 計算時間 [秒]

Efros らの手法 652.19

Ke らの手法 0.2129

単純組合せ手法 0.2826

改良型組合せ手法 0.4219

表 2 組合せ手法の学習計算時間の比較
Table 2 Computation time of the training with LUT and

without LUT.

(a) LUT なし
(a) Training without LUT

手法 計算時間 [秒]

単純組合せ手法 74,098

改良型組合せ手法 23,621

(b) LUT あり
(b) Training with LUT

手法 計算時間 [秒]

単純組合せ手法 9,504

改良型組合せ手法 1,295.1

（‘modified’の線）が改良型組合せ手法の結果を示す．

Efrosらの手法の結果は黒い点で示される．図 5 (a)で

はすべてのサーブがすべての k-近傍法で検出された．

(b)では 1-NNと 5-NNが 47.6%，3-NNが 42.9%で

あり，(c)は 1-NNと 3-NNが 42.6%，5-NNが 38.1%.

の検出率であった．一方，図 6 (a)でもすべての k-近傍

法がサーブを 100%検出した．(b)ではすべての k-近

傍法の検出率は同じ 83.3%であるが 1-NNの過検出数

が他より多い．(c)では 1-NNおよび 3-NNが 78.9%，

5-NNが 73.7%の検出率を示した．

計算時間の点で各手法を比較するため，実験用デー

タセット内の 1 つの動画に対する奥のプレイヤのス

トローク検出に費やした計算時間を測定した．その結

果を表 1 に示す．動画に含まれるフレーム数は 1,059

枚であり，この値には追跡および MD の計算時間は

含まれていない．この時間は 5回同じ計算を行って測

定された計算時間の平均である．実験に使用したコン

ピュータの仕様は Pentium4クロック 3GHz，メモリ

は 32GB，OSは SUSE Linux 10である．

同様に，LUTの有効性を検討するため，LUTを用

いた場合と用いない場合における奥のプレイヤのバッ

クハンドストローク検出器の学習の計算時間を測定し

た．その結果を表 2 に示す．これらの値も同様に 5回

測定した計算時間の平均値である．

5.4 考 察

得られた ROC曲線より，単純組合せおよび改良型

組合せ手法はKeらの手法をほとんどの部分で上回り，

Efrosらの手法の結果に近い，また一部では上回る性

能を示したことが分かる．このことより，MDを使用

することで Keらのイベント検出器の性能を改善でき

ることが確認できた．また，どちらもMDを使用して

いるにもかかわらず単純組合せ手法は改良型組合せ手

法より性能が良いことが分かる．この理由として，強

検出器内の弱識別器数の違い，弱識別器内の判定方法

の違いが考えられる．弱識別器数は，単純組合せ手法

の検出器が 200個に対し改良型組合せ手法は 50個で

あり，これは両手法で用いる情報量を同じにするため

であった．しかし，情報量が同じであっても弱識別器

の数が異なるためAdaBoost強検出器内で最終判断を

決定する際の重み付き多数決の投票数が 4倍になる単

純組合せ手法が有利になったと考えられる．また，弱

識別器の識別方法は従来の弱識別器がサンプルデータ

から決定された最適な閾値による閾値処理であるのに

対し，4次元特徴を扱う改良型弱識別器では計算コス

ト軽減のため正負サンプルの平均とのユークリッド距

離の比較により判定を行っている．しかしこれは，改

良型弱識別器にマハラノビス距離などの，より適した

識別法を導入することで改善されるものと考えられる．

誤検出について検討を行うと，今回の実験は 1人の

プレイヤの動作データで学習を行っているため正のサ

ンプル数が少ない点があげられる．よって様々なゲー

ムから様々なプレイヤの動作データを収集して学習に

用いることで，性能の改善が見込まれる．なお，Viola

らの顔検出器の欠点として，学習サンプル数が少ない

と性能が悪くなるということが知られている．これは

Keらの手法にもいえることであるが，この原因は画

像全体に検出器を適用するため，学習時に正と負のパ

ターンを幅広く用意しておかなければならないためで

ある．しかし，提案するシステムはプレイヤを追跡し

検出器はプレイヤの動きのみを見ているため，パター

ンがある程度限定され少ない学習データでも良い性能

を示したものと考えられる．また，他の原因として，

追跡誤差の影響があげられる．提案する検出器は前処

理としてプレイヤの追跡が必要なため，追跡の誤差や

ノイズに影響されることがある．よって，よりロバス

トな追跡手法を導入することで性能が改善されると考

えられる．

計算時間について比較を行うと，表 1 より Efrosら

の手法の計算時間が他のAdaBoostに基づく手法と比

較して非常に長いことが確認できる．また，次元拡張

型の弱識別器は構造が Keらの弱識別器より複雑なた

め，改良型組合せ手法の検出器は計算時間が他の 2つ

のAdaBoost検出器より長くなっていることも確認で
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図 7 ストローク検出結果の例．白の軌跡はプレイヤの移動軌跡，軌跡上の箱はストローク検出
結果を表す．Sv の箱はサーブ，Fh の箱はフォアハンドストローク，Bh の箱はバックハ
ンドストロークを表す

Fig. 7 An example of the stroke detection results. White lines show tracking tra-

jectories of the players, and coloured boxes show the detected strokes. A

box with ‘Sv’, a box with ‘Fh’ and a box with ‘Bh’ indicate serve, forehand

stroke and backhand stroke, respectively.

きる．なお，単純組合せ手法の計算時間が Keらの手

法より若干長いのは，AdaBoost検出器に含まれる弱

識別器の数が異なるためと考えられる．

単純組合せ手法と改良型組合せ手法の検出結果およ

び計算時間を比較すると，単純組合せ手法が若干良い

結果を示している．しかし，表 2 に示される学習に必

要となった計算時間を比較すると，改良型組合せ手法

は単純組合せ手法より LUTを使用しない場合で約 3

倍，LUTを使用すると約 7倍早い．また，LUTの有

効性について検討してみると，単純組合せ手法は LUT

の使用によって約 8倍，改良型組合せ手法では LUT

の使用によって約 19倍も学習に要する時間が早くなっ

ている．改良型組合せ手法の学習時間が LUTの使用

によって大幅に軽減された理由として以下が考えられ

る．3.2 節に示すとおり，AdaBoostの学習では弱識

別器を選択する際にすべての弱識別器のすべてのサン

プルセットに対する演算が繰り返し何度も行われる．

また前述のとおり，次元拡張型の弱識別器は Keらの

弱識別器より構造が複雑なため弱識別器個々の演算時

間が長い．しかし，LUTを用いると弱識別器を選択

する際の全弱識別器の繰返し演算処理が省略できる．

したがって，提案する LUTは弱識別器個々の演算時

間が長い改良型組合せ手法に特に有効となる．

学習で使用するメモリスペースについて検討する

と，表 2 に示される奥のプレイヤのバックハンドス

トローク検出器の学習に使用した学習サンプルの総数
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は 3,327，メモリ使用量は単純組合せ手法が 792MB，

改良型組合せ手法が 306MBであった．改良型組合せ

手法のメモリ使用量が単純組合せ手法より少なかった

理由は，(booleanのサイズ) × (正負の学習サンプル

数の合計)× (学習に用いる弱識別器数)で決定される

LUTのメモリサイズのうち，学習に用いる弱識別器

数が単純組合せ手法の 4分の 1でよいためである．な

お，同じ学習プログラムをPentium4クロック 3GHz，

メモリ 2 GBの PCで実行したが，単純組合せ手法の

学習は多くのメモリを必要とするため学習時間が平

均 11,897 [秒]となり若干長くなったのに対し，改良型

組合せ手法の学習時間は平均 1,257 [秒]とほぼ同じで

あった．

提案する動作検出システムはプレイヤ追跡の初期化

が手動であるので，完全自動化するためには自動初期

化手法が必要となる．しかし，テニスはゲームの初め

に決められた位置からサーブするためプレイヤの初期

位置は推定しやすく，それほど困難な課題ではないと

いえる．初期化の問題が解決されれば，ビデオ映像か

らプレイショットを自動で切り出すアルゴリズム1) と

組み合わせ，テニスの自動解説や戦略解析に応用でき

ると考えられる．検出器の学習に様々なデータのサン

プルを用いて性能を高め，今回の実験で用いた 3種類

のストローク以外にスマッシュやボレーなどの検出器

を構築すれば実用的なシステムとなると考えられる．

実験結果の例を図 7 に示す．図の白い軌跡はプレイ

ヤの追跡の履歴を，軌跡上の記号と色のついた箱はプ

レイヤのストロークが検出された場所を表す．‘Sv’と

書かれた箱はサーブ，‘Fh’と書かれた箱はフォアハン

ドストローク，そして ‘Bh’ と書かれた箱はバックハ

ンドストロークを表す．この動画データは奥のプレイ

ヤのサーブから，フォアハンドストローク，フォアハ

ンドストローク，バックハンドストローク，バックハ

ンドストローク，そしてフォアハンドストロークとい

うストロークが含まれ，これらが正しく検出されてい

ることが分かる．

6. 結 論

本論文では，Efrosらのモーションディスクリプタ

と Keらのイベント検出器の組合せに基づく動作認識

手法を提案した．単純組合せ手法が持つ学習時間の

増大という問題を解決するため，次元拡張型の弱識別

器を導入した改良型組合せ手法を提案し，またさらな

る高速化のため LUTを導入した．実験では実際の放

送に用いられたテニスの動画像に提案手法を適用し，

Efrosらの手法，Keらの手法および単純組合せ手法の

結果と比較することで提案手法の有効性を検討した．

実験結果より，組合せ手法は認識率と計算時間の両面

でお互いの良い性能をあわせ持つことが確認できた．

また，改良型組合せ手法は単純組合せ手法とほぼ同じ

性能を示しながら，LUTとの併用により学習に要す

る計算時間を大幅に削減できることが確認できた．

提案手法を用いれば，ユーザがテニスの試合映像を

多面的に理解する手助けとなる様々なアプリケーショ

ンが可能となる．たとえば，テレビ放映中に映像とと

もにどのプレイヤがどの時点でどのストロークをした

かという情報を提供する，大量にあるテニス映像の中

から特定のプレイヤの動作をすべて検出しそのプレイ

ヤの癖やストロークの傾向を調べる，また逆に特定の

ストロークを含むすべての動画を自動的に取り出しプ

レイヤの教育に用いる，などがあげられる．また，提

案手法はスポーツ映像以外の人の動作検出にも適用可

能である．特に提案手法は低解像度環境での動作認識

が可能であり検出のアルゴリズムも複雑ではないため，

たとえばセキュリティ分野の監視カメラ映像などに適

用でき，人の動作を含む映像を多面的に理解する手助

けとなると考えられる．

改善すべき提案手法の問題点として，各検出器が独

立して動作するため，異なる動作の検出結果が重複し

てしまう点があげられる．この重複を防ぐためには検

出結果を統合するための後処理が必要となると考えら

れる．
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