
情報処理学会研究報告
IPSJ SIG Technical Report

粒子フィルタとプライシングによる時系列区分化の手法を用
いた非線形時系列生成モデル変化の推定

時永 祥三1 池田 欽一2

概要：まず,時系列が非線形状態方程式により生成され,その観測データから粒子フィルタ (PF)により状態
を推定する問題を定義し,尤度の時間変化を用いて時系列を区分化し,時系列生成モデルの時間変化を推定
する方法を示す.この場合, 区分化を行うための時間軸は,プライシングと呼ばれる,ある離散系カオス変動
により特徴付けられることを用いている.これにより, ランダムな探索と比較して効率が向上することを示
す. 次に非線形モデルの時間変化をオンラインで行う 1つの方法として, 現在の関数形状が遺伝的操作によ
り変形されるとする仮定を用いて, 遺伝的プログラミング (Genetic Programming:GP)の手法により,変化
の発生と変化後の関数を推定する方法を提案する.応用例として人工的なデータを用いて,本報告の手法の
有効性を確認するとともに,現実の時系列データに適用して,モデル変化の後の状態方程式推定を議論する.

1. はじめに

観測された時系列に基づいて,時系列を生成するパラメー
タの時間変化を推定する場合に,時系列を区分化をする手
法を用いる研究が示されている [1].また,線形システムの
モデルにおいても, 記述するパラメータの時間的な変化を
推定する手法が示されている [2]. しかしながら,非線形シ
ステムとして記述されるモデルから生成された時系列 (以
下では時系列生成モデルと呼ぶことにする)に対して,これ
らの方法を直接的に用いることはできないため,別の方法
による時系列区分化と生成モデル変化の推定手法を用いる
必要がある.これまでの研究で, 統計的手法として, 観測さ
れた時系列データに対する非線形状態方程式により得られ
る尤度を用いて, システムの状態方程式の変化を抽出する
方法が示されているが,ある時点でのシステムの変化だけ
を議論している限界がある [3][4]. 非線形時系列生成モデ
ルの時間変化推定には,これまで多くの分野で適用されて
きた,粒子フィルタ (Particle Filter:PF)手法が有効である
[4][5][6]. 本報告では PFと時系列区分化の手法を用いた非
線形時系列生成モデルの時間変化の推定について述べる.

本報告ではまず,観測される時系列が非線形状態方程式
により生成され,その観測データから PFにより状態を推
定する問題を定義し,尤度を用いて, いくつかの候補となる
非線形システム記述の,どれが最適かを判断する方法を適
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用する. この場合, 区分化を行うための時間軸は,プライシ
ングと呼ばれる,ある離散系カオス変動により特徴付けら
れることを仮定として用いている. すなわち非線形システ
ムが時間的に変化する背景にある,決定論にしたがうメカ
ニズムが存在すると仮定する [7][8][9].これにより, ランダ
ム探索を行う場合と比較して効率が向上することを示す.

このような時系列の区分化の方法は,まとまったデータに
対してオフラインで行うに適した方法であるが,一方では
瞬間的に発生するシステムの変化抽出には適さない.した
がって, 次に,非線形モデルの時間変化をオンラインで行う
1つの方法として, 変化後の関数形状を遺伝的プログラミ
ング (Genetic Programming:GP)の手法により推定する方
法を提案する [10]. 応用例として人工的なデータを用いて,

本報告の手法の有効性を確認するとともに,現実の時系列
データに適用して,モデル変化の後の状態方程式推定を議
論する.

2. 非線形時系列生成モデルの時間変化の推定

2.1 非線形時系列生成モデルと時間変化
以下ではまず非線形状態方程式により生成される時系列
モデルを記述しておく [4][6].本報告では時系列生成を記述
するモデルは 1つではなく,時間的に変化することを仮定
している. 時系列を記述する時間は同じ長さ 1の区間に分
割されており, また,いくつかの区間にわたり同じ時系列生
成モデルが適用され, j 番目のセグメントを sj と呼んでお
く.1つのセグメントでは 1つの非線形時系列生成モデルが
適用 (選択)され,選択されるモデルを区別する記号 (クラ
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ス)を zk, k = 1, 2, ...,K としておく (総数がK 個).

いま 1つのセグメントにおける非線形時系列生成モデル
は, 次のように記述できる (適用されるモデルのクラスを
zk としておく).

x(t+ 1) = F [x(t)](zk) + u(t)(zk),

x(t) = [x1(t), x2(t), ..., xm(t)],

u(t) = [u1(t), u2(t), ..., um(t)]. (1)

y(t) = G[x(t)](zk) + v(t)(zk). (2)

ここで,変数 y(t)は時刻 tにおける観測データを意味する
スカラー (1次元ベクトル)であり,変数 x(t) は推定される
べきm次元の状態変数ベクトルである.また u(t)(zk), v(t)

はm次元, 1次元のシステムノイズである.F [.](zj), G(.)(zk)

は,変数 x(t) についての関数である.ここで,G(.)(zk) は既
知の非線形関数であり,関数のセットから選択されると仮
定する.

2.2 PFによる状態推定とモデルの尤度
記号として, xi(t), i = 1, 2, ...,mの j番目の粒子を x

(j)
i (t)

としておく.

(1) ステップ 1:粒子の初期値の生成
時刻 0 における変数 x

(j)
i (t) の初期値 x

(j)
i (0), i =

1, 2, ...,m について, あらかじめ定めた確率分布に従が
う乱数により NP セットの粒子の集合として生成する.

(2) ステップ 2:システムノイズの生成
それぞれの粒子について,変数に対する粒子 x

(j)
i (0) と同

様に, システムノイズである u
(j)
i (0)および v(j)(0)につい

て, あらかじめ与えた確率分布に従った乱数によって NP

セットの粒子として生成する.

(3) ステップ 3:x
(j)
k,t(t)の 1時刻先予測

x
(j)
i (t)の 1時刻先予測が,次により得られる.

x(j)(t+ 1) = F [x(j)(t)] + v(j)(t). (3)

ただし上の式はベクトル x(j)(t + 1) のそれぞれの要素
x
(j)
i (t+ 1)について計算することを意味する.

(4) ステップ 4:重みの計算
次に,それぞれ粒子 j の重み w

(j)
t を計算する.

w
(j)
t = Rt(y(t+ 1)|x(j)(t+ 1)). (4)

ここで Rt(.)は x(j)(t+ 1)が与えられた場合の y(t+ 1)の
条件付分布である.これらの重みを,集計しておく.

Wt =

NP∑
j=1

w
(j)
t . (5)

(5) ステップ 5:粒子のリサンプリング
それぞれの粒子を, 重みに従って, リサンプリングす
る. すなわち i 番目の状態変数については, 粒子の集合
Xt+1 = (x

(1)
i (t+ 1), x

(2)
i (t+ 1), ..., x

(NP )
i (t+ 1))から粒子

を w
(j)
t /Wt の確率に従って復元抽出して, 生成する.

3. 時系列区分化と非線形時系列生成モデル
変化

3.1 プライシングを用いた時系列区分化手法
サービスを処理する窓口をノードと考え,ノードでのサー
ビスの処理能力 (容量)を μとしておく [7][8][9].ノードに
流入するフロー λ(t) は, ノードでの待ち時間や処理コスト
の予測値 π(t) (pricing:プライシングと呼ばれる) に関連し
て調整される.フロー λ(t)はノードに対してすべてが供給
されるものではなく,この部分が供給されるモデルとなる.

λ(t)は,次の式により与えられる (a > d).

λ(t) =

⎧⎪⎪⎨
⎪⎪⎩

1, (0 ≤ π(t) ≤ d),

(a− π(t))/(a− d), (d < π(t) < a),

0, (π(t) ≥ a).

(6)

プライシングの値は, 指数平滑和により与えられる
(0 < ω < 1).

π(t+ 1) = ωπ(t) + (1− ω)p(t), p(t) = Qμ(λ(t)). (7)

Qμ(λ(t)) =
1

(1− λ(t)/μ)μ
. (8)

関数 Qμ(λ(t)) は, いわゆる待ちシステムにおいて入力フ
ローが到着率 λ のポアソン到着,処理時間の分布が指数分
布である場合の平均待ち時間である.

図 1には,プライシングとして生成されるカオス時系列の
例を示している. 図 1に示すように,時系列は間歇的に大き
な値をとり,この時点で時系列モデルの変化が発生したとみ
なす. また分岐図は省略するが,パラメータが 0.2 < μ < 0.9

となる範囲では変数 π(t)はカオス変動にしたがった挙動と
なる. したがって μの値を調整することにより,間歇的に
大きな値をとる時刻 (ジャンプの発生時刻)の間隔を調整す
ることができる.

なお図 1に示すように,プライシング時系列が大きな値
をとる間隔は 10∼ 20であり,これをそのまま非線形時系列
の生成における変化発生の時間間隔に用いると,時系列変
化が激しくなり,推定が難しいケースが生じる. そのため
本報告では,プライシングにおける時間間隔ΔP と, 非線形
時系列のモデル変化における時間間隔であるΔT の関係を,

ΔP = 5ΔT としておく.これにより観測される非線形時系
列の変化は,緩やかになる.

3.2 システム構成の概要
本報告の手法において推定すべきパラメータは,次のも
のである. プライシング,すなわちセグメントの最適分割
に関しては,容量 μ,パラメータ変化時点を与える閾値 PJ ,

プライシング時系列の初期値 π(0)の推定を行う必要があ
る. これらのパラメータの推定には, よく知られている遺
伝的アルゴリズム (Genetic Algorithm:GA)手法を適用す
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図 1 プライシング時系列の例
Fig. 1 An example of pricing time series

る. 一方,これらのパラメータの推定と並行して,それぞれ
のセグメントに割り当てる非線形時系列生成の状態方程式
のクラス zk の推定を行う必要がある.これら 2つの手順は,

同時には進められないので,ある時刻では一方を固定して
おいて,他方を最適化する手法を用いる.

(ステップ 1) プライシングの初期値 (初期個体)の設定
プライシングの特性を推定する場合には,カオス変動を
規定するパラメータである待ち行列の容量 μ,変数の初期
値 π(0)のほかに,プライシング閾値 PJ を推定対象とする
必要がある. まずGA手法の適用にあたり π(0), μ, PJ の値
の候補となる個体 (初期個体)を複数個ランダムに生成して
おく.

(ステップ 2) 個体からのプライシング時系列の生成とセ
グメントへの分割
それぞれの個体に対応して,プライシング時系列の生成
と時間軸のセグメントへの分割を行う.具体的には,それぞ
れの個体が与える μ, PJ , π(0)の設定が最適であると仮定し
て, 式 (7)(8)(9)にしたがって 1つの時系列をプライシング
時系列として生成し,時系列が閾値 PJ を超える時点を検出
し,時間軸をいくつかのセグメントへと分割する.

(ステップ 3)　セグメント sj へのクラス zk の割り当て
次に,個体から生成されるこれらのそれぞれのセグメン
ト sj において,尤度が最大となるようにセグメントに割り
当てる時系列生成モデルのクラス zk を決定する.このよう
な計算によって得られる時系列全体についての尤度を,こ
の個体の適合度とする.

(ステップ 4)　個体への遺伝的操作
それぞれの個体の適合度が得られたあとで, GAにおけ
る遺伝的操作を用いて個体の性能を改善する.

(ステップ 5) 手順の繰り返し
推定のレベルがあらかじめ設定した基準に達したら,繰
り返しを停止する.そうでない場合には,ステップ 2に戻る.

なお本報告においては,これ以降,プライシングにおける
パラメータついて,次のように設定して,シミュレーション
を実施する.この条件を,プライシングによるパラメータ設
定とする (パラメータ設定 Pと呼ぶことにする). 以下では

この記号 Pにより,シミュレーション条件を引用する.μは
μ = 0.35などの特定の値に設定する場合もあるので, この
ときには説明文において明示する.

パラメータ設定 P:

PJ = 10 ∼ 30, μ = 0.3 ∼ 0.7

π(0) : 0.5 ∼ 15の間の一様乱数

4. 応用例

4.1 4つの非線形システムにおける時間変化
以下のように定義される 4つの非線形システム (Case I

から Case IVとしておく)を分析の対象とする. 最初に,こ
れらのシステムの概要についてまとめておく. なお説明に
おいて,クラスを z1, z2, ...,として表記し,それぞれのクラ
スにおける非線形システムを区別している.

Case I:離散系カオス変動から導出された方程式
離散系カオス変動のシステムとして,ロジスティック写
像, エノン写像の 3つを用いる (K = 3となる).しかし,こ
れらの写像そのものを用いると, カオス変動だけが強調さ
れるため, 本報告で行うような分析には適切ではない, 不
自然な時系列になる. したがって, カオスである制限を緩
めるため係数を少し修正 (変形) し, しかもランダム変数
u(t), v(t)の影響を導入した, 以下の 3つのシステム方程式
に変換する.なお以下の 3つのシステムにおいて観測デー
タは y(t) = x(t) + v(t),すなわち G(x(t))(zk) = x(t)によ
り生成されると仮定する.

z1:ロジスティック写像の変形

F (x(t)) = 3x(t)(1− x(t)). (9)

z2:ベルヌーイシフト写像の変形

F (x(t)) =

{
1.5x(t), (0 < x(t) < 0.5),

1.5x(t)− 0.5, (0.5 ≤ x(t) < 1).
(10)

z3:テント写像の変形

F (x(t)) =

{
1.5x(t), (0 ≤ x(t) ≤ 0.5),

1.5− 1.5x(t), (0.5 < x(t) ≤ 1).
(11)

3つのシステムについて σu = 0.01, σv = 0.01 とする.

Case II:プライシング時系列
もともとプライシング時系列は,本報告で示すモデル推
定の方法論においては,システムの変化を記述するための
ジャンプ系列の生成に用いられている.しかしながら,容量
μを変化させると, ジャンプの発生間隔の平均値が異なる時
系列となるので, この性質を利用した非線形時系列の生成
システムを定義する. 具体的には,式 (8)に示すプライシン
グ時系列の生成モデルにおいて, 容量を μ = 0.35, 0.55, 0.75

の 3つに変化させた場合を 3種類のカオス変動として定義
する (K = 3となる).また分析対象としては,特にカオス時
系列である必要はないので, ランダム変数を加えた表現と
している. σu = σv = 0.1とする.
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Case III:製品の発注の時系列
Case IIIにおいては,時系列 y(t)が小売業者から製造業
者へと伝達される製品製造の数量を表現する場合に,小売
業者が用いている需要予測を推定する問題を取り扱う [11].

記号を次のように定義する.x(t):小売業者の推定する需要,

y(t):小売業者が製造業者に出す注文,関数 G(x(t))で変形
される. 小売業者は市場の需要を x(t) にしたがって予測
し,これをもとに製造業者に対して製造数量を伝える.しか
しながら小売業者は,そのままの最適な数量ではなく, 自身
が修正を加えた数量 y(t)を,製造業者に伝達する (3つの方
法で適切な需要は変形されるので, K = 3となる).小売業
者がとるべき最適な行動を含めて,この詳細をここで述べ
るのは適切ではないので,付録 Bにまとめておく.

変数のプロセス x(t)は 1次の自己回帰モデルにしたがっ
て次のように生成される.

x(t+ 1) = d+ ρx(t) + u(t). (12)

パラメータ d, ρはある範囲で自由に選ぶことはできるがシ
ミュレーションの結果には大きな影響を与えないので,以
下では d = 3, ρ = 0.5, σu = 1, σv = 0.5としておく. 時間遅
れの導入のための変数を s(t) = x(t− 1)としておく. 小売
業者が注文すべき最適な製品数量 r(t)は決定されるが, こ
れが小売業者の意思により関数を介して変形される. 小売
業者が何らかの変更を加えない場合には,数量 y(t) = r(t)

として製造業者に注文される (lは小売業者があらかじめ販
売を予測する期間であり, リードタイムと呼ばれる).

r(t) = x(t)+cR[x(t)−x(t−1)], cR =
ρ(1− ρl+1)

1− ρ
.(13)

しかしながら小売業者は,自身の利益を考慮して, 最適な
製造数量を修正する.この場合の行動は,次に示す変換関数
G(z(t))として記述できると仮定する.このような変換は,

次のような単調増加関数からランダムに選択され,状態変
数から観測時系列が生成される.

z1:G(r)(z1) = r

z2:G(r)(z2) = 6− r1.2/2.0(0 ≤ r ≤ 6),

G(r)(z2) = 6 + r1.2/2(r > 6)

z3:G(r)(z3) = 0(
∑0

d=DL
x(t− d) < 40),

G(r)(z3) = r(r > 40)

クラス z1 は予測される需要を変更しないで発注する場
合であり,クラス z2 は予測される需要を 6を境界として 6

より大きい (小さい)ときに,より多く (少なく)発注する処
理を行う場合である.クラス z3 は需要の予測量を保留して
おいて, 前回発注を行った時刻 (時間 DL 前としておく)か
ら需要予測の累計をとり,その累計が一定の値 (40として
おく)を超過した時点で,一気に注文を出す場合を示して
いる.

Case IV:構造変化検証のためのモデル
Case IVにおいて用いる非線形システムは,これまで非

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0 20 40 60 80 100 120 140 160 180 200

y(
t)

t

0

0.5

1

1.5

2

2.5

3

3.5

0 20 40 60 80 100 120 140 160 180 200

z k

t

図 2 プライシングにしたがって生成された観測時系列とクラス zk

の例 (Case I)

Fig. 2 An example of generated time series y(t) and class zk

governed by pricing (Case I).

線形システムにおける構造変化の推定問題において,例題
として用いられたものである. システムの挙動は,以下の
式により記述される. 本報告では,このシステム記述にお
いて,パラメータ bの値を 3つに設定した場合の時系列を
用いる.

x(t)=ax(t−1)+b
x(t− 1)

(1+x(t−1)2)
+8 cos[1.2(t−1)]+ut−1.(14)

y(t) = 0.05x(t)2 + vt. (15)

それぞれのクラスにおけるパラメータの設定は,以下のよ
うにする. z1 : b = 25, z2 : b = 12.5, z3 : b = 1.2.σu =

0.5, σv = 0.5とする.

4.2 4つのケースについての時間変化と時系列
これまで定義した 4 つの非線形システムにおける時間
変化について, あらかじめ定められたプライシングにした
がってシステム変化の境界を設定し,これらの時点におい
てクラスの切り替え (ランダムにクラスを選択する)を行っ
た場合の,観測時系列 y(t)の事例を示しておく (スペース
の関係で Case Iについてのみ). 以下に示す図 2の上の部
分は Case Iに対応する観測時系列 y(t)であり, 図の下の部
分にはクラス zk の時間変化を示している. 話を簡単にす
るために,クラス zk を数値の kに対応させて,示している.

これらの図より分かるように,時間的に非線形システムの
切り替えが行われ, プライシングにしたがって生成される
境界を挟んで,様相が異なる時系列が出現している.
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表 1 パラメータ π(0), μ, PJ の推定結果 (相対誤差), (パラメータ設
定 P を利用).

Table 1 Result of estimation of parameters pi(0), μ,

PJ (relative error) (by using parameter setting P).

Case I Case II

μ RI Rμ RJ μ RI Rμ RJ

0.3 0.08 0.06 0.07 0.3 0.08 0.08 0.08

0.5 0.08 0.07 0.07 0.5 0.09 0.08 0.08

0.7 0.08 0.07 0.08 0.7 0.09 0.09 0.09

Case III Case VI

μ RI Rμ RJ μ RI Rμ RJ

0.4 0.08 0.06 0.07 0.4 0.08 0.08 0.08

0.55 0.08 0.07 0.07 0.55 0.09 0.08 0.08

0.7 0.08 0.07 0.08 0.7 0.09 0.09 0.09

4.3 人工データを用いたパラメータ変化の推定
シミュレーションの条件を,以下のように設定する
容量であるパラメータ:μ = 0.3, 0.5, 0.7

GA個体における変数のストリング長:8ビット
表 1には,パラメータ π(0), μ, PJ の値を既知として与え
た場合の推定結果 (π̂(0), μ̂, P̂J としておく)について, 容量
μをいくつかの値に設定した場合ごとに示している.Case

I ∼ Case IVのそれぞれについて,プライシングの初期値
を変えながら, それぞれのクラスが 7 個程度含まれるよ
うな非線形時系列を生成し, シミュレーションの結果を
求めている. シミュレーションでは, 単独プライシング
におけるパラメータ設定 P を用いる. なお, シミュレー
ションにおいては, 最初にプライシングを生成するモデ
ルのパラメータの値を既知として与えて推定を実施する
ので,その推定結果がどれくらい正しいかは, ただちに計
算することができる. 表 1 においては, 相対誤差である
RI = |π(0)− π̂(0)|/π(0), Rμ|μ− μ̂|/μ,RJ = |PJ − P̂J |/PJ

の平均値を示している.この結果から分かるように, パラ
メータの推定誤差は小さく抑えられており, GA手法によ
る推定は良好であると言える.

4.4 セグメントごとの最適なクラスの推定
次に,本報告の手法を用いて非線形時系列生成モデルを
セグメントごとに推定した結果について整理する.シミュ
レーションにおいては,あらかじめ初期設定において,セグ
メントごとに割り当てている関数のクラスが分かっている
ので,本報告の手法により推定したセグメントごとのクラ
ス推定値と比較することにより,性能を評価することがで
きる.すでに述べたように,容量 μをいくつかの値に設定
した場合ごとに Case I ∼ Case IVのそれぞれについて,プ
ライシングの初期値を変えながら,それぞれのクラスが 7

個程度含まれるような非線形時系列を生成し,シミュレー
ションの結果を求めている. シミュレーションでは,単独
プライシングにおけるパラメータ設定 Pを用いる.

表 2には,それぞれのケースについてクラスごとに,セグ

表 2 セグメントに割り当てたクラスの推定結果 (パラメータ設定 P

を利用).

Table 2 Result of estimation of classes for segments (by using

parameter setting P).

Case I Case II

μ z1 z2 z3 μ z1 z2 z3

0.3 0.94 0.80 0.92 0.3 0.90 0.92 0.92

0.5 0.95 0.81 0.93 0.5 0.90 0.92 0.92

0.7 0.95 0.82 0.94 0.7 0.92 0.92 0.93

Case III Case VI

μ z1 z2 z3 μ z1 z2 z3

0.4 0.90 0.91 0.91 0.4 0.89 0.91 0.80

0.55 0.90 0.91 0.92 0.55 0.90 0.92 0.81

0.7 0.89 0.91 0.92 0.7 0.90 0.93 0.81

メントが正しく検出された割合を示している.セグメント
の真のクラスは既知であるので, 時刻 tごとに推定された
セグメントのクラスと,既知のクラスとの比較を行うこと
で,正しい検出の割合を求めている.この表から分かるよう
に, セグメントの識別は Case I ∼Case IVごとに多少の変
化はみられるが,ほぼ 0.8∼ 0.95の範囲に収まっており,本
報告の手法の妥当性を示すものとなっている.

4.5 現実データの時系列生成モデル変化の実時間推定
現実に観測される時系列データとして,次の 2種類を用
いる.

Case A:2つの製品の実際の需要データと発注データ
ここで用いるのは文献に示されている,実際に観測され
た製品の需要および発注データであるが,ここでは少し加
工を行っている.元の文献では,需要予測をする小売業者の
推定する理想的な需要時系列 y1(t)と,これを小売業者が独
自に判断で修正して製造業者に伝達する時系列 y2(t)の 2

つが示されている. これらの時系列においては, y1(t)は比
較的緩やかな傾向を示すのに対して,時系列 y2(t)は,小売
業者のより有利に商品を調達したい小売業者の行動が反映
され,変動の大きなものになっている. 本報告では,これら
の 2種類の時系列を y1(t), y2(t)の順番で接続して, 1つの
時系列とみなして,これらの接続時点の推定と,非線形モデ
ルの関数形状の推定がなされるかを同時に検証する.

Case B:対個人・対事業所サービス業界データ
日本における 2000年から 2013年までの対個人・対事業
所サービス業界のデータであり,対個人サービスではテー
マパークなど 8つの業種のデータ (Case B, Data Iとして
おく)を, 対事業サービスではリース業など 15の業種にお
ける来客数 (会社にサービスを依頼する件数)の月次データ
(Case B, Data IIとしておく)として集計されている [12].

次に, GPによる非線形システムの推定について述べる.

国の経済のサイクルは, 1年を通じて,極めて明確なサイク
ルが存在することが知られており,例えばデパートの売り
上げは,毎年 12月に大きなピークがある. これを季節性と

c© 2014 Information Processing Society of Japan 5

Vol.2014-MPS-97 No.7
2014/3/3



情報処理学会研究報告
IPSJ SIG Technical Report

200000
250000
300000
350000
400000
450000
500000
550000
600000
650000
700000

0 50 100 150 200 250 300

y(
t)

t

図 3 Case B における時系列の例
Fig. 3 An example of time series in Case B

呼んでいる (S(t)としておく),また,長年にわたって時系列
のベースとなる数値が緩やかに変化するトレンドと呼ばれ
るものが存在する (T (t)としておく). これらの 2つを,観
測時系列から除去したあとには,不規則な変動を示す時系
列が残る (不規則成分と呼ばれ, R(x(t))としておく).この
ような成分への分解を行うことにより, GPによる関数形
状の推定も,やや単純な問題に帰着させることができる.

本報告では,季節性への分解において,成分の積で時系列
を表現する乗法モデルを用いる.これまで述べた非線形時
系列の生成モデルを, この乗法モデルで表現すると,以下の
ようになる.

F (x)(zk) = R(x), G(x)(zk) = S(t)T (t)F (x)(zk). (16)

季節性 S(t)は明確な周期性をもっているので,周期関数
により近似する. R(x(t)) は不規則な動きをするので, 通
常行われる近似方法にしたがって, 1次の自己回帰 (Auto-

regressive:AR)モデルを適用して近似する. トレンド T (t)

は単調な線形,あるいは低次の多項式の関数で近似する.

時系列の長さは人工データと比較して相対的に短いので,

識別されるセグメント個数とクラス数は同じになる.検出
されるセグメントの個数 NS は, 時系列の長さに関連して
いるが,それほど長い時系列ではないので, NS = 2, NS = 3

に分布している. 推定された関数形状は, S(t)については
周期関数, T (t)については緩やかに変化する単調な関数と
なっている.また R(x(t))は,通常経済時系列を近似するモ
デルとして用いられている 1次の自己回帰モデルが,適切
であることが示されている. スペースの関係で,関数形状
は省略する.

図 3には, Case Bにおける時系列の例を示している.

5. むすび

本報告では,PFとプライシングによる時系列区分化の手
法を用いた非線形時系列生成モデル変化の推定について述
べた. 時系列を区分化する場合に,プライシングを用いて
効率を向上させた. 現実データに対して,変化の発生と変
化後の関数を推定する方法を提案し,応用例として人工的

なデータを用いた分析と,現実データからの状態方程式推
定を議論した.

今後,より複雑な関数形のシステムへの適用可能性を検
討する予定である.
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