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時系列分類のための部分類型に基づく特徴量

嶌 真由理1,a) 安藤 普2,b) 関 庸一2,c)

概要：時系列分類問題は機械学習の重要な応用の一つである．しかし，時系列データは順序構造を持つベ

クトルであるため，直接分類器の入力とすることには適さない．このため分類学習に適した特徴量を生成

することが重要な課題となっている．従来研究における有望なアプローチの一つに，時系列内に頻繁に現

れる部分形状を特徴量として用いる方法がある．しかし，部分形状選択の効率化のため基準として情報利

得を用いることから訓練集合の一部にしか現れない部分形状を抽出できないという問題があった．これに

対し，本研究では時系列を部分形状の集合とみなす多事例学習 (Multiple Instance Learning)の考え方を

利用した特徴量生成の方法を提案する．提案手法ではまず，部分系列の階層的クラスタリングに基づきク

ラス固有な部分類型を生成する．さらに，集合間の距離尺度を用いて各類型と時系列の距離を評価し，時

系列を表す特徴ベクトルとして定義する．訓練集合の一部にしか現れない部分形状も利用して時系列を特

徴付けるため，従来手法よりもロバストな分類を実現する．数値実験では，3つのベンチマークを用いて

提案手法の性能を評価し，既存手法との比較を示す．

1. はじめに

実世界事象の観測結果は多くの場合系列の形をとる．こ

のため系列データの分類は実用的に重要な応用問題であ

る．系列データでは連続して観測される値が相関する構造

を持つ．例えば，時系列データでは時間軸上の隣接する観

測値間に相関が存在する．また，図 1のような 2値画像で

は輪郭の隣接する点間に相関が存在する．系列データはこ

のような構造から一般的な分類器の入力として直接扱うこ

とは難しいことが知られている．

一方，人は系列データに関しては高い判別能力を持つ．

部分的な形状の特徴を認識し，さらに既存の知識と照合す

ることで判別を行うと考えられる．図 1は輪郭から画像の

クラスを判別する問題である．(a)がギター，(b)が鍵とい
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図 1: 輪郭データの例
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う輪郭が類似した難しい問題であるが，この例ではギター

のネックと胴体の部分，鍵の溝と握りの部分等を既存知識

に基づいて認識し，さらに画像全体のクラスを判別するこ

とができる．

また，図 2(a),(b)は自律エージェントの速度プロファイ

ルを示したものである．縦軸は速度の絶対値，横軸は単位

時間である．それぞれは異なるタスクを実行している際の

プロファイルであり，追跡は細かく上下に変化している所

に特徴的な部分形状が見られる．しかし，一定の速度の部

分は二つのタスク間で共通なパターンである．このような

場合にも人はタスクに特徴的な部分的形状を認識し，クラ

スの違いを判別することができる．

人は上に述べたように部分形状を高速に認識することが
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図 2: 速度プロファイルの例
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可能であるが，機械学習においてはそのような学習は効果

的では無い．さらに，系列を部分形状に分割した際に，ク

ラス間で共通する形状が多数生成する．訓練データのラベ

ルとして与えられる教師情報から分類に役立つ特徴的な形

状を効率的に抽出し，分類器の学習に効果的に利用するこ

とが課題となっている．

時系列データの判別学習においては部分形状を用いると

いう点で人の認識に類似した方法が効果的であることが示

されている [13][7][3]．最も代表的な手法は，Shapelet[9]と

呼ばれる特徴的な部分形状が時系列内での検出・非検出を

属性とする分類木を構築し，判別を行っている．

Shapelet は訓練時系列データを類似度に基づいて分割

した場合に最大の情報利得が得られる部分形状と定義され

る．この定義から，Shapelet手法における目標は，出来る

だけ多くの訓練データに見られる少数の部分形状を抽出す

ることといえる．すなわち，少数の訓練事例でしか見られ

ない部分形状はクラスに特徴的であっても情報利得は高く

ならない．図 1，2のようにクラス間で共通する形状が多

い場合やクラスを表す特徴的な形状が複数ある場合には異

なる方法論が必要と考えられる．

本研究では上記の議論から時系列が異なるクラスを持つ

部分系列事例の集合とみなし，多事例学習 [11] の考え方

に基づく時系列分類手法を提案する．提案手法ではまず，

[13]による教師付きクラスタリング手法を部分形状の集合

に適用することで，ラベルが一様なクラス内クラスタを得

る．これをクラスに特徴的な部分形状を表すものと考え，

時系列とクラスタ間の距離を時系列の特徴量として定義す

る．時系列とクラスタはともに部分形状の集合である事か

ら距離関数としてハウスドルフ距離を用いる．ハウスドル

フ距離は多事例学習において事例ベース学習に用いられる

集合間の距離を表す尺度である．

提案手法では各クラスタへのハウスドルフ距離のベクト

ルを特徴量としてをサポートベクトルマシンを学習する．

従来手法と比較した際の利点は，クラスタリングを利用す

ることで複数の特徴的形状を抽出でき，さらに，クラスタ

と類似度の高い部分形状がクラス間で共通してみられる場

合にも特徴量に違いが生じない点である．

本研究では提案手法の性能を人工時系列データと実世界

時系列データを用いた数値実験において評価した．また，

実世界データにおいて抽出された特徴部分形状を視覚的に

分析した．

2. 関連研究

2.1 Shapelet手法

一般的な分類手法は，独立な変数値のベクトルを入力と

するため時系列のような構造を持つデータを扱うことが難

しい．対処するための有効な手段の一つとして時系列を特

徴づける有益な部分系列を認識し，分類学習に利用する方

法が提案されている．代表的なものが [9]において提案さ

れた時系列 Shapeletを用いる手法である．Shapeletは時

系列の部分系列と閾値の対で構成され，訓練例の時系列集

合を自身との類似度・距離によって分割した際に最大の情

報利得が得られるものと定義される．

Shapeletは時系列の視覚的な分析に利用される他，分類

モデルの構築にも利用される．[10]では Shapeletとの一致

を閾値により分類し，その結果を変数として決定木を構築

している．[14]では，Shapeletとの一致に基づいて時系列

を分類する Local Shapeletと呼ばれる手法が提案されてい

る．[9]では情報利得や F比などの評価尺度が高い複数の

Shapeletsを抽出し，各 Shapeletとの距離を特徴ベクトル

として時系列を表現する Shapelet transformationが提案

されている．

Shapelet は情報利得やそれに類する単一の基準に基づ

いて選択されるため，非常に高速なアルゴリズムにより抽

出することが可能である．同時に，いくつかの問題点も指

摘されている．個々の Shapeletは別々に評価されるため，

Shapelet間の依存関係をふまえて選択することは難しい．

また，クラスの小さい割合の事例のみに含まれる部分系列

は情報利得が小さくなるため，それが固有のパターンであ

る場合でも見落とされやすい．これは，部分系列の大部分

がクラス間で共通するパターンを持つ場合には重大な問題

となる．上に挙げた問題は特徴選択に関する議論と同様で

ある．これは Shapeletが判別のための情報を提供する役

割を持つことからくる．

2.2 多事例学習

多事例学習では事例が属する集合が与えられている特殊

な設定を扱う．通常の教師あり学習では各事例にラベルが

与えられるが，多事例学習では事例の集合にのみラベルが

与えられる．多事例学習は画像分類やウェブマイニングな

ど，多くの分野で適用されている [11]．

本研究では，時系列を部分系列の集合とみなし，さらに

部分系列は時系列のクラスに固有のパターンとクラス間

共通のパターンが混在するケースを扱う．これは多事例学

習の前提に近いたため，その考え方を導入することで従来

の Shapeletで扱うのが困難な問題の解決を図る．具体的

には多事例学習で用いられるハウスドルフ距離関数を時系

列・部分系列間の距離として用い，時系列の特徴付けに利

用する．

2.3 類型パターンに基づく最近傍法

時系列分類手法の中では最近傍法がロバストであること

が知られている [8]．また，[13] では時系列の訓練集合が

クリーンでない場合に対応するため，時系列のクラスタ類

型を最近傍法の訓練事例として用いる手法が提案されてい

る．この手法では教師付き階層的クラスタリングを行い，
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単一クラスの事例から構成されるクラスクラスタを抽出す

る．その事例を最近傍法の訓練例とすることで，複数クラ

スが重複する領域の事例が除外されるため，最近傍法の予

測を汎化する効果が得られる．

3. 準備

3.1 一様クラスタ

[13]では次のような教師付き階層クラスタリングから得

られる部分木を一様クラスタと呼ぶ．

( 1 ) 部分系列の集合を入力とし，単連結クラスタリングに

より階層木構造を作成する．

( 2 ) 部分木のうち，葉の数が指定された数m以上でかつす

べての葉のラベルが同じものを抽出する．これを一様

クラスタと呼ぶ．

一様クラスタの要素を訓練例として用いることで最近傍法

を汎化する効果が得られる．

4. 提案手法

提案手法では訓練データからクラスに特徴的な部分形状

をクラスタリングにより抽出し，さらに各データについて

部分形状との類似度に基づく特徴量を生成する．類似度を

求める際に，多事例学習の考え方に基づいて一つの時系列

を部分形状を含む集合として扱う．以下にその手順を示す．

時刻 t における観測値を xt とする． i 番目の観測時

系列を Xi とし，時刻 1, · · · , T における観測時系列を
X = (x1, · · · , xT )と表記する．X = {Xi}ni=1 を訓練デー

タとし，ラベルを Y = {yi}ni=1と表記する．Xiを長さ lの

部分系列に分割する．各部分系列は st = (xi, · · · , xi+l−1)

と表され，Xi の部分系列集合 Si は Si = ∪n
i=1si と表され

る．全訓練データの部分系列の和集合を S = {S1, · · · , Sn}
と記す．

S を入力とし，一様階層クラスタリング [1]により部分

系列クラスタの集合 C = {Cj}qj=1 を生成する．

ハウスドルフ距離は時系列とクラスタの間の距離尺度と

して導入する．ユークリッド距離をDとしたとき，時系列

SiとクラスタCj のハウスドルフ距離は次式で与えられる．

d(Si, Cj) = max
C∈Cj

, min
S∈Si

{D(C, S)} (1)

Xi の特徴量ベクトル v(Xi)を次のように定義する．

v(Xi) = (d(Si, C1), · · · , d(Si, Cq)) (2)

本研究では {v(Xi)}を特徴量として長さ qの重みベクト

ル wをパラメータとする線形分類器 f : Rq → {1,−1}を
学習する．

f(v) = sgn(wv) (3)

{vXi} を Xi のハウスドルフテンプレート変換 (Haus-

dorff Template Transform:HaTT) と呼ぶ．テストデータ

についても (1)(2) 式から HaTTを生成し，学習した f を

用いて分類を行う．

5. 実験

5.1 データ概要

本研究では人工データと実世界データそれぞれ二つを用

いた実験により，提案手法の検証を行った．人工データは

時系列分類の標準的ベンチマークである Synthetic Control

Chart[4]と Cylinder-Bell-Funnel関数 [5]を用いる．

実世界データの概要を以下に述べる．

5.1.1 輪郭データ

MPEG7 CE Shape-1は，2値画像の集合でMPEG7イ

ンターフェイスの形状記述子のためのテストデータであ

る [6]．[3]では画像から抽出した輪郭を時系列に変換し，

時系列分類手法を適用している．本実験では分類が難しい

とされる [6]ギターと鍵の画像から 2クラス分類問題を用

意する．輪郭から時系列を生成する手順は [3]にならった．

図 1(a)(b)はそれぞれ guitar，keysの画像の例である．

5.1.2 速度プロファイルデータ

マルチエージェント実験 [12]における 2台の自律エー

ジェントの速度プロファイルからその行動を分類する問

題である．エージェントの行動は探索と追跡の 2 つがあ

る．図 2(a)(b) に示した時系列はそれぞれ追跡，探索のプ

ロファイルの例である．

5.2 設定

前節に示した各データから分類問題を設定する．データ

の概要を表 1に示す．

提案手法のパラメータ m はそれぞれの問題で m =

30, 40, 60, 50 とする．部分系列の長さ w はそれぞれの問

題で w = 40, 100, 100, 100とする．線形 SVMの学習には

LibSVM*1[1]を用いる*2．

比較手法として最近傍法，Local Shapelet[14]，HMM分

類器を用いる．最近傍法は速度プロファイルおよび輪郭

データに自然に適応する事が難しいため，適用を行わない．

速度プロファイルではパターンの長さが一定ではないため

で，輪郭データでは画像間で明確に対応する点を決定する

事が難しいためである．

隠れマルコフモデル (HMM)は時系列の生成モデルとし

表 1: 各データ概要

事例数 クラス数 分割比 時系列長

control 6 300 1 : 1 60

CBF 3 300 1 : 1 129

輪郭 2 20 4 : 1 500

速度 2 4 1 : 1 1996

*1 www.csie.ntu.edu.tw/˜cjlin/libsvm/
*2 LibSVM のパラメータは-t 0 -s 0 -c 10 とする．
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て広く用いられる．潜在変数が離散変数であり，かつ変数

の状態遷移がマルコフ過程であると仮定したモデルであ

る [2]．一つの時刻について見ると，成分密度分布が過去の

観測で選択された成分に依存して選択されるように混合分

布モデルを拡張したものである．HMMを用いた分類は音

声認識や自然言語分析などに広く利用されている．本研究

では HMMWeka*3の実装による HMM分類器を用いる．

最近傍法の近傍数は k = 3とする．Local Shapeletのパ

ラメータは p = 0.8とする．輪郭データはクラス数と時系

列長が少ないため交差検定を行った．交差検定におけるパ

ラメータ kは k = 5である．

5.3 結果

提案手法および比較手法の率を表 2に示す．太字は最も

高い値を示す．

提案手法はCBFを除いて最も高い正解率を示した．CBF

においては HMM が最も高い正解率を示し，提案手法もそ

れに近い正解率を達成した．速度プロファイル，輪郭デー

タの訓練例から一様クラスタとして抽出した部分系列の典

型例をそれぞれ図 3，4に示す．

図 3の形状がそれぞれのクラスを特徴付ける形状といえ

るのは，探索では (a)のような一定の速度となっている形

状や，(b)のような急激に速度が変化している形状が挙げ

られる．追跡では (c),(d)のように速度が小刻みに変化す

る形状が挙げられている．

図 4の形状がそれぞれのクラスを特徴付ける形状といえ

表 2: 各分類と正答率

k-NN Local Shapelet HMM 提案手法

Control 0.880 0.930 0.953 0.977

CBF 0.973 0.823 0.980 0.977

輪郭 - 0.725 0.825 0.850

速度 - 0.750 1.000 1.000
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図 3: 速度プロファイルにおける一様クラスタの例

*3 www.doc.gold.ac.uk/˜mas02mg/software/hmmweka/index.html

(a)ギター
(b)ギター

(c)鍵
(d)鍵

図 4: 輪郭データにおける一様クラスタの例

るのは，ギターでは (a)のようにネックの直線の形状，鍵

では (c)のように鍵溝の形状が挙げられる．(b)と (d)では

鍵とギターの構造的に対応する部分の形状が抽出されてい

る．提案手法ではこのような位置における差異を検出し，

利用していることが分かる．

6. おわりに

本研究では，時系列データからより正確性の高い分類を

行うため，部分形状との類似度に基づく特徴量を生成した．

従来研究との比較を行った結果，安定して従来手法と同等

もしくは上回る正答率を達成した．また，分類に用いられ

た部分形状を視覚的に抽出し，人間が判別を行う方法と類

似した形で利用していることを表すことができた．
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本論文に表記の誤りがありました。

以下の様に訂正させて頂きます。

頁 行 誤 正

3 27 Xi の部分系列集合 Si は ∪n
i=1si と表される． Xiの部分系列集合は Si = {st}T−l+1

t=1 と表され

る．

28 全 訓 練 デ ー タ の 部 分 系 列 の 和 集 合 を

S = {S1, · · · , Sn}と記す．
全訓練データの部分系列の和集合を S =

n
∪
i=1

Si

と記す．

38 本研究では {v(Xi)}を特徴量として 本研究では {v(Xi)}を入力として
42 {vXi}をXiのハウスドルフテンプレート変換

(Hausdorff Template Transform:HaTT) と呼

ぶ．

v(Xi)を Xi のハウスドルフテンプレート変換

(Hausdorff Template Transform:HaTT) と呼

ぶ．
表 1
見出し

事例数 クラス数 分割比 時系列長 クラス数 事例数 分割比 時系列長

4 10 交差検定における パラメータ kは k = 5 であ

る．

交差検定における分割数は 5である．

1


