
情報処理学会研究報告
IPSJ SIG Technical Report

スパースコーディングの研究動向
笠井 裕之1

概要 スパースコーディング（Sparse Coding: SC）は，入力信号を少数の基底ベクトルの重み付き線形和
で表現する技術の一般クラスとして捉えることができる．具体的には，基底ベクトル a1, · · · ,am ∈ Rn と
重み係数 x ∈ Rm を用いて，各入力信号 b ∈ Rn を b ≈

∑
i aixi を満たすように表現する．基底ベクトル

の数 mは入力信号次元 nよりも大きな過完備基底 (n < m)であるため，非常に多くの表現パターンがあ
る．元々は，視覚野中の受容野のニューロンを効果的に符号化するための計算モデルとして提案された [1]
が，その後，推薦システムや画像や音響信号などのメディア信号処理，イベント検知や DNA解析など多
数の分野に応用され，例えば画像識別の分野で最先端の性能を示している．
本技術分野は比較的若く，最初の重要な発表は Mallatと Zhangらにより 1993年に発表されたMatching

Pursuit [2] であり，それ以後の貪欲法へとつながる．第二の発表は Chen と Donoho，Saunders により
1995年に発表された Basis Pursuit [3]である．これは ℓ1 ノルムによりスパース性を評価することで，ス
パース解の導出を凸計画問題としてとらえたものである．これら二つの発表を皮切りに，より深いアルゴ
リズム解析やアプリケーション開発が進められた．特に，2001年に発表された Donohoらの研究成果 [4]
は，この分野で後に重要な問いかけとなる，Pursuit法が正解を導くことへの保証性やその条件に対する問
題に対して，部分的ではあるがその答えを示すものであった．本分野は，信号処理と応用数学との交差点
に位置するため，近似理論や調和解析の応用数学者，科学者，統計学者，またコンピュータサイエンスや
電気電子学，地球物理学などの様々な分野のエンジニアが研究に参加している．
本稿では，このようなスパースコーディングの基礎からその応用までの技術の一部について紹介する．特
に，一般的にスパース解の求解手法は計算負荷が高く，大規模データを対象とした場合はそれが顕著であ
ることから，それらに対応すべく提案された様々な高効率な最適化手法の最新動向についても紹介する．

1. 問題定義と解のユニーク性 [5]

1.1 (P0)問題と (P1)問題の定義
x ∈ Rmと n < mを満たすフルランクの行列A ∈ Rn×m

に対して Underdetermined な線形システム Ax = b を
考える．本問題は無限の解を持つため，解の妥当性を
評価する関数として J(x) を導入し一般化問題 (PJ ) を
“(PJ ) : minx J(x) subject to b = Ax”として定義する．
ここで厳密な凸関数 J(·)を選択すれば唯一の解が得られ，
例えば，ℓ2ノルムとして (P2)問題を定義すると，ヘッセ行
列の正定値性により ∇2∥x∥22 = 2I ⪰ 0であり凸であるか
ら，唯一の解 x̂ = A†b = AT (AAT )−1bを得る．しかし閉
形式を持たない場合でも凸性を有していればユニークな解
を得ることができるため，大域的最小解への収束を保証す
る最適化手法を適用することで解を得られる．一方，本稿
が目標とするスパース性に対しては，xの少数の非零係数し
か存在しない場合，つまり l0 ノルムを ∥x∥0 = #i : xi ̸= 0
と定義し ∥x∥0 ≪ mである場合，xは“スパース”である
と定義することで，(P0)問題を以下に定義する．

(P0) : min
x

∥x∥0 subject to b = Ax (1)

(P2)問題の解はユニークであるが，(P0)問題の場合は，ℓ0
ノルムは離散・非連続性を有するため標準的な凸解析手法
は適用できない．従って，(i)『解はユニークであるか? ま
たどのような状況の場合に?』，(ii)『もし解がある場合，そ
の解が大域的最小解であることを簡単に検証することは可
能か?』という問いが残る．
一方，(P0) 問題は，組み合わせ探索問題（離散最適化
問題）であり，その複雑度は mの指数乗で増加するため
NP-hard問題となる．そこで，連続関数で近似し，特に凸
問題を考えることで，最適化を容易にする．0 < p < 1の
場合は非凸関数となるが，p ≥ 1の場合，凸関数となり，解
の唯性が保証され，数理的な研究成果による汎用解法が利
用できる．一方，ℓ0 の解と大きく異なることも回避し，且
つスパースな解を持つ必要があるため，∥x∥1 を ℓ1 ノルム∑

i |xi|として定義し，(P1)問題を考える．

(P1) : min
x

∥x∥1 subject to b = Ax (2)
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この問題は Basis Pursuit [3]と呼ばれ，凸最適化問題で
あり，インコヒーレントな列ベクトルから構成されるAに
対して，(P0)問題が十分にスパースな解を持つ場合は常に，
その解はユニークであり，且つ (P1)問題の解と一致する
ことが知られている [6]．ここで (P1)問題は，線形計画法
に帰着でき標準的な最適化解法により得ることができる．

1.2 解のユニーク性： スパークと相互コヒーレンス
行列Aの零空間 (null-space)は，Ax = 0を満たすベクト
ルから構成される空間であり，ker(A) = {x ∈ Rm : Ax =
0}で定義される．この零空間を用いて，b = Axを満たすよ
うな疎ベクトル xの解の一意性を示す方法のうち，Donoho
らにより 2003年に提案されたスパーク (spark)を用いる方
法がある [7]．スパークは，行列Aの一次従属な列ベクト
ルの数の最小値を指し，spark(A) = minz∈ker(A){\0}∥z∥0
で定義される．ここで零空間内にあるベクトル xは，ス
パークの定義から ∥x∥0 ≥ spark(A)を満たす．スパーク
はスパース解のユニーク性を考える上で重要であり Raoら
により 1998年に提案され，心理統計学の研究でもKruskal
Rank [8]としても提案された．さて，以下にスパークを用
いた解のユニーク性についての定理を示す．
Theorem 1.1 (Uniqueness - Spark) 線形方程式 b =
Axが ∥x∥0 < spark(A)/2を満たす xを解として持つな
らば，その解は必ず最もスパースな解である．

この定理は spark(A) > 2K ならば b = Axを満たす K-
スパースなベクトル x が多くともひとつ存在することを
意味する．より大きなスパーク値には意味があり，どの
程度大きな値なのか問題となる．定義から，スパークは
2 ≤ spark(A) ≤ n+1であり，例えばAがランダム i.i.dの
ガウス分布から構成される場合，確率1で spark(A) = n+1，
つまり一次従属な n個の列がないことが知られている．
一方，スパークを求めるには行列 Aの列の全て組合せ
を探索する必要があるため厳密に評価することは極めて
難しいことから，相互コヒーレンス (mutual-coherence)が
導入された．これは，与えられた行列 Aの異なる列間の
最大の絶対値正規化内積を示し，行列Aの k番目列を ak

と定義すると，µ(A) = max
1≤i,j≤m,i ̸=j

|aT
i aj |

∥ai∥2·∥aj∥2
. と定義さ

れる．相互コヒーレンスは，行列 Aを構成する列同士の
依存関係を特徴づける指標である．ユニタリー行列の場合
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は，各列ペアで直交しているため相互コヒーレンスは零で
ある．一方，列数が行数よりも多い一般行列 (n < m)に
おいては，ユニタリー行列の特性に出来るだけ近い小さ
な値を期待する．Donohoと Huoは n ×mのランダム直
交行列については，インコヒーレント（互いに依存しな
い）であり，µ(An,m)は典型的に

√
log(nm)/nに比例す

ることを示している [4]．前述の通り，相互コヒーレンス
は比較的計算が容易であり，計算困難なスパークの下界を
与える．以上から，いかなる行列A ∈ Rn×m に対しても，
spark(A) ≥ 1+ 1/µ(A)が成り立つという補題が示される
ことから，ユニーク性についての定理を，以下のように相
互コヒーレンスから得る．

Theorem 1.2 (Ubiqueness - Mutual Coherence)
b = Axが ∥x∥0 < (1/2)(1 + 1/µ(A)) を満たす xを解と
して持つならば，その解は最もスパースな解である．

ここで，Theorem 1.1 と Theorem 1.2 とでは仮定が
異なり，前者は後者より強力な定理である．相互コヒー
レンスは，単にスパークの下界を示しているに過ぎない．
µ(A)は 1/

√
nより小さくならないため，Theorem 1.2の

Cardinality境界は
√
n/2 より大きくならない．一方，ス

パークは前述の通り，容易に nと同じ程度の大きさとなる
ため，Theorem 1.1は n/2の境界を与える．n = 100の
場合は，相互コヒーレンスにおけるスパース数最大値は 5
であり，スパークでは 50であることからも分かる．

1.3 最大事後確率推定との関係
ここでスパース解の導出問題と最大事後確率 (MAP)推定
との関係について言及しておく．標準的な生成モデルでは，
復元誤差 b−

∑
i aixiの分布 p(b|A,x) を，分散共分散行列

σ2Iを持つゼ零平均のガウス分布 N (0, σ2I) で表現する．
ここで，係数 xの事前分布 π(x)をスパース性を考慮して
π(xi) ∝ exp(−βϕ(xi)) のラプラス分布で表現するとする．
尚，ϕ(·)はスパース関数であり ϕ(xj) = ∥xi∥1を考える．こ
こで，n次元の入力信号 (b1, · · · , bn)T と対応する未知のm
次元の係数 (x1, · · · , xm)T の学習データ k個を考える．事
後確率はベイズの定理から p(A,x|b) ∝ p(b|A,x)π(x)π(A)
であるから，最大事後確率 (MAP)推定により，以下の最適
化問題を解くことで最適な ai と xi を得ることになる．但
し，基底ベクトル ai ∈ Rn の事前確率は一様分布とした．

min
ai,x

k∑
j=1

1

2σ2
∥b(j) −

m∑
i=1

aix
(j)
i ∥2 + β

k∑
j=1

m∑
i=1

∥x(j)
i ∥1 (3)

ここで各列が bで構成される入力信号行列をB ∈ Rn×k，
各列が x から構成される係数行列を X ∈ Rm×k と
し，また Frobenius ノルムを ∥ · ∥F と表すと，式 (3) は
“minA,X(1/2σ2)∥B − AX∥2F + β

∑
j,i ∥Xj,i∥1 ”となる．

これは後述の式 (6)の (Qλ
1 )問題と一致することが分かる．

1.4 様々なスパース正則化項
(P0)問題及び (P1)問題の制約付き最適化問題は，ラグ
ランジュ乗数を導入して制約無し最適化問題として定義さ
れる．例えば 2.2で紹介する (Qλ

1 )問題は，(P ϵ
1 )近似問題

の制約条件を損失項とし，目的関数を正則化項として問題
を書き換えている．そのような観点から (P0)及び (P1)問
題は，ℓ0 ノルム及び ℓ1 ノルムを正則化項として持つ制約
無し問題と等価に扱える．特に，ℓ1 ノルムを正則化項と
して推定する方法は，統計分野で Lasso (Least Absolute
Shrinkage and Selection Operator) [9]と呼ばれる．一方，
その他にもスパース性を評価する正則化が多数提案され
ており，グループ ℓ1,2 ノルム

∑k
j=1

√∑
i∈Gj

x2
i を用いる

Group Lassoが提案されている [10]．Gj は j 番目グルー
プを示し，行列のグループ（例えば行あるいは列）単位でス
パース性を評価する手法である．例えばマルチタスク学習

やアレイ解析で共通して変数を求める場合に利用される．
その他 Fused Lassoは 1次元の順序関係がある特徴量にお
いて隣接特徴量間の変化を

∑n−1
i=1 |xi+1 − xi| として評価す

る．この 2次元版が Total Variationで画像処理で使用さ
れる．さらに ℓ1 ノルムと ℓ2 ノルムの重み付き和を用いた
Elastic Netはリッジ回帰と Lassoの中間的立場をとる．

2. 求解手法と性能保証 [5]

2.1 厳密解法Pursuit法と性能保証
2.1.1 Pursuit法
(P0)問題及び (P1)問題の解法には，ℓ0 ノルムを直接求
める“貪欲法”や，ℓp (p ∈ (0, 1) )ノルム等の滑らかな関
数を導入して ℓ0 ノルムを連続あるいは滑らかな近似によ
り置き換える“凸緩和法”，また確率推論ベースの手法等が
ある．本稿では前者 2つの手法について紹介する．
2.1.1.1 貪欲法 (Greedy Pursuit)

貪欲法は，(P0) 問題を解くことを目的として，全ての
組合せを調べず，『入力信号 bとの残差誤差 r と相関の高
い列ベクトル ai は（スパース）係数に含まれる』という
仮説の下，次々に係数を選択していく手法である．本手
法は統計モデリングにおいて forward stepwise regression
と呼ばれ，1960 年代から広く利用されてきたものであ
る．ここでは，最も代表的な Orthogonal Matching Pur-
suit (OMP)法について説明する．最初に，残差 r0 = b，
求めるべき係数のインデックス集合（サポート: Support）
S0 = ∅，として初期化する．そして計算処理ループでは，
まず Sweep ステップで全ての j(∀1 ≤ j ≤ m) について
ϵ(j) = minxj

∥rk−1 − xjaj∥2 を計算し，次の Update Sup-

portステップで j0 = arg mini/∈Sk−1
{ϵ(j)}を求め，サポー

トを Sk = Sk−1 ∪ j0 により更新する．次の Estimate ス
テップで，xk = arg miny∥b−ASk

y∥2 より，これまでに
選択された列を用いて最も良い似近となる係数 xk を求め
る．ここで，ASk

はサポート Skのインデックスに対応する
n× |Sk| サイズの部分行列である．次の Update Residual
ステップでは，rk = b − ASk

xk により残差を更新する．
これを残差誤差が閾値 ϵ0 以下になる等の終了条件まで行
い，最後に Sk に対応する係数が非零でそれ以外が零の x
を出力し処理を終了する．k0を係数の個数とすると，全探
索の計算量が O(nmk0k20) から O(nmk0)に削減される．
一方で，OMP法には数多くの変形があり，例えば，Es-

timateステップでサポート全体に対して解き直さない簡易
なMatching Pursuit (MP)法や，Sweepステップで全てを
評価せず条件を満たした段階で中止するWeak-MP法があ
る．さらに，最も大きな k個の内積値を持つサポートだけ
を用いるアイデアで，サポート評価は最初 1度だけ行ない，
これに基づいて係数を算出する Thresholding法もある．
2.1.1.2 凸緩和法 (Convex Relaxation)

ℓp ノルム緩和方法として，Gorodnitskyらは 1997年に
FOCUSS (FOCal Underdetermined System Solver)法 [11]
を提案した．これは反復再重み付け最小二乗法 (Iterative
Reweighted Least Squares: IRLS)を用いて ℓp ノルムの局
所最小解を探索する方法であり，ℓp ノルムを扱いながら重
み付き ℓ2ノルムの計算として解く．本手法は，ある固定値
に収束することが保証されているが，必ずしもそれは大域
解ではなく (P0)問題の大域的最小解の条件が不明である．
一方，凸近似が可能な ℓ1 ノルムで置き換える方法があ
る．この場合 (P1)問題は線形計画問題として帰着でき，内
点法やシンプレックス法，Homotopy法等で解くことで大
域解を得ることができ，貪欲法と比べて洗練された方法と
いえる．尚，様々なソルバーはWeb上に公開されている．
2.1.2 Pursuit法の性能保証
我々の関心事は『b = Axが ∥x∥0 = k0 のスパース解を
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もち，k0 < spark(A)/2を満たすことを仮定する場合，貪
欲法や凸緩和法がそのスパース解を復元できるかどうか?』
である．全ての k0 且つ全ての行列 Aに期待できないが，
十分にスパースな解を実際に持つ場合，(P0)問題に対して
解を復元することが保証される．具体的には，2.1.1.1で
述べた OMP法については，∥x∥0 < (1/2)(1 + 1/µ(A))に
従う解 xが存在する時，閾値 ϵ0 = 0を条件として正確に
その解を得ることを保証する．一方，2.1.1.2で述べた凸
緩和による Basis Pursuitでは，∥x∥0 < (1/2)(1+1/µ(A))
に従う解 xが存在する時，xは (P1)問題の唯一の解で，且
つ (P0)問題の唯一の解となる．
上記の定理は，(P0)問題の解を近似するために貪欲法
と凸緩和法を使用する動機付けになるため重要であるが，
これらの結果は弱く，次元 nの内

√
nより少ない極めて

スパースな場合でのみ保証するものである．これは，あら
ゆる信号と係数密度を対象とした最悪の場合の分析結果で
あるからである．しかし実際には，相互コヒーレンスはス
パース性が求められる部分的な状況を示しているに過ぎ
ず，過去の数多くの実験から，ランダム行列Aの場合，貪
欲法と凸緩和法の性能は，前記の限界を破る状況下におい
ても良い性能を示すことが知られている．

2.2 近似解法と安定性
2.2.1 厳密解から近似解 (P0), (P1)から (P ϵ

0 ), (P
ϵ
1 )

(P0)問題の設定は一般的に非現実的であることから，厳
密制約Ax = bを緩和して，ペナルティ関数 ∥Ax− b∥2を
用いて，(P ϵ

0 )問題として評価されることが多い．

(P ϵ
0 ) : min

x
∥x∥0 subject to ∥b−Ax∥2 ≤ ϵ (4)

(P0)問題と (P ϵ
0 )問題を同じ問題に適用した場合，(P ϵ

0 )
問題が (P0)問題より少ない非零係数を持つこともある．こ
こで (P ϵ

0 )問題をノイズ除去問題としてとらえると，十分に
スパースなベクトル x0が ∥z∥22 = ϵ2を用いて b = Ax0+z
を満たす場合，(P0)問題がノイズの無いデータ b = Ax0

の解を求めるのと同様に，(P ϵ
0 )問題は x0 を求めていると

言える．但し，この場合，解のユニーク性の議論は当ては
まらず，解の安定性として評価される．
2.2.2 近似解の安定性
(P ϵ

0 )問題の解の近似手法を述べる前に，基本的な質問
に答える必要がある．それは『ノイズが混在した観測信号
b = Ax0+eを得るものとし，x0を近似して ∥b−Ax∥2 ≤ ϵ
の下で xϵ

0 = minx∥x∥0 を解くことで解 xϵ
0を得る場合，こ

の近似はどの程度良いのか?』である．これは (P0)問題で
議論した“解のユニーク性”に対する自然な拡張である．
これに対する一つの回答として，Restricted Isometry

Property (RIP)に基づく評価方法が示されている．ℓ2 正
規化された列から成る A ∈ Rn×m(n < m) と，スカラー
整数値 s ≥ n に対して，行列 Aからの s列からなる部分
行列 As を考える．δs(< 1)を任意の c ∈ Rs について，
(1 − δs)∥c∥22 ≤ ∥Asc∥22 ≤ (1 + δs)∥c∥22 を満たす最小
値と定義する．これは，行列 Aから得られるいかなる s
列のサブセット行列は，エネルギーをほとんど失わないあ
るいは増加しない直交変換のように振る舞うことを意味
する．ここで，x0 ∈ Rm が (P ϵ

0 )の実行可能な解であり，
Aが δ2s0 < 1を満たす 2s0 の RIP特性に従う場合を考え
る．この時，許容誤差 ϵ (i.e., ∥b − Ax0∥2 ≤ ϵ) を含む b
を与えるものとする．このとき，(P ϵ

0 )の全ての解 xϵ
0 は，

∥xϵ
0 − x0∥22 < 4ϵ2

1−µ(A)(2∥x0∥0−1) を満たす．

2.2.3 Pursuit法の拡張
前述の Pursuit 法は誤差を許容する場合にも適応可能
である．OMP法に代表される貪欲法では，アルゴリズム
中の停止 (収束) 条件を ϵ0 = ϵ とすることで，制約条件
∥b−Ax∥2 ≤ ϵ が満たされるまで解ベクトル中の非零数を

増やしていけば良い．同様にして，ℓ1 への凸緩和法の場合
においては，以下の (P ϵ

1 )問題を定義して解くことになる．
(P ϵ

1 ) : min
x

∥x∥1 subject to ∥b−Ax∥2 ≤ ϵ (5)

本問題は Basis pursuit denoising (BPDN)と呼ばれ，内
点法をはじめとする多くの既存解法が適用可能であり，Web
から入手可能な様々な最適化パッケージツールが利用でき
る．しかし大規模問題を扱う場合，そのような一般目的の
二次計画最適化ツールの速度は遅いことが知られている．
一方，適切なラグランジュ乗数 λを導入し，(P ϵ

0 )問題を
制約無しの最適化問題として再定義することができる．

(Qλ
1 ) : min

x
λ∥x∥1 +

1

2
∥b−Ax∥22 (6)

この (Qλ
1 ) 問題は，統計的機械学習コミュニティでは

Lassoとして知られており，行列 Aの各列が変化する特
徴量を表し，複雑系システムの出力としてベクトル bが得
られる場合，出力 b を表現する少数の特徴量の線形組み
合わせを見つけることが目標である．尚，Lassoチームの
Efronらにより 2004年に提案された LARS (Least Angle
Regression Stagewise) [12]は，(Qλ

1 )問題の大域的最適解
への解を保証するアルゴリズムである．
2.2.4 Pursuit法の安定性
『Pursuit法は近似的に (P ϵ

0 )問題を解くことができるの
であろうか?』という問いに対して，部分的ではあるが実
験によって示された回答を紹介する．まず BPDNの安定
性については，2006年にDonohoらにより一定の結果 [13]
が与えられ，x0 ∈ Rm が (P ϵ

1 ) 問題の実行可能な解であ
り，スパース性制約 ∥x∥0 < (1+1/µ(A))/4を満たす場合，
(P ϵ

1 )の解 xϵ
1 は ∥xϵ

1 − x0∥22 < 4ϵ2

1−µ(A)(4∥x0∥0−1) に従うこ
とが示された．一方，OMP法よりシンプルな Threshold-
ing法についても安定性が示されている．(P ϵ

0 )問題におい
て，x0 ∈ Rm が ∥b −Ax0∥2 ≤ ϵの実行可能な解であり，

∥x∥0 < 1
2

(
1 + 1

µ(A)
|xmin|
|xmax|

)
− ϵ

µ(A)|xmax| を満たす場合，

|xmin|及び |xmax|をサポート中の解 x0 の最小値及び最小
値とすると，その解は，∥xTHR −x0∥22 < ϵ2

1−µ(A)(∥x0∥0−1)

に従う．ここで，スパース性への要求条件は，解 xの非零
係数の最大値と最小値との比率，及びノイズレベル ϵの両
方に依存していることが分かり，BPDNのときとは異な
る．ここで Thresholding法のエラー限界は，BPDNの限
界よりもより良いことが分かる．
尚，本分析は，2.1.2で述べた分析と同様にAの最悪特
性に関するものであり，コヒーレンス，RIP，スパークと
もに，全て最悪値となっている．これに対し，確率的 RIP
やコヒーレンスなどの，より緩和した手法を導入すること
が考えられ，近年研究により良い結果が示されている．例
えば Ben-Haimらの研究成果 [14]を参照されたい．

3. ℓ1最小化最適化手法
前述の Pursuit法による ℓ0，ℓ1 最適化手法は，高次元且
つ大規模データの最適化には性能が良くない．そこで，ℓ1
最小化に特化した最適化手法について紹介する．尚，ここ
での対象問題は (Qλ

1 )問題とする．この場合，構成する項
は全て凸関数であることから大域的最小解を持つ．

3.1 反復縮退アルゴリズムベース法
反復縮退 (Iterative Shrinkage)アルゴリズムベース法は，
要素毎の線形代数演算により実現され，それまでのアルゴ
リズムで必要な行列分解や線形最小二乗誤差を解く必要は
無い．内点法等と比較すると反復回数は増加するが，各回
の計算処理は大幅に削減されるという利点を有する．以下
では，各手法で重要な役割を果たす proximal operatorにつ
いて先に紹介し，その後，代表的な手法について紹介する．
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3.1.1 proximal operator

まず後述の手法で重要な役割を果たす proximal operator;
proxg(x) ≡ arg minu λg(u) + 1

2∥u− x∥22 を定義する．ℓ1
ノルムでは g(x) =

∑n
i=1 gi(xi) = ∥x∥1なので g(x)は分離

可能であり，xiで微分してその正負で場合分けすることで
ℓ1 最小化問題における proximal operatorが導出される．

soft(u, λ) ≡ sgn(u)max{|u| − λ, 0} (7)

これは soft-thresholdingまたは shrinkage operatorと呼
ばれる．入力値 u を理想の出力にマッピングするものであ
り，オリジナルの入力信号付近の値を零にし，閾値の外側
の値は“ 縮退 ”する作用をもたらす．
3.1.2 座標降下法 (CD法)

座標降下法 (Coordinate Descent :CD 法)は，(Qλ
1 )問題

を部分問題に分割して，xi要素以外の xの要素を全て固定
して xi を求める方式である．一般的な関数の場合は，微
分可能でないとき，大域解に収束することは保証されな
い [15] [16] [17]．

xj = soft

 n∑
i=1

aij

bi −
m∑
p̸=j

aipxp

 , λ

 (8)

単純に全座標を順番に処理する CD法を Cyclic CD法と
呼ぶ [18]．収束までに各座標への処理が何度も行われるが，
処理される座標の順序 (sweep pattern)が品質に大きな影
響を与える．Wu らは 2008年に全座標の中から最も小さ
な方向微分係数を有する座標を選択する sweep patternの
決定法を提案した [19]．一方，Liと Osherは，2009年に
Greedy CD法を提案し [16]，(Qλ

1 ) 問題を解く際に，エネ
ルギーが最も減少する座標を適応的な sweep pattern選択
によりスパース性を実現する手法を提案した．これは，先
のWuらの手法と比較して座標選択における計算量が削減
される利点がある．さらに Liらは，Basis Pursuitの解法
について，Greedy CD法とBregman iterative method [20]
を結合することで，正確性と効率性を両立した手法を提案
した．Dhillonらも 2011年に同様に Greedy CD法を提案
している [21]．以上述べた Greedy CD法は，解がスパー
スな場合，ほとんど零の変数は処理途中で零のままとなり，
問題次元が削減され，反復回数を削減することができる．
一方，Shalev-Shwartsらは，2009年に Stochastic Coor-

dinate Descent (SCD)法を提案した [22]．この特徴は，各
反復においてランダムに一つの座標 xj を選択し更新する
点にあり，実行時間の上界が問題サイズ (次元数 d)に比例
する形で保証されるという点で特筆に値する．尚，大規模
データの最適化に一般的に用いられる Stochastic Gradient
Descent (SGD)法 [23]は，ランダム選択されたサンプルに
基づいて重みを更新する手法であるが，スパース解を与え
ることはできない．
3.1.3 近接点法 (ISTA, FISTA)

本節では，近接点法 (Proximal-Point Methods)を紹介
する．(Qλ

1 )問題において，xk における 2次近似を考える
ことで，目的関数は以下の制約無し BPDN問題となる．

x
(k+1)
i = soft

(
x(k) − 1

α(k)
∇f(x(k)),

λ

α(k)

)
(9)

この収束特性は α(k)の決め方に依存する．例えば，Iter-
ative Soft-Thresholding (Shrinkage) Thresholding (ISTA)
[24] [25] では，リプシッツ連続勾配 Lf に連動した固定の
α(k)を選択する．この場合O(1/k)以下のほぼ直線的なレー
トで収束することをBeckらは示した [26]．さらにヘシアン
∇2fで模擬しα(k)(x(k)−x(k−1)) ≈ ∇f(x(k))−∇f(x(k−1))
により最小二乗誤差が小さくなる α(k) を求めることもで
き，これは Barzilai-Borwein 方程式 [27]として良く知ら

れている．また λ の選択方法は，固定値を使用する替わ
りに様々な戦略が提案された．Haleらは，ISTAの改善手
法として fixed-point continuation method (FPC) を考案
し [28]，各 λk に対して (Qλ

1 )問題を解く替わりに，λ = λ0

から開始して λ∗ まで各反復時に λk+1 = ρλk として徐々
に減少させていく方式を提案した．Wrightらも同様の手
法を提案している [29] [24]．
一方，ISTAの各反復は非常に簡易な計算であるが，実際
には反復回数の観点から収束が遅いことが知られている．
そこで Beckらは 2009年に非常に良い収束レートを有する
Fast ISTA (FISTA) を提案した [26]．同様に Newterov’s
Algorithm (NESTA) としても提案されている [30]．

3.2 拡張ラグランジュベース法
本節では，反復縮退アルゴリズム法のもう一つの特別な
クラスとして拡張ラグランジュ法 (Augmented Lagrange
Multiplier: ALM))を取り挙げ，(Qλ

1 )問題に対する高速且
つスケーラブルな手法を紹介する．
ALMは，繰り返し手法を用いて最適解とラグランジュ乗
数を同時に推定する方法である [31]．ここでh(x) = b−Ax
とし，ラグランジュ関数を Lµ(x,y) = g(x) + µ

2 ∥h(x)∥
2
2 +

yTh(x) と定義する．尚，µ > 0 であり y ∈ Rm はラグ
ランジュ乗数である．乗数法 (Method of Multiplier) [32]
[33] を使用することで，解を求める基本的な反復法は
xk+1 = arg minxLµ(x,yk), yk+1 = yk+µkh(xk+1)とな
る．µkは単調増加列であり，十分に大きい値のときx∗とy∗

は収束する．ここで第 1ステップは，制約無し凸最適化問題
であるため，元の制約付き最適化問題を直接解くことと比較
して拡張ラグランジュ関数を最小化することが効率的に解
くことができ，例えば 3.1.3で述べた FISTA等で効率的に
解を導くことができる．以上述べた，ℓ1最小化問題を主問題
として解くALMをPrimal ALM (PALM)と呼ぶ．ここで，
Ax+e = bのように，観測信号 bに誤差が含まれる場合，つ
まり，(P ϵ

1 )問題の場合，ラグランジュ関数は Lµ(x, e,y) =
∥x∥1 + ∥e∥1 + µ

2 ∥b − Ax − e∥22 + yTh(b − Ax − e), と
書き換えられ，x と e を反復して交互に計算して求め
る．尚，eと xは FISTA等で求めることができる．一方，
B∞

1 = {x ∈ Rn : ∥B∥∞1 } と定義して，(P1)問題を双対問
題“maxy bTy subject to ATy ∈ B∞

1 ”と定義するDual

PLM (DPLM)も提案されている．拡張ラグランジュ関数
は xをラグランジュ乗数として“miny,z − bTy − xT (z −
ATy)+β/2∥z−ATy∥22 subject to z ∈ B∞

1 ”となり，交
互法で解く．PALMと DALMの性能は，学習データ数と
画像の次元数との関係に依存し，例えば一般的な顔画像認
識では DALMが優れ，顔画像のアライメントが必要な場
合には辞書の列数が少ないため PALMが優れている [31]．
次に，先の ALM と類似する，Lee らにより提案され
た手法 [34]を紹介する．この手法はソースコードが公開
されていることもあり，特に一般画像オブジェクト認識
の多くの研究で使用されている．式 (3)に基底 ai の二乗
和が c 以下という条件を付与し，2 次式制約を持つ最小
二乗誤差問題へと変形し，変数の交互法によりラグラン
ジュ双対手法を用いて解を求める．具体的には，X を固
定して Aを求める場合，ラグランジュ関数を L(A,λ) =
Tr((B−AX)T (B−AX))+

∑m
i=1 λi(

∑n
j=1 Aj,i−c)と定義

する．ここでΛ = diag(λ)とおくと，ラグランジュ双対は
minAL(A,λ) = Tr(BTB−BXT (XXT +Λ)−1(BXT )T −
cΛ) となり，共役勾配法等で最小化し Aを導出する．こ
れにより，双対問題を解くことで主問題より少ない数の変
数の最適化に置き換えられ，例えばA ∈ R1,000×1,000 の場
合，1,000の双対変数の最適化で良い．

3.3 交互方向乗数法 (ADMM)

交互方向乗数法 (The alternating direction method of
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multipliers: ADMM)は，1975年にGlowinskiら [35]及び
1976年に Gabayら [36]により提案された．制約付き最適
化の代表的な解法である乗数法 [32]は，分離可能な問題に
そのまま適用しても元の問題の分離可能性を活かせない．
そこでADMMでは，分離特性を有するDual Ascent法 (双
対上昇法)と，優れた収束性を有する乗数法を混合した [37]．
そのため，大規模最適化問題に対しても対応可能な分散処
理に適した手法である．尚，ADMMは Douglas-Rachford
splittingの他，数多くの最適化手法と密接に関係する．
x ∈ Rn，z ∈ Rm，A ∈ Rp×n，B ∈ Rp×m，c ∈ Rpとし，
且つ f と gが凸関数であることを仮定した上で，設定問題
を“minx,z f(x) + g(z) subject to Ax+Bz = c”と定
義する．等式制約問題“min f(x) subject to Ax = b”
との差は，変数が x と z の 2 つに分割され，この分
割に従った分割可能な目的関数を有することである．
乗数法により拡張ラグランジュ関数を Lp(x,z,y) =
f(x) + g(z) + yT (Ax + Bz − c) + ρ

2∥Ax + Bz − c∥22
で定義し，以下の反復を実行する．ここで以下にはより簡
易的な表現である Scaled Formを示す．但し，ρ > 0であ
り，u = (1/ρ)yである．
x(k+1) ≡ arg minx f(x) + ρ

2∥Ax+Bz(k) − c+ u(k)∥22
z(k+1) ≡ arg minz g(z)

+ ρ
2∥Ax(k+1) +Bz − c+ u(k)∥22

u(k+1) ≡ u(k) +Ax(k+1) +Bz(k+1) − c.

(10)

一方，式 (10)に対する標準的な乗数法は (xk+1,zk+1) ≡
arg minxLρ(x, z,uk),uk+1 ≡ uk+ρ(Axk+1+Bzk+1−c)
であった．拡張ラグランジュでは，2つの主問題変数の観
点を同時考慮して最小化を行うのに対して，ADMMでは
xと zを交互に更新する．これが交互方向と呼ばれる所以
である．尚，収束性については [37]等を参照されたい．

3.4 大規模高次元データへの対応
アプリケーションがより大量の高次元データを活用する
につれて，スケーラブルな最適化手法への期待はより高
まっている．一方で，プロセッサの速度向上は止まりつつ
あり，その替わりにコア数の増加が進んでいる．これまで，
ℓ1最適化に対して逐次処理による最適化手法は多数検討さ
れているが，並列化に対応したアルゴリズムはまだ多くは
存在しない．以下では，大規模高次元データへの対応を見
越した最適化手法についていくつか紹介する．
3.4.1 分散処理の基本的考え方
x ∈ Rm，A ∈ Rn×m とし，問題を“minx F(x) =

f(Ax, b)+λg(x)”と定義する．ここで f(Ax, b)は滑らか
な損失関数とし，g(x)は 1.4で述べた何らかの構造を有
する正則化項とする．ここで xs が xの s番目ブロックと
定義すると，もし f(Ax, b) =

∑S
s=1 fs(xs)であるならば

f(Ax, b)は（ブロック）分離である．一方で，正則化項 g(x)
として一般的に使用される ℓ1ノルムや ℓ1,2ノルム，Huber
関数や Elastic Net 関数は，いずれも g(x) =

∑B
b=1 g(xb)

を満たす．これに基づき，行列 Aを分割後分散し，また
観測ベクトル bまたは求めるべき解 xを分散的に配置し，
minx F(x)問題に対してAxまたはAT bを分散的に解く
ことで最適解を求める．
ここで行列分割について説明すると，“行分割”の場合は

Aを部分行列A(1), · · · ,A(n) から構成し，“列分割”の場
合は A = [A1A2, · · · ,Am]とする．但し，M(i) のように
表記する場合は行-行列である．行分割は，比較的次元低い
特徴ベクトル xを有しながら，観測信号（サンプル)数が
非常に大きい場合に適している．一方で，列分割は，比較
的少ないデータサンプルに対して，それらが極めて高次元
な特徴ベクトルにより構成されている場合に適している．
実際の計算においては，中間ノードと複数の計算ノード
から成るシステムを構築する．そして，中間ノードは，各

ノードに向けて行列や観測情報，計算結果を分配 (broad-
cast/scatter)後，各計算ノードの計算 (compute)結果を収
集 (gather)し，集約計算 (reduce)を行い，再度分配すると
いう処理を繰り返す．例えば行分割の場合は，中間ノー
ドは i番計算ノードの計算結果AT

(i)A(i)x
(k) を gatherし，∑N

i=1 A
T
(i)A(i)xを用いて reduceし，k + 1回目の x(k+1)

を導出することで，再度 x(k+1) を broadcastする．
3.4.2 並列近接点法 (Parallel FISTA)

正則化項と損失項がブロック分離可能なとき，3.1.3で
述べた ISTAや FPC，FISTAアルゴリズムなどのアルゴ
リズムを並列化することができる．Peng らは 2013 年，
前述の FISTAを並列化する手法を提案した [18]．例えば
列分割の場合は，各ノード j (0 < j ≤ M) は，Aj と全
体の b，最新の x(k) の一部 x

(k)
j を保持し，ループ処理に

入る前に後続の Soft関数処理で使用する δAT
j bを一度だ

け計算し保持しておく．そして計算ループでは，各ノー
ドは Ajb

(k)
j の演算を行い，それを収集した中間ノードは

y =
∑M

j Ajb
(k)
j 計算後，それを分配し，各ノードは式 (9)

に対応する x
(k+1)
j = soft(x

(k)
j − δAT

j y + δAT
j b, λδ) によ

る Soft関数処理を行い，以後，同様の繰り返し処理を続け
る．尚，行分割の場合も同様に考えることができる．
3.4.3 並列・分散座標降下法 (Parallel/Distributed

CD法)

3.1.2で説明した座標降下 (CD)法は，反復時に 1つの座
標を更新するため，簡易且つ効果的なアルゴリズムである．
また SGD法のようにパラメータを調整する必要も無いこ
とが利点である．一方，近年のデータの大規模化に対して
SGD法に対する Parallel SGD [38]等が提案された．これ
らはサンプルデータについて並列化を行なうであり，今後
のビッグデータに対応する手法となる．このような中，CD
法についても，Yuanと Linは大規模スケールの ℓ1 正則化
問題に対して CD法を含むいくつかの方式に対するシミュ
レーション実験比較を行っているが [39]，これは逐次処理ア
ルゴリズムのみを対象としている．それに対し Shwartsと
Tewariにより，理論的且つ十分な実験結果から CD法の高
次元データに対して非常に良い性能を示すことが明らかに
されている [22]．そこで，Bradleyらは，2011年に SCD法
の並列手法として Parallel Stochastic Coordinate Descent
法 (Parallel SCD ) を提案した [40]．ここでは，各反復に
おいて，可能な組み合わせからランダムに P 個の xij の
サブセットを選択する．そして，各プロセッサで計算した
xij に対応する更新分 δxij を集め，

∑
ij∈P δxij を xの更新

分 (∆x)j とする．さらに，Scherrerらは 2012年にGenCD
法を提案し，Parallel Coordinate Descent (PCD) 法に対
する一般化を行なった．GenCD 法の特殊ケースとして，
Li らが提案した Greedy CD法，前述の Parallel SCD法，
等が含まれる．一方，RichtárikとMartin Takáčは，2011
年，GPUアクセラレーションによる Greedyランダム CD
法の並列化手法について提案した [41]．また，Scherrerら
は，2012年に Parallel Block-Greedy Coordinate Descent
(Parallel Block-Greedy CD)法を提案した [42]．入力特徴
ベクトルを B個に分割し，各反復では，この中かからラン
ダムに P 個のブロックを選択し，各ブロックから一つの特
徴を選択した．ここでの選択は，目的関数を減少させる度
合いを推定したて行われる．
さらに，大規模データの分散処理を強く意識したスケー
ラブルな分散CD法として，2013年にRihtarikらがHydra
を提案し [43]，3TBのサイズを有する行列Aに対する実験
を行い，その有効性を示している．提案では，複数ノード
間をリング状に結合しデータ共有を行なう通信プロトコル
を提案し，その有効性も示している．さらに，Pengらも，
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反復回数の少ないGreedy CD法のアルゴリズムGRockを
2013年に提案した [18] ．また，この他，Eladらにより提
案された並列化手法 [44]等もある．

3.4.4 分散交互方向乗数法 (Distributed ADMM)

3.3で述べた ADMMの分散処理への拡張が検討されて
おり [37]，例えば，式 (10)の第 1式の x更新式については
x
(k+1)
i ≡ arg minx fi(xi)+

ρ
2∥A(i)x+Biz

(k)
i −ci+u

(k)
i ∥22

となる．このような中，Mateosらは (Qλ
1 )問題 (Lasso)に

対する分散手法を検討した [45]．分割数を N とした行分
割の場合，x ∈ Rn，z ∈ Rn，A(i) ∈ Rni×m，bi ∈ Rni，∑

i n
N
i = n とすると，設定問題は，“minx,z (1/2)∥Ax−

b∥22 + λ∥z∥1 subject to x − z = 0”となり，最終的に式
(10)は以下となる．
x
(k+1)
i ≡ arg minx (1/2)∥A(i)x− bi∥22

+ ρ
2∥x− z(k) + u

(k)
i ∥22

z(k+1) ≡ softλ/ρN (x̄(k+1) + ū(k))

u
(k+1)
i ≡ u

(k)
i + x

(k+1)
i − z(k+1).

(11)

尚，ā は平均値を示す．x
(k+1)
i の導出は Tikhonov 正則

化最小誤差 (リッジ回帰)問題となり，解析的に x(k+1) ≡
(AT

(i)A(i) + ρI)−1(AT
(i)bi + ρ(z(k) − u

(k)
i )) と求まる [37]．

4. 辞書学習
辞書の構成法には，大きく解析ベースと学習ベースアプ
ローチがある．前者は数学的モデルに基づき解析的な構成に
よりモデルを表現するものでWavelet，Curvelets等がある．
一方，後者は，学習データから辞書を推定する機械学習技術
に基づき，例えばPCAなどが代表例である．この辞書の作
成にはコストがかかり，処理対象信号の次元や辞書のサイズ
に制限が加わるが，対象とする信号に対してより極め細やか
な辞書を作成することができる利点がある．本稿では，学
習ベース辞書構築手法について紹介する．まず，学習用デー
タを bi(i = 1, · · · ,M) が，ある未知のモデルM{A,k0,α,ϵ}
から生成されたものとする．このとき最適な辞書Aを求め
る問題“minA,{xi}M

i=1

∑M
i=1 ∥xi∥0 subject to ∥bi−Axi∥2”

を考える．ここで，bi について Aを用いてスパースな係
数 xi で表現することを考え，同時に辞書を見つけること
を考える．さらに，もし k0 個またはそれ以下の非零係数
で表現できればモデルMを見つけることができるものと
考える．ここで，スパース性を制約条件として，辞書学習
問題は以下の最適化問題を解くことに帰着される．

min
A,{xi}M

i=1

M∑
i=1

∥bi −Axi∥22 subject to ∥xi∥0 ≤ k0 (12)

4.1 代表的な辞書学習法
多数の取り組みの中から，いくつかの代表的な成果につ
いて紹介する．Enganらは，1999年にMOD (Methods of
Optimal Direction) を発表した [46]．式 (12)について，辞
書Aと誤差を固定の上で，xiのうち，非零係数の数を最小
化する問題と見なし，交互最小化問題として解く．具体的
には，k番目のステップにおいては，k− 1番目ステップで
得られた辞書A(k−1)を用いて，M 個の (P ϵ

0 )問題を解くこ
とを考える．各 xiについては，A(k−1)と各 biを用いて式
(12)の P ϵ

0 問題により“A(k) = arg minA∥bi −Axi∥2F =

BX(k)T (X(k)X(k)T )−1 = BX(k)+”としてX(k) を得る．
Aharonらにより 2006年に発表された K-SVD [47]は，
その後の辞書学習法や SC応用分野など，多数の研究に大
きな影響を与えている．初期辞書A0 と学習データを入力
として反復処理を行ない，学習データに基づいて基底 ai

を学習する．具体的には，1)入力信号 biに対する Pursuit
法を用いたスパース係数の導出処理と，2)スパース係数が

与えられた上での一つの基底 ai の更新処理，を交互に繰
り返す．基底の更新においては，係数のスパース制約を維
持するために，対象基底 ai を用いる xi と bi のみを用い
て，式 (12)第 1項の損失項の最小化を行なう点がポイント
である．最小化にあたっては，残差誤差に対して SVDを
施すことにより得られる左右特異値ベクトルを用いて，基
底 ai と対応するスパース係数 xi を更新する．注意すべき
点は，MODと K-SVDともに，損失項の大域的最小化を
保証できない点である．またデータや辞書サイズの次元の
増大により処理量が急激に増加するため，低次元への制限
がある点，また，シフト/回転/スケール等の変化に対する
耐性が低い点が挙げられる．
さらに Rubinsteinらは，解析的辞書と学習辞書の中間
に位置する辞書の構築法として，解析的辞書 Φとスパー
ス性を有する学習辞書As とから構成されるA = ΦAs を
用いた As の辞書学習法としてスパース K-SVD (Sparse
K-SVD)を提案した [48]．これにより，K-SVDでは考慮
されなかった辞書のスパース化も実現でき，表現能力だけ
でなく辞書構築の効率化も達成できる．
一方，再構成する表現性能ではなく，識別性能を高め
る学習方法 (Discriminative Training)が提案されている．
Mairalらは，スパースな再構成とともに線形予測モデルを最
適化するスパース辞書学習モデル (Supervised Dictionary
Learning)を提案した [49]．また Bradleyらは，従来の ℓ1
ノルムではなく微分可能なスパース事前確率を提案し，学
習誤差を最小化するための辞書学習方法を提案した [50]．

4.2 大規模高速辞書学習法
前述の K-SVDをはじめとする辞書学習法は，各反復で
全ての学習データにアクセスするバッチ処理を基本として
いる．そのため大規模な学習データを処理することは難し
く，時々刻々変化する動的データへの対応も難しい．この
ような問題に対して，Miralらは 1回の処理で 1つの要素
にしかアクセスしないオンライン手法を提案した [51]．学
習時に全データが必要無いことから大規模データにスケー
ル可能であり，収束性も示されている．この成果はそれ以
後の研究に影響を与え，例えばグループ ℓ1 ノルムをベー
スとしたオンライン学習法等も提案された [52]．
一方，Xiangらは，大規模辞書を用いた高次元データのス
パース係数導出及び辞書学習法について提案している [53]．
具体的には，1)スパース係数を求めるべきデータと基底と
の関係性に基づき，ℓ1 最適化に用いる不要な基底を適応的
に省略し，2)また階層化辞書モデルを導入し，各階層で使
用するデータは，圧縮センシングの原理に従い，Random
Projectionにより次元を削減して各階層で学習を行なう．
これにより小さな問題に分割することで，大規模な学習処
理を可能とした．さらに Sindhwani らは，実際の大規模
データを対象とした検討として，大量のドキュメント情報
を対象とした解析において，非負スパースコーディングと
スパース辞書学習法の両方を同時に行なう実装を行なっ
た [54]．ここでは，非負 OMP法と非負 Lassoを Hadoop
により並列化し，辞書学習法は K-SVDと類似のスパース
制約を持つ学習法により実現した．これにより，汎用のク
ラスターを用いて 1億以上の行を有し 10億の非零要素を
持つ行列を数時間以内に最適化できることを確認している．

4.3 行列分解（Matrix Factorizations）との関連
SC及び辞書学習は B ≈ AXの行列分解と等価である．
行列分解は，主成分分析 PCA，独立成分分析 ICA，非負値
行列因子分解 NMF(Non-negative matrix factorization)な
どが代表的である．特に，NMFは構成行列がスパースにな
ることからスパースコーディングとの関連性は高く，また
近年，信号処理やテキスト分類など，負の成分を持たない
信号に対する応用が研究されている．しかしながら，NMF
には明確なスパース制約はなく，非負に起因して結果的に
スパースになり易いという性質を有する．これに対して
Hoyerは ℓ1 ノルムと ℓ2 ノルムの比率に基づくスパース制
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約付きNMFを提案 [55]し，Peharzらは ℓ0ノルム制約付き
NMFを提案している [56]．一方，K-SVD考案者のAharon
は，K-SVDに非負制約を付与したNon-negative-KSVDを
提案している [57] が，K-SVD ほど性能が良くないこと
が報告されている．NMFの大規模データ対応については
Scalable CD法ベースの並列行列分解手法 [58]等多数の提
案されている [59] [60]．NMFと SCとの関係は行列導出
方法に違いがあるものの，その効果は類似しており，今後
も相互に影響しながら発展していくものと考えられる．

5. スパースコーディングの応用
スパースコーディングは広範な分野に適用されその効果
を示しているが，本節では，その中のいくつかの応用分野
にフォーカスを当て，代表的な研究成果について紹介する．

5.1 画像ノイズ除去，画像超解像，他
画像ノイズ除去 (Denoising)への適用は，(P ϵ

0 )問題を満
たす解 がノイズ除去された理想的なクリーンな画像を表
現するスパース表現であるという仮説に基づく．画像修復
の数多くの研究の代表として，ローカルパッチにおけるス
パース性と冗長性の考慮と，全体領域での平滑化とベイズ
的な最適化によりノイズ除去を行なう Eladらの提案 [61]
が挙げられる．Pursuit法と K-SVDとの統合によりノイ
ズ除去を行なうもので，同著者らによるカラー画像へ拡
張 [62]やマルチスケール辞書による改善やビデオ修復への
拡張 [63]，パッチ間の類似性を考慮したグループ ℓ1ノルム
制約に基づく LSSC [64]を含め，その後の K-LLD [65]や
他多数の研究に影響を与えた．
画像超解像 (Super-resolution)に対する最初の代表的な
成果は，低解像度画像と高解像度画像は同一のスパース
コードを有するという仮説に基づき，まず低解像度用辞書
を学習し，これを用いて得られる処理対象画像のスパース
係数に対応する高解像度画像を用いて超解像度画像を生成
する Yangらの提案である [66]．さらに同著者らは，前述
の LSSCで考慮したパッチ間の類似性を複数スケールにも
拡張し，グループ ℓ1制約に基づいて超解像度画像を生成す
る手法を提案した [67]．その後，高周波数成分の学習方法
の改善により品質向上を実現する Zeydeらの手法 [68]や，
異なる解像度画像の組とその間のマッピング関数を同時に
学習するWangらの手法 [69]，辞書を部分辞書に分割する
Dongらの手法 [70]等，数多くの成果が発表されている．
その他，画像修復 (Inpainting)や画像分離 (Separation)，
画像圧縮 (Compression)に適用され，最高水準の成果を上
げている．これらの詳細については [5]に詳しい．

5.2 顔画像分類
SCを用いて識別特徴量を学習する Sparse Representa-

tion Classification (SRC)の研究が多数進められており，特
に顔画像認識への応用で成功している．Wrightらは学習用
画像セットを SC用辞書とし，認識問題を認識対象画像のス
パース係数から求める問題に帰着させ [71]，その後の多数の
研究に影響を与えた．まず，クラス数をKとし，xkj ∈ RN

は k番目クラスの j 番目学習画像からの特徴ベクトルを示
すものとする．k 番クラスからの特徴ベクトル行列 Ak ∈
RN×nk を Ak = [xk1, · · · ,xknk

] とし，A ∈ RN×
∑K

k=1 nk

を A = [A1, · · · ,AK ]とする．ここでテスト画像 b ∈ RN

を，係数 αkj ∈ Rを用いて b =
∑K

k=1

∑nK

j=1 αkjxkj = Aα

のように学習ベクトルの線形和で表現する．尚，α は
α = [α11, · · · , α2n1 | · · · | αK1, · · · , αKnK

]T である．ここ
での仮説は，十分な数のAkがある場合，k0番目クラスに属す
るテスト画像 bは，Ak0 により張られる線形空間内に近似的
に位置し，クラス k0に属さない係数αのほとんどが零にな
ることである．ここで α̂ = minα∥x∥1 subject to b = Aα
を解くことで α̂を導出し，̂αのうちクラス k以外に対応する
係数を零にして得られる係数Πk(α̂)からの再構成画像の残

差誤差を rk(b) = ∥b−AΠk(α̂)∥2で計算し arg minkrk(b)
によりクラス識別を行なう．尚，Πk : Rn → Rn は，k 番
目クラスに対応する係数のみを抽出する演算子である．
拡張研究として，Elhamifarらは辞書に含まれる学習デー
タにはブロック構造があることに着目し，ℓ1 または ℓ2 ノ
ルムの評価にブロック構造を考慮した方法を提案してい
る [72]. さらに，複数の異なるバイオメトリック特徴を
用いた識別問題を対象として，マルチモーダル多変数ス
パースコーディングによるクラス識別手法も提案されてい
る [73] [74]．複数のモダリティを考慮し，同一クラスの異
なるモダリティに対するスパース性を考慮していることか
ら多変量 Lassoとも呼ばれる．さらにノイズが含まれる場
合も考慮し，特にオクルージョン項のスパース性について
はWright [71]らや Candesら [75]の検討結果に基づいて
いる．本問題を解くには ADMMを使用している．
一方，ℓ1最小化の計算量を考慮すると ℓ1スパース制約が
解の正則化において必須であるかどうかという指摘 [76]に
対して，Zhangらは，必ずしも ℓ1スパース制約は必要では
なく ℓ2ノルム制約のほうがよい性能を示すことを示してい
る [77]．同時に，学習データ数が少ない場合には，識別性
能において他のクラスの基底を用いた協調表現の重要性に
ついても示している．これは，SRCでは Aが過完備の場
合を想定しているものの，学習データ数は一般に顔画像な
どの xの次元数より少ないことに起因している．そこで，
圧縮センシング (Compressive Sensing)により次元削減す
る手法が提案されている [78]．近年，Random Projection
が高い性能を示すことが示されており [79]，どの特徴量を
使用するかはそれほど重要ではないことが報告されている．

5.3 一般オブジェクト画像分類
前節の SRCは，画像オブジェクトに対して直接作用す
るため，位置合わせした顔や数字などの単純な信号に限
定され，物体やシーン識別などの一般画像についてはう
まくいかない．そこで，信号のスパース係数を SVM等の
一般識別器で利用することが検討されている．まず最初
に SCが大きな成果を挙げたのは，2009年に Yang らによ
り提案された ScSPMである [80]．局所特徴の集合を示す
Bag-of-Features (BoF)モデルと，特徴の空間レイアウト
に関する情報を記述するため周期的に画像を分割する空間
ピラミッドマッチング (Spatial pyramid matching: SPM)
カーネルを用いている．従来の SPMカーネルを用いた非
線形 SVM識別法のベクトル量子化（VQ）を SCに一般化
するとともに，特徴ベクトル平均値を使用した Pooling法
を，最大値を採用するMax Pooling法に変更した．スパー
スコード統計情報に基づき線形 SPMカーネルを使用する
ことで，識別精度を向上しながら学習時の処理量及びメモ
リ量を大幅に削減した．これに対して，Gaoらは，ScSPM
では特徴量間の相互依存関係を無視するため，類似の局所
特徴量でさえ異なるスパースコードが導出されることがあ
ることに着目し，量子化誤差を削減し，局所特徴量間のス
パースコードの一致性も維持することが可能な LScSPMを
提案した [81]．一方，Yuらは，高次元データでもしばしば
非常に小さな次元上に位置することに着目し，局所条件を
加味したマッピング関数とアンカーポイントの組合せ符号
化（Local Coordinate Code: LCC）に基づいて，多様体上
の非線形関数を線形関数で近似する方法を提案した [82]．
Wangらは，LCCや LScSPMと同様に局所条件に着目し，
結果としてスパース性を実現する手法 Locality-constrained
Linear Coding (LLC)を提案した [83]．局所性に着目する
ことで，パッチ間の関係性を維持し，局所領域に位置する
近い画像に対しては，コードブックから類似した基底が抽
出されるようにした．さらに，Yangらは，ScSPMは高い
性能を示すが，SCのための学習およびテストの処理量が高
く，特に過完備辞書の学習には高い処理量を要する点に着
目し，小さな複数の辞書の混合モデルを用いて，SC の処理
量を効率的に削減する混合モデル手法を提案した [84]．ま
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た同著者らは，Back-Projection法により空間ピラミッド
内のスパースコードをMax Poolingから抽出することで，
画像レベルでの特徴に関する識別誤差を最小化する教師あ
り辞書学習法について提案した [85]．特に，異なるスケー
ルのスパースコードを畳込んだ階層モデルを構築し，複数
の空間スケールにまたがる Pooling処理により，空間特性
と位置移動性を両立した特性を得ることができる．
一方，Yuらは，2階層モデルを採用し，局所領域内の
パッチ間の高次依存関係をモデル化した [86]．第１層は
各パッチで符号化し，第 2層は同じグループ（同じ領域）
にあるパッチセットを同時に符号化する．各パッチ用と
低レベルコードワード間のパターン依存関係を表現する
パッチセット用の 2 つのコードブックを持ち同時に学習
する．さらに Heらは，多階層モデルとして Deep Sparse
Coding (Deep SC) を提案した [87]．具体的には，複数階
層間を”sparse-to-dense”モジュールにより結合させ，局所
空間 Poolingと隣接パッチ画像間の関係を維持した次元圧
縮により空間スムーズ性を考慮した情報を埋め込む処理を
実現している．複数階層からの空間ピラミッド Pooling特
徴を用いて識別を行なうことで性能向上を実現している．
最後に，大規模データに対して，Linらは大規模画像デー
タセット (1000クラス 1.2 million画像)である ImageNetを
対象として高速化を実現している [88]．具体的には，HOG
等の特徴量抽出と前述の LLC及び SVCによる符号化，さ
らには SPMによるプーリング処理を行なう場合，最大 208
日必要と見積もられる処理を，Hadoopで 120ワーカーを
使用することで最大 2日程度まで時間短縮を実現した．一
方，SVMの学習では 1000クラスに対して 1対 1000のバ
イナリー識別を並列化することで，8コア 12台の計算機を
使用して 250日必要と見積もられた処理を，1週間以内で
実現した．尚，ここでは，広く使用される LibSVMなどの
ライブラリでは実行できないため，Averaging Stochastic
Gradient Descent (ASGD) 法を用いている．

5.4 オーディオ信号及び楽曲処理
DFTや DCT，あるいは DWTなどの可逆な変換を用い
ず，SCを用いたオーディオ信号処理方法が提案されてい
る [89]．オーディオ信号のノイズ除去技術においては，楽
曲の各パートはスパース表現により良く表現されるのに対
して，ノイズはスパース表現ではうまく表現できないこと
を利用して，信号をスパース表現に変換し，より小さな係
数を削除した上で再構成することで，重要な部分だけを取
り出すことが可能となる．ここで，楽曲に関する構造上の
事前知識を導入し，ベイジアンフレームワーク上で実現す
ることで，共鳴構造を垂直方向の周波数構造で表現し，音
調については水平方向の構造で表現することで，残のノイ
ズの分散とともにモデル化することが可能となる [90]．
一方，ポリフォニー（多声）音楽の採譜に対して時間ベー
ス及び周波数ベースの手法として SCの使用が提案された
のは，2001年の Abdallahらの提案が最初である [91]．こ
れは同著者らの研究 [92] やシフト不変 SC により時間軸
上での信号を直接的に扱う Plumbleyらによる手法 [93]に
より改善され，また多数の研究に影響を与えた [94]．さら
に，各係数に意味を持つオーディオ信号についても検討さ
れている．例えば，キーボード楽器等，複数の候補音符の
中から，一度に数個のみしか構成されない場合である．こ
の場合，各音符は時間̶信号スペクトル上でスパースな信
号を形成するため，K-SVDなどを使用してデータから基
底を学習することで，より効率的な表現が可能となる [92]．
但し，各組合せ対する大規模なデータベースが必要り，ま
た単一音符が学習データに現れなかった場合に各音符を
表現する辞書ベクトルが無いという問題がある．そこで
Genussovらは，88音府の全ての各音符から構成される初
期辞書を作成し，K-SVDを発展させた辞書学習フェーズ
では，周波数成分を変更することなくパワー成分だけ学
習するMusically-structured辞書学習法を提案し，多重基
本周波数の推定方法を提案した [95]．この他，Leeらによ

るピアノ楽曲の複数音程推定の提案 [96]や，グループス
パース性と非負 SC による楽曲自動採譜の提案 [97] があ
る．さらに，オーディオ分野への応用としては，音の時間
変調を利用した SRCベースの楽曲ジャンル分類技術 [98]
や，ノイズロバストな自動スピーチ認識 [99] ，サウンド分
離 [100] [101]等の多数の研究が進められている．

5.5 変化・イベント検知
スパースコードをイベント検知に適用する検討が多数行
なわれている．共通する考え方は，与えられた辞書 Aを
用いて，スパース制約の下で観測ベクトル bの係数 xを算
出する時，xが十分にスパースな場合は普通のイベントと
し，スパースでなく多数の係数が出現する場合には，辞書
Aで表現できない異常なイベントとして検出するというア
プローチである．Congらは，これに加え，辞書の選択手
法や辞書の自動更新手法について提案し，監視カメラ映像
を用いてその有効性を評価している [102]．Zhaoらも，映
像を時空間の 3D直方体としてとらえ，時間，空間両軸で
観測窓をスライドさせながら SCを行なう手法，及び辞書
の自動更新を技術を含む同様の提案をしている [103]．一
方，Adlerらは，データにノイズが混在する場合を考慮し
て，グループ ℓ1 ノルムを用いた最適化による異常検知法
を提案して [104]おり，心電図を対象とした検証を行なっ
ている．最適化には ADMMを用いている．最後に大量の
ドキュメント情報に対する新しいトピックを有する新規ド
キュメントの検出手法についても紹介しておく．基本的な
考え方は同じであるが，スパースコーディングフェーズと
辞書学習フェーズをそれぞれ並列化し，分散 ADMMによ
り分散的に処理する手法をKasiviswanathanらは提案して
いる [105]．128及び 256のプロセッサークラスターを用
いて，約 41日間の Tweetを対象として実験を行い，処理
量及び通信量オーバヘッドの評価を行なっている．

6. まとめ
スパースコーディングの基礎からその応用まで，紙面が
許す限り紹介した．内容が広範なため，全てを紹介するこ
とは不可能であるが，本稿がスパースコーディングに関心
のある研究者にとって少しでも役立てば幸いである．
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