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概要：GPSやネットワーク位置情報源（携帯基地局やWi-Fiなど）により得られるユーザの時空間行動軌
跡から，そのユーザが訪問した場所（Point of Interest; POI）を推定する確率的訪問 POI分析技術を提案
する．提案技術は（1）時空間カーネルを用いたMean-shiftクラスタリングによる滞留点抽出法（2）ユー
ザの真の訪問 POI を潜在変数とした，滞留点の位置とその滞留時間に関する確率的生成モデル，から構成
され，真の訪問 POIが未知の滞留データも学習に利用することで訪問 POIを高精度に推定できる．本技術
が実現する訪問 POIを基にした個々のユーザの行動・嗜好の理解は，情報提供や生活支援などパーソナル
アシスタントサービスの品質向上に貢献できる．本論文では，GPS/Wi-FIにより得られた実データによる
実験を行い，提案技術が従来手法に比べて滞留点の抽出と訪問 POIの推定を精度良く行えたことを示す．
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1. はじめに
近年では，GPSやWi-Fiを搭載したスマートフォンや
タブレット PC の普及と，ソーシャルメディアの発展に
より，ユーザの現在位置を容易に取得・共有できるように
なった．このブレークスルーによって，時間やユーザ属性
と結びついた質の高い位置情報がユーザに提供される様に
なった．たとえば，携帯端末から特定の場所にチェックイ
ンして自分の体験を友人に共有しポイントやバッジを取得
する，というゲーミフィケーションをサービスに組み込ん
だ Foursquareは，位置情報に基づいたソーシャルゲーム
に留まらず，個々のユーザに対して興味を持つであろう場
所を推薦可能な情報提供基盤として世界中で大きな発展
を遂げている [18,19]．さらに，Google Now や NTT ドコ
モの i コンシェルなどのようにパーソナルアシスタントと
してユーザの行動を理解し、気象・交通・イベントなどの
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図 1 訪問 POI（Point of Interest）分析の概念図．
Fig. 1 A concept of visited-POI (Point of Interest) analysis.

位置関連情報を個々人向けに提供・推薦するサービスの需
要が高まっている．このような背景の中で我々は，個々の
ユーザに対してより品質・満足度の高い情報推薦を行うた
めには，明示的に記録・蓄積されにくいユーザの行動を深
く理解することが重要と考えた．ここで，ユーザの行動理
解のために重要な情報源でありながら，明示的な行動履歴
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として残りにくい情報の 1つが，ユーザが興味を持って訪
問した場所（Point of Interest; POI）である．前述したよ
うに，GPSやWi-Fiを搭載した機器によりユーザの位置
情報については容易に自動収集出来るようになったが，そ
の位置情報からユーザの行動を理解するためには，緯度・
経度で表される位置情報に対して実際に訪問した POIの
情報を意味づけする必要がある．そして，訪問 POIについ
て多数の情報提供をユーザに求めるのは非常に負担が大き
いため，訪問 POIを自動的に推定する技術が必要となる．
ここで，訪問 POIの推定には，（a）真の訪問 POIの位置
と測位データに誤差が生じる（b）真の訪問 POIの周辺に
多くの POIが存在する，という 2つの大きな問題がある
（図 1）[15,33]．測位誤差については、理想的な環境では現
状のスマートフォン搭載の GPS，Wi-Fiを用いて 10m未
満の誤差で位置を特定できるが [27]，高層ビルなどが存在
する実環境では 100m以上の大きな誤差が生じる場合があ
る．実際に，Foursquareにおけるチェックイン場所と携帯
端末の測位位置の差の中央値は 70mとの報告がある [23]．
また，測位誤差に比べて POI は密集して存在しているた
め，測位データの最近傍の POIと，真の訪問 POI が一致
する事例は少ない．特に，ターミナルビルなどの大型商業
施設においては，隣接する POIや，異なる階層にあって同
じ緯度・経度を持つ複数個の POIが存在するため，測位誤
差が今後 1m未満まで改善したとしても訪問 POIの推定は
容易ではない．
そこで本研究では，GPSやネットワーク位置情報源（携
帯基地局やWi-Fiなど）により得られるユーザの時空間行
動軌跡から，そのユーザが訪問した POIを精度良く推定
する確率的訪問 POI分析技術（Probabilistic Visited-POI

analysis; PV-POI）を提案する．この提案にあたり，以下
の 2点の Research Questionsの解決に取り組んだ．

RQ1. 測位点の軌跡から，ユーザが滞留した地点とその
時間を高精度に抽出できるか？

RQ2. 訪問 POIの正解情報が与えられていないデータ
を含む滞留点の集合から，ユーザが真に訪問した POI

を精度良く推定できるか？
RQ1については従来も研究が行われてきたが [2,32]，距離
と時間の両面で高精度な手法は確立されていないため，本
研究では新たに時空間カーネルを用いた Mean-shift クラ
スタリングによる滞留点抽出法を提案する．RQ2につい
ては，従来の訪問 POI推定技術は教師有りのランキング
学習 [15,23]を用いるため，高い推定精度を実現するには，
個々のユーザに教師データとなる訪問 POIの情報を多く
提供して貰う必要があった．これはユーザの負担が大きい
ため，本研究では，少数の教師データに加えて，教師デー
タが与えられていない多数のデータも利用することで訪問
POI推定の精度を高めることを目指し，滞留点の位置とそ
の滞留時間に関する確率的生成モデルを提案する．この提

案モデルにより，各滞留点がどの POIを訪問した結果生成
されたものかを確率的に推定可能になる．ここで，教師無
し／半教師有り学習による POI推定は本研究が初めての取
組であり，ユーザがスマートフォンやタブレットを持ち歩
くだけで品質の高い情報推薦を受けられるパーソナルアシ
スタントサービスの実現に向けた貢献は大きいと考える．
本研究の貢献: 本研究の貢献を以下にまとめる．

1. 教師無し／半教師あり学習可能な確率的滞留点生成
モデルの提案による訪問 POI推定の精度向上

2. 時空間Mean-shiftクラスタリングの提案による滞留
点抽出の精度向上

3. POIの密集度合に関する定量的知見
貢献 3については，これまで定量的な知見が報告されてい
ないため，本研究で併せて分析する．
本研究の構成: 2章にて，関連研究を示し本研究の位置づ
けについて整理する．3章にて，測位誤差や POI の密集度
に関する予備分析の結果を示す．4章にて，距離情報と時間
情報を併せて考慮して滞留点抽出を行う時空間Mean-shift

クラスタリングについて説明する．5章にて，ユーザの真
の訪問 POIを潜在変数とした確率的滞留点生成モデルに
ついて述べる．6章にて評価実験の結果を示し，7章にて
結論を述べる．

2. 関連研究
本章では，訪問 POI分析，滞留点抽出，測位誤差の分析
について関連研究を示し，本研究の貢献点を明らかにする．

2.1 訪問 POI推定
ユーザの時空間行動軌跡を意味的に解釈する試みとして
様々な研究が行われてきた．活動状態（例えば，仕事中か
否か）の推定 [6,9,16,17]，移動手段（例えば，徒歩，車，電
車など）の推定 [30,31]，移動経路の抽出・予測 [2,3,13,32]

などが代表的なタスクとして挙げられる．そして，これら
のタスクの基礎的な技術として，ユーザが高頻度で訪れる
場所を抽出する研究が行われてきた（2.2節に詳細を示す）．
しかし，これらの研究ではユーザが訪れた場所の位置情報
（緯度・経度）が抽出されるのみで，実際に訪問した POI

の具体的な名前の推定は行われていなかった．間接的なア
プローチとしては，訪問地を含むエリアの意味的解釈を，
該当エリアに含まれる POIの情報を基に行う試みが行わ
れているが [25, 26]，訪問 POIを具体的に明らかにするこ
とは難しい課題とされてきた [33]．
近年になって，Foursquareなどのチェックインサービス
の流行により，訪問 POIの推定（チェックイン候補の適
切な提示）を行う為の教師データが得られるようになった
ことで研究が大きく進展した．Lianと Xieは，1都市 545

人のチェックイン履歴のデータセットを用いて，POIの人
気度，チェックイン（測位）点と POI 間の距離，チェッ
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クイン時間，ユーザの訪問履歴を素性としてランキング
学習を行い，訪問 POI の推定にはユーザの訪問履歴と，
チェックイン点と POI間の距離が役立つことを明らかに
した [15]．Shawらは，Foursquareの大量のチェックイン
情報を教師データとして，時間と場所の検索に対して適切
な訪問 POIを推定する学習モデルを提案した．このモデ
ルでは，各 POI に関するチェックイン場所・時間の確率値
や Foursquare特有の情報（メイヤー，友人の存在など）を
素性としてランキング学習により訪問 POIを推定し，P@1

指標で 53.1%まで精度を高めた [23]．
ここで，上記した従来研究の両方が，ユーザの訪問 POI

履歴が重要な素性として報告している [15, 23]．すなわち，
訪問 POI推定については個々のユーザの行動履歴に基づい
たモデリングが重要となるが，教師有りランキング学習を
用いる両手法において推定精度を高めるには，個々のユー
ザから訪問 POIの教師データを多数提供して貰わなけれ
ばならない．本研究は，真の訪問 POIが未知のデータも併
せて利用することで，教師有りのデータだけを用いる従来
手法よりも訪問 POI推定の精度を高めた．また，従来手法
が利用していない POI のカテゴリと，カテゴリごとの平
均滞留時間の違いを考慮することでデータのスパースさの
問題を解決し，個人の少量の教師データから確率的に訪問
POIを推定可能にした（貢献 1）．

2.2 滞留点抽出
これまで，測位点集合からユーザが高頻度で訪れる位置
や，長時間滞留した点を抽出するために，既存のクラスタ
リング手法が利用されてきた．例えば，Ashbrookら [2, 3]

は k-means法 [12]を，Adamsら [1]は DBSCAN [8]を用
いている．また，Kurashimaら [14]は，写真に付与された
位置情報の集合から，Mean-shiftクラスタリング [5,10]に
よりランドマークを抽出している．
これらのクラスタリング手法は距離情報のみを考慮し
たものであるため，POI が密集した地域を異なる日時に
繰り返し訪問する様な場合に，高い距離分解能を持って
滞留点を抽出することができなかった．Kangら [13]は，
上記の問題意識から，一定範囲内に一定時間以上滞留し
ている点を抽出する time-based clustering手法を提案した
が，1つの長い滞留点がノイズにより分断されてしまう問
題が残っている．なお，Zhengら [25,32,33]も一連の研究
において Kangらと同様の手法を用いている．本研究では
Mean-shiftを距離と時間情報を併せて考慮する手法に拡張
することで，ノイズの含まれる測位点の軌跡からロバスト
に，かつ高い距離分解能を有して滞留点を抽出できるよう
にした（貢献 2）．

2.3 測位誤差
Zandbergenにより，様々なデバイス・環境による測位誤

差が報告されている．測位誤差の中央値について抜粋する
と，携帯電話の Assisted GPS（A-GPS）による測位では，
屋外で 5.0–8.5m，屋内で 6.2–9.8m [29]，iPhone 3Gの A-

GPSによる測位では，理想的な屋外条件で 4.3–12.6m [27]，
iPhone 3GのWi-Fi（Skyfook Wireless社の測位システム）
によるアメリカ都市部のスターバックス店内における測位
では 41.6–92.4m [28]であった．また，Paekらによる報告
では，良条件の環境における測位において，GPS，Wi-Fi，
携帯基地局（GSM）の精度はそれぞれ 10 m，40m，300m以
上としている [21]．また，NTTドコモでは携帯電話搭載の
GPSを利用した測位の誤差範囲をおおむね 50m未満，基
地局の情報を利用した測位では 300m以上としている [20]．
この様に，測位環境・測位デバイスに応じて測位誤差は大
きく異なるが，実環境においては 10–100m程度の測位誤差
の存在を無視することはできない．実際に，様々な測位デ
バイスが用いられる Foursquareでは，チェックイン場所
と測位位置の差の中央値は 70mとの報告がある [23]．そ
して，訪問 POI推定のためには，上記した測位誤差に比べ
て POIが密集していることが問題となる [15,33]が，POI

の密集度に関する定量的な知見はまだ得られていない．そ
こで，本研究では 3.2節に Foursquareを例に分析を行った
結果を示す（貢献 3）．

3. 予備分析
本章では，訪問 POIの推定において問題となる，GPS・

Wi-Fiにおける測位誤差と，POIの密集度合について，ソー
シャル位置情報サービス Foursquareを題材として分析し
た結果を示す．

3.1 GPS・Wi-Fiの測位誤差
図 2と表 1に，宅内における Nexus 7を用いたGPSと

Wi-Fiの測位結果と，真の地点（地図上から緯度・経度を
取得）の誤差について示す．Nexus 7は，GLONASSや準
天頂衛星の「みちびき」にも対応する最新の高感度 GPS

チップ（Broadcom BCM4751）を搭載しており，現在普
及しているスマートフォンやタブレットの中では精度良く
測定可能な機器の一つである．本実験では，宅内の窓際で
Wi-Fi/GPS信号を常時捕捉可能な場所に端末を固定し，3

秒間隔で測位した．
まず，GPSによる測位データは，測位点が真の地点から
放射線状に広がって得られた．75% の測位点は真の地点
から 13m以内である一方で，最大で 110mの誤差があっ
た．これは，衛星位置の時間変化が測位精度に影響してい
るためと考える．なお，2点間の距離計算には，Vincenty

の公式 [24]を用いた（本論文では特別な注釈の無い限り，
本公式を用いて距離を計算する）．また，GPS の測位点
に正規性は認められなかった（Shapiro-Wilk Multivariate

Normality Test; n.s.）これは，測位点が i.i.d-サンプリング
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図 2 （a）Nexus 7の GPSとWi-Fiによる同一場所に滞留時の測
位結果．（b）各測位点の真の地点からの距離の累積密度関数．

Fig. 2 Positioning results from Nexus 7 (GPS and Wi-Fi) while

staying in same location. (b) Cumulative distribution

of distance from positioning location to each trackpoint.

表 1 真の地点から各測位点までの距離の統計量．
Table 1 Statistics of distance from positioning location to each

trackpoint.

Device N Min. 1st Qu. Median Mean 3rd Qu. Max.

GPS 30555 0.0 5.0 8.0 9.309 13.0 110.0

Wi-Fi 154 12.0 23.25 27.0 27.54 33.0 41.0

ではないためと考える．次にWi-Fiでは，GPSに比べて
測位点のばらつきが小さい代わりに，真の地点からの平均
誤差は 27mと大きくなった．図 2に示すように，測位環
境によっては，GPS・Wi-Fiともに測位点が真の地点から
一定の方位にずれる場合がある．

3.2 Foursquareにおける POIの密集
本分析では，Foursquare Search Venues APIを用いて，

（a）東京都のスターバックス（名前に “Starbucks”が含ま
れるもの）264件（b）東京都のコンビニエンスストア（カ
テゴリが “Convenience Store”なもの）2000件（c）東京都
の任意の POI 2000件，をランダムにサンプリングして取
得し，さらに，各 POIについて近接する POIを取得した．
図 3に最近傍 POI間距離の累積分布を，表 2に中央値，
四分位点などの統計量を示す．ここで，POI 間の距離は
Foursquareの Search Venue APIの実行結果（1m単位）を
そのまま利用した．まず，東京都のスターバックス（a）は
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図 3 Foursquare における最近傍 POI 間距離の累積分布．東京都
におけるスターバックスコーヒー 264 件，コンビニエンスス
トア 2000 件，ランダムサンプリング 2000 件について調査．

Fig. 3 Cumulative distribution of distance between each POI

and its nearest POI in Foursquare. We investigated

Starbucks Coffees, Convenience Stores, and POIs Sam-

pled Randomly in Tokyo.

表 2 Foursquare における最近傍 POI 間距離の統計量．
Table 2 Statistics of nearest POI pair distances in Foursquare.

Group N Min. 1st Qu. Median Mean 3rd Qu. Max.

Starbucks 264 0.0 2.0 4.0 7.254 8.0 105.0

Convenience 2000 0.0 6.0 14.0 23.11 30.0 431.0

Random 2000 0.0 7.0 18.5 33.38 41.0 1380.0

大規模な商業施設に多く出店しているため，半数の店舗の
近傍 4m以内，75% の店舗の近傍 8m以内に他の POI が
存在している．また，東京都のコンビニエンスストア（b）
や他の POI（c）でも近隣に POIが存在しており，コンビ
ニエンスストアでは，半数の店舗の近傍 14m以内，75%

の店舗の 30m以内に他の POIが存在している．なお，（c）
のデータにおいて，POIが最も多く所属するカテゴリはコ
ンビニエンスストアであった（180/2000件）．
本調査結果より，GPSやWi-Fiの測位点の最近傍が示
す POIを訪問 POIと推定する方法では，GPSやWi-Fiの
測位誤差（10–100m程度）に比べて多数の POI が密集し
て存在しているため，正しく推定が行えないことを定量的
に示すことができた．

3.3 訪問 POI推定に向けたその他の問題
上記した問題以外にも，訪問 POIの推定を行う際には，

（1）POIデータベースに誤った情報（緯度・経度など）が
登録されている（2）POIデータベースに訪問した POIが
登録されていない，などの問題がある．特に Foursquare

のようなソーシャルサービスではユーザが自由に POIを
登録可能なため，正確な緯度・経度が登録されていなかっ
たり，新しい POI に関する情報が未登録なケースがある．
本研究は，真の訪問 POIの位置と測位データに誤差が生じ
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る点と，真の訪問 POIの周辺に多くの POIが存在する点
の影響を主に考慮したものであり，上記（1–2）の直接的な
検討・解決は本研究のスコープ外とする．ただし，（1）に
ついては，5.4節に示す訪問 POIに関する教師データを利
用することにより，その影響を軽減することができる．

4. 滞留点抽出
本章では，RQ1の解決に向けた滞留点抽出方法を提案す
る．まず用語の定義を行った後に，距離と時間情報を両方
考慮する時空間Mean-shiftクラスタリングについて示す．

4.1 用語定義
本章で用いる用語の定義を以下の通り与える．
定義 1 (測位点). GPSやネットワーク位置情報源（携帯
基地局やWi-Fiなど）から得られる測位点 pi = (xi, ti)は，
位置（緯度，経度）xi = (lati, lngi)，タイムスタンプ ti か
ら構成される．

定義 2 (測位点集合). 測位点集合 P = {p1, p2, ..., pN}
は，タイムスタンプによって昇順に整列された測位点
系列から構成される．また，tbgn = t1, tend = tN と定義
する．

定義 3 (δ-軌跡). δ-軌跡 T = {pj | j = 1, . . . , N}は，全
ての j について tj+1 − tj ≤ δを満たす測位点集合である．

定義 4 (クラスタ). クラスタ C = (xcls, tcls,P)は, 中心
位置 xcls =

∑
j∈P xj/|P|，中心時間 tcls =

∑
j∈P tj/|P|，

クラスタに所属する測位点集合 P から構成される．

定義 5 (滞留点). 滞留点 (x, s, T ) は，中心位置 x =∑
j∈T xj/|T |，滞留時間 s = tend − tbgn，λs-軌跡 T ，か

ら構成される．ただし，s ≥ ψtime，かつ，T に含まれる
すべての測位点の位置 xj について d(x, xj) < φdist を満た
す．ψtimeは最低滞留時間，φdistは距離カーネル幅を表す．
λは離脱許容係数（0 < λ < 1）であり，滞留点からの離脱
について，滞留時間 sを λ倍した時間以下は一時的なもの
とし，滞留点を分断しない．

4.2 時空間Mean-shiftクラスタリング
本研究では Mean-shiftを距離と時間情報を併せて考慮
することで，ノイズの含まれる測位点の軌跡からロバスト
に，かつ高い距離分解能を有する手法に拡張する．
以下に，提案手法である時空間Mean-shiftクラスタリン
グアルゴリズムの擬似コードを示す．提案手法は，測位点
P が与えられたとき，N 個の滞留点 {(xn, sn, Tn)}Nn=1 を
出力する．

1: 各測位点をクラスタとして初期化する
2: 収束まで繰り返し:

3: 各クラスタについて時空間カーネル内のクラスタを発見する
4: 各クラスタについて中心位置・時間をミーンシフトする

5: 同じ中心位置を持つクラスタを結合する
6: クラスタの滞留期間の隔たりが小さいものを連結する
7: 滞留期間に一定時間以上の離脱を含むクラスタを分割する
8: 最低滞留時間を満たさないクラスタを削除する
9: 残存するクラスタ集合を滞留点とする

まず，各測位点 pi = (xi, ti)を，1データのみが所属す
るクラスタ Ci = (xcls

i , tclsi ,Pi)として初期化する（行 1）．

Ci ← (xi, ti, {pi}) (1)

次に，各クラスタ Cn について，時間・空間の両カーネル
（カーネル幅をそれぞれ φtime，φdistとする）内に含まれる
クラスタのインデクス集合 In を取得し（行 3），

In ← {j | d(xcls
n , xcls

j ) < φdist ∩ |tclsn − tclsj | < φtime}
(2)

クラスタ Cn の中心 (xcls
n , tclsn )をインデクス集合 In に含ま

れるクラスタの加重平均に移動する（ミーンシフト，行 4）．

xcls
n ← (

∑
j∈In

xcls
j |Pj |)/(

∑
j∈In
|Pj |) (3)

tclsj ← (
∑

j∈In
tclsj |Pj |)/(

∑
j∈In
|Pj |) (4)

ミーンシフト後に，同じ中心位置を持つクラスタCnとCm

が存在する場合は Cnにマージし，Cmを削除する（行 5）．

Cn ← (xcls
n ,

tclsn |Pn|+tclsm |Pm|
|Pn|+|Pm| ,Pn ∪ Pm) (5)

上記を繰り返し，ミーンシフトが収束（行 2～行 5）した
後に，滞留点の条件を満たすクラスタの抽出を開始する．
まず，ミーンシフト収束後は，時間カーネルの効果により
短い滞留時間を持つ多数のクラスタが存在しているため，
下記の式 (6)を満たす全てのクラスタのペア (Cn, Cm) に
ついて式 (5)に従ってマージする（行 6）．

d(xn, xm) < φdist and timegap(Cn, Cm) < φtime (6)

ここで，timegap関数は以下の通り定義される．
0 if tbgn

n < tbgn
m < tend

n

0 if tbgn
m < tbgn

n < tend
m

min(|tend
n − tbgn

m |, |tend
m − tbgn

n |) otherwise

(7)

次に，クラスタCnの測位点集合Pn = {ph | h = 1, . . . , Nn}
について th+1 − th > λsとなる hが存在する場合は，クラ
スタ Cn を同じ中心位置 xcls

n を持つ 2つのクラスタ Cm と
Cl に分割する（行 7）．

Cm ← (xcls
n ,

P

j∈Pm
tj

|Pm| ,Pm = {p1, . . . , ph}) (8)

Cl ← (xcls
n ,

P

j∈Pl
tj

|Pl| ,Pl = {ph+1, . . . , pNn}) (9)

最後に，クラスタの滞留時間 sn = tend
n − tbgn

n が最低滞留
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時間 ψtime より小さいクラスタを削除する（行 8）．全ての
処理（行 1～行 8）を実行した後に残存するクラスタは定
義 5を満たすため，これを滞留点として抽出する（行 9）．
提案手法では時間カーネルを用いることで，異なる時間
帯に同一地域を複数回訪れた際の測位点を区別してクラス
タリングする様になるので，POIが密集した地域において
も滞留点抽出の距離分解能を向上させることができる．

5. 確率的訪問POI分析モデル: PV-POI

本章では，RQ2の解決に向けて我々が提案する確率的訪問
POI分析（Probabilistic Visited-POI analysis; PV-POI）
モデルについて説明する．

5.1 用語定義
本章で用いる用語の定義を以下の通り与える．
定義 6 (POI). POI（Point of Interest）kは，POIの中
心位置（緯度，経度）µk = (latk, lngk)と，POIが所属す
るカテゴリ cat(k)から構成される．POIは必ず 1つのカ
テゴリに所属するものとする．

定義 7 (訪問 POI). 訪問POIznは，滞留点 (xn, sn)の近
傍 Rm以内に存在する POIとし，各滞留点に対して 1つ
の POIが割り当てられるものとする．

また，滞留点については，前章の定義 5に従う．

5.2 滞留点生成モデルの概要
提案モデルでは，個々のユーザの時空間行動軌跡から抽
出した滞留点（位置 xn，滞留時間 sn）の集合 {(xn, sn)}Nn=1

が，図 4に示す過程により生成されると仮定して，潜在変
数である訪問 POI {zn}Nn=1 を推定する．図 5にグラフィ
カルモデルを示す．

1: for each category c = 1, . . . , C:

2: Draw mean of stay time νc ∼ Normal(ν0c, τ0c).

3: Draw precision of stay time τc ∼ Gamma(ac, bc).

4: for each stay point n = 1, . . . , N :

5: Draw category proportion θn ∼ Dirichlet(β).

6: for each category c = 1, . . . , C:

7: Draw POI proportion πnc ∼ Dirichlet(α).

8: Draw visited-category yn ∼ Multinomial(θn).

9: Draw visited-POI zn ∼ Multinomial(πnyn).

10: Draw stay location xn ∼ Normal(µzn , σ2).

11: Draw stay time sn ∼ Log-Normal(νyn , τyn).

図 4 滞留点の生成過程．
Fig. 4 Generative process of stay points.

上記モデルの特徴は，少ない教師データから高精度に訪
問 POIを推定するために，POIのカテゴリに関するユー
ザの嗜好・平均滞留時間を考慮したことにある．次節より，
上記生成過程についてモデリングの観点毎に説明する．

z

x

y

s

τ

νµ

σ

π θ

α β

CN

a b

τ
0

ν
0

C

K

K

C

図 5 提案モデルのグラフィカルモデル．塗りつぶし円は観測変数，
中抜き円は潜在変数，矢印は依存関係，方形は繰り返しを表す．

Fig. 5 Graphical model of proposed model. Filled circles and

circles represent observed and latent variables. Directed

edges indicate dependencies between variables. Rectan-

gles represent repetitions.

5.2.1 ユーザ嗜好のモデリング
我々は，ユーザの POI訪問プロセスを（1）最初に訪問
するカテゴリを決定し（2）決定したカテゴリに所属する
POIの中から訪問 POIを決定する，と仮定した．
この際，訪問カテゴリ ynは，過去の行動履歴（ユーザ嗜
好）に基づくカテゴリ訪問比率 θn をパラメータとして持
つ多項分布に従って選択される（行 7）．

yn ∼ Multinomial(θn) (10)

そして，選択されたカテゴリにおける POI訪問比率 πnyn

をパラメータとして持つ多項分布に従って，訪問 POI zn

が決定される（行 8）．

zn ∼ Multinomial(πnyn) (11)

ここで，各滞留点の地域特性差を考慮して，滞留点毎に
固有のカテゴリ訪問比率 θn，POI訪問比率 πnyn を持つと
する．
5.2.2 滞留位置のモデリング
訪問 POIが zn = kのとき，滞留位置 xn は，POIの位
置 µk を中心とした正規分布に従って生成される（行 9）．

xn ∼ Normal(µk, σ
2) = N (xn|µk, σ

2) (12)

ここで，µk はデータベースに登録された POIの位置，σ2

は GPS やWi-Fi の測位誤差から決定される既知のパラ
メータとする．
なお，µkについては，訪問 POIが既知の情報として与え
られた滞留点データが存在する場合に補正を行うことで，
訪問 POIの推定精度を向上できる（5.4節に詳細を示す）．
5.2.3 滞留時間のモデリング
訪問 POIが zn = kのとき，滞留時間 sn は，zn が所属
するカテゴリ yn = cの平均滞留時間（対数スケール）νc

と精度（分散の逆数）τc をパラメータとして持つ対数正規
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分布に従って生成される（行 10）．

sn ∼ Log-Normal(νc, τc) = LN (sn|νc, τc) (13)

5.2.4 事前知識のモデリング
提案モデルでは，カテゴリ訪問比率 θn，POI訪問比率

πnc について，ディリクレ事前分布を仮定する．

θn ∼ Dirichlet(β) (14)

πnc ∼ Dirichlet(α) (15)

これらのハイパーパラメータ {αk}Kk=1，{βc}Cc=1 をユーザ
全体の傾向から設定することによって，（教師データが多
く得られない）個々のユーザ嗜好のモデリングについて事
前知識を与えることが出来る．本研究では，

αk = α ·Nusers(k) (16)

βc = β
(∑

k:c=cat(k)Nusers(k)
)

(17)

として，Foursquareにおける各POIへのチェックインユー
ザ数 Nusers(k)と，そのカテゴリ毎の合計を定数倍したも
のをそれぞれ αk，βc とした．ここで，α，β は定数パラ
メータとする．
また，カテゴリ cの平均滞留時間（対数スケール）につ
いて，正規事前分布を仮定する．

νc ∼ Normal(ν0c, τ0c) (18)

ここで，ハイパーパラメータ ν0c（平均），τ0c（精度）を
ユーザ全体の滞留時間の傾向から設定することができる．
さらに，カテゴリ cの平均滞留時間の精度について，ガン
マ事前分布を仮定する．

τc ∼ Gamma(ac, bc) (19)

ac，bc の値により，事前知識が学習に与える影響の度合い
を制御することができる．
提案手法では，これらの事前知識を積極的に利用するこ
とで，教師データが少ない（あるいは，存在しない）新規
ユーザに対する推薦の困難さ（コールドスタート問題 [22]）
を軽減することができる．

5.3 ギブスサンプリングによる訪問 POIの推定
提案モデルでは，Collapsedギブスサンプリング [11]を
用いて未知のパラメータ（zn, yn, νc, τc）を推定する．以
下に，推定手順を示す．
( 1 ) 訪問 POIが既知であるすべての滞留点 nについて，zn

に真の訪問 POIz∗n をアサインする．
( 2 ) 訪問 POIが既知でないすべての滞留点 nについて：

( a ) xnからの距離がR以内の POI集合 Zn（うち，カ
テゴリ cに所属するもの Znc）と，Znに含まれる
POIが所属するカテゴリの集合 Yn を取得する．

Zn = {k | ||xn − µk|| < R} (20)

Znc = {k | k ∈ Zn ∩ c = cat(k)} (21)

Yn = {c | k ∈ Zn ∩ c = cat(k)} (22)

( b ) zn ∈ Zn をランダムにアサインし，yn に cat(zn)

をアサインする．
( 3 ) 訪問 POI が既知でないすべての滞留点 n について，

zn ∈ Zn, yn ∈ Yn をサンプリングして更新する．

p(zn = k, yn = c | x, s, z−n,y−n)

∝ N (xn|µk, σ
2) · LN (sn|νc, τc)·

Nck,−n + αk∑
k∈Znc

(Nck,−n + αk)
· Nc,−n + βc∑

c∈Yn
(Nc,−n + βc)

(23)

Nck,−n，Nc,−n はそれぞれ，kかつ cがアサインされ
た滞留点数，cがアサインされた滞留点数（ただし，
zn，yn のアサイン値を除く）である．

( 4 ) すべてのカテゴリ c ∈ C について：
( a ) νc|τc をサンプリングして更新する．

νc ∼ Normal
(
µ0cτ0c + τ

∑
n ln(sn)ync

τ0c +Ncτ
, τ0c +Ncτ

)
(24)

( b ) τc|νc をサンプリングして更新する．

τc ∼ Gamma
(
a+

Nc

2
, b+

∑
n(ln(sn)− νc)2ync

2

)
(25)

ここで，ync は，yn = cのとき 1，それ以外の時 0と
なる変数である．

( 5 ) 3, 4を Niter 回繰り返す．繰り返し終了後，訪問 POI

が既知でないすべての滞留点 nについて，zn にアサ
インされた値の最頻値（あるいは上位 m件）を訪問
POIの推定結果とする．�

繰り返し終了後，滞留点 n におけるカテゴリ訪問比率
θ̂n，POI訪問比率 π̂nc の推定値は以下の通り得られる．

θ̂n =
Nc + βc∑

c∈Yn
(Nc + βc)

(26)

π̂nc =
Nck + αk∑

k∈Znc
(Nck + αk)

(27)

また，全体のカテゴリ訪問比率 θ̂は以下の通り得られる．

θ̂ =
Nc + βc∑

c∈C(Nc + βc)
(28)

5.4 POIの位置補正
上記の提案モデルでは，各 POIの位置 µk は既知のパラ
メータとして扱ったが，POIのデータベースに登録された
位置が，真の位置と異なっている場合が多く存在する．ま
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た，測位環境によっては，測位点が POIの真の位置を中心
とした分布にならない場合がある．
そこで，訪問 POIが既知の滞留点データが得られる場合
は，µk の補正を行う．補正前の POIの位置を µk，真の訪
問POIが z∗n = kとなる滞留点の集合をXk = {n | z∗n = k}
としたとき，補正後の POIの位置 µ′

k を

µ′
k =

µk +
∑

n∈Xk
xn

1 + |Xk|
(29)

とする．この補正後に，5.3節に示すギブスサンプリング
を行って訪問 POIを推定する．

6. 評価実験
本章では，我々が提案する確率的訪問 POI分析技術を構
成する（1）時空間カーネルを用いたMean-shift クラスタ
リングによる滞留点抽出法（2）滞留点の位置とその滞留
時間に関する確率的生成モデル，について，人工データ・
実データを用いて評価を行った結果を示す．

6.1 滞留点抽出
提案する時空間Mean-Shiftクラスタリング（ST-MS）に
ついて，Kangらの手法（time-based clustering; Kang04）
[13] *1，Mean-Shift（MS）と比較し，提案手法の優位性
を示す．提案手法のパラメータは φdist = 20，φtime = 600,

ψtime = 180，λ = 0.1 と設定した．なお，Mean-shift は
φtime =∞とした時空間Mean-Shiftに相当する．
6.1.1 擬似データにおける滞留点の抽出
まず，図 6に示す様に地点 A→ B → C を移動する（各
地点で滞留した後，次の地点へ移動する）擬似的な時空間
行動軌跡 {pi = (xi, ti)}において，3 つの滞留点を高精度
に抽出できるかを評価した．
本実験では，時空間行動軌跡 {pi}を，移動距離 d = 30と

d = 50の 2条件で，各 100軌跡ずつ生成した．ここで，真
の位置系列を {x∗i }とするとき，各擬似測位点の位置 xi を
xi ∼ Normal(x∗i , 102)として生成した．また，擬似測位間
隔は 10秒（(∀i) ti+1− ti = 10）とした．各地点の滞留時間
sA, sB , sC については，各軌跡毎に U(600, 5400)からそれ
ぞれ独立にサンプリングして決定した．その他，移動速度
v = 8/6[m/s]（徒歩の速度を想定），移動角度 θ = 4π/9[rad]

と設定した．なお，d = 30のとき，A → C 区間の距離は
10.4m，d = 50のときは 17.3mである．
滞留点抽出結果の評価を行うため，抽出した滞留
点集合 {(xn, sn)}Next

n=1 と真の滞留点 (xA, sA)，(xB , sB)，
(xC , sC) ∈ Xtrue の差について，滞留点の抽出個数，位置，
滞留時間の 3つの観点で評価を行った．まず，抽出個数に
ついては，述べ抽出個数N extと異なり位置抽出個数Nuniq

*1 Zheng らの滞留点抽出手法 [25, 32, 33] は，Kang らの手法と同
一であるとして良い．
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図 6 滞留のある時空間行動軌跡の擬似データ．地点 A→B→C と
擬似的に移動する（真の位置系列を {x∗

i } とする）とき，擬似
測位点を N (x∗

i , 102) に従って生成．滞留点間距離 d = 30 or

50[m]，移動速度 v = 8/6[m/s]，移動角度 θ = 4π/9[rad]，各
地点の滞留時間 s[A−C]∼U(600, 3600)[s]．

Fig. 6 Pseudo-trackpoint data {xi ∼ N (x∗
i , 102)}. distance

d = 30 or 50[m]，velocity v = 8/6[m/s]，angle θ =

4π/9[rad]，and stay time s[A−C]∼U(600, 3600)[s]．

の 2指標で評価した．次に，抽出位置については，抽出し
た点の付近に真の滞留点があるか（Edist

pr ），真の滞留点の
付近で滞留点を抽出できたか（Edist

re ）の 2つの指標を用い
た．これらの誤差指標は，それぞれ precisionと recallに
相当する．

Edist
pr =

∑Next

n=1 minm{d(xn, xm)}
N ext

(30)

Edist
re =

∑
m∈Xtrue minn{d(xn, xm)}

|Xtrue|
(31)

同様に，滞留時間についても以下の 2指標を用いた．

Etime
pr =

∑Next

n=1 minm{ |sn − sm| }
N ext

(32)

Etime
re =

∑
m∈Xtrue minn{ |sn − sm| }

|Xtrue|
(33)

表 3に，d = 30と d = 50の場合の滞留点抽出結果に
ついて 100 試行の平均値を示す．まず，Kang らの手法
（Kang04）は，Edist

pr の誤差が小さく滞留点の抽出位置に
ついては正確であるが，抽出個数N extが真の滞留点に比べ
て非常に多く，滞留時間の誤差（Etime

pr ，Etime
re ）も大きい．

これは，Kangらの手法では滞留点を連続する測位点と定
義しているため，測位誤差の大きいデータが含まれると，1

つの長い滞留点が，複数個の滞留点に分割されて抽出して
しまうためである．次に，Mean-shift（MS）は，d = 50

条件では滞留点AとC を区別できず（Nuniq = 2），d = 30

条件では全ての滞留点を区別できていない（Nuniq = 1）．
一方，提案手法である時空間 Mean-shiftクラスタリング
（ST-MS）は，時間カーネルを用いることで，d = 30条
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表 3 滞留のある時空間行動軌跡の擬似データ（d = 30, d = 50）に
対する各手法の抽出結果（100試行の平均）．誤差 E に関して
太字は他手法に比べ有意差有り（paired t-test, p < .05）．

Table 3 Results of extracting stay points for pseudo data.

Bold-faced error values E reached statistical signifi-

cance (paired t-test, p < .05).

d = 30

Method Next Nuniq Edist
re Edist

pr Etime
re Etime

pr

Kang04 19.14 19.14 0.678 1.597 2755.6 3155.1

MS 1.00 1.00 13.98 9.615 5987.3 4864.6

ST-MS 3.00 3.00 0.760 0.760 49.9 49.9

d = 50

Method Next Nuniq Edist
re Edist

pr Etime
re Etime

pr

Kang04 19.26 19.26 0.723 1.609 2815.8 3257.2

MS 3.00 2.00 5.999 4.113 934.2 922.9

ST-MS 3.00 3.00 0.573 0.573 29.0 29.0

表 4 時空間行動軌跡の実データに対する各手法の抽出結果．
Table 4 Results of extracting stay points for real GPS-logs.

Method Next Nuniq Edist
re Edist

pr Etime
re Etime

pr

Kang04 39 39 12.877 23.456 1016.8 1348.1

MS 26 20 15.444 19.913 948.5 999.6

ST-MS 27 26 12.108 15.060 568.9 847.5
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図 7 提案手法による実データからの滞留点抽出結果．緑:測位点，
赤:真の滞留点（アトラクションの位置），青:抽出した滞留点．
図中のラベル（例: FL11）はアトラクション名を表す．

Fig. 7 Results of extracting stay points with proposed method.

Green, red, and blue points are trackpoints, true and

extracted stay points. Labels are attraction names.

件でも地点 A での滞留と地点 C での滞留を区別できるよ
うになり，全試行で 3つの滞留点を正しく抽出できた．ま
た，滞留時間の誤差 Etime

pr ，Etime
re も他手法に比べて有意に

小さいことが確認できた（paired t-test; p < .001）．
6.1.2 実データからの滞留点の抽出
次に，実際に GPSロガーから得られた時空間行動軌跡
から滞留点を抽出する実験を行った．あるテーマパークを
GPSロガーを持って移動し，3分以上滞留した地点（アト
ラクション）について，手動で滞留期間の記録を残した．滞
留地点の正解データは Foursquareに登録されている POI

表 5 提案手法による実データからの滞留点抽出結果．表中の距離
は真の滞留点と抽出された滞留点の位置の距離を表す．

Table 5 Results of extracting stay points with proposed

method from real GPS logs. “Distance” means the

distance between true and extracted stay points.

True Stay Point Extracted Stay Point Distance
FL11 10:29–10:33 SP1 10:29:41–10:33:41 12.958
FL5 10:34–10:38 SP2 10:33:51–10:38:41 6.070
TL5a 10:44–10:56 SP3 10:43:51–10:56:00 23.560
TL5b 10:57–11:17 SP4 10:57:19–11:17:00 15.463

SP5 11:21:30–11:36:26 8.154
TL16 11:23–11:48 SP6 11:36:36–11:40:39 75.664

SP5 11:40:49–11:48:58 8.154
TL3a 11:50–12:23 SP7 11:50:08–12:27:51 3.883
TL3b 12:23–12:44 SP8 12:28:01–12:45:26 32.616
TL9 13:05–13:15 SP9 13:05:44–13:11:54 14.621
TL19 13:22–13:30 SP10 13:27:00–13:31:54 6.974
FL1 13:38–14:13 SP11 13:39:06–14:13:36 7.538
TL20 14:14–14:23 SP12 14:13:46–14:24:18 2.721
AL3 14:29–14:35 SP13 14:28:30–14:35:41 10.426
AL27 14:47–14:51 SP14 14:46:43–14:51:15 1.410
WL10 14:54–14:56 SP15 14:52:15–14:57:25 10.989
WL4a 15:03–15:19 SP16 14:57:45–15:16:30 0.797
WL4b 15:19–15:49 SP17 15:16:40–15:45:00 10.603
WL4c 15:49–16:37 SP18 15:45:55–16:31:48 13.792
WL16 16:38–16:43 SP19 16:37:32–16:43:00 10.275
WB4 16:50–16:54 SP20 16:50:10–16:55:34 4.349
FL22 19:09–19:42 SP21 19:08:55–19:43:15 14.336
FL8 19:43–19:55 SP22 19:51:29–19:55:01 59.173

SP23 20:02:03–20:06:24 56.551
TL1 20:02–20:46 SP24 20:06:34–20:14:31 21.793

SP25 20:41:56–20:45:18 47.720
WB22 20:49–20:58 SP26 20:49:17–20:58:01 2.133

の緯度・経度を利用し，GPSロガーには V-990（Victory

社，MTK3329チップ）を利用した．なお，測位環境の影
響で GPSログが記録されない期間の滞留点については正
解データから除外した．
表 4に，提案手法と従来手法の比較を示す．提案手法
は，距離・時間の誤差指標 E の全てで最も良い結果であっ
た．通常のMean-Shiftクラスタリングでは密集した地域
における滞留点抽出の距離分解能が低いため，実際に滞留
したアトラクションの種類数（23）に比べて，抽出できた
異なり滞留点数（Nuniq）が少ないが，提案手法では時間
カーネルの利用によりこの問題を解決できた．次に，図 7

と表 5に提案手法による滞留点抽出結果の詳細を示す．提
案手法によって，実際の滞留点を，POIが密集した地域に
おいても漏れなく抽出できた．一部の滞留点については，
Foursquareに登録された POIの緯度・経度と，実際に滞
留する（アトラクションを待つ）地点とに差がある（例:

FL8）ため，滞留点の正解データと抽出データの距離が大
きくなった．また，アトラクション TL16 に対応する滞留
点については，GPSの測位誤差の一時的な増大の影響で，
複数の滞留点に分割されて抽出されていた．
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6.2 訪問 POI推定
本節では，提案手法である確率的訪問 POI分析モデルに
ついて，実データセットによる評価結果と，訪問 POIの推
定結果を用いた行動分析の例を示す．
6.2.1 データセット
本実験では，被験者 1人により 30日間 Nexus 7（GPS・

Wi-FI）による測位を行い，測位データから時空間Mean-

shiftクラスタリングにより 5分以上（ψtime = 300）の滞
留点を抽出した*2．そして，各滞留点の位置 xn をクエリ
として Foursquare APIにより近傍 R = 100m以内の POI

集合 Znと，真の訪問 POIz∗nを取得したものをデータセッ
トとした．なお，カテゴリに所属しない POIはデータセッ
トから除き，複数個のカテゴリに所属する POI は 1つ目
のカテゴリを所属カテゴリとした．測位は Android OS の
locationクラスを用いて GPSとWi-Fiにより常時行い，3

秒毎に locationクラスが提供する精度指標が最も良い測位
結果を記録した．また，自宅など未登録の POIについては
カスタムの POIを作成し，データセットに含めた．
表 6に，本データセットに含まれる滞留点の訪問 POI

について，上位 5カテゴリに関する統計を示す．192個の
滞留点（#SP）と，62 個の訪問 POI（#POI）が含まれ，
訪問回数 1回の POIが 44個，3回以下の POIが 51 個を
占めた（表 7）．また，各滞留点の近傍 100m以内には平均
39.1個，述べ 2,215個の POIが存在した．
6.2.2 評価方法
データセットを k分割し，分割後の 1つのデータセット
に含まれる滞留点に関する訪問 POIは既知とし，残りのテ
ストセットに含まれる滞留点について訪問 POIの推定精
度を評価した．訪問 POIが既知のデータの割合を決定す
る kの値は，20，10，5，4，3，2 と変更して，教師データ
が少量の場合でも正しく推定できるかを評価した．
比較手法として，最近傍モデル（POI 位置補正なし／
あり）Nearest／Nearest-C，Lianらの教師有りランキ
ング学習（POI位置補正なし（元論文 [15]に相当）／あ
り）LianX11／ LianX11-C，提案手法（POI位置補正
あり）PV-POIについて評価した*3．なお，LianX11(-C)

の実装には，RankLib [7] を利用し，ランキング学習器に
は元論文 [15] と同じく ListNet [4] を用いた．LianX11(-

C) は教師有り学習のため，訪問 POI が未知のデータは
学習に用いていない，Nearest，LianX11 以外の手法で
は，5.4 節に示す POIの位置補正を，訪問 POIが既知の
データセットを基に実施した．提案手法のパラメータは，
σ = 15, α = 10−4, β = 10−4, (∀c)ac = 2 , (∀c) bc = 5,

(∀c)µ0c = 8.0, (∀c) τ0c = 0.3 と設定した．すなわち，本実

*2 測位システムの都合により，日付を跨って連続した滞留点は，日
付変更時（0AM）で分割されて抽出された．

*3 Shawらの手法 [23]の評価には Foursquareのチェックインデー
タが必要なため比較対象に含めていない．

表 6 データセット中の訪問 POI の上位 5 カテゴリに関する統計
Table 6 Statistics of Top 5 POI-categories in our dataset.

Category #SP #POI mean(sn) sd(sn)

Home (*custom) 66 2 18210.8 15271.7

Ramen / Noodle House 27 12 654.48 345.18

Office 22 2 29385.82 9403.42

Convenience Store 17 5 529.47 201.91

Japanese Restaurant 17 9 1430.18 1827.45

All 192 62 10622.90 14116.05

表 7 各 POI の繰り返し訪問回数に関する統計量．
Table 7 Statistics of number of visits for each POI.

N Min. 1st Qu. Median Mean 3rd Qu. Max.

62 1 1 1 3.097 2 39

験ではカテゴリの平均滞留時間について全てのカテゴリで
同じ事前知識を与えた．
評価指標には，P@1（Precision@1; 各滞留点に対する推
定結果の上位 1位が真の訪問 POIに一致する割合），R@3

（Recall@3; 各滞留点に対する推定結果の上位 3個に真の訪
問 POIが含まれる割合）を用いた．

P@1 =
∑N

n=1[[ẑn,1 = z∗n]]
N

(34)

R@3 =
∑N

n=1

∑3
i=1[[ẑn,i = z∗n]]
N

(35)

ここで，ẑn,iは滞留点 nに関する POI推定結果の上位 i番
目を意味する．また，z∗n は真の訪問 POIとする．
6.2.3 評価結果
図 8と表 8に，データセットの分割数 k を変えた際の，
各手法の P@1，R@3（k回の平均値）の変化について示す．
まず，滞留点に最も近い POIを出力するNearestモデル
では，測位誤差の影響，POIデータベースに登録された位
置の誤り，高密集した POIの存在，などの問題により P@1

で 0.209，R@3で 0.340と低い精度であった．従来手法で
ある LianX11 は，距離，時間，過去の訪問履歴を素性と
してランキング学習を行うことで Nearestモデルに比べて
高い推定精度を実現した．また，本実験により，訪問 POI

が既知のデータから POIの位置補正を行う（Nearest-C，
LianX11-C）ことで，補正を行わない場合に比べて精度が
向上することが確認された．提案手法である PV-POIは，
データセット（192個の滞留点）の 25%以下（k ≥ 4）の滞
留点について訪問 POIが既知のとき，P@1，R@3の指標
において LianX11-Cよりも有意に良い結果を得た（paired

t-test, p < .05）．分割数が少ないため k ≤ 3 のとき有意
差は認められなかったが，50%の訪問 POIが既知のとき，
PV-POIは P@1で 0.796，R@3 で 0.882 の精度を実現し，
LianX11-Cに比べてそれぞれ 11.9%，4.7%精度が向上し
た．PV-POIは，LianX11-Cに比べて，訪問 POIが既知
でないデータも含めて学習を行うことと，POIのカテゴリ
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図 8 訪問 POI の推定結果．訪問 POI が既知のデータ数の割合
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は 95% 信頼区間を示す．

Fig. 8 Results of estimating visited-POIs. (a) P@1 (b) R@3

metrics. Error bars mean 95% confidence intervals.

に関するユーザの嗜好・平均滞留時間をモデリングするこ
とで推定精度を高めることができた．
6.2.4 訪問 POIによるユーザモデリング例
訪問 POIを高精度に推定することでユーザの行動の理解
に近づくことができる．例として，前節で示した訪問 POI

の推定結果（k = 10）から求めた POIカテゴリの時間帯別
訪問確率の推定値 θ̂を図 9に示す．図に示す通り，少ない
教師データ（20件弱）から訪問 POI推定を行った場合で
も，このユーザの出勤時間帯（9時半前），食事の時間帯（8

時半頃）・嗜好（外食，特に蕎麦・ラーメン），コンビニエ
ンスストア訪問の習慣などを高精度に知ることができ，関
連する最新情報の推薦・提供に役立てることができる．ま
た，上記の分析結果はカテゴリ単位での分析のため，初め
て訪れた地域で各 POIへの訪問履歴が全く無い場合でも，
ユーザへ情報推薦することができる利点を持つ．

7. おわりに
本研究では，GPSやWi-Fi，携帯基地局などに基づく測

表 8 提案手法 PV-POIと従来手法の訪問 POI推定結果．（a）P@1

（b）R@3．太字は PV-POI と LianX11-C 間に有意差有り
（paired t-test, p < .05）．

Table 8 Results of estimating visited-POIs. (a) P@1 (b) R@3

metrics. Bold-faced values mean statistical differences

between PV-POI and LianX11-C (p < .05).

(a) P@1

Method k = 20 10 5 4 3 2

PV-POI 0.620 0.676 0.725 0.759 0.770 0.796

LianX11-C 0.497 0.580 0.653 0.644 0.649 0.675

LianX11 [15] 0.458 0.549 0.634 0.620 0.631 0.649

Nearest-C 0.283 0.322 0.349 0.393 0.411 0.435

Nearest 0.209 0.209 0.209 0.209 0.209 0.209

(b) R@3

Method k = 20 10 5 4 3 2

PV-POI 0.771 0.812 0.854 0.859 0.879 0.885

LianX11-C 0.682 0.763 0.800 0.813 0.809 0.838

LianX11 [15] 0.596 0.676 0.741 0.761 0.762 0.785

Nearest-C 0.576 0.622 0.668 0.672 0.683 0.702

Nearest 0.340 0.340 0.340 0.340 0.340 0.340
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図 9 POI カテゴリの時間帯別訪問確率の推定値（30 分単位）．
Fig. 9 Estimated probability of visiting POI categories every

30 minutes．

位システムから得られるユーザの時空間行動軌跡から，そ
のユーザが訪問した POI （Point of Interest）を精度良く
推定する確率的訪問 POI分析技術を提案した．提案技術
は（1）時空間カーネルを用いたMean-shift法によるユー
ザの時空間行動軌跡からの滞留点抽出（2）滞留点の位置
とその滞留時間に関する，ユーザの真の訪問 POIを潜在
変数とした確率的生成モデル，から構成される．滞留点抽
出に関して時間情報と距離情報を併せて考慮することで，
滞留点の抽出精度を大きく向上することが出来た．また，
POIのカテゴリに関してユーザの嗜好・平均滞留時間を考
慮し，教師データが付与されていないデータも含めて学習
を行うモデルを提案することで，少ない教師データから，
教師あり学習を行う従来手法に比べて有意に高い推定精度
を実現出来た．さらには，訪問 POIの推定結果を基にユー
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ザの行動・嗜好を分析することで，情報提供や生活支援の
品質向上に貢献できることについて実例を上げて示した．
提案手法は 1ヶ月分の個人データ（192個の滞留点）に
おいて，5%のデータの訪問 POIが既知（滞留点 10個弱）
のとき，未知のデータに対する正解率（P@1）が 62.0%で
あった．そして，50%のデータの訪問 POIが既知のとき，
P@1は 79.6%まで向上した．この結果は，従来手法 [15]

に比べて 10%以上の精度改善であった．また，提案手法
は，ユーザ全体の傾向などから POIの人気度やカテゴリ
ごとの滞留時間について事前知識を与えることができる点
も従来手法に比べ優れている．事前知識を積極的に利用す
ることで，ユーザが情報推薦を受け始める際のコールドス
タート問題 [22]を軽減することができる．
今後は，ユーザが POIを訪問する時間帯や，ユーザの属
性（性別，年代），POI訪問時の天候，さらにはユーザの
検索履歴などを滞留点生成モデルで考慮することで，さら
に訪問 POIの推定精度を高めていきたい．また，POIの
位置情報の誤り，未登録の POIに関する問題の解決に今後
取り組みたい．
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