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ユーザの潜在特徴を考慮した
ソーシャルネットワーク上の情報拡散モデル

吉川 友也1,a) 岩田 具治2,b) 澤田 宏3,c)

受付日 2013年6月21日,採録日 2013年8月12日

概要：オンラインコミュニティ上では，流行するトピックに対する意見や購買行動，噂などの情報が友人
関係などを通じて広がり，共有されている．このようなソーシャルネットワーク上の情報拡散をモデル化
することにより，将来流行する話題の予測や，影響度の大きいユーザの抽出などが可能になる．本稿では，
各ユーザに潜在する特徴をとらえることによって，ユーザ間の情報の伝わりやすさを表す伝播確率をより
正確に推定できる情報拡散モデルを提案する．具体的には，ユーザは情報送信者としての潜在特徴と情報
受信者としての潜在特徴を持つと仮定し，伝播確率は送受信両ユーザの潜在特徴に依存して決まるとする．
実験により，提案モデルは従来モデルと比較して，少ない観測データの場合でもパラメータを正確に推定
できることを示す．また，実データを使った実験により，提案モデルを使うことによって，未知の拡散現
象に対する予測性能が向上することを示す．
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Abstract: People share various types of information including opinions on hot topics, bookmarking activities
and rumors via online communities. To make it possible to predict future trends in online communities, it is
important to develop a model of information diffusion through social networks and a method for estimating
its parameters. In this paper, we present an information diffusion model, which can effectively estimate dif-
fusion probabilities by capturing the latent features of users. In particular, we assume each user has features
as information sender and receiver, and diffusion probabilities depend on the features of both the sender
and receiver nodes. We demonstrate experimentally that the proposed model can estimate the diffusion
probabilities more accurately than commonly used methods. In the experiments using real datasets, we show
the proposed model can improve the predictive performance for unknown diffusion phenomena.
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1. はじめに

マイクロブログサービスやソーシャルネットワーキング

サービス（SNS）は，多くのユーザにとってコミュニケー

ションツールとして生活に欠かせないものになっている．

このようなソーシャルネットワーク上では，ユーザは情報

（たとえば，噂，新商品のレビュー，デマなど）を発信・共

有し，その情報はユーザ間のリンクを介して広がる．最近

では，ソーシャルネットワークでのユーザの言動から映画
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の興行収入 [15]や株価 [20]，選挙の得票数 [2]を予測する

研究が一定の成果をあげており，ソーシャルネットワーク

上の情報拡散現象から将来の流行を予測するための研究が

さかんに行われている [3], [6], [11], [13]．

情報拡散研究でよく利用される基本的な確率モデルは，

独立カスケードモデル（ICM）と線形閾値モデル（LTM）

である [8]．ICMは，リンクに割り当てられた伝播確率に

従って，情報を持つユーザからそのリンク先のユーザへ他

とは独立に情報が伝わるとする．LTMは，受け取った重

みの合計がそのユーザに割り当てられた閾値を超えたと

き情報を受け取るようにモデル化されている．また最近で

は，意見の移り変わりをモデル化した投票者モデル [9], [18]

や，特定のソーシャルネットワーク以外からの影響を考慮

したモデル [14]が存在する．なお，本研究では，最も基本

的かつ情報拡散過程としてよく利用されているという理由

から，ICMに基づく情報拡散モデルを扱う．

ICMに基づく研究では，情報拡散による影響を最大（最

小）化させるノード集合の発見 [8], [10]や，時間ごとのノー

ドの影響度推定 [21]などが行われてきた．これらの研究は

シミュレーションベースであり，ICMの挙動を制御するパ

ラメータを事前に決定する必要がある．しかし，実際には

パラメータは直接的に観測できない．したがって，ある情

報を誰がいつ受け取ったのかを記録したログデータから，

ICMのパラメータを推定する必要がある．

ICM のパラメータを推定する方法はいくつか存在す

る [1], [5], [16], [17]．これらの方法は，リンクに付与され

るパラメータを最尤推定によって直接推定している．しか

し，現実のソーシャルネットワークのようなリンク数が膨

大なネットワークでは，推定に十分なデータを得ることが

難しく，正確にパラメータを推定することが困難である．

そのため，全リンク共通のパラメータを持つように ICM

を単純化する場合 [21]もあるが，これはモデルの柔軟性を

著しく損う欠点がある．

本稿では，各ユーザに潜在する特徴をとらえることに

よって，ICMにおけるユーザ間の情報の伝わりやすさを

表す伝播確率を正確に推定できる情報拡散モデルを提案

する．具体的には，ユーザは情報送信者としての特徴と情

報受信者としての特徴を持つと仮定し，伝播確率は送受信

両ユーザの特徴に依存して間接的に決まるとする．また，

EMアルゴリズムを用いた事後確率最大化によるパラメー

タ推定法を導出する．実験により，提案モデルは従来モデ

ルと比較して，少ない観測データからでもパラメータを正

確に推定できることを示す．また，実データを使った実験

では，提案モデルを使うことによって，未知の拡散現象に

対する予測性能が向上することを示す．

以下の本文では，まず 2 章で ICMが仮定する情報拡散

過程について述べ，3 章では ICMに基づく関連研究を紹

介する．続く 4 章では提案法について述べ，5 章では提案

図 1 独立カスケードモデルの拡散過程の例．（左）初期状態．各リ

ンクには事前に伝播確率が割り当てられている．情報源ノー

ド v1 から拡散が開始する．（中央）拡散試行の結果，ノード

v2 がノード v1 から影響を受けて時刻 tv2 でアクティブになっ

た．ノード v3 への拡散は失敗した．（右）ノード v2 はノード

v3 へと情報伝播を試みるが，失敗した

Fig. 1 An example of Independent Cascade Model. (left) An

initial state. A diffusion probability for each link is as-

signed in advance. An information diffusion starts from

information source node v1. (center) As a result of

the diffusion trial, node v2 became active at time tv2 by

influenced from node v1, but node v3 did not. (right)

Then node v2 tried to affect node v3, but the trial failed.

法と従来法を定量的に比較する．最後に 6 章で，結論と今

後の課題を述べる．

2. 情報拡散過程

ユーザを表すノード集合 V と，ユーザ間の関係を表すリ
ンク集合 E ⊆ V ×V からなる有向グラフ G = (V, E)上で情

報拡散が行われるとする．本研究で使用する情報拡散過程

ICMは，各リンク (u, v) ∈ E の伝播確率 κuv と時間遅れパ

ラメータ ruv の 2種類のパラメータを持つ．簡便のため，

κ = {κuv}(u,v)∈E , r = {ruv}(u,v)∈E とする．ここで，ノー

ドが情報を持っている状態をアクティブ，情報を持ってい

ない状態を非アクティブと呼ぶことにする．また，ICMで

は 1度アクティブになったノードは 2度と非アクティブに

は戻らない．

今，パラメータは既知とする．ICMでは，最初に情報源

ノード集合 S ⊆ V を設定する．これらのノードから情報拡
散が開始され，次の 2つのステップが繰り返し行われる．

• ノード u がアクティブのとき，u は 1 度だけその子

ノード vへ情報を伝える試行を行う．ただし，その試

行は伝播確率 κuv の確率で成功する．

• ノード v への情報拡散試行が成功したとき，v がアク

ティブになる時刻は tu + δ である．ただし，δ は ruv

をパラメータとして持つ指数分布から生成される．

新しくアクティブになるノードがなくなったとき，ICM

は終了する．図 1 は，ICMの拡散過程の具体例を示す．

ICMの詳細な手続きを Algorithm 1 で示す．

3. 関連研究

この章では，ICMに関する研究を簡単に紹介し，本研究

の立ち位置を明確にしておく．2001年，Goldenbergら [4]
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は，マーケットにおける新製品支持の速度とネットワーク

のつながり方の関係について研究した．その際使われたモ

デルは，確率的セル・オートマトンとして定式化された．

これは，現在我々が使用している ICMと類似した定式化

であるため，ICMの起源と考えられる．初めて ICMが詳

細に定義されたのは，2003年の Kempeら [8]の研究であ

る．その研究では，ICMの伝播確率は既知として，影響

を最大化させるノード集合を発見するために ICMが使わ

れた．反対に，好ましくない情報の広がりを最小化する研

究 [10]も存在する．

実際には，ICMのパラメータである伝播確率を観測する

ことはできない．したがって，ICMでシミュレーション

を行うためや，パラメータから情報拡散の特性を知るため

に，ICMのパラメータ推定の研究も行われている．Gruhl

ら [5]は，ICMのパラメータを推定する方法を初めて提案

した．Saitoら [16]は，ICMの尤度関数を厳密に定式化し，

最尤推定を行うことによるパラメータ推定法を提案した．

その後，パラメータ推定精度の向上のために，Saitoら [17]

はノードの属性の類似度によって伝播確率が決まる情報拡

散モデルを提案している．最近では，Dickensら [1]が伝播

確率に対する事前知識を組み込んだモデルを提案している．

我々の研究もまた，ICMのパラメータ推定の方法を構

築するものである．Saitoら [17]とDickensら [1]は，どち

らもパラメータ推定精度の向上が目的という点で我々の目

的と類似する．しかし，我々とこれらの研究は以下の部分

が異なる．Saitoら [17]との違いは，ノードの性別や年齢

などの属性情報を必要としない点である．これは我々の提

案モデルが追加の観測データを必要としないことを意味す

る．また，Dickensら [1]は，各リンクの伝播確率に対して

1つのベータ分布を仮定して精度向上を試みるが，我々は

ノードの隣接ノード間での振舞いを潜在特徴ベクトルを介

して考慮することで，精度向上を試みる点が異なる．

Algorithm 1 IcmGenerator

Require：ネットワーク G，情報源ノード集合 S，時間遅れパラメー
タ r，伝播確率 κ

1: dm ← {(u, 0)|u ∈ S}
2: repeat

3: (u, tmu)← mintmx{(x, tmx)|(x, tmx) ∈ dm, x ∈ S}
4: for v ∈ {u の子ノードで，非アクティブなノード } do

5: if u が κuv の確率で v へ拡散成功 then

6: tmv ← tmu + δ, where δ ∼ Exponential(δ|ruv)

7: dm ← dm ∪ {(v, tmv)}
8: S ← S ∪ {v}
9: end if

10: end for

11: S ← S \ {u}
12: until S = ∅
13: return dm

4. 提案法

4.1 生成モデル

M 個の異なる情報が有向ネットワーク G = (V, E)上で

拡散する現象を考える．ノード v ∈ Vの親ノード集合B(v)

と子ノード集合 F (v)を以下のように定義する．

B(v) = {u|(u, v) ∈ E}, F (v) = {w|(v, w) ∈ E}.

表 1 は提案モデルで使用する記号の一覧である．

観測データとして，情報 m ∈ {1, · · · , M} を発信した
ノード v ∈ V と発信した時刻 tmv > 0の組からなる拡散系

列 dm = {(vm1, tmvm1), (vm2, tmvm2), · · · }が得られる．な
お，最初に情報を発信したノードを除き，各ノードは親

ノードの 1つからのみ影響を受けて情報を発信すると仮定

し，影響を与えた親ノードは観測できないとする．簡便の

ため，D = {d1, d2, · · · , dM}と表記する．
提案モデルでは，ノード u ∈ V は 2種類の潜在特徴ベク

トル xu, yu ∈ R
K を持つと仮定する．xu はノード uの情

報の送信者としての特徴ベクトル，yuはノード uの情報の

受信者としての特徴ベクトルを表す．これらはそれぞれ，

以下のK 次元の正規分布に従うとする．

xu ∼ N (0, σ2
XI), (1)

yu ∼ N (0, σ2
Y I). (2)

ここで，0 は K 次元の零ベクトル，I は K × K の単

位行列である．簡便のため，X = [x1, x2, · · · ,x|V|]，

Y = [y1, y2, · · · ,y|V|] と定義する．そして，各リンク

(u, v) ∈ E に付与される ICM の伝播確率 κuv は，以下

の式で計算される．

κuv = f(xu, yv, γ) =
(
1 + exp(−x�

u yv − γ)
)−1

. (3)

ここで，γは伝播確率の値を調整するバイアスパラメータで

ある．また，この関数はシグモイド関数であり，0 ≤ κuv ≤ 1

が保証されていることに留意されたい．関数 f は単調増加

関数であり，x�
u yv の値が大きいとき，κuv の値もまた大

表 1 表記法

Table 1 Notation.

記号 説明

K 特徴ベクトルの長さ（次元数）

M 拡散系列の数

xu ノード u の情報の送信者としての特徴ベクトル

yu ノード u の情報の受信者としての特徴ベクトル

dm m 番目の拡散系列

κuv リンク (u, v) の伝播確率

ruv リンク (u, v) の時間遅れパラメータ

γ 伝播確率を制御するバイアスパラメータ

σX X の標準偏差を表すハイパーパラメータ

σY Y の標準偏差を表すハイパーパラメータ
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きくなる．

上記の仮定に基づいて生成された伝播確率 κ =

{κuv}(u,v)∈E と，時間遅れパラメータ r = {ruv}(u,v)∈E
と情報源ノード集合 S が与えられたとき，拡散系列 dm は

2 章で説明した情報拡散過程 ICMに従って生成される．

dm ∼ ICM(G,S, r, κ). (4)

潜在特徴ベクトルX，Y，時間遅れパラメータ r の下

で，拡散系列D の尤度を考える．Δm
uv = tmv − tmu と定

義する．また，情報mにおけるアクティブノード集合 Cm

と時刻 tまでのアクティブ集合 Cm(t)を以下のように定義

する．

Cm = {u|(u, t) ∈ dm},
Cm(t) = {u|(u, t′) ∈ dm, t′ < t}.

情報mの拡散系列において，リンク (u, v) ∈ E の両端が
ともにアクティブであり，かつΔm

uv > 0のとき，ノード u

がノード vをアクティブにさせる確率密度を，

pu→v(Δm
uv) = κuvruv exp(−ruvΔm

uv) (5)

と定義する．ICMでは，ノードは親ノードの 1つのみか

ら影響を受けアクティブになると仮定している．したがっ

て，リンク (u, v) ∈ E の両端がともにアクティブでも，ノー
ド uからノード vへの情報伝播に失敗する可能性を考える

必要がある．式 (5)を使って，アクティブなノード vが親

ノード u ∈ B(v) ∩ Cm(tmv)によってアクティブにされな

かった確率は，

pu�v(Δm
uv) = 1 −

∫ tmv−tmu

0

pu→v(t)dt (6)

= κuv exp(−ruvΔm
uv) + (1 − κuv)

と書くことができる．以上より，情報mにおけるアクティ

ブなノード vの尤度は，親ノード中の 1つから情報伝播が

成功し，その他の親ノードからは失敗する確率をすべての

組合せで足し合わせることで求められる．

L+
mv

=
∑

u∈B(v)∩Cm(tmv)

pu→v(Δm
uv)

∏
x:x�=u,

x∈B(v)∩Cm(tmv)

pu�v(Δm
uv). (7)

一方で，ノード vが親ノードのいずれからも影響を受け

ずアクティブにならなかった場合の尤度は，拡散に失敗す

る確率の総乗で表現できる．

L−
mv =

∏
u∈B(v)∩Cm

pu�v(Tm − tmu). (8)

ここで，Tm は情報mにおける観測の打ち切り時刻と定義

する．打ち切り時刻 Tm が十分に大きいならば，Tm → ∞
と見なせる．その結果，式 (7)の定義より式 (8)は

L−
mv =

∏
u∈B(v)∩Cm

1 − κuv (9)

と書き換えることができる．

拡散系列 dm の尤度は，拡散の成功の尤度 (7)と失敗の

尤度 (9)を掛け合わせて計算される．したがって，拡散系

列集合Dの尤度は以下の式となる．

P (D|X,Y , γ, r,G) =
M∏

m=1

[ ∏
v∈Cm

L+
mv ×

∏
v/∈Cm

L−
mv

]
.

(10)

また，式 (1)，(2)の仮定から，潜在特徴ベクトルX，Y

の事前確率は，

P (X|σX) =
|V|∏
u=1

1√
2πσK

X

exp
(
− x�

u xu

2σ2
X

)
, (11)

P (Y |σY ) =
|V|∏
u=1

1√
2πσK

Y

exp
(
− y�

u yu

2σ2
Y

)
(12)

である．

最終的に，拡散系列集合D が与えられたときの潜在特

徴ベクトルX,Y の事後確率は，式 (10)，(11)，(12)を使

用した以下の式となる．

P (X,Y |D, γ, r, σX , σY ,G) (13)

∝ P (D|X,Y , γ, r,G)P (X|σX)P (Y |σY ).

我々の目的は，この事後確率を最大化するパラメータ

X，Y，γ，rを推定することである．

4.2 パラメータ推定

事後確率式 (13)を最大化するパラメータX，Y，γ，r

を最大事後確率（MAP）推定によって求める．提案モデル

におけるMAP推定は，Expectation Maximization（EM）

アルゴリズムによって可能である．提案モデルの EMアル

ゴリズムでは，Eステップでアクティブノードに影響を与

えた親ノードを推定することにより情報拡散の経路を特定

し，Mステップでは特定した経路に基づいてパラメータを

推定する．なお，混乱を避けるため，x̄と書くときは，パ

ラメータ xの現在の推定値を表すこととする．

Eステップ：文献 [16]と同様の方法を適用することによっ

て，事後確率式 (13)から完全データの事後確率の期待値関

数 Qを導出する．
Q(X,Y , γ, r; X̄, Ȳ , γ̄, r̄) (14)

=
M∑

m=1

∑
v∈Cm

[ ∑
u∈B(v)∩Cm(tmv)

(
ξ̄muv log κuv

+q̄muv log ruv + (1 − ξ̄muv) log(1 − κuv)

+ξ̄muvruvΔm
uv

)
+

∑
w∈F (v)\Cm

log(1 − κvw)

]

+ log P (X|σX) + log P (Y |σY ).
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ここで，

qmuv =
pu→v(Δm

uv)pu�v(Δm
uv)−1∑

u′∈B(v)∩Cm(tmv) pu′→v(Δm
u′v)pu′

�v(Δm
u′v)−1

,

(15)

ηmuv =
κuv exp(−ruvΔm

uv)
κuv exp(−ruvΔm

uv) + (1 − κuv)
, (16)

ξmuv = qmuv + (1 − qmuv)ηmuv (17)

である．ここで，関数 Qは事後確率式 (13)の下限である

ことが保証されている．すなわち，

P (X,Y |D, γ, r, σX , σY ,G)

≥ Q(X,Y , γ, r; X̄, Ȳ , γ̄, r̄)

である．また，qmuv はm番目の拡散系列において，ノー

ド vがノード uから影響を受けてアクティブになった確率

を表す．したがって，Eステップでは，拡散系列から情報

拡散の経路を推定していると見なすことができる．次のM

ステップでは，関数Qを最大化するようなパラメータX，

Y，γ，rを求める．

Mステップ：現在の推定値 X̄，Ȳ，r̄，γ̄，q̄muv，η̄muv，

ξ̄muv に基づいて，パラメータX，Y，r，γ を推定する．

シグモイド関数の非線形性により，パラメータX，Y，γ

に対する閉形式の解は存在しない．したがって，これらの

パラメータの推定には，パラメータに関する勾配に基づく

最適化法を使う必要がある．本研究では，一階微分のみを

必要とする準ニュートン法（L-BFGS）を用いる．ノード

u ∈ V に対するパラメータ xu，yu と，パラメータ γ に関

する一階微分は以下の式である．

∂Q(X,Y , γ, r; X̄, Ȳ , γ̄, r̄)
∂xu

(18)

=
M∑

m=1

( ∑
v∈F (u)∩Cm

(
ξ̄muv − f(xu, ȳv, γ̄)

)
ȳv

−
∑

w∈F (u)\Cm

f(xu, ȳw, γ̄)ȳw

)
− 1

σ2
X

xu,

∂Q(X,Y , γ, r; X̄, Ȳ , γ̄, r̄)
∂yv

(19)

=
M∑

m=1

( ∑
u∈B(v)∩Cm(tmv)

(
ξ̄muv − f(x̄u, yv, γ̄)

)
x̄u

−
∑

s∈B(v)∩Cm,v /∈Cm

f(x̄s, yv, γ̄)x̄s

)
− 1

σ2
Y

yv,

∂Q(X,Y , γ, r; X̄, Ȳ , γ̄, r̄)
∂γ

(20)

=
M∑

m=1

( ∑
v∈Cm

∑
u∈B(v)∩Cm(tmv)

(
ξ̄muv − f(x̄u, ȳv, γ)

)

−
∑

v∈Cm

∑
s∈F (v)\Cm

f(x̄u, ȳs, γ)
)
.

Algorithm 2 LficmEstimator

Require：ネットワーク G，拡散系列D，特徴ベクトルの長さ K，
ハイパーパラメータ σX，σY

1: X，Y，γ，r を初期化
2: repeat

3: E ステップ：式 (15)，(16)，(17) を使って，qmuv，ηmuv，
ξmuv を更新

4: Mステップ：式 (18)，(19)，(20)を使った準ニュートン法に
よってX，Y，γ を更新．式 (21) を使って r を更新．

5: until 事後確率式 (13) の値の上昇が収束
6: return X，Y，γ，r

時間遅れパラメータ rは閉形式の解を持つので，各リン

ク (u, v) ∈ E について以下の式で更新する．

ruv =
∑M

m=1 1 (v ∈ Cm, u ∈ Cm(tmv)) q̄muv∑M
m=1 1 (v ∈ Cm, u ∈ Cm(tmv)) ξ̄muvΔm

uv

. (21)

ここで，1(A)は条件 Aが真のとき 1，そうでなければ 0を

返す関数である．

EMアルゴリズムは，上記で説明した Eステップと M

ステップを交互に繰り返し計算する．パラメータX，Y，

γ，r は，この計算を事後確率式 (13)の値の上昇が収束す

るまで続けることによって推定される．Algorithm 2 は，

パラメータ推定の手続きを示す．

4.3 潜在特徴ベクトルの導入による利点

本提案法では，新たに 2種類の潜在特徴ベクトル xu，yu

を導入した．これによるモデルの学習上の利点を示す．伝

播確率のみをパラメータとして持つ ICMを考える．この

場合，ICMは各リンクで 1つの伝播確率が割り当てられる

ので，Saitoら [16]の方法における自由パラメータの数は

O(|V|2)となる．一方で，提案法は伝播確率を直接推定せ
ず，各ノードの潜在特徴ベクトルを推定することによって

間接的に伝播確率を計算する．したがって，自由パラメー

タの数はO(|V|K)である．一般的に，|V| � K なので，提

案法は従来法よりも少ないパラメータの推定となる．その

結果，特にパラメータ推定に十分な拡散系列が得られない

とき，より正確な伝播確率の計算につながる．

5. 実験

5.1 人工データによるパラメータ推定精度の評価

実ネットワークデータと人工で生成した拡散系列を使用

して，パラメータ推定精度の評価を行った．

ネットワーク構造：3種類の実ネットワーク構造を使用し

た．Karateは，1970年代のアメリカの大学の空手クラ

ブのメンバ間の友人関係のデータセットである．このデー

タセットは，最初に文献 [19] で使われ，それ以降もネッ

トワークコミュニティのモデル化で頻繁に使われている．

Blogは，ブログのトラックバックネットワークのデータ

セットである．このデータは，2005年 5月の gooブログ

内のトラックバックを追跡して取得したものである．Mixi
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図 2 真の伝播確率と推定した伝播確率の平均 RMSE

Fig. 2 Average RMSE between true and estimated diffusion probabilities.

表 2 ネットワーク統計量と人工データのパラメータ

Table 2 Network statistics and parameters for synthetic data.

平均
ノード数 リンク数 出次数 K γ α

Karate 34 156 4.59 3 −1.5 0.1

Blog 12,047 79,920 6.63 5 −3.5 0.1

Mixi 80,608 571,136 7.09 7 −6.0 0.01

は，2010年におけるミクシィ内のマイミク関係の一部を

収集したネットワークのデータセットである．マイミクは

ユーザ間の合意によって作られる関係のため，すべて双方

向リンクとなっている．表 2 は各データセットの統計量を

示す．

パラメータと拡散系列の生成：各ノード u ∈ V について，
潜在特徴ベクトル xu，yu は，平均が K 次元零ベクトル

0，共分散行列がK × K の単位行列 I のK 次元正規分布

N (0, I)から生成した．その後，各リンク (u, v) ∈ E につい
て，式 (3)を使って，真の伝播確率 κ∗

uv = f(xu, yv, γ)+εを

計算した．ここで，εは平均 0，分散 αの正規分布に従うノ

イズを表す．もし，生成した伝播確率が 0 < κuv < 1でな

ければ，εを再生成する．各ネットワークでのK，γ，αの値

は表 2 に示す．拡散系列 dm は，一様ランダムに 1つの情

報源ノードを選び，Algorithm 1 を適用し生成した．なお，

時間遅れパラメータ r は各リンク共通で 1.0に設定した．

拡散系列の数M は，KarateはM ∈ {10, 20, · · · , 200}，
Blog，MixiはM ∈ {50, 100, · · · , 1000}とし，それぞれ
のM において，5セットのデータを生成した．

対抗手法：2種類のパラメータ推定法を対抗手法とする．1

つ目は，文献 [16]で提案された各リンクの伝播確率を最尤

推定によって直接推定する方法である．この方法による結

果を SaitoICMと表記する．2つ目は，すべてのリンクの

伝播確率を同一の値として推定する方法である．SaitoICM

と比較してモデルの表現能力は乏しい一方で，頑健なパラ

メータ推定が可能であることから，ICMを使った応用で使

用されている [21], [22]．この方法による結果を SimpleICM

と表記する．

推定した伝播確率の評価：各リンク (u, v) ∈ E に対して，
真の伝播確率 κ∗

uv と推定した伝播確率 κ̂uv が与えられたと

き，その誤差は以下の RMSEを使って評価する．

RMSE =
√

1
|E|

∑
(u,v)∈E

(κ∗
uv − κ̂uv)2

なお，LFICMは各K ∈ {1, · · · , 8}で 5回パラメータ推定を

行い，最も対数尤度の値が大きくなった試行を採用した．

SaitoICMと SimpleICMも同様である．

図 2 は，Karate，Blog，Mixiにおける伝播確率の平

均推定誤差を示す．横軸は推定に使用した拡散系列の数を

表し，縦軸は真の伝播確率と推定した伝播確率のRMSEを

表す．まず，すべてのネットワークにおいて，提案モデル

LFICMは従来手法の SaitoICMよりもつねに小さい RMSE

となった．伝播確率にはノイズを乗せているため，提案モ

デルが簡単にとらえられるような規則性は失われていると

想像できるが，その状況でも提案モデルは精度良く伝播確

率を推定できることを示している．また，SimpleICMは拡

散系列が少なくても，ある程度精度良く伝播確率を推定で

きている．これは，このモデルがネットワーク全体で 1つ

の伝播確率しか持たないため，少ない拡散系列でも過学習

を引き起こさないからである．しかし，モデルが十分に複

雑ではないために，拡散系列の数が増やしても推定誤差は

小さくならない．提案モデル LFICMは，SaitoICMよりも

きわめて少ない拡散系列の段階で SimpleICMよりも良い

推定精度に到達していることから，少ない観測データから

でも精度良く伝播確率を推定できることが分かる．

5.2 次元数K の選択

観測した拡散系列を十分に表現できる潜在特徴ベクトル

の次元数 K を選択することは，パラメータ数の削減につ

ながり，モデルの過学習を防ぐ効果がある．ここでは，人

工的に生成した拡散系列から真の潜在特徴ベクトルの次元

数K∗ を選択できるかを確認する．

この実験では，Karateネットワークを使い，以下の手

順で拡散系列を生成した．各K∗ ∈ {2, 3, 4}において，平均
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表 3 実データセットの統計量

Table 3 Statistics of real datasets.

ノード数 リンク数 平均次数 拡散系列数 平均系列長 最大系列長 最小系列長

Digg 11,832 167,244 14.13 1,000 180.25 3,563 15

Flixster 20,254 124,088 6.12 3,000 49.27 6,444 1

図 3 Karate データにおける開発用データに対する対数尤度

Fig. 3 Log-likelihood of development data in Karate dataset.

0，分散 1のK∗次元正規分布からX，Y を生成し，式 (3)

を使って各リンク (u, v)の伝播確率 κuv = f(xu, yv,−1.5)

を計算する．この伝播確率の下で，訓練用データとし

て M = 200 の拡散系列 5 セット，開発用データとして

M = 500の拡散系列を 1セット作成した．

図 3 は，それぞれのK∗における開発用データの対数尤

度の値を示す．縦軸は開発用データの対数尤度，横軸は推

定時に設定した K の値である．対数尤度の値は，式 (10)

の対数である．K∗ = 2の場合では，K = 2で推定したモ

デルの対数尤度が最も大きくなった．K∗ = 3と K∗ = 4

の場合では，真の次元数のときに対数尤度が最大にならな

いが，その K 以降で対数尤度の上昇が収束していること

が見て取れる．この結果から，上記のように開発用データ

を使うことによって，データ生成の背後にある次元数 K∗

が選択できる可能性が示唆された．

5.3 実データによる提案モデルの評価

データセット：現実のWebサービスから取得されたDigg

データとFlixsterデータを使用した．Diggは，ソーシャ

ルニュースサイト Digg *1から抽出されたデータセットで

ある [12]．Diggでは，ユーザはWebページに投票を行う

ことができ，投票行動はソーシャルネットワークを介して

共有される．実験では，1,000のWebページを選択し，各

ページの投票ユーザと投票時刻から拡散系列を作成した．

また，そのWebページに投票したユーザからなるネット

ワークを抽出した．Flixsterは，ソーシャル映画サイト

Flixster *2から抽出されたデータセットである [7]．Flixster

では，ユーザは映画に評点を付けることができる．実験で

は，3,000本の映画を選択し，点数にかかわらず各映画に

評点したユーザと評点した時刻から拡散系列を作成した．

*1 http://digg.com/
*2 http://www.flixster.com/

また，映画に評点したユーザからなるネットワークを抽出

した．表 3 は，Diggと Flixsterの統計量を示す．

テストセット対数尤度による評価：パラメータ推定に使用

する拡散系列の数に対するテストセットの対数尤度を評価

する．学習したモデルとテストセットが与えられたとき，

テストセット対数尤度の平均は式 (10)を使って以下のよ

うに定義する．

Ltest =
1

|Dtest| log P (Dtest|X̂, Ŷ , γ̂, r̂,G) (22)

ここで，X̂，Ŷ，γ̂，r̂はそれぞれ訓練セットによる推定値

を表す．この指標は，ノードがアクティブになるかどうか

の予測性能を測るために使用できる．したがって，最大の

テストセット対数尤度を持つモデルは，未知の拡散現象を

最も正しく予測するモデルであるといえる．SaitoICMや

SimpleICMを評価する場合には，X̂，Ŷ，γ̂ を介さずに推

定した伝播確率を直接使用する．なお，テストセットの拡

散系列として，Diggは 200系列，Flixsterは 500系列

抽出した．

図 4 は，学習で使用する拡散系列の数を変化させたとき

のテストセット対数尤度の平均を示す．縦軸はテストセッ

ト対数尤度の平均，横軸は訓練セットの拡散系列の数であ

る．図から分かるように，両データセットにおいて，LFICM

はK の値によらず最も大きい対数尤度を達成した．Digg

の結果では，最も少ない拡散系列で学習した LFICMが最も

多い拡散系列で学習した SaitoICMや SimpleICMよりも

大きい対数尤度の値になった．また，Flixsterにおいて

は，SaitoICMが 2,500系列使って学習した場合と LFICM

が 500系列を使って学習した場合で同等の対数尤度の値と

なった．人工データを使った実験（図 2）で見たように，

LFICMが少ないデータからでも伝播確率を精度良く推定で

きていることが示唆され，その結果，テストセットの対数

尤度も向上したと考えられる．

期待影響度による評価：ノード uの期待影響度とは，ノー

ド uが情報源ノードとなったとき，そのノードが最終的に

影響を与えるノード数の平均値である．期待影響度では，

情報源ノードから直接影響を受けたノードと他のノードを

介して間接的に影響を受けたノードの両方が数え上げられ

る．したがって，テストセット対数尤度は隣接ノードの状

態のみを考慮したが，期待影響度は 2歩以上先のノードの

状態まで考慮するため，ネットワーク構造にも依存する評

価尺度である．この実験では，学習した ICMのパラメー
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図 4 学習で使用する拡散系列の数を変えたときのテストセットに対する平均対数尤度

Fig. 4 Average log-likelihood of test data at varying numbers of diffusion sequences for

learning.

図 5 学習で使用する拡散系列の数を変えたときの期待影響度の推定誤差

Fig. 5 Estimation error of the expected degree of influence at varying numbers of dif-

fusion sequences for learning.

Algorithm 3 InfluencePredictor

Require：ネットワーク G，情報源ノード集合 S，時間遅れパラメー
タ r，伝播確率 {κuv}(u,v)∈E，試行回数 T

1: influence← 0

2: for m← 1, 2, · · · , T do

3: dm ← IcmGenerator(G,S, r, {κuv}(u,v)∈E) // Alg. 1

4: influence← influence + 1
T
|dm|

5: end for

6: return influence

タを使ってシミュレーションを行うことによって期待影響

度を推定する．Algorithm 3 は，期待影響度推定の手順を

示す．なお，試行回数 T は 50に設定した．

以下の手順で実験を行う．まず，Diggと Flixsterの

それぞれにおいて，すべての拡散系列を使って各ノードの

真の期待影響度を計算する．なお，1度も情報源ノードと

して出現しなかったノードは真の期待影響度が計算でき

ないため，評価では使用しない．次に，一部の拡散系列を

使って伝播確率と時間遅れパラメータを推定し，推定した

パラメータの下で，Algorithm 3 を使って各ノードの期待

影響度を計算する．

図 5 は，真の期待影響度と推定した期待影響度の誤差

を示す．縦軸は誤差，横軸は学習で使用した拡散系列の数

である．なお，誤差は平均絶対誤差（MAE）で計測した．

両データセットにおいて，Diggでは，SimpleICMと比較

して，LFICMは平均して 50程度小さいMAEを達成した．

しかし，SaitoICMと比較すると，LFICMは同等かそれ以

下の結果になった．Flixsterでは，拡散系列の数によら

ず，K = 6, 8, 10の LFICMが SaitoICMと SimpleICMより

も良い精度を達成した．また，観測する拡散系列の数が少

ない場合で LFICMは他の手法より優れており，Flixster

では 500 系列を学習で使用するとき，LFICM（K = 10）

は SaitoICMの約 1/4，SimpleICMの約 1/7の誤差で推定

した．

パラメータの計算時間：図 6 は，Flixsterのパラメータ

を LFICM（K = 10）で推定した際の計算時間を示す．縦軸

は計算時間（分），横軸は学習で使用した拡散系列の数であ

る．また，実験はクロック周波数 2.93 GHzの計算機で行っ

た．LFICMの時間計算量は，リンク数 |E|，拡散系列の数
M，潜在特徴ベクトルの次元数 K に依存する．したがっ
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図 6 Flixster のパラメータ計算時間

Fig. 6 Computation time for parameter estimation on

Flixster.

て，本稿の Flixsterによる実験ではK = 10，M = 3000

のとき最も計算時間がかかるが，その計算時間は平均 30

分である．

6. おわりに

本稿では，情報拡散現象のモデル化や情報拡散の予測な

どで一般的に使われる独立カスケードモデル（ICM）の伝

播確率をより正確に推定するための新しい確率モデルを提

案した．具体的には，各ノードが情報の伝えやすさを表す

潜在ベクトルと，情報の受け取りやすさを表す潜在ベクト

ルを持つようにモデル化し，各リンクの伝播確率はリンク

の両端ノードの潜在特徴ベクトルに基づいて決まるよう

に設計した．また，EMアルゴリズムを用いた事後確率最

大化によるパラメータ推定法を示した．実験では，現実の

ネットワークデータと人工で作成した拡散系列を使って，

提案モデルが既存の方法よりも正確にパラメータを推定で

きることを示した．また，実データによる実験では，提案

モデルで推定したパラメータを使うことによって，未知の

拡散系列に対する予測性能を高めることができることを示

した．

ここで提案したモデルは，同じ趣味や所属のユーザ間で

は情報が伝わりやすい可能性があったり，異なる考えを持

つユーザでは情報が伝わりにくいといったように，ユーザ

の属性がユーザ間の伝播確率に影響を与えるという直感

的なアイディアに基づいている．提案モデルはこのような

ユーザの特徴を追加の属性情報なしで推定し，伝播確率を

効率的に推定することができる．

最後に，今後の研究課題をまとめる．Diggデータセッ

トを使った影響度推定の実験では，伝播確率の推定精度が

良くても影響度推定の精度は必ずしも良くならないことが

示唆された．この原因ははっきりしないが，ネットワーク

構造の性質と関係がある可能性がある．また，ICMの情

報拡散過程がこのデータセットに合っていない可能性も考

えられる．今後は，線形閾値モデル [8]などの ICM以外の

情報拡散モデルにおいてもノードの潜在特徴を考慮し，モ

デル間の比較を行っていく．また，提案モデルでは，標準

偏差 σX，σY は推定しないパラメータとして扱った．しか

し，現実の問題設定では，ユーザ間で影響力の大きさや影

響の受けやすさが多様であることが容易に想像され，その

多様さは未知である．したがって，特徴ベクトルの標準偏

差 σX，σY も推定できるように，適切な事前分布を用いた

ベイズモデルへの拡張を行うことを試みる．
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