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ロックアップ期間による制約を考慮した
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概要：バンディット問題は，複数のアーム（選択肢）から最も報酬の高いものを探す問題であり，探索と
活用のトレードオフの代表的なモデルの 1つである．近年において，情報推薦，最適経路探索，最適化，
モデル選択などの分野への応用を動機として，バンディット問題は機械学習やオペレーション・リサーチ
の分野において注目を浴びている．本研究はロックアップ期間（選択するアームを変更できない期間）の
制約を考慮したバンディット問題を提案し，どのような方策をとればよいかを調べる．既存の多くの有益
なアルゴリズムがロックアップ期間を含めた場合に自然に拡張可能であることを示し，その regret（性能）
を評価する．この regretがロックアップ期間の最大の大きさに依存することを示す．さらに，ロックアッ
プ期間が大きい場合に regretを減らすことができる Balancing and Recommendation（BaR）メタアルゴ
リズムを提案する．また，計算機実験の結果を示し，理論的な結果と比較し考察する．
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Abstract: The multi-armed bandit problem, which is widely used to model sequential decision making, has
recently attracted much attention. Motivated by actual applications, we propose a version of the multi-
armed bandit problem in which the forecaster’s choice is restricted. In this problem, rounds are divided into
lock-up periods and the forecaster must select the same arm throughout a period. While there has been
much works on finding optimal algorithms for the stochastic multi-armed bandit problem, their use under
restricted conditions is not obvious. We extend the application ranges of these algorithms by proposing their
natural conversion from ones for the stochastic bandit problem to ones for the multi-armed bandit problem
with lock-up periods. We prove that the regret of the converted algorithms is O(log T + Lmax), where T is
the total number of rounds and Lmax is the maximum size of the lock-up periods. The regret is preferable,
except for the case when the maximum size of the lock-up periods is large. For this cases, we propose a meta-
algorithm that results in a smaller regret by using a empirical best arm for large periods. We empirically
compare and discuss these algorithms.
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1. はじめに

多腕バンディット問題（バンディット問題）は，逐次最

適化問題の最も代表的なモデルの 1つである．この問題が

最初に提唱されたのは 1950年代まで遡り [1]，現在考えら
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表 1 バンディット問題とその応用例の対応関係

Table 1 Applications of bandit problem.

アーム 報酬 制約

A/B テスト デザイン ユーザの反応 設定の更新タイミング

診療 医療オプション 患者の経過 設備やオペレーション上の理由

工場 生産方式 生産量，歩留まり 設備投資上の理由

コグニティブ無線 [2] チャンネル（周波数帯） 通信情報量 上位レイヤ（パケットなど）のサイズ

れている機械学習の問題としては最古参といってもよいで

あろう．近年において，その単純さと応用範囲の広さから

再び注目が集まり，研究が加速している．

多腕バンディット問題という奇妙な単語の由来は，英語

のバンディットマシン（アームを持つスロットマシン）で

ある．いずれかのアームを選択すると，対応するマシンに

応じた確率的な報酬が得られる．複数のアームの中から最

良のものを選ぶのが問題の目的である．プレイヤがすべて

のアームに関する完全情報を持っているなら，つねに期待

報酬の最も高いものを選べばよい．しかし，アームの報酬

がどうなっているかは最初には分からないので，逐次得ら

れる報酬情報を通じて動的に最適なアームを探ってゆく必

要が出てくる．バンディット問題におけるテーマは探索と

活用のトレードオフ（Exploration-Exploitation tradeoff）

である．現在の時点で最も良さそうなアームを活用するこ

とは短期的に大きい報酬をもたらす．しかし，一見最適で

ないアームを探索してゆくと，実はそちらのほうが最適で

あったという低確率で起こりうる事象を見逃さないように

でき，長期的な期待報酬の増加につながる．このような単

純な問題設定であるが，近年における機械学習の隆盛に相

まってバンディット問題の多くの応用・拡張が提案されて

いる．例としてはモデル比較 [3], [4]，凸最適化 [5]，多クラ

ス分類問題 [6], [7]，モンテカルロ木検索 [8]などがあげら

れる．

基本的なバンディット問題では，アームを毎ラウンド自

由に選択できることを仮定している．しかし，現実におけ

るシステムでは，自由にアームを選択できない期間が発生

することがしばしば起こりうる．たとえば，次のような例

を考えてみるとよいであろう．

例 1. （A/Bテスト）A/Bテストは，ウェブサイトの新機

能のテスト手法として一般的に使われている手法である．

複数のウェブページの新デザイン差分を用意し，どれが最

もユーザの反応が良いかを一部のユーザでサンプリング比

較してサイトの更新の効果測定を行いたい．1人のユーザ

に対して複数のデザインのうち 1つだけしか見せることは

できないという点が，バンディット問題におけるフィード

バック設定に対応している．A/Bテストの対象は，トッ

プページのデザイン全体更新のような大きいものから，バ

ナー広告の配置変更，画像の更新など多岐にわたる．大規

模ウェブページにとって，訪問者数の増減は最も大きな関

心の 1つであり，その最適化は大きな意味を持つ．しかし，

ウェブコンテンツの切替えには多くの制約が発生する．た

とえば，バナー広告は広告契約者との都合から一定期間表

示し続ける必要があるし，分散したサーバの設定を切り替

えるときには，複数のサーバからの情報を集積し，データ

を更新する都合から，ある程度以上の頻度では切替えがで

きないことが考えられる．

例 2. （診療）診療の問題は，バンディット問題の動機付

けとして初期に提案され，近年に至るまで多くの応用があ

る [9], [10], [11]．考慮される複数の医療オプションの中か

ら，患者の受ける利益（報酬）を最大化させるものを選ぶ

問題は，バンディットの設定そのものである．多くの場合，

医師のオペレーションや医薬品の在庫量などの都合から，

同じ医療オプションを一定サイズ選択し，結果をもとに次

のスケジュールを考えるということが考えられるが，この

ような制約下における最適なオプション選択がしたい．

これらの，バンディット問題の適用可能な例を表 1 に示

す．基本的なバンディット問題は逐次最適化問題であり，

アームを毎ラウンド選択し，その中で選択を適応的に最適

化することを目指す．しかし，現実における多くの問題で

は，アームの選択を変更することに制約がかかる．制約の

かかったバンディット問題は，本質的には逐次選択問題と

バッチ選択問題の中間と考えることができる．これらの問

題における制限を，ロックアップという形でモデル化し，

調べることが本研究の目的である．ロックアップという単

語は，もとは金融で使われる単語で，株式や証券をその利

害関係者が売却できない期間のことを指す．本稿では，バ

ンディットアームが外部的な制約で変更できなくなること

を表すためにこの単語を利用した．

本稿の構成は以下のようになる．

• 2，3 章において問題の定式化を行う．2 章で確率的

バンディット問題について説明した後，3 章でロック

アップ期間による制約を導入する．

• 確率的バンディットにおけるアルゴリズムは，アー
ムの制約が入った場合にどのように振る舞えばよい

かが自明ではない．4 章では，多くのアルゴリズムを

ロックアップによる制約があった場合に自然に拡張す

る方法を示す．拡張されたアルゴリズムの regret が

O(log (T ) + Lmax)（T はラウンド数，Lmaxは最も長

いロックアップ期間）になることを示す．
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• 4章で示した regretは Lmaxが小さい場合は最適だが，

Lmax > log T では前者の項が問題となる．5 章では，

Lmax が大きい場合に有効なメタアルゴリズムを提案

する．

• 6 章では，これらの成果を数値的に検証するために

行った計算機実験の結果について報告する．

• 最後に，7 章で本稿の内容についてまとめる．

2. バンディット問題

本研究では確率的バンディット問題を扱う．確率的バン

ディット問題では，報酬が一定の確率分布から選ばれるもの

と仮定する．アームの数をK とする．各アームは，正規化

された区間 [0, 1]に値をとる定常の報酬確率分布 ν1, ..., νK

を持つと仮定する．

バンディット問題の枠組みを図 1 に示す．各ラウンド t

において，予測者はアーム It を選択し，そのアームの確

率分布から独立に引かれる報酬 X(t)を受け取る．次のラ

ウンドでは，これまでの選択と報酬を利用して，また新し

いアームを選択していく．あるラウンド T に達したところ

で，この問題は終了する．予測者の目的はラウンド 1, ..., T

を通した累積報酬の最大化であり，これがどの程度達成で

きているかは，以下で定義される regret（累積 regret）の

期待値によって評価される．

R[T ] = μ∗T −
K∑

i=1

μiTi(T ). (1)

ここで，μi はアーム iの報酬の期待値（= E[νi]）であり，

Ti(T )はラウンド T までにアーム iが選択された回数であ

る．i∗を最も報酬の期待値が高いアーム，そして μ∗ = μi∗

と定義する．また，i∗ を最適なアーム，それ以外のアー

ムを非最適なアームと呼ぶことにする．regretの意味は，

最も確率の高いアームを選択し続けたときの期待報酬と，

アルゴリズムが実際に選んだアームの期待報酬の差であ

る．最適なアームの期待報酬と，アーム iの期待報酬の差

を Δi = μ∗ − μi と表記すると，regretはアルゴリズムが

非最適なアーム iを選んだときに Δi だけ上昇する．この

regretを最小化することがアルゴリズムにとっての目標と

なる．

2.1 バンディット問題のアルゴリズム

確率的バンディット問題において最も知られているアル

ゴリズムは，おそらくUCB [12], [13]であろう．UCBは各

アームの信頼上界（Upper Confidence Bound）を推定し，

それが最大となるアームを毎ラウンド選択する．より正確

には，UCBアルゴリズムに従う予測者は，以下のように

アームを選択する．各ラウンド t = 1, ..., T において，

1. これまでに一度も選択されていないアームが 1つ以上

あった場合，そのいずれかを選択する

初期条件：アームの数 K

各ラウンド t = 1, ..., T において，

( 1 ) 予測者はアーム It を選択する

( 2 ) 予測者は報酬 X(t) ∼ νIt
を受け取る

図 1 確率的バンディット問題

Fig. 1 Stochastic bandit problem.

2. すべてのアームが一度以上選択されている場合，次の

UCB Indexを最大化するアームを選択する

X̂i(t − 1) +

√
a log t

Ti(t − 1)
(2)

ここで，X̂i(t− 1)はラウンド t − 1の終了時点での経験期

待値（アーム iを引いたときに得た報酬の平均）であり，a

はパラメータ定数である．

探索と活用の言葉で述べると，最初の項（経験期待値）

は活用，2番目の項は未知の真の期待値の経験期待値から

のずれの上界を見積もるという意味で探索に対応してい

る．パラメータ aがこの探索と活用のバランスを決めてお

り，aが大きくなればなるほど探索の割合が大きくなる．

活用を大きくとると非最適なアームを探索するラウンド数

を減らすことができる．しかし，低確率で最適なアームの

経験期待値が低い事象が起きることがあり，その場合に非

最適なアームを最適であると誤認してしまうリスクがあ

る．一方，探索を大きくとると非最適なアームを多く探索

しなければならないが，多くのアームを均等に探索するた

め，真の最適なアームが実際に経験期待値が最大である可

能性を高めることができる．これが，バンディット問題に

おける探索と活用のトレードオフである．初期に提唱され

た UCB1 [12]は，上記の UCBにおいて a = 2としたもの

であり，これは保守的な値（探索を多めに見積もったもの）

である．確率分布の分散に応じてこの値は小さくすること

ができる．実用的な問題にバンディットのアルゴリズムを

応用する場合には，トレーニングセットなどで最適な aの

値を探し，その値を利用するということがしばしば行われ

ている．

UCB は，その単純な定式（信頼上界）と理論的な扱

いやすさから，多くの派生アルゴリズムがある．本研究

ではUCB-E [14]，UCB-V [15]，KL-UCB [16]，MOSS [17]，

UCB-Tuned [12]などのアルゴリズムを実験的に比較した

が，これらは UCBと同じく信頼上界を利用している．

UCBは決定的アルゴリズム（次に選択するアームがこ

れまでの報酬から一意に定まる）であるが，一方で，確率

的な選択を入れた εn-greedyアルゴリズムについても紹介

する．εn-greedyアルゴリズムに従う予測者は，各ラウン

ド t = 1, ..., T において，

1. 乱択確率を εt = min {1, cK/d2t}とおく．ここで，c

と dはアルゴリズムのパラメータである．

2a. 確率 1 − εt で，これまで選択されたアームの中で最
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も経験期待値の高いアーム arg max
i

X̂i(t − 1)を選択

する．

2b. 確率 εtで，ランダムにすべてのアームを等確率で選択

する．

これらのアルゴリズムはすべて regret の期待値が

O(log T ) であり，これは定数倍のオーダまで最適であ

ることが知られている．
∑

1/t = log(t)であるので，1ラ

ウンドあたりの非最適アームの探索は最低でも 1/tオーダ

で必要であるということである．探索をこれ以上少なくし

てしまうと，経験期待値の低いアームが実は最適なアーム

であった確率が大きくなってしまう．定数部まで最適なア

ルゴリズムについては文献 [13], [16], [18], [19]などを参照

されたい．ロックアップ制約の導入によってアームが自由

に選択できなくなったとき，この探索と活用のバランスを

どの程度保てるかが本研究のテーマである．

2.2 先行研究

本稿の提案するロックアップ制約のある確率的バンディッ

ト問題を説明する前に，確率的バンディット問題における

制約を扱った先行研究（表 2）を概説する．最も多く研究

されてきたモデルは，スイッチコストを持つバンディット

問題である．これはアームの切替えに一定のコストがかか

る設定で，アーム選択の変更回数を抑えた最適なアルゴリ

ズムを探すものである．より詳細には，文献 [20], [21], [22]

などを参照されたい．また，広告などへの応用を動機とし

て，休眠のあるバンディット問題 [23]が提案されている．

これは，ラウンドごとに選択肢の幅が変わる問題であり，掲

載可能な広告のリストが動的に変わっていくことをモデル

化したものである．コミットのあるバンディット問題 [24]

は，ある期間まで自由にアームを選択をすることができ，

探索が十分だと予測者が判断したら，その時点であるアー

ムにコミットするというものである．予測者の regretは探

索の期間の長さと，コミットしたアームが最適なアームか

どうかに依存する．

スイッチコストやコミットのあるバンディット問題の

モデルと，本稿で提案するロックアップ制約のあるバン

ディット問題の一番の違いは，制約を含めた最適化か，も

しくは制約が与えられた下での最適化かであろう．スイッ

チコストの問題の場合はスイッチコストを払うことによっ

表 2 バンディット問題の関連研究

Table 2 Related problems.

問題 制約

スイッチコスト [20], [21], [22] アームの切替えにコスト

休眠 [23] 選択可能なアームの集合に制限

コミット [24] コミット後にアームの切替え不可

ロックアップ（本稿） ロックアップ期間中にアームの

切替え不可

てアームを変更できるし，コミットのあるバンディット問

題の場合は探索期間を予測者の判断で伸ばすことができる．

つまり，制約期間を含めた最適化の問題であると考えるこ

とができる．一方，ロックアップ制約では，外部からアー

ムを変更できない期間という制約が与えられ，ロックアッ

プ中はアームを変更できないというものになっている．そ

ういう意味で，制約が与えられた条件での最適化の問題で

あると考えることができる．

3. ロックアップ期間による制約のあるバン
ディット問題

2章で定式化した確率的バンディット問題に，ロックアッ

プ期間による制約を導入する（図 2）．ラウンド 1, ..., T が，

N 個のロックアップ期間に分解されるとする．それぞれ

のロックアップ期間の長さを L1, ..., LN とする．各期間の

初めと終わりのラウンドを (s1, f1), ..., (sN , fN ) と表記す

る．ラウンドを分割しているため，s1 = 1，fn +1 = sn+1，

fN = T である．また，括弧を使ってサイズ順にソートさ

れたロックアップ期間の番号を表記する．つまり，L(1) は

maxn Ln，L(2)は 2番目に大きなロックアップ期間の長さ，

以下 3以降も同様とする．また，L(1) を Lmax とも表記す

る．ロックアップ期間による制約を考慮したバンディッ

ト問題は図 3 のように進行する．基本となる確率的バン

ディット問題では各ラウンドに予測者が自由にアームを選

図 2 ロックアップ制約．黒い点がラウンド，四角がロックアップ期

間を表す

Fig. 2 Lock-up bandit. A black dots represent rounds and

rectangles represent lock-up periods.

初期条件：アームの数 K，ラウンド数 T，ロックアップ期間の長

さ L1, ..., LN

各ラウンド t = 1, ..., T において，

( 1 ) そのラウンドがいずれかのロックアップ期間の開始ラウンド

なら（∃nsn = t），予測者はアーム It を選択する．そうでな

いなら，予測者は直前のラウンドに選択したものと同じアー

ム It を選択する．

( 2 ) 予測者は報酬 X(t) ∼ νIt
を受け取る

図 3 ロックアップ期間による制約のあるバンディット問題

Fig. 3 Bandit problem with lock-up periods.
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択できていたのに対して，ロックアップのあるバンディッ

ト問題では各ロックアップ期間の最初のみアームを選択す

ることができ，ロックアップ期間中は前のラウンドと同じ

アームを選択しなければならない．アルゴリズムの評価手

法である regretについては，通常のバンディット問題と同

様である．

3.1 ラウンドとロックアップ期間の表記について

本稿では，ラウンド数を表す添字として t ∈ {1, ..., T}，
ロックアップ期間を表す添字として n ∈ {1, ..., N}を使用
する．また，添字 i ∈ {1, ...,K}をアームの番号を表すた
めに使用する．例として，アーム iがラウンド T までに選

択された回数 Ti(T )は以下のように表される．

Ti(T ) =
T∑

t=1

IIt=i. (3)

ここで，IE は事象 E が真なら 1，偽なら 0である指示関

数とする．

予測者は各ロックアップ期間 nの最初にアームを選択

し，期間中はアームを変更できず単一のアームを選び続け

る．そのため，このアームを In と定義することができる．

また，Ti は以下のように表すこともできる．

Ti(L1, ..., LN ) =
N∑

n=1

LnIIn=i. (4)

このことと regretの定義から，各ロックアップ期間の最

初に非最適なアーム iを選択すると，そのロックアップ期

間に比例した大きさの regret（= LnΔi）を被ることが分

かる．

3.2 ラウンド数 T およびロックアップ期間の長さ

L1, ..., LN がアルゴリズムに伝えられるかどうか

通常のバンディット問題（図 1）では，アルゴリズムが

ラウンド数 T を知らないことを仮定している．本研究で

は，ロックアップ期間という制約を導入してその上のアル

ゴリズムを考えるが，

1. 4 章で提案する既存のアルゴリズムのロックアップへ

の拡張は，ラウンド数 T および各ロックアップ期間

の長さが与えられない（毎ラウンド終了時に，現在の

ロックアップ期間および全ラウンドが終了したかどう

かが与えられる）状況でも動作する．一方で，

2. 5 章で提案する BaRメタアルゴリズムはラウンド数

T および各ロックアップ期間の長さがアルゴリズムの

開始時に既知であることを前提としている．

また，T が既知の場合，終盤で探索と活用のトレードオフ

を崩し，主に活用をとることより，T ラウンドまでの regret

の期待値を下げるための最適化をすることができるが，本

研究ではこのような最適化については考慮していない．

3.3 ロックアップ期間の順番

ロックアップのあるバンディット問題にとって，ロック

アップ期間の順番は本質的に重要である．例として，2つ

の問題を考えてみよう．ロックアップ期間の数はどちら

も N = 10とする．1つ目の問題では L1, ..., L9 = 1, .., 1，

L10 = 10であり，2つ目の問題では L1 = 10，L2, ..., L10 =

1, ..., 1であるとする．このとき，1つ目の問題のほうが 2

つ目の問題より regretを小さくできる．これは，1つ目の

問題では 10番目のロックアップ期間に選択するアームをそ

れ以前の報酬情報に基づいて選択できるのに対し，2つ目の

問題では，最初のロックアップ期間に選択するアームを無

情報で選択しなければならないため，最低でも (K − 1)/K

の確率で大きな（10 ラウンド分の）regret を被るためで

ある．

4. 既存のアルゴリズムのロックアップ制約を
考慮した拡張

2.1 節において，確率的バンディット問題とそのアルゴ

リズムを説明した．これらのアルゴリズムは毎ラウンド自

由にアームを選択できることを前提としており，アームの

選択に制限が加えられたときにどのように振る舞えばいい

かが自明ではない．本章では，UCBや εn-greedyをはじ

めとした多くのアルゴリズムの，ロックアップがあるバン

ディット問題への自然な拡張を紹介する．これらのアルゴ

リズムは，

1. 毎ラウンド，アームごとの目的関数を最大化するアー

ムを選択する．ここで，

2. 目的関数はそれぞれのアーム iを選択した数 Ti，経験

期待値 X̂i，経験分散 V̂i など，アームごとに独立した

量の関数である，

という特徴を持つ．たとえば，UCB の目的関数（UCB

index）は Ti(t − 1) と X̂i(t − 1)の関数である．また，εn-

greedyは確率 1-εで経験期待値 X̂i(t−1)を最大化するアー

ムを選び，確率 εでランダムにアームを選択する．ロック

アップを考慮した場合は，アームを選択できないラウンド

が存在するが，これらのアルゴリズムは以下のようにして

自然に拡張できる．各ラウンドにおいて，もしアームを選

択できる場合，これまでと同様にアームごとの目的関数を

最大化するアームを選択し，アルゴリズムの内部状態（i.e.,

アーム選択数，経験期待値など）を更新する．そうでない

場合も，同様にアルゴリズム内部状態の更新を行う．この

方法によってロックアップ制約のあるバンディット問題

に拡張されたアルゴリズムを，′ を末尾につけて記述する

（例：UCB → UCB′）．注意すべき点として，この方法では

自然に拡張できないアルゴリズムも存在する．たとえば，

アームの候補リストを管理していてその中から順番に選ぶ

ようなアルゴリズムはこの方法では拡張できないため，制

約に対応した別の自明でない拡張方法が必要である．
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元となるアルゴリズムは，確率的バンディットの枠組み

において最適な探索と活用のバランス（i.e., O(log T )の re-

gret）を実現していた．ロックアップ制約のあるバンディッ

トにアルゴリズムを拡張した場合のUCB′と εn-greedy′の

regretについて，以下の定理が成立する．

定理 4.1. （UCB′ の regret上界）ロックアップ制約あり

のバンディット問題において，探索の大きさを決めるパラ

メータを a = 2に設定した UCB′ に従う予測者の regretの

期待値について，以下が成立する．

E[R(L1, ..., LN )]≤
∑
i �=i∗

{
8 log T

Δi
+LmaxΔi

(
1+

π2

3

)}
.

(5)

証明概略：この証明は文献 [12]の定理 1をロックアップ

制約のある場合に拡張したものである．Lmax = 1のとき，

文献 [12]の定理 1と一致する．ベースとなる証明は，非最

適なアーム iが選ばれる回数が Ti(t) ≥ �(8 log T )/Δ2
i �を

超えると，非常に低確率でしかアームが選ばれないことに

依存している．ロックアップ制約を含めた拡張にした場合

の変更は，

(1) (8 log T )/Δ2
i の代わりに (8 log T )/Δ2

i + (Lmax − 1)

を上界としている．これは，アームの選択数が

Ti(t) ≥ (8 log T )/Δ2
i を超えたときの Ti(t)がたかだか

この値だからである．

(2) Ti(t) ≥ �(8 log T )/Δ2
i �を超えた場合のアーム選択数

の上界である π2/3を，Lmax 倍で抑えている．

定理 4.2. （εn-greedy′ の regret上界）εn-greedy′ をパラ

メータ 0 < d ≤ Δで実行した場合，十分大きな cと tに対

して，非最適なアーム iがラウンド tに選択される確率は，

以下のように上から抑えられる．

cK

d2t
+ o(1/t). (6)

十分大きなラウンド tにおいて，非最適なアームを選択

する確率が O(1/t)で抑えられるので，漸近的な regretは

O(log T )となる．

証明概略：εn-greedy′ は，確率 εでランダムにアームを選

択するポリシである（2.1 節参照）．このランダムな選択に

おいてアーム iが選ばれる回数を TR
i とおく．今回の証明

において重点となるのは，TR
i によって得られる報酬情報

から，非最適なアームが選ばれる回数を十分うまくバウン

ドできることを示すことである．バーンスタインの不等式

より，TR
i の平均と分散から，高確率でのバウンドを得るこ

とができる．ベースとなる証明（文献 [12]の定理 3）と同

様にこの平均と分散を得るのが鍵となるが，ロックアップ

制限がある場合には分散がたかだかL2
max倍で抑えられる．

定理 4.1 によって，任意のロックアップ期間

L1, ..., LN ,
∑

n Ln = T に対して，UCB′ の regret は

O(log T + Lmax) で抑えられることが分かる．直観的に

は，元のアルゴリズムの探索と活用のバランスが，Lmax

に比例したぶんだけ最適な値からずれていると解釈が可

能である．Lmax が T と比べて十分小さいとき，UCB′ と

εn-greedy′ は O(log T )の regretを達成することができる．

確率的バンディット問題において，O(log T ) のバウンド

は定数倍まで最適であるので，Lmax が十分小さいロック

アップ問題に対しては，ロックアップの制約が入ってもほ

ぼ同じ量でバウンドできると考えることができるであろ

う．しかし，log T と比較して大きいサイズのロックアッ

プ期間があった場合，この regretは Lmax の項が支配的と

なる．次章では，大きいサイズのロックアップがあった場

合に regretを減らすための方策について説明する．

5. BaRメタアルゴリズム

大きなロックアップ期間がある場合，その期間の最初

で非最適なアームを選んでしまうと期間のサイズに比例

する regretを被ることになる．この問題に対処するため，

本章では BaR（Balance and Recommendation）メタアル

ゴリズムを提案する．5.2 節では，純探索問題というバン

ディット問題の派生問題を考えるにあたって定義された

単純 regretの概念について説明する．5.3 節では，ロック

アップ制約のあるバンディット問題における BaRアルゴ

リズムを提案する．また，5.4 節では，単純 regretが実際

に知られているアルゴリズムである UCB-Eについて説明

する．本章全体での目的は，ロックアップ制約のあるバン

ディット問題における regretを減少させることである．

5.1 ロックアップ制約と regret

ロックアップ期間中，アルゴリズムはアームの選択を変

えることができない．そのため，n番目のロックアップ期

間の開始時に非最適なアーム iを選択してしまったとする

と regret は ΔiLn 増加することになる．ベースとなるア

ルゴリズムが探索と活用のバランスを最適にしていても，

ロックアップ期間で急激に探索を増やすことになってしま

い，バランスが崩れてしまうことなる．この理由から，非

最適なアームを長いロックアップ期間の初めに選択するの

を防止したい．

5.2 純探索問題と単純 regretの最小化

バンディット問題はラウンド 1, ..., T において，全体と

して最適なアームを高確率で選ぶことを目標とする問題で

ある．一方，ある特定のラウンドにおいてどのくらいの確

率で最適なアームを選ぶことができるのかということは，

バンディット問題そのものでは考慮されてこなかった経緯

がある．この後者の問題について専門に研究した論文とし

て文献 [25]がある．この論文において，Bubeckらは純探

索バンディット問題（純探索問題，図 4）という派生問題

を提案した．この問題の設定は確率的バンディット問題と
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初期条件：アームの数 K

各ラウンド t ∈ {1, ...} において，
( 1 ) 予測者はアーム It を選択する

( 2 ) 予測者は報酬 X(t) ∼ νIt
を受け取る

( 3 ) 予測者は推薦アームを選択する

ゲームの終了ラウンドにおいて，推薦アームの性能は以下の単純

regret によって評価される

r(t) = μ∗ − μψt
. (9)

図 4 純探索バンディット問題 [25]

Fig. 4 Pure-exploration bandit problem [25].

同様であるが，各ラウンドの終了時に，選択したアームと

は別に推薦アームを出力することを要求される．ゲームが

終了したラウンドにおいて，推薦したアームの 1ラウンド

だけの regret（単純 regret）を最小化するのが純探索問題

の目的である．2 章において定義した通常の regretは，単

純 regretとの区別のためにこれ以降累積 regretと呼ぶこと

にする．累積 regretと単純 regretの間には，以下の漸近的

なトレードオフがある．

結果 5.1. （累積 regretと単純 regretのトレードオフ [25]）

あるアルゴリズムに従ってアームを選択することを考え

る．このとき，このアルゴリズムの累積 regretと，このア

ルゴリズムに付随して推薦アームを選ぶ任意の方法の単純

regretの間に以下の関係が成立する．ある関数 ξに対して，

定数 C が存在し，すべてのベルヌーイ分布であるアームの

リスト {ν1, ..., νK}に対して

E[R(T )] ≤ Cξ(T ), (7)

を満たすとする．このとき，ラウンド T での単純 regret

は以下の下界を持つ．すべての K ≥ 3以上のそれぞれ異

なるベルヌーイ分布に対して，定数 D とアーム列の順序

{ν1, ..., νK}が存在し，

E[r(T )] ≥ Δ
2

exp (−Dξ(T )), (8)

を満たす．ここで，Δ = mini �=i∗ Δi である．

上の定理は直観的に以下の意味を持つ．つまり，あるラ

ウンド T での単純 regretを下げるためには，そこまでのラ

ウンド {1, .., T}で一定量の探索をする（累積 regretを持

つ）必要がある．ラウンド T での r（単純 regret）とそれ

までのR（累積 regret）には r ∼ exp (−DR)（係数Dは分

布に依存）の関係が存在するため，通常のバンディットア

ルゴリズムでは，単純 regretが多項式オーダ，累積 regret

が logオーダになる．

実際に単純 regretを最小化する方法として，経験期待値

最大のアーム（Empirical Best Arm），最も頻繁に選択した

アーム（Most Played Arm），そしてこれまでの選択に基づ

いてアームを確率的に選択する方法（Empirical Distribu-

tions of Plays）の 3つが提案されている．Bubeckら [25]

による実験では経験期待値最大のアームが最も高性能で

初期条件：アームの数 K，ロックアップ期間の長さ L1, ..., LN，

ロックアップ期間のしきい値 Lt，ベースアルゴリズム A
各ロックアップ期間 n = 1, ..., N の開始時に，

( 1 ) ロックアップ期間 nの大きさ Ln が Lt 以上の（Ln ≥ Lt）場

合，Aから推薦アームを受け取り，それをこの期間の選択アー
ム In とする．この期間における報酬は A にフィードバック
しない．

( 2 ) そうでない場合，A にアームを選択させ，それをこの期間の
選択アーム In とする．この期間における報酬を毎ラウンド

A にフィードバックする．
図 5 BaR メタアルゴリズム

Fig. 5 BaR metaalgorithm.

図 6 BaR とベースアルゴリズム A の関係．この図では 2 つの大

きいロックアップ期間において推薦アームが使われている

Fig. 6 Relation between BaR and Base algorithm A.

あった．本稿では，経験期待値最大のアームを推薦アーム

として使用する．これ以降で推薦アームについて言及した

場合，つねに経験期待値最大のアームを選ぶ方法を指すも

のとする．探索と活用の言葉では，推薦アームは活用のみ

をとるための方法である．

5.3 BaRメタアルゴリズム

5.1節で述べたように，大きいロックアップ期間で非最適

なアームを選んでしまうことによって regretが増加するた

め，これを避けるのがロックアップ期間のあるバンディッ

ト問題において重要となる．今回提案するBaR（図 5）は，

大きいロックアップ期間において推薦アームを利用し，そ

れ以外の期間についてはベースとなるバンディットアルゴ

リズムを実行する（図 6）．ベースとなる（ロックアップ

制約のあるバンディット問題の）アルゴリズムをAと表記
する．また，ベースアルゴリズムが Aの BaRを [BaR,A]

と表記する．BaRの開始時に，推薦アームを利用するかど

うかのしきい値 Lt を決める．各ロックアップ期間の開始

時に，そのロックアップ期間の長さ Ln が Lt 以上の場合，

アルゴリズムはAに推薦アームを問い合わせ，そのアーム
を選択とする．ロックアップ期間の間に得られた報酬の情

報について，Aへのフィードバックは行わない．そうでな
い場合は，BaRは Aに透過的に振る舞う（つまり Aに選
択するアームを問い合わせ，結果として得られた報酬の情

報を Aにフィードバックする）．推薦アームを利用する期
間の集合を，推薦セットと定義する．推薦セットに含まれ

る期間は Lt より大きいすべての期間なので，その数をNr
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とすると (1), ..., (Nr)（ロックアップ期間を大きさの降順

にソートした最初のNr 個の期間の番号のリスト）である．

[BaR, A]の regretは，Aの単純 regretと累積 regretを

用いて次のように表せる．

R(L1, ..., LN ) = Rbase(L1, ..., LN \ L(1), ..., L(Nr))

+
Nr∑

n=1

L(n)rbase([Ln′ |n′ < (n), Ln′ /∈ {L(1), ..., L(Nr)}]),

(10)

ここで，右辺の第 1項（累積 regret部分，Rbase）を，ベー

スアルゴリズムAを現在のロックアップ制約の問題から推
薦アームを利用するラウンドを除いたバンディット問題で

走らせた問題の regretとして定義する．また，右辺の第 2

項（単純 regret部分，rbase）は，推薦セットのそれぞれに

対してのベースアルゴリズムの単純 regretの和として定義

する．ただし，ここでの単純 regretは累積 regretと同様に

推薦セットを除いた環境での和である．例として以下の設

定を考える．ロックアップ期間の数をN = 100，推薦セッ

トを 50番目と 100番目のロックアップ期間とする．この

場合は累積 regret部分はベースアルゴリズム Aを，50番

目と 100 番目のロックアップ期間を除いた残りのロック

アップ期間で走らせたときの regretであり，単純 regret部

分は，ベースアルゴリズムの，1から 49までのロックアッ

プ期間の後での 50番目のロックアップ期間での単純 regret

と 1から 49，51から 99番目のロックアップ期間の後での

100番目のロックアップ期間での単純 regretの和である．

このように，BaRメタアルゴリズムは regretをベース

アルゴリズムの累積 regretと単純 regretの和に分解する．

累積 regret部分から任意のロックアップ期間を取り除く

ことができ（推薦アームを取り除いたバンディット問題で

は，Lmax を減らすことができる），またそのロックアップ

期間では最も最適なアームを高確率で選択するため，大き

いロックアップ期間で regretが増加するリスクを大きく減

らすことができる．

次の関心は，単純 regretと累積 regretをどのように見

積もればよいかである．4 章において，我々は UCB′ と

εn-greedy′ の累積 regretの上界を導出したが，単純 regret

についてはまだ示していない．実際，単純 regretが注目さ

れたのは比較的最近なので，アルゴリズムの単純 regretに

関してはまだ知られていないことが多いのが現状である．

次節では，累積 regretと単純 regretの両方が導出可能な

例である UCB-Eについて紹介し，それらの regretを考察

する．

5.4 UCB-E

UCB-Eは文献 [14]によって最初に導入された UCBの

派生アルゴリズムである．文献 [14]で考えられていた問題

は，その目標がバンディット問題における目標（総報酬の

最大化問題）と異なるものであったが，探索のパラメータ

を調整することによって，このアルゴリズムはバンディッ

ト問題にも使用することができる．UCBがアームの探索

部分の上界を
√

a log t/Ti(t − 1)とおくのに対し，UCB-E

は
√

a/Ti(t − 1)とおく（つまり，ラウンドごとに分子を

変更せず固定している）．実際，ラウンド数 T が既知の場

合，パラメータ a = 2 log T とおけば累積 regretについて

UCBの上界をまったく同じように適用できる．また，経

験的にも，UCBとパラメータ a = 2 log T の UCB-Eはほ

ぼ同じように振る舞う．加えて，UCB-Eは単純 regretの

上界が文献 [14]によって証明されている．この証明はロッ

クアップ期間がある場合に拡張可能であり，以下にその結

果を述べる．

定理 5.1. （UCB-E′ の累積 regretの上界）UCB-E′ がパ

ラメータ a ≥ 2 log T で実行された場合，

E[R(L1, ..., LN )] ≤
∑
i �=i∗

{
4a

Δi
+ ΔiLmax

(
1 +

π2

3

)}
.

(11)

が成立する．

証明概略：証明は定理 4.1 と同様である．

定理 5.2. （UCB-E′ の単純 regretの上界）UCB-E′ がパ

ラメータ 0 < a ≤ 25(T − KLmax)/(36H1)で実行された

場合，その単純 regretは以下のように抑えられる．

E[r(L1, ..., LN )] ≤ 2TK exp
(
−2a

25

)
, (12)

ここで，Δ = mini �=i∗Δiと定義すると，H1 =
∑

i �=i∗ 1/Δ2
i +

1/Δ2 である．

証明概略：証明は，ゲーム全体を通して，高確率で信頼区

間 1/5
√

a/Ti(t − 1)から外れないという事実がベースとな

る．この証明方法は a ≤ 25(T − KLmax)/(36H1)を満た

せばロックアップ制約の存在下でも成立する．

5.5 推薦アームの情報を捨てる理由

BaRでは，推薦アーム使用時の報酬情報をベースアルゴ

リズム Aにフィードバックしていない．一見，これは不
合理に見える．なぜなら，報酬はアルゴリズムが推薦アー

ムを使用するにせよしないにせよ同じ確率分布から引かれ

るため，報酬情報を教えることは基本的にプラスになると

考えられるからである．BaRによって報酬情報をベース

アルゴリズムにフィードバックしなかった理由は，そうす

ることによってアルゴリズムの regretを累積 regretと単

純 regretに分割でき，解析をしやすくするためである．も

う 1つの理由としては，実際にフィードバックを与えない

ほうが良くなる自明なケースを作ることが可能である点が

ある．
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図 7 1 つ目の実験セット．ランダムに生成されるロックアップ期間の最大サイズ S と regret

の関係を示す

Fig. 7 First set of experiments. Cumulative regret as a function of maximum lock-up

size S.

6. 計算機実験

提案したモデルおよびアルゴリズムについて，その性質

を見るため，計算機による実験を行った．実験は目的ごと

に大きく 2つのセットに分かれる．

• 1つ目の実験セット（図 7（実験 1-4））は，4 章で提案

された従来のアルゴリズムの拡張が，ロックアップ制

約を導入したバンディット問題に対してどのようなパ

フォーマンスを見せるかということについて調べた．

• 2つ目の実験セット（図 8（実験 5-8））は，5 章で提

案されたメタアルゴリズム（BaR）についての事前・

事後分析を行った．

最初に実験設定について説明した後，実験の結果につい

て考察する．注意すべき点として，複数のアルゴリズムの

間の優劣を比較することは今回の目的ではない．いくつか

のアルゴリズムはパラメータを持っており，それらのアル

ゴリズムのパフォーマンスはパラメータに大きく依存する．

εn-greedyは今回の実験において最も regretが少なかった

が，これは文献 [12]の 4章において報告された，経験的に

良い値を使用しているためである．また，この論文におい

て εn-greedyのパフォーマンスは最適なパラメータから外

れると急激に落ちることが指摘されている．UCBなどの

信頼上界を利用するアルゴリズムと異なり，εn-greedyは

regretの理論的な保障の範囲が限定されていることや，パ

ラメータの推定が困難である理由などから実用的には使い

にくい．事実，バンディットの研究において，εn-greedyは

UCBより利用されているケースが少ない．

6.1 実験設定

実験のすべてのアームの報酬分布はすべてベルヌーイ分

c© 2013 Information Processing Society of Japan 19
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図 8 2 つ目の実験セット．ラウンド T > 2000 でランダムにロックアップ期間を生成した場

合のラウンド数と regret の関係を示す．それぞれのグラフは同じアルゴリズム（BaR

有・無）とさらにロックアップのない問題での regretを比較している．regretは 10,000

回の計算機実験の平均であるため，滑らかな曲線を描いている

Fig. 8 Second set of experiments. Regret as a function of rounds. Lock-up periods are

randomly generated after T = 2000.

布とした（実験の性質そのものはベルヌーイ分布に依存し

ないため，任意の [0, 1]に値をとる確率分布で同様の実験

を行うことは可能である）．

実験 1，2 は 2 アームのバンディット問題であり，そ

れぞれのアームの期待値は (μ1, μ2) = (0.55, 0.45) と

した．また，ラウンド数 T = 1000 とした．それ以外

の実験（実験 3-8）は 10 アームのバンディット問題

であり，それぞれのアームの期待値は (μ1, ..., μ10) =

(0.1, 0.05, 0.05, 0.05, 0.02, 0.02, 0.02, 0.01, 0.01, 0.01) と し

た．また，ラウンド数 T = 10000とした．これらの実験

の設定は，文献 [12]と文献 [16]を参考にした．

ベースとなるアルゴリズムは UCB-E [12]（パラメータ

a = 2 log T, 1/2 log T），εn-greedy [12]（パラメータ (c, d) =

(0.15, 0.1)），UCB-V [15]（パラメータ (b, c, ζ) = (1, 1, 1)），

KL-UCB [16]（パラメータ c = 0），MOSS [17]（パラメー

タなし）and UCB-Tuned [12]（パラメータは参考論文と同

様）である．

最初の実験セット（図 7）では，ロックアップ期間の最大

サイズ S と regretの関係を見た．実験 1と 2，実験 3と 4

がほぼ同じ設定でロックアップ期間の割合が異なるものと

なっている．それぞれの試行において，ロックアップ期間

は以下のようにランダムに生成した．すべてのロックアッ

プ期間の合計ラウンド数が T に到達するまで，新しいロッ

クアップ期間を追加していく．新しいロックアップ期間は
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サイズ {1, ..., S}の中から，(1)等確率で（実験 1，3）(2)

サイズに反比例した確率で（実験 2，4）生成される．つま

り，実験 1，3では {1, ..., S}の大きさのロックアップ期間
が同じ割合で生成されるのに対して，実験 2，4では小さ

いロックアップ期間がより多く生成されることになる．全

体の期間のサイズが T となるように，最後のロックアップ

期間を切り落とすようにした．ここで，T = 1000（実験

1，2），T = 10000（実験 3，4）である．つまり，横軸の

S はここに述べる手続きで生成されうるロックアップ期間

の最大サイズであり，実際の試行ごとのロックアップ期間

の最大サイズは Lmax ≤ Sである．すべての実験の各 Sの

値において，regretの値は 10,000回の試行の平均値を表示

した．これまで述べてきたように，バンディット問題にお

いて探索が足りない場合には，経験期待値最大のアームが

実際に最適なアームでないというリスクが低確率で存在す

る．このリスクを計算機で評価するためには，試行回数を

ラウンド数と同じオーダでとる必要がある．そのため，本

実験ではすべての値を 10,000回の試行の平均としている．

2つ目の実験セット（図 8）では，ラウンドと regretの

関係を調べた．設定は同一であり，実験ごとにそれぞれ

異なるアルゴリズムを調べた．以下が実験設定である．

ロックアップ期間は以下の手続きでランダムに生成され

た．最初の 2,000ラウンドは，ロックアップを設定しない

（i.e., L1, ..., L2000 = 1）．ラウンド 2,001から 10,000まで

は，ロックアップ期間は 1つ目の実験セットと同様にラン

ダムに生成した．具体的には，全ラウンド数が 10,000に

達するまで，サイズ {1, ..., 1000}のいずれかのロックアッ
プ期間をサイズに反比例する確率で生成する．実験 5-8

はそれぞれのベースアルゴリズム（UCB-E′，εn-greedy′，

MOSS′とKL-UCB′）ごとに，ベースアルゴリズムと BaR

を適用した後のアルゴリズムを比較したものである．BaR

のハイパーパラメータは Lt = 400とした．さらに，ロッ

クアップ期間がどの程度探索と活用のバランスを妨げてい

るかを見るために，ロックアップ期間のない通常の確率的

バンディット問題の regretも比較した．

6.2 実験結果と考察

1つ目の実験セット（図 7（実験 1-4））の結果を見ると，

すべてのアルゴリズムにおいて，最大ロックアップ期間サ

イズ S と regretが比例しているのが分かる．ここで，実

験 1と 2（または実験 3と 4）では，サイズの大きいロッ

クアップ期間の割合が大きく異なる（実験 1（実験 3）で

は，{1, ..., S}のすべての大きさのロックアップ期間が均等
に生成されるが，実験 2（実験 4）ではサイズに反比例して

大きいロックアップ期間が生成されにくくなる）．それに

もかかわらず，実験 1と 2（実験 3と 4）の図はよい類似を

見せている．これは，ロックアップ期間による制約がその

最大サイズに強く依存することを示している．つまり，割

合が少ない場合でも，大きいロックアップ期間の存在がア

ルゴリズムに影響を与えることになる．2つ目の実験セッ

ト（図 8（実験 5-8））では BaRメタアルゴリズムの効果

を検証した．すべての元アルゴリズムにおいて，BaRを利

用することによって有意に regretを減少させられたことが

分かる．また，ベースとなるアルゴリズムの regretが大き

いほど，BaRを利用する前と利用した後の regretの減少

量が大きい．とくに，ベースアルゴリズムが UCB-E′ の場

合（実験 5），[BaR, UCB-E′]の regretはロックアップの制

限のないバンディットでの結果より小さくなった．ロック

アップ期間の制約があるほうがはるかに難しい問題である

ため，これは驚くべき結果に見えるが，以下のように解釈

が可能である．regretの大きかった UCB-Eでは，他のア

ルゴリズムと比較して探索がやや過剰である．そのため，

BaRによって大きいロックアップ期間の部分での探索を

カットすることによって，探索と活用のバランスがより最

適に近い状態になったと考えられる．

7. おわりに

本稿では，バンディット問題において，アームの変更に

外部からの制限がある場合のモデルであるロックアップ期

間を導入した拡張を提案した．確率的バンディット問題は

複数のアームの中で最も期待報酬を高いものを探す問題で

あり．良いアルゴリズムは探索と活用をバランスしている．

多くのアルゴリズムは自然にロックアップ制約のある場合

への拡張が可能だが，ロックアップ期間中に同じアームを

選び続けないとならないため，このバランスが崩れる可能

性がある．探索は O(1/t)程度が最適であり，ラウンドが

十分大きければ探索より活用の部分が大きくなるため，バ

ランスが探索側に崩れると立て直すのが難しい．この問題

に対処するために，大きいロックアップ期間では活用のみ

をとる方向にアルゴリズムを傾ける手法（BaR）を提案し

た．結果として，アルゴリズムの regretを最適トレードオ

フ状態に近づけることができた．バンディット問題におけ

るアームの最適な割当てのアルゴリズムは多く研究されて

いるが，完全に自由にアームを選べないような制約が入っ

た場合でも，制約が小さければこれらのアルゴリズムは十

分使えるといえるであろう．

参考文献

[1] Robbins, H.: Some aspects of the sequential design of
experiments, Bulletin of the AMS, Vol.58, pp.527–535
(1952).

[2] Zhao, Q., Tong, L., Swami, A. and Chen, Y.: Decentral-
ized cognitive MAC for opportunistic spectrum access in
ad hoc networks: A POMDP framework, IEEE Journal
on Selected Areas in Communications, Vol.25, pp.589–
600 (online), DOI: 10.1109/JSAC.2007.070409 (2007).

[3] Maron, O. and Moore, A.W.: Hoeffding Races: Acceler-
ating Model Selection Search for Classification and Func-

c© 2013 Information Processing Society of Japan 21



情報処理学会論文誌 数理モデル化と応用 Vol.6 No.3 11–22 (Dec. 2013)

tion Approximation, NIPS, pp.59–66 (1993).
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