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１．はじめに 

加速度センサーを用いた日常生活行動を解析する研究

が多く行われており，7 割を越える高い識別率を導き出し

ている研究も多い[1][2][3][4]．また，センサネットワ

ークの分野には「消費電力量を極力少なくする」という

課題が当初からあり，この課題への取り組みとして，消

費電力と送信するデータ量には正の相関関係があるとい

うことから送信するデータ量を減らして消費電力を削減

する研究が行われている．人間の動きから電気供給を行

い，数 bit/秒のデータを転送するセンサノードの研究も

行われている[5]．そこで本研究では，このような数 bit/

秒のデータしか送ることのできないようなセンサノード

を使用すると仮定した場合に，少ない情報量で，実世界

でのデキゴトを識別するための手法を提案する． 

 

 

2 ．提案手法  

2.1.識別手順 

3 軸加速度センサーによって得られた高サンプリングレ

ートの行動データを低サンプリングレートのデータへと

変換し，そのデータに対してクラスタリングを行いデー

タの圧縮を行う．圧縮を行ったデータを用いた場合と元

データを用いた場合の識別率について検証を行う． 

 

一般的な識別フロー 

1）  行動データを訓練データとテストデータ（識別す

るデータ）の 2 つに分ける． 

2）  訓練データとテストデータそれぞれのデータから

特徴量を導く． 

3）  訓練データの特徴量データから識別器の作成を行

う． 

4）  3）で作成した識別器を用いてテストデータの識別

を行う． 

 

本研究における識別フロー 

1） 行動データを 2 つの訓練データ①・②とテストデー

タ（識別するデータ）の 3 つに分ける． 

2） 訓練データ①から kmaeans 法を用いて量子化後の値

を導く． 

3） テストデータ・訓練データ②を低サンプリングレー

トのデータへと変換する． 

4）  3）で得たデータそれぞれに対して 2）で導き出し

た値を元に量子化を行う． 

5）  4）で得たデータそれぞれの特徴量データを導く． 

6）  5）で得たデータにホワイトニングを行い，次元の

削減を行う． 

7）  6）でえたデータから識別器の作成，識別を行う． 

 

 

2.2.特徴量 

2.2.1.使用する特徴量 

本研究では既存の研究を元に以下の 19 種類の特徴量を

用いた． 

 

・加速度の大きさの平均 

 
・加速度の大きさの標準偏差 

 
・センサの各軸間の相関係数の平均値 

 
・鉛直方向加速度の分散値 

 
・加速度３軸の分散の最大値 

 
・vn(t)のベクトル長の平均，最大値，最小値，分散値 

，  

，  

・vn(t)と vG(t)の内積の平均，最大値，最小値，分散値 

，  

，  

・vn(t)と vG(t)の外積の平均，最大値，最小値，分散値 

，  

，  

・エネルギー 

 
  (Fi = 各軸の加速度に FFTをかけた時の振幅成分) 

・エントロピーエネルギー 

(Frequency Domain Entropy; FDE) 

 

 
 

（x = 行動データ(x軸)，y = 行動データ(y軸)， 

z = 行動データ(z 軸)，vn(t) = 運動加速度ベクトル， 

vG(t) = 重力加速度ベクトル） 

 

 

2.2.2.重力加速度ベクトル長・運動加速度ベクトル長の推

測 

重力加速度ベクトルの推測には既存研究[5]の手法を用

いた．加速度センサーには常に 1G の重力がかかる．一定

の時間幅 wGでの XYZ3 軸の平均ベクトルを重力ベクトル

とした．時刻 t での重力ベクトル vG(t)は 3 軸加速度ベクト

ル v(t)を用いて以下の式で表される． 



 

 

 

 

運動加速度ベクトル長は，ある時刻で得られた 3 軸加速度

ベクトルから重力ベクトルを減算して求める．時刻 t での

正規化された加速度ベクトル vn(t)は以下の式で表される． 

 

 
 

3 ．評価 

3.1.HASC Challenge 

本研究では，HASC Challenge で集められたデータを使

用した．HASC Challenge とは，「人間行動理解のための

装着型センサによる大規模データベース構築」を目指し

た活動を行っている 2009 年に活動を開始した団体

（HASC）が，参加者の協力を通じ，人間行動センシング

のためのデータ収集，及び特徴量・アルゴリズムの開拓，

および，アルゴリズム・ツールの標準化を目指したもの

である[7]． 

 

3.2.識別する行動 

識別する行動は以下に示す 6 種類の行動である． 

 

・滞在(stay)     ・歩く(walk) 

・走る (jog)     ・スキップ(skip) 

・階段を上る(stUp)  ・階段を下る(stDown) 

 

3.3.分類器の作成 

 本研究では，「滞在」157 個，「歩く」158 個，「走

る」151 個，「スキップ」158 個，「階段を上る」123 個，

「階段を下る」154 個の合計 901 個の行動データを用い，

分類器の作成には，全てのデータからランダムに 50%を

選択して用い，残りの 50%をテストデータとして用いた． 

 

3.4.識別 

低サンプリングレート化(100Hz→20Hz)・量子化(100 段

階)を行ったデータ，低サンプリングレート化(100Hz→

20Hz)を行ったデータ，元データの 3 つデータを用いてそ

れぞれについての識別結果を得た．また，識別器には，

ニ ュ ー ラ ル ネ ッ ト ワ ー ク (NN) ・ KNN 法・ SVM ・

NaiveBayes 法の 4 つを用いた．以下に各識別器による結果

を図 1～図 4 に示す． 

 
 
 
 
 

 
図 1．訓練データ・テストデータとして低サンプリングレ

ート化かつ量子化を行ったデータを用いた場合の識別器

ごとの識別率比較 

 
 
 

 
図 2．訓練データ・テストデータとして低サンプリングレ

ート化を行ったデータを用いた場合の識別器ごとの識別

率比較 

 

 

 

 
図 3．訓練データ・テストデータとして元データを用いた

場合の識別器ごとの識別率比較 

 



 

 
図 4．訓練データとして元データを用い，テストデータと

して 低サンプリングレート化かつ量子化を行ったデータ

を用いた場合の識別器ごとの識別率比較 

 

 

4．議論 

今回用いたデータを一般的な識別フローで識別を行っ

た場合，ニューラルネットワークを用いた場合 66.74%，

SVM を用いた場合 75.17%，KNN を用いた場合 63.64%，

NaiveBayes 法を用いた場合 65.85%の識別率を得た．最も

高い識別率を得ることができた SVM での識別結果につい

て考察していく．図 5 に訓練データ・テストデータに元デ

ータを用い，SVM を用いた場合の各行動の識別率を示す． 

 
 

 
図 5．訓練データ・テストデータに元データを用い，識別

器に SVM を用いた場合の各行動の識別率 

 

 

「滞在」に関してはほぼ 100％の識別結果を得ることがで

きている．また，「歩く」・「スキップ」に関しても約

90%と高い識別率である．これに対して「走る」・「階段

を下る」の識別率は約 60%，「階段を上る」の識別率は

約 30%と下がる．識別の詳細を確認すると「走る」と

「スキップ」の誤認識，「階段を上る」と「階段を下

る」と「歩く」の誤認識が多く確認された． どちらの誤

認識も上下の動きが関係したものであることから，重力

ベクトルの推定がうまくいってないことが考えられる． 

次に，元データ(100Hz)を 20Hz のデータへと変換し，変

換後のデータを訓練データ・テストデータとして用いた

場合，ニューラルネットワークを用いた場合 62.75%，

SVM を用いた場合 66.30%，KNN を用いた場合 52.55%，

NaiveBayes 法を用いた場合 52.11%の識別率を得た．元デ

ータを用いた場合と同様に SVM を用いた場合に最も高い

識別率が得られた．図 6 に訓練データ・テストデータに低

サンプリングレート化を行ったデータ用い，識別器に

SVM を用いた場合の各行動の識別率を示す． 

 
 

 
図 6．訓練データ・テストデータに 低サンプリングレー

ト化を行ったデータを用い，識別器に SVM を用いた場合

の各行動の識別率 

 

 

全体の識別率は 75.17%→66.30%と約 10%減少したが，

「滞在」に関しては，元データを用いた場合と同様にほ

ぼ 100%に近い識別率を得ることができた．「歩く」・

「走る」に関しては約 10%減少する結果となったが約

80%の高い識別率が得られた．「階段を上る」と「階段を

下る」に関しては元データも用いた場合とほぼ変わらず，

「走る」の識別率が約 20%下がる結果となった． 

次に，訓練データ・テストデータに低サンプリングレ

ート化かつ量子化を行ったデータを用いた場合，ニュー

ラルネットワークを用いた場合 62.53%，SVM を用いた場

合 64.52%，KNN を用いた場合 51.88%，NaiveBayes 法を用

いた場合 47.45%の識別率を得た．図 7 に訓練データ・テ

ストデータに低サンプリングレート化かつ量子化を行っ

たデータを用い，識別器に SVM を用いた場合の各行動の

識別率を示す． 

 
 

 
図 7．訓練データ・テストデータに低サンプリングレート

化かつ量子化を行ったデータを用い，識別器に SVM を用

いた場合の各行動の識別率 

 

 

元データでの識別と低サンプリングレート化を行ったデ

ータでの識別を比較した場合と比べて大きな差はみられ

なかった．高い識別率を得ることができていた「滞



 

在」・「歩く」・「スキップ」に関しては訓練データ・

テストデータに低サンプリングレート化を行ったデータ

を用いた場合の識別率とほぼ同値であり，提案手法の有

用性が見いだせた． 

次に，識別器作成の訓練データを元データ，識別する

データを低サンプリングレート化・量子化したデータと

したときの識別率についても調べてみた結果，ニューラ

ルネットワークを用いた場合 26.61%，SVM を用いた場合

19.29%，KNN を用いた場合 15.74%，NaiveBayes 法を用い

た場合 21.06%と大幅な識別率の低下がみられた．図 8 に

訓練データを元データ，識別するデータを低サンプリン

グレート化・量子化を行ったデータとし，識別器にニュ

ーラルネットワークを用いた場合の各行動の識別率を示

す． 

 
 

 
図 8．訓練データに元データ，テストデータに低サンプリ

ングレート化かつ量子化を行ったデータを用い，識別器

にニューラルネットワークを用いた場合の各行動の識別

率 

 

 

低サンプリングレート化・量子化を行ったデータを訓練

データとした場合に大きな識別率の低下が確認できなか

ったことから本研究の提案手法によるデータの特徴自体

の情報削減は少ないのだと考えられるが，元データの値

と量子化後の値の変化によって識別器の識別率が大幅に

下がったと考えられる． 

 

5．まとめ 

本研究の目的は，数 bit/秒のデータしか送ることのでき

ないようなセンサノードを使用すると仮定した場合に，

少ない情報量で，実世界でのデキゴトを識別するための

手法を提案することであり，提案手法として高サンプリ

ングレートで取得してきたデータを等間隔に低サンプリ

ングレート化し，さらに kmeans 法による量子化を行うこ

とによりデータ量を圧縮する手法をあげた．結果，最も

識別率の高かった SVM を用いた場合，一般的な手法を用

いた場合の識別率が 75.17%であったのに対して本研究の

手法を用いてデータを圧縮した場合の識別率は 64.52%で

あり，本研究の手法を用いることで高サンプリング

(100Hz)のデータを低サンプリング(20Hz)かつ量子化によ

る 100 段階の値でデータを表現しても約 10%の識別率の

低下で識別が可能であることがわかった． 
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付録 

以下に混同行列を挙げる． 

 

訓練データ・テストデータに低サンプリングレート化

(100Hz→20Hz)かつ量子化(100 段階)を行ったデータを用い

た場合の各識別器の識別結果 

 

ニューラルネットワーク 

 
 
SVM 

 
 



 

KNN 法 

 
 

NaiveBayes 法 

 
 
 

訓練データ・テストデータに低サンプリングレート化

(100Hz→20Hz)を行ったデータを用いた場合の各識別器の

識別結果 

 

ニューラルネットワーク 

 
 

SVM 

 
 

KNN 法 

 
 

 

 

NaiveBayes 法 

 
 

 

訓練データ・テストデータに元データを用いた場合の各

識別器の識別結果 

 

ニューラルネットワーク 

 
 

SVM 

 
 

KNN 法 

 
 

NaiveBayes 法 

 
 

 
 
 



 

訓練データに元データ，テストデータに低サンプリング

レート化(100Hz→20Hz)かつ量子化(100 段階)を行ったデー

タを用いた場合の各識別器の識別結果 

 

ニューラルネット 

 
 

SVM 

 
 

KNN 法 

 
 

NaiveBayes 法 

 


