
音節単位DNN-HMMによる音声認識の検討

概要：近年，音声認識にディープニューラルネットワークを用いることで，従来手法である GMM-HMM

と比較し精度が向上するという結果が多数報告されている．本研究では，3つの年齢層（成人・子供・老人）

と性別（男性・女性）に依存した計 6クラスの学習データベースを使用し，それぞれ音節単位 DNN-HMM

を学習した．その結果，従来手法である GMM-HMMと比較して 4クラスで精度の向上が見られた．そし

て 6つのクラスを 1つのネットワークで学習することにより，5クラスで精度の向上が見られた．また，

直前の音素を考慮した左コンテキスト依存の音節単位 DNN-HMMについても検討した．左コンテキスト

依存の音節単位 DNN-HMM は学習すべきパラメータ数が多いため，学習には多くの時間が必要となる．

そこで，状態を「結び」にして学習する方法と学習を高速化するために Rectified Linear Unitを導入した

結果も報告する．
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Consideration on Syllable-Unit based Deep Neural Network
for Speech Recognition

Abstract: Recently, Deep Neural Networks have been applied to speech recognition and outperformed the
conventional GMM based methods. In this paper, we provide 6 class training sets which depend on gen-
der(male, female) and age(elder, adult, child). We trained each syllable-unit based DNN and it outperformed
the baseline GMM-HMM for 4 classes. We also trained one DNN using all 6 class training sets and it out-
performed the baseline GMM-HMM for 5 classes. In addition, we considered a left context dependent
syllable-unit based DNN-HMM. Modeling context dependent phonemes increases parameters to learn, and
needs a lot of time. So we also report results about tied state syllable modeling and use of rectified linear
unit to train parameters quickly.
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1. はじめに

ディープニューラルネットワーク (Deep Neural Network:

DNN)を音声認識に用いる研究が活発に行われ [1][2]，DNN-

HMMを用いた日本語音声認識でも従来のGMM-HMMを

超える精度が得られたという研究が多数報告されてい

る [3][4]．ニュラルネットワークの特徴は入力フレーム数を

11フレーム長程度にしても頑健に事後確率が学習される点

であり，十分なコンテキストを入力できることから，コンテ

キストに独立なモデルで高精度な認識率を達成できる．こ

れらのほとんどの研究では，GMM-HMMと DNN-HMM

の比較を行っているが，DNN-HMMの出力ラベル単位とし

てモノフォンとトライフォンの比較を行った研究は少ない．

我々は従来から音節単位 GMM-HMMの研究を行ってお

り [5][6]，今回，コンテキスト独立音節単位のGMM-HMM

とDNN-HMM，左コンテキスト依存音節単位DNN-HMM

との比較結果を報告する．関連研究として文献 [7]や [8]が
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ある．文献 [7]では中国語を音節単位 DNN-HMMで学習

してコンテキスト独立とコンテキスト依存モデルを比較し，

後者のほうが良い性能を得ている．文献 [8]では中国語を

トライフォン単位で学習し，fMPE基準で学習されたトラ

イフォンGMM-HMMよりよい性能を得ている．また，層

数や学習データ量と精度の関係について報告している．

　本稿では 3つの年齢層（成人・子供・老人）と性別（男

性・女性）ごとに計 6つのデータベースを用意し，それぞ

れに対してコンテキスト独立の音節単位 DNN-HMMを学

習する．そして音節と直前の音素を考慮した左コンテキス

ト依存 DNN-HMMも学習し，比較検討を行う．

　まず 2節では DNN-HMMの学習方法について述べる．

今回は，制限付きボルツマンマシンによる事前学習を行う

方法と，事前学習を行わないで Rectified Linear Unitで学

習する方法を比較した．3節では GMM-HMMによる不特

定話者認識手法について述べる．4節では GMM-HMMと

DNN-HMMによる実験とその結果，5節ではまとめと今後

の課題を述べる．

2. DNN-HMMによる音声認識

2.1 ディープニューラルネットワークの概要

ディープニューラルネットワークは多数の隠れ層を持つ

ニューラルネットワークである．従来のニューラルネット

ワークは，層数が増えるとバックプロパゲーションでパラ

メータを学習する際入力に近い層まで勾配が伝わらず，う

まく学習することが困難であった．しかし，Hintonらに

よって提案された事前学習アルゴリズムにより適切な初

期値を得ることができ [9][10]，このネットワークに対して

バックプロパゲーションを行うことで，多数の隠れ層をも

つニューラルネットワークを学習することができる [11]．

2.2 事前学習

事前学習ではまず第１層と第２層を Restricted Boltz-

mann Machine(RBM) とみなし，接続されたノードの重

みとバイアスを学習する．第１層では Gaussian-Bernoulli

RBM，それ以降では RBMが使用される．v を可視ノー

ド，hを隠れノードとすると，エネルギー関数はそれぞれ

次式で与えられる．

E(v,h) =
∑
i∈V

(vi − ai)
2

2

−
∑
j∈H

bjhj −
∑
i,j

vihjwij (1)

E(v,h) = −
∑
i∈V

aivi −
∑
j∈H

bjhj −
∑
i,j

vihjwij (2)

Gaussian-Bernoulli RBMの場合，可視ノードおよび隠れ

ノードの条件付き確率は次式で与えられる．

p(vi = v|h) = N(v|ai +
∑
j

hjwij , 1) (3)

p(hj = 1|v) = sigmoid(bj +
∑
i

viwij) (4)

RBMの場合，可視ノードおよび隠れノードの条件付き確

率は次式で与えられる．

p(vi = 1|h) = sigmoid(ai +
∑
j

hjwij) (5)

p(hj = 1|v) = sigmoid(bj +
∑
i

viwij) (6)

対数尤度は

ln p(v|θ) = ln
1

Z

∑
j∈H

e−E(v,h) (7)

= ln
∑
j∈H

e−E(v,h) − ln
∑

i∈V,j∈H

e−E(v,h) (8)

となり，パラメータ θで偏微分すると次式が得られる．

−∂p(v|θ)
∂θ

=<
∂E

∂θ
>data − <

∂E

∂θ
>model (9)

　重み wij で偏微分すると次式が得られる．

−∂p(v|θ)
∂wij

=< vihj >data − < vihj >model (10)

< vihj >data は入力データ及び p(hj = 1|v) を用いて容
易に計算することができる．< vihj >model は直接計算す

るのが困難なため，ギブスサンプリングを用いて計算す

る [12]．他のパラメータに関しても同様の計算を行う．

　パラメータの学習が終わると，第 2層と第 3層を RBM

とみなし同様に学習を行う．この時，入力には直前に求め

た p(h = 1|v)を用いる．このようにネットワークを下位層
から順に RBMとみなし，教師なし学習を行っていく．

2.3 教師有り学習

DNNの教師あり学習としてバックプロパゲーションを

用いる．与えられた学習データ oと正解ラベル t に対して

前向きにスコアを計算し出力層での損失を求め，各層のパ

ラメータの勾配を後ろ向きに計算していく．l層のノード

j の値 oj は次式のように計算される．

uj =
∑
i

wjioi , oj =
1

1 + e−uj
(11)

出力層は softmax関数を用いて次式のように計算される．

oj =
exp(uj)∑
i exp(ui)

(12)

損失関数にはクロスエントロピーを用いている．

E =
∑
j

log oj (13)

ここで，

∂E

∂wji
=

∂E

∂uj

∂uj

∂wji
,
∂uj

∂wji
= oi (14)
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∆wji = ηrjoj (15)

rj は，出力層の場合と隠れ層の場合でそれぞれ次式で求め

られる．δはクロネッカーのデルタである．

rj = δtj ,j − oj (16)

rj = oj(1− oj)
∑
k

rkwkj (17)

2.4 Rectified Linear Unit

Restricted Boltzmann machines(RBM)による事前学習

に Rectified Linear Unitを使用することで精度が向上する

ことや [13]、事前学習を行わなくても同等の精度が得られ

ることが報告されている [14][15]．左コンテキストを出力

ラベルとして用いた場合，出力層のユニット数は 3712と

多く，隠れ層も増やす必要があるため，多くの計算時間を

要する．そこで，学習時間の短縮のため活性化関数として

Rectified Linear Unit(oj = max(0, uj))を使用し，事前学

習は行わず教師有り学習 (fine-tuning)のみを行った．この

とき，式 (16)(17)はそれぞれ以下のように変更される．

rj = δtj ,j − oj (18)

rj = max(0,
∑
k

rkwkj) (19)

2.5 コンテキスト依存音節単位 HMM のための状態の

「結び」

出力ラベルとしてコンテキスト独立音節と左コンテキス

ト依存音節を用いる．HMMは図 1のように 4状態出力

分布を持ち，出力ラベル数はコンテキスト独立の場合，音

節 116種× 4状態の 464種，左コンテキスト依存の場合，

左コンテキスト 8種（a,i,u,e,o,N,qs,SIL）×音節 116種×

4状態の 3712種である．また，左コンテキスト依存のう

ち後半 2状態をコンテキスト独立にした場合と後半 3状

態をコンテキスト独立にした場合も試した．後半 2 状態

を結びにした場合，左コンテキスト依存の音節「a-ka」は

a-ka[1],a-ka[2],TC ka[3],TC ka[4]の 4状態で構成され，後

半 2状態はコンテキスト独立音節「ka」である．後半 2状

態を結びにした場合と 3状態を結びにした場合で，出力ラ

ベル数はそれぞれ 2088，1276である．

3. 不特定話者音声認識

3.1 データベース

GMM-HMMで音響モデルを構築する際に，全学習話者

の音声データを用いるのではなく，認識対象話者に類似し

た学習話者の音声データのみを用いると，話者性の問題に

対処でき，認識精度が向上することが知られている [16]．

そこで，DNN-HMMによる不特定話者音声認識について

もこれを検討をする．年齢・性別非依存の不特定話者音声

認識システムを評価するため，3つの年齢層（成人・子供・

1 2 43

左コンテキスト依存音節

a-ka[1] a-ka[2] a-ka[3] a-ka[4]

a-ka[1]

a-ka[1]

a-ka[2]

後半3状態の結び

後半2状態の結び

TC_ka[3] TC_ka[4]

TC_ka[3]TC_ka[2] TC_ka[4]

図 1 音節単位 HMM の構造

Fig. 1 Structure of syllable-unit based HMM

老人）と性別（男性・女性）ごとにデータベースを用意し，

それぞれ６クラスおよびこれらを一つにまとめた 1クラス

に対して認識実験を行った．学習およびテストデータは性

別（男女），年齢層（成人，子供，老人）の 6クラスに分類

されてある。各クラスのデータ数を表 1に示す．ここで，

A-Mは成人男性，A-Fは成人女性，C-Mは子供男性，C-F

は子供女性，E-Mは老人男性，E-Fは老人女性を表して

いる。成人用のデータには ASJ+JNASコーパス [17]を用

いる．各話者の新聞記事読み上げ文 100文と音素バランス

文 50文から構成されており，話者は 18歳から 59歳まで

の男性 184名，女性 187名である．子供用のデータには，

CIAIR-VCVコーパスを用いる [18]．大きく 3つのコンテ

ンツから構成されており，カタカナで表現された 40単語と

21種類の数字，童話”マッチ売りの少女”の読み上げ 30

文である．話者は 6歳から 12歳の男性 145名，女性 143

名である．老人用のデータには日本語新聞読み上げコーパ

ス JNASの老人用である S-JNASコーパスを用いる [19]．

新聞記事読み上げ文 200文と音素バランス文 50文から構

成されており，話者は 60歳から 90歳までの男性 151名，

女性 150である．テストデータは各クラスとも 100文であ

る．子供用コーパスは主に童話の読み上げ文から構成され

ているが，実験で用いている言語モデルは新聞記事から学

習している．そのため，子供クラスのテストデータの未知

語率は 14%である．成人クラス，老人クラスの未知語率は

それぞれ 0.5%，2.1%である．

3.2 特徴パラメータ

GMM-HMMの学習に用いた特徴量は 12次元 MFCC，

Δ，ΔΔ，およびΔパワー，ΔΔパワーで計 38次元であ

る．ここで，各MFCCは発話ごとに CMNを行っている．

GMM-HMMは，音節単位の left-to-right型で，各 HMM

は 4状態出力分布を持ち，各出力分布は 32混合の対角共分

散正規分布からなる．また，1クラスモデルは 128混合を

用いた．無音とショートポースを合わせて左コンテキスト

依存 928種類の音節単位HMMを用いた．コンテキスト独

立 HMMを学習した後，コンテキスト依存 HMMをMAP
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表 1 各クラスの学習，テストデータ量 (#sentence/#word)

Table 1 Training Data and Test Data

A-M A-F C-M C-F E-M E-F

学習データ量 20337/0 25056/0 3393/7538 3910/7744 24081/0 24061/0

テストデータ量 100/0 100/0 100/0 100/0 100/0 100/0

推定により学習した．子供用コーパスの音声データには，

すべての音節が含まれていないため，モデル学習の初期パ

ラメータの推定に成人女性用コーパスを用いて対応した．

DNN-HMMの学習には，特徴量としてフレーム周期 10ms

ごと 12次元MFCC，Δ，ΔΔ，およびパワー，Δパワー，

ΔΔパワー計 39次元を用いた．入力フレーム数は 11を標

準としている．学習データのアライメントはベースライン

となる GMM-HMMでアライメントをとった．

3.3 言語モデル

言語モデルの学習には，毎日新聞の記事のうち 1991年

1月から 1994年 9月までの 45ヶ月分および 1995年 1月

から 1997年 6月までの 30ヶ月分計 75ヶ月分を使用した．

語彙として学習データの中で出現頻度が高い上位 20,000語

使用し，tri-gram言語モデルを学習した．

3.4 デコーダ

GMM-HMM による大語彙連続音声認識のデコーダに

は，日本語連続音声認識システム SPOJUS++ (SPOken

Japanese Understanding System)[20]を，DNN-HMMにお

いて認識実験を行う際には，WFST版 SPOJUSを用いた．

4. 評価実験

4.1 GMM-HMMの評価

左コンテキスト依存音節単位GMM-HMMによる認識結

果を表 2のモデル GMM(CD)の欄に示す [5][6]．6クラス

それぞれで学習した場合と全てのデータをまとめた 1クラ

スで学習した場合を比較すると，老人クラスの単語認識精

度はほぼ同等の結果だが，それ以外の 4クラスは個別の音

響モデルを使用したほうが 1[%]～4.7[%]ほど単語認識精度

が良い．平均単語認識精度もクラス別（6クラス）の音響

モデルの方が全クラス（1クラス）の音響モデルより精度

は良い．

4.2 コンテキスト独立音節DNN-HMMの評価

コンテキスト独立音節単位 DNN-HMMによる認識結果

を表 2の 6クラス DNN(CI)の欄に示す．認識に用いる音

響モデルは，クラス既知としてそれぞれのクラスに対応す

るモデルを用いた．ネットワークは 8層，隠れ層のユニッ

ト数は 1024とした．コンテキスト独立DNN-HMM(CI)で

認識を行った場合，左コンテキスト依存 GMM-HMM と

比べて成人クラスと子供クラスは最大 0.7[%]，最小では

図 2 シグモイド関数と Rectified linear unit による学習時間と

Acc.[%]の違い (成人男性クラス，隠れ層：1024ユニット，入

力フレーム数：11，出力ラベル：コンテキスト独立)

Fig. 2 The training time and accuracy using activation func-

tion as sigmoid unit and rectified linear unit(class:adult

male, hidden unit:1024, input frame:11, output la-

bel:context independent)

0.2[%]単語認識精度が向上したが，老人クラスだけは単語

認識精度が低下した．特に老人女性はGMM-HMMの結果

を 2[%]下回った．このため，6クラスを平均した単語認識

率は GMM-HMMとほぼ同じ結果となった．

4.3 Rectified Linear Unitによる高速化

左コンテキスト依存 DNN-HMMを学習するため隠れ層

のユニット数を増やす必要があるが，事前学習に時間がか

かり大規模なネットワークを学習するのは難しい．そこで，

活性化関数として Rectified Linear Unitを使用し，事前学

習を行わずバックプロパゲーションによりネットワークを

学習した．学習には成人男性クラスのデータを用いた．シ

グモイド関数を使用した事前学習ありの DNNと Rectified

Linear Unitを使用した事前学習なしの DNNの単語認識

精度と学習時間を表 3と図 2に示す．出力ラベルはコン

テキスト独立としている．シグモイド関数を使用した時

と Rectified Linear Unitを使用した時では動作環境が違っ

ているため単純な比較はできないが（CPU：Core i7-960，

GPU：Tesla C2075× 2，メモリ：前者 12GB 後者 28GB），

それでも Rectified Linear Unitを使用すると，従来の事前

学習ありの DNNと比べ大幅に学習時間が削減され，ほぼ

同等の単語認識精度を出すことができた．また，隠れ層を
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表 2 クラス既知での単語認識精度 (隠れ層：1024 ユニット，入力フレーム数：11)

Table 2 Word recognition accuracy[%] with corresponding to GMM/DNN

(hidden unit:1024, input frame:11)

クラス モデル A-M A-F C-M C-F E-M E-F ave.

6 クラス

GMM(CD) 93.5 94.6 74.7 78.2 89.4 93.4 87.3

DNN(CI,layer=8) 94.1 95.0 75.4 78.4 88.8 91.4 87.2

DNN(CD,layer=8) 89.7 89.9 76.6 79.9 87.0 90.0 85.5

1 クラス

GMM(CD) 91.3 93.6 68.0 74.7 89.5 93.7 85.1

DNN(CI,layer=5) 93.1 94.5 75.2 77.3 90.3 92.2 87.1

DNN(CI,layer=6) 93.9 94.9 76.1 78.1 90.3 92.2 87.6

DNN(CI,layer=7) 94.0 94.9 77.1 78.7 90.4 91.9 87.8

表 3 シグモイド関数を用いた事前学習あり DNN と ReLU を用い

た事前学習なし DNNの比較 (成人男性クラス，隠れ層：1024

ユニット，入力フレーム数：11，出力ラベル：コンテキスト

独立)

Table 3 Comparison of pre-training DBN and rectifier network

(class:adult male, hidden unit:1024, input frame:11,

output label:context independent)

層数 3 4 5 6 7 8

シグモイド関数 92.8 93.8 94.3 94.3 94.1 94.1

ReLU 92.7 93.3 94.0 94.3 93.8 93.9

表 4 Rectified Linear Unit を使用した時の単語認識精度 (成人男

性クラス，隠れ層：2048 ユニット，入力フレーム数：11，出

力ラベル：左コンテキスト依存)

Table 4 Word recognition accuracy using Rectified Lin-

ear Unit(class:adult male, hidden unit:2048, input

frame:11, outputlabel:left context dependent

層数 4 5 6 7

Acc.[%] 91.1 90.5 91.1 90.0

4096にまで増やしても Rectified Linear Unitはシグモイ

ド関数を使用した場合と同等もしくはそれ以上の認識率

を得ることができた．従って，隠れ層のユニット数を多く

必要とする左コンテキスト依存 DNNの学習には Rectified

Linear Unitを使用する．

4.4 左コンテキスト依存音節DNN-HMMの導入

左コンテキスト依存音節 DNN-HMMによる認識結果を

表 2 の 6 クラス DNN(CD,layer=8) に示す．コンテキス

ト独立で事前学習したネットワークに出力層を付け加え，

バックプロパゲーションを行った．出力層のユニット数が

3712なのに対し隠れ層のユニット数は 1024とバランスが

悪く，単語認識精度もGMM-HMMより下回った．隠れ層

を 2048として Rectified Linear Unitを用いて学習した時

の認識結果を表 4に示す．層数を増やしても著しい改善は

見られず，表 3や表 4から層数はラベルの種類には依存せ

ず，学習量と大きく関わりのあることがわかる．4.5節で

6クラスのデータをまとめて学習を行うが，そこでは層数

を増やすことで単語認識精度も向上する．

　左コンテキスト依存音節単位では，直前の数フレームを

ネットワークに入力しなくても，左コンテキストに依存し

たネットワークが学習できると考えた．その時の単語認識

精度を表 5に示す．入力フレーム数が 5，7，11のときほぼ

同じ精度を示したが，入力フレーム数を 1とすると悪くなっ

た．この入力条件は左コンテキスト依存GMM-HMMと同

じであるにもかかわらず（厳密に言えば，GMMへの入力

にはパワーを含んでいない），単語認識精度はGMM-HMM

より精度が悪いが，原因は不明である．次に，出力層のユ

ニット数を減らし，学習すべき状態数やパラメータ数を削

減する．そのために，左コンテキスト依存音節モデルで後

ろ 2状態を共有する場合 (TC 2state) と後ろ 3状態を共有

する場合 (TC 3state)で実験を行った．この時の単語認識

精度を表 6に示す．TC 2stateは出力ユニット数が 2088，

隠れ層のユニット数が 4096であり，TC 3stateは出力ユ

ニット数が 1276，隠れ層のユニット数は 2048である．後

ろ 3状態を共有した場合，単語認識精度は 92.7[%]となり，

左コンテキスト依存 DNN-HMMに関して行った実験の中

で最もよい精度となったが，コンテキスト独立DNN-HMM

を上回ることはできなかった．これは，学習データ量と

ネットワークのパラメータ数の関係に起因していると考え

られる．

4.5 1クラス DNN-HMM

6クラスすべてのデータをまとめ，ひとつのネットワーク

でも学習を行った．その結果を表 2の 1クラスの欄に示す．

特徴パラメータの正規化はクラスごとに行った．GMM-

HMMの場合と異なり，全学習データを用いてネットワーク

を学習することで，クラスごとに学習したDNN-HMM(CI)

と同等以上の単語認識精度が得られた．特に，子供男性ク

ラスをみると子供男性クラスのみを用いて学習した 6クラ

ス DNN-HMM(CI)と比べ単語認識精度は 1.7[%]改善して

おり，特定話者集団に依存したデータの質を学習データ量

が上回る結果となった．コンテキスト依存GMM-HMMで

は，クラス別（6クラス）モデルと比べて，全クラス (1クラ
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表 5 入力フレームの変化と単語認識精度の比較 (成人男性クラス，

CI：コンテキスト独立 (隠れ層：1024 ユニット，層数：5)

CD：左コンテキスト依存 (隠れ層：4096ユニット，層数：5))

Table 5 Comparison of different input frames and word recog-

nition accuracy(class:adult male, CI:context indepen-

dent(hidden unit:1024,layer=5), CD:left context de-

pendent(hidden unit:4096,layer=5))

モデル 入力フレーム Acc.[%]

CI
1 90.7

11 94.0

CD

1 88.5

3 89.8

5 90.6

7 90.8

11 90.7

表 6 音節の状態共有に対する単語認識精度の比較 (成人男性クラ

ス，層数：5，入力フレーム数：11)

Table 6 Comparison of different tied-state model(class:adult

male, layer=5, input frame:11)

モデル 隠れ層 ユニット数 出力ユニット Acc.[%]

TC 2state 4096 2088 91.3

TC 3state 2048 1276 92.7

ス)モデルにすると大幅に認識精度が低下するが，コンテキ

スト独立DNN-HMMでは，逆に全クラス（1クラス）モデ

ルの方が認識精度が良くなっている．これよりパターンの

変動が大きい音声ほど大量のデータがあれば DNN-HMM

の威力が発揮できると考えられる．

5. まとめ

本稿では，性別や年齢に依存したクラス別の 6 つのク
ラスとそれらをひとつにまとめた 1クラス DNN-HMMを
学習し，従来手法である GMM-HMMとの比較を行った．
クラス依存で DNN-HMMを学習した場合，平均単語認識
率は 87.2[%]となり GMM-HMM（87.3[%])と比べ同精度
にとどまった．1クラス DNN-HMMを学習した場合，平
均単語認識精度は 87.8[%] となり，6 クラス DNN-HMM
と比較して 0.5[%]の改善を得ることができ，クラス別（6
クラス）GMM-HMMを上回った．老人クラスはクラス依
存で DNN-HMMの学習を行った場合，男性・女性ともに
GMM-HMMの単語認識精度を下回った．しかし，1クラ
ス DNN-HMMを学習することで老人女性クラス以外の全
クラスでクラス別（6クラス）のGMM-HMMを上回った．
なお，認識精度が向上すると言われている Dropout法 [21]
を実装し，成人男性クラスに適用したが，精度の改善は見
られなかった．
　今後は，今回の比較実験についての詳しい調査や 1クラ
ス DNN-HMMにより学習される普遍的な情報と適応学習
の組み合わせ，パターン変動の大きい CSJでの評価などを
検討したい．
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