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ガウス過程回帰モデルを用いた多重音信号における楽器同定  
 

鍵本哲宏†1	 	 笠井裕之†1	  
 

多重音信号解析において，各音がどの音でどの楽器に属しているかを認識することは，一般的に困難である．Specmurt
法では，同じ楽器カテゴリに属する音高は同じスペクトルパワー比（調波構造）を持つと仮定し，固定の調波構造を

用いて解析を行なっている．しかしながら，一般的に調波構造は一定ではない．そこで本稿では，楽器音を事前に学

習しガウス過程回帰でモデル化することで，可変的に調波構造を作り，スペクトル基底から最適な組み合わせを見つ
けることで，認識したい音高と属するカテゴリを特定する．提案方式と調波構造一定の場合を仮定した方式との認識

精度の比較を行い，提案方式の有効性を示す． 

キーワード	 ガウス過程回帰，Specmurt，非負値行列因子分解 
 
 

1. はじめに    

	 近年，音楽の情報処理技術の飛躍的な向上により，音

楽の創造や編集が容易にできるようになってきた．中でも

自動採譜システムや音楽検索等を対象にした様々な音楽ア

プロケーションに応用が可能であることから，音楽音響信

号から個々の基本周波数（音階）を推定する楽音解析の研

究が特に注目を浴びている．しかし依然として，訓練を受

けた人の力を借りなければ楽音の採譜は難しい．そこで本

研究では，ある音楽を構成する楽器やピッチを自動的に認

識することで，楽器ごとの楽譜を作成することを目標とし

ている．一方，音楽データは時間に対する音の振幅の情報

しか与えられない．しかし、人間の聴覚は多重音であって

もそれぞれの音を認識することができる．多重音の解析は

単音の解析に比べて困難であり，これまでも数多くの手法

が試されてきた．中でもモノラル信号における音源分離は

難しい問題とされている．こうしたモノラル信号における

音源分離のうち，音声認識技術としてケプストラム法[1]
やメル周波数ケプストラム(MFCC)[2]といった技術が提案
された．これらの研究は単一楽器あるいは音声のピッチを

推定するための技術である．さらに，単音だけでなく和音

でもピッチを推定するために Specmurt法が提案された[3]．
Specmurt 法は多重音解析手法の一つであり，共通調波構
造と呼ばれるモデルを自ら反復的に生成することで擬似的

な楽器情報を得て，それを元に基本周波数を求めるという

ものであった．しかしこの手法は同じ楽器のもつ全ての音

が同じ調波成分を持つと仮定したもので，実際は１音ごと

に調波成分は異なる．よって多重音を単音ごとに分離する

ためには，調波成分を可変的に扱えるモデルを考える必要

がある．更に最近では非負値行列因子分解（Non-negative 
Matrix Factorization）やスパースコーディングといった
音楽の疎性を利用した解析も行なわれている[4]-[6],[9]．
我々は，１楽器カテゴリが同じ確率スペクトル包絡を持つ

ものと仮定し，調波成分のパワー比を可変的に扱うことが
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可能な，ガウス過程回帰モデルを用いたスペクトル基底に

基づく多重音解析方式を提案してきた [7]．そこでは
Specmurt 法と提案手法による音の認識率の比較によって，
必要とする音のテンプレート数を削減した上での認識精度

の向上を示し，単数の楽器による和音解析をおこなった．

本稿では更に複数の楽器が含まれている場合の楽器の同定

を行い評価した． 

2. 従来研究  
2.1 Specmurt 法  
多重音を解析する手法の一つとして Specmurt法が提案

されている．この手法によって，単一楽器によって演奏さ

れた和音を含む楽曲の基本周波数を求めることができる．  
周波数成分間のパワー比が基本周波数に関わらず共通で

ある調波構造を想定し，多重音スペクトルが基本周波数分

布と共通調波構造の畳み込みで表すことができるものと仮

定する．共通調波構造が既知であれば，多重音スペクトル

との逆畳み込みをすることで基本周波数分布を求めること

ができる．Specmurt法の具体的な適用方法を以下に示す． 
共通調波構造をℎ 𝑥 ，基本周波数を𝑢 𝑥 とする時，多重

音スペクトル𝑣 𝑥 は式(1)で表される． 
 

  𝑣 𝑥 = ℎ 𝑥 ∗ 𝑢(𝑥)              (1)  
 

ここで，共通調波構造とは全ての音の周波数精文館のパワ

ー比が基本周波数に関わらず普遍的に一定である調波構造

のことであり，基本周波数分布とは基本周波数がどの値に

どれだけの成分を持つかを表したものである． 
	 共通調波構造ℎ 𝑥 が既知であるなら，基本周波数分布
𝑢 𝑥 は 𝑥 とℎ 𝑥 の逆畳み込みで求められ，式(2)で表される． 
 

𝑢 𝑥 = ℎ 𝑥 !! ∗ 𝑣(𝑥)             (2) 
 
	 ただし，線形周波数スケールでは基本周波数が𝛥𝜔変化す
ると𝑛次の高調波周波数は𝑛𝛥𝜔変化してしまい，式(1)は成
立しない．そこで，これら各関数を対数周波数スケールで

扱うことにする．対数周波数スケールでは基本周波数が𝛥𝑥
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予測をし，スペクトルの包絡を作成する．このスペクトル

包 絡 を 確 率 ス ペ ク ト ル 包 絡 (Probability Spectrum 
Envelope;PSE)と呼ぶこととする．PSEの作成の仕方を説
明する． 
 まず前節で得られたスペクトルの行列𝐖から，全てのピー
ク点を抽出する．𝐖 = [𝑤! 𝑓   𝑤! 𝑓 ⋯𝑤! 𝑓 ]として，

𝑟(= 1,⋯ ,𝑅)番目の音源のスペクトル𝑤! 𝑓 の基本周波数𝑓!
を求める．倍音のインデックスをℎ(= 1,⋯𝐻!)とすると，
𝑤! 𝑓 のℎ倍音目のピーク点は 𝑓!! , 𝑦!! と表すことができる．

ただし，𝐻!は𝑤! 𝑓 のピーク数𝑓!! = ℎ ⋅ 𝑓!，𝑦!! = 𝑤!(ℎ ⋅ 𝑓!)
である． 
ここで，𝑁 = 𝐻!! 個のピーク集合 𝒇,𝒉 = {(𝑓!! , 𝑦!!)}!,!を
入力としてガウス過程回帰モデルに入力する．尚，ガウス

過程を回帰問題に適用するには観測される目標変数の値に

含まれるノイズを考える必要がある[8]．ここで𝑡!は式(7)
で表される． 
 

𝑡! = 𝑦! + 𝜖!                 (7) 
 

  ここで𝑦! = 𝑦 𝑓! であり，また𝜖!は𝑛番目の観測値に加え
られるノイズで，各観測値に対して独立に決定される．こ

こではノイズもガウス分布に従うものとし， 𝑝 𝑡! 𝑦! =

𝒩 𝑡! 𝑦!,𝛽!! とする．ここで，𝛽はノイズの精度を表す超
パラメータである．ノイズはデータ点に対して独立に決ま

るため， 𝐲 = 𝑦!,⋯ 𝑦! !が与えられた上での目標値

𝐭 = 𝑡!,⋯ 𝑡! !の同時分布は𝑝(𝐭|𝒚) = 𝒩(𝐭|𝐲,𝛽!!𝐈𝑵)の等方的

なガウス分布に従う．ここで𝐈𝑵は𝑁×𝑁の単位行列とする．
ガウス過程の定義より，周辺分布𝑝(𝐲)は平均が 0で共分散
がグラム行列𝐊で与えられるガウス分布となる． 
	 入力値𝑓!,⋯ 𝑓!で条件付けられたときの𝐭の周辺分布𝑝 𝐭

は式(8)で表される． 
 

𝑝 𝐭 = 𝑝 𝐭 𝐲 𝑝 𝐲 𝑑𝐲 =   𝒩(𝐭|𝟎,𝐂)       (8) 
 

ここで𝒩(𝜇,𝜎!)は平均𝜇，分散𝜎!の正規分布を表す．また，

共分散行列𝐂の要素は式(9)で表される． 
 

𝐶 𝑓!, 𝑓! = 𝑘 𝑓!, 𝑓! + 𝛽!!𝛅𝒏𝒎        (9) 
 

を持つ．𝑘 𝑓!, 𝑓! はカーネル関数で，ガウス過程回帰に用
いるカーネル関数は，式(10)で表される． 
 

𝑘 𝑓!, 𝑓! = 𝜃!exp − !!
!
𝑓! − 𝑓! ! + 𝜃! + 𝜃!𝑓!!𝑓!   (10) 

 
超パラメータ𝜃!,… , 𝜃!の値の学習は尤度関数𝑝 𝐭 𝛉 の評価

に基づいており，勾配法によって求めることができる． 
	 回帰において訓練データの集合として入力が与えられた

時に，新しい入力に対する目標変数の値を𝒇!,… , 𝒇!と，対
応する𝐭𝑵 = 𝑡!,⋯ 𝑡! !が与えられているときに，新しい入

力ベクトル𝒇!!!に対する目標変数𝐭𝑵!𝟏を予測したいもの
とする． 
	 ここで，条件付き分布𝑝 𝑡!!!|𝐭 を求めることを考える．
𝑡!,⋯ 𝑡!!!の同時分布は式(9)より式(11)で表される．． 
 

𝑝(𝐭!!!) =   𝒩(𝐭!!!|𝟎,𝐂!!!)        (11) 
 

𝐂!!!は，(𝑁 + 1)×(𝑁 + 1)の共分散行列である．この同時分
布はガウス分布であるため，条件付きガウス分布が得られ

る．これを行なうような共分散行列の分割は式(12)で表さ
れる． 
 

𝐂!!! =
𝐂! 𝐤
𝐤! 𝑐

              (12) 

 
𝐂!は𝑛,𝑚 = 1,… ,𝑁に対する要素が式(9)であるような𝑁×𝑁
の共分散行列である．𝐤は，要素𝑘(𝑓!, 𝑓!!!)(𝑛 = 1,… ,𝑁)を

持つベクトルである．またスカラー𝑐 = 𝑘 𝑓!!!, 𝑓!!! + 𝛽!!

とする．条件付き確率分布𝑝 𝑡!!!|𝐭 は平均曲線𝜇!と分散曲
線𝜎!を持つようなガウス分布になる．平均曲線𝜇!と分散曲

線𝜎!は式(13)(14)で表される． 
 

𝜇! = 𝐤𝑻𝐂𝑵!𝟏𝐭                (13) 
𝜎! = 𝑐 − 𝐤𝑻𝐂𝑵!𝟏𝐭             (14) 

 
確率スペクトル包絡𝐸(𝑓; 𝜇! ,𝜎!!)をデータベースに保存

する． 

 
図 2	 確率スペクトル包絡の例．丸は入力点，真ん中の線
は平均曲線，その上下の曲線は平均曲線±分散曲線を表す. 
Figure 2 	  The example of probability spectrum 
envelope. A circle is an input point, the line of middle is 
an average curve, and the curve of the upper and lower 
sides expresses an average curvilinear ± dispersion 
curve. 
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5 .  解析ステップ  
5.1.  確 率 ス ペ ク トル 包 絡 に 基 づ くス ペ ク トル の ラ

ンダム生成  
確率スペクトル包絡𝐸(𝑓, 𝑦; 𝜇! ,𝜎!!)に基づくスペクトル

包絡𝑒(𝑓)はランダムに生成される（図 3）．𝑒(𝑓)は式(15)で
表される． 

 
𝑒 𝑓 ≈   𝒩 𝜇! ,𝜎!!             (15) 

 
	 このスペクトル包絡にそった基本周波数𝜈のスペクトル
𝑝(𝑓)は式(16)で表される． 
 

𝑝(𝑓) ≈ max  (𝑒 𝑓 , 0) ∙Ψ(𝑓; 𝜈)      (16) 
 

最大値をとっているのはスペクトルが非負値をとらない制

約によるものである．Ψ(𝑓; 𝜈)は基本周波数𝜈の櫛形フィル

タ（図３）であり，式(17)で表される． 
 

Ψ 𝑓; 𝜈 = exp − (!!!∙!)
!!!!!          (17) 

 
ここで𝑙はコンポーネントを表すインデックス，𝜆!は各コン

ポーネントの尖度を決定するハイパーパラメータであり，

実験的に定めることができる． 

 
図 3	 ガウス分布に従う確率スペクトル包絡の例 

Figure 3	  The example of Gaussian distributed the 
probability spectral envelope.

 
図 4	 櫛形フィルタ例 

Figure 4	  The example of comb filter 
 

5.2.  スペクトル包絡による楽器の同定と分解  
多重音解析をする際，学習した確率スペクトル包絡から生成さ

れる基底スペクトルの内，観測データのスペクトルに最も近づく

ような基底スペクトルの組み合わせを求める．この処理は楽音

全ての総当たり的なアプローチによって行なわれる．多重音に

含まれている楽器カテゴリが分かれば総当たりの行程数を削減

する事ができる．  

5 .2.1.  楽器同定による楽音認識  
 判別操作の流れを説明する．まず観測データスペクトルの内，

最も低い周波数を基本周波数とするスペクトルピーク点集合

𝒇,𝒉 = {(𝑓!! , 𝑦!!)}!,!を選択する．次に選択されたピーク点セ

ットベクトルが学習されている分散曲線内に属しているかを判

定する．属しているピーク点の多い最も多い楽器カテゴリを決

定する．複数の楽器カテゴリに属した場合，学習平均曲線と基

底のピーク点ベクトルと比較し，ノルムが最小となる楽器カテゴ

リを選択する．楽器カテゴリが決定したら観測スペクトルから選

択されたピーク点分を引く．次に最も低い周波数ピーク点を基

本周波数とするスペクトルピーク点を抽出し，同様の操作を繰り

返し行なう．選択されたスペクトルの組み合わせを基底スペクト

ルの集合𝐖に記憶する． 

5 .2.2.  教師あり NMF 
  学習ステップで作成された基底スペクトルの集合𝐖を

教師データとして振幅スペクトログラム𝐕に NMF を適用
し，アクティビティ行列𝐇を逆算する．𝐇は式(20)で表され
る． 
 

𝐇 = (𝐖𝑻𝐖)!𝟏𝐖𝑻𝐕            (20) 
 

𝐖が正しい場合，𝐇は非負値の要素を持つ．逆に正しく
ない場合，𝐇の要素は負値が多くなる．そして距離

𝐷!"# 𝐕，𝐖𝐇 が小さいものを選択することで，解析データ
に含まれている音とアクティビティが分かる．従来研究で

は音の数が既知として，𝐇の負値成分が最も少なくなる基
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底の組み合わせから，音の識別を行なった．しかし本稿で

は音源数や楽器数を先に判定する事でその過程を飛ばす事

ができる．ただし，𝐇の負値成分数がしきい値を超えた場合は

𝐖を総当たりのアプローチで求めた．総当たりの場合，N個の
基底の最大の組み合わせを考えると楽器数を Lとして最大
でΣL NCiとなる．一方楽器の同定を行なう事で全ての基底
探査を行なう必要がなくなる． 

6 .  評価実験  
調波構造を可変的に扱うことで認識率が向上することを

示すために，単一楽器による和音の解析を実行し，性能を

評価する．まず 3和音の多重音解析を実行し，和音の組み
合わせによる認識率の変化と，各種法ごとの認識率の精度

を比較する．次に，和音の数を変化させたときの認識率の

変化を示し，Specmurt 法と従来手法，そして提案手法の
性能を評価する．最後に複数の楽器が含まれた楽音に対し

て楽器の同定を行ない評価する． 

6 .1.  単一楽器の 3 和音の多重音解  
midi のピアノ音源を用いて確率スペクトル包絡から教

師データとしてのスペクトルを作成した．今回は C1 から
B6までの 12音階 6オクターブの音を学習させた．テスト
データは Apple 社の GarageBand を用いて作成した．ま
た使用音源は標準装備されていたソフトウェア音源を使用

した．なお多重音楽データは GarageBandを使用して作成
している．音源データの再生時間はすべて 3秒である． 
実験では，GarageBandで作成した Pianoの和音に対し，

従来研究の Specmurt法と調波構造が既知である場合，そ
して本研究手法の 3方式の認識率を比較した．具体的には，
Specmurt 法では 1/f 特性に則った固定された調波構造を
用いる[1]．既知である場合とは事前に単音のスペクトルを
確認しておき，フレームごとに調波構造を記録しておく．

そしてパワー比を正規化してそろえ，最も出現頻度の高い

スペクトルを既知の調波構造とした．そして 5.2 と同じ手
順で適応度の最も高い基底の組み合わせを選択している． 
まずは 3和音（D3F3A3，A3F3A4，C#3D3D#3，A2A3A4 ）

に対する解析を行い，認識率を比較した． 
4 種類の和音を解析対象にした理由は，基本周波数と倍音
が重なる多重音スペクトルに対しての各手法の有効性を比

較するためである．各和音の特徴として，D3F3A3は１オ
クターブ内の楽音で構成される和音で，倍音と基本周波数

が被りにくい．A3F3A4は１オクターブ上の楽音を含む和
音で，倍音と基本周波数が重なる．C#3D3D#3は１オクタ
ーブ以内だが半音ずつずれており，スペクトルのピークの

間隔が狭い．A2A3A4はオクターブ違いの音高のみで構成
される和音で，倍音と基本周波数の重なりが多い．	  
図 5に，3和音に対する各手法の認識率の結果を示す． 図

4 において，縦軸は認識率 (%)を表している．“初期
Specmurt 法”とは従来研究[1]で提案されている手法であ

る．調波構造がある固定された構造を持つものと仮定され，

Specmurt法に適用している．“調波構造既知”は各音のあ
る時間の調波構造が既知である時の認識率である． 
この結果より従来研究の Specmurt法よりも認識率が高

いことが分かった．音の調波構造が既知であるものと比較

して同等の性能を示した．これはそれぞれの音色ごとに調

波構造を可変的に扱うことで実際の調波構造に近い概形を

表現することができるためと考えられる．さらにピッチが

離れた和音とピッチの近い和音の場合を比較すると，前者

の向上が大きいことが分かる．これはピッチの変化が大き

い場合，調波構造の差異が大きくなるため，Specmurt 法
では認識率が下がっていると考えられる．一方で，ピッチ

の離れた音であっても表現できる提案手法は，和音を構成

するピッチの高さに依存しないため，Specmurt 法との相
対的な差異が現れやすいと考えられる．以上より，確率ス

ペクトル包絡はテンプレートを１つだけ用意すれば良いこ

とから，確率スペクトル包絡は教師データとして有効であ

ると言える． 

6 .2.  和音数の変化に伴う認識率の評価  
	 単一楽器で構成される音楽データの和音の数を変化させ

たときの認識率の挙動を調べた．2和音，3和音，4和音は，
C1から B6までの 12音階 6オクターブの音のうちからラ
ンダムに選択して作成した．実験に用いたデータは同様に

Apple社の GarageBandの内蔵ソフト音源を使用した．音
色はピアノである． 
各実験の認識率はフレーム単位での全音符数を分母と

したときの，正しく基本周波数が推定されていた割合を表

す． 
図 6 は単音，2 和音，3 和音，4 和音の単楽器多重音解

析に対する認識率を示している．Specmurt法と従来手法，
提案方式を比較している．単音の場合，2 音和音の場合は
どちらも高い認識率を示しているが，3 和音以上の時急激
に認識率が下がっている．Specmurt 法の場合，和音数が
増えると和音の組み合わせバリエーションが増えるだけで

なく，音の高低差が大きく出る場合があり，その場合に認

識率が大きく下がっていると考えられる．一方で，PSEを
用いた手法の場合，高低差による調波構造の変化に対して

比較的に頑強であると言える．更に従来 PSE と提案方式
を比較した場合，ほぼ同様の性能を示している事から提案

方式手法でも基底スペクトルの集合𝐖を表現できている事
が分かる． 

6 .3.  楽器同定評価  
単音，２和音，３和音，４和音の音楽データを用意し，そ

れぞれの音源に含まれる楽器の同定を行なった．用いた音

源はピアノ，ピアノとギター，ピアノとギターとフルート，

ピアノとギターとフルートとサックスの和音である．各楽

器は常に１音以上鳴っており音源の長さは３秒である．フ
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レーム数はピアノ，ギター，フルート，サックスそれぞれ

から学習した確率スペクトル包絡と，観測データのスペク

トルから作成した確率スペクトル包絡を比較する．学習し

た確率スペクトル包絡を組み合わせ，観測データのスペク

トルの概形に近づける．	  
	 図 7は音源中で検出された楽器カテゴリの回数と実際に
同定が成功した回数を示している． 

 

図 5	 各手法による 3和音の認識率の関係 
Figure.5   The relation of the recognition rate of three 

chords by each technique 

 

図 6	 和音数を変化させたときの認識率の変化  
Figure.6   Change of a recognition rate when changing 

the number of chords 

 
図 7	 多重楽器音の検出数  

Figure.7   The number of detection of multiplex 
musical instrument sound 

7.  まとめ  
同一の楽器の音高の調波構造は一定ではない．そこで確率

スペクトル包絡を同一楽器で共通のモノとして扱うことで，

調波構造の揺らぎを表現することができ，また一つの確率

スペクトル包絡を用いれば全ての音高を表現できる．これ

は従来の多重音解析手法で膨大なテンプレート必要とする

問題を解決すると考えられる．そしてランダムにスペクト

ルを生成し，最適なものを見つけていくことができる．学

習された確率スペクトル包絡を今後の課題として，より多

くの教師データを用いて確率スペクトル包絡を導出し，ま

た教師あり NMF によって最適な基底の組み合わせを探索
するプログラムを実装する予定である．また楽器の同定に

ついては本来観測データに含まれていない楽器が誤検知さ

れてしまっていた．これは確率スペクトル包絡そのものが

楽器特徴を十分表現できていないことが原因と考えられる．

今後は確率スペクトル包絡以外にも同定判別要素を追加す

ることで，検知精度の向上を目指したい． 
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