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概要：麻雀は広く遊ばれているが, 多人数不完全情報ゲームであるためにコンピュータ麻雀プレイヤに関す
る研究はあまり進んでいない. 本稿では問題を簡単にするために, 多人数ゲームであるという点を排除した
1人麻雀に対して Linear UCBを適用し, 人間のプレイヤ及び UCBとの比較を行った. いずれの手法も人
間のプレイヤには及ばないという結果となったが, UCBの結果との比較から, LinUCBで用いる, 局面の特
徴表現の不完全情報ゲームに対する有効性をある程度示すことができた.
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Abstract: Mahjong is one of the most popular table games in Japan, but there are not many studies on
algorithms for mahjong programs because of its complexity – it is a multi-player game with imperfect infor-
mation. In this paper, we apply the Linear UCB algorithm to single-player mahjong, which is a significantly
simplified version of standard mahjong, and evaluate its effectiveness by comparing it with human players
and the standard UCB algorithm. In our evaluation, although the mahjong player built with the Linear
UCB algorithm was not as strong as human players, the experimental results indicate that the feature-based
representation used in the Linear UCB algorithm is probably effective in imperfect information games.

1. はじめに

麻雀は囲碁, 将棋などとは違い, 多人数不完全情報ゲー

ムであるために研究はあまり進んでいない. 麻雀に関する

先行研究としては北川らの 3層ニューラルネットワークを

用いた打ち手評価関数の学習 [1]や, 三木らの SVMによる

打ち手の順位学習 [2], 根本らの CRFを用いた手牌推定 [3]

などがあるが人間の上級者に匹敵するプレイヤを実現する

には至っていない.

麻雀には多くの難しさがあるため, 様々な要因を一度に

扱うことは難しい. そこで, 本研究では問題を限定し, 簡単

にするために, 1人麻雀を対象とする. ここで, 1人麻雀と
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は, 1人のプレイヤが牌を引いて切ることを, プレイヤがあ

がるか, 牌を一定数引くまで繰り返す麻雀である. 麻雀を

難しくしている要因の 1つである多人数ゲームであるとい

う点を排除したものであるといえる.

1人麻雀においてある局面からゲーム木を展開しようと

した場合, 次にどの牌をツモるかは未知であるため, 無作

為に決定しノードを展開していくことになる. これを繰り

返し行うと探索空間が大きくなり手の選択が難しくなる．

このような場合に木を展開せずに有望な手を選択する手法

として, Upper Confidence Bound (UCB) [4]がある. UCB

ではある局面から考えられる全ての手に対して, よい結果

を返しそうな手を重視しつつ, 何度もプレイアウトと呼ば

れるランダムシミュレーションを行うことで, 最善の手を

決定する手法である. UCBでは牌譜などの学習データを用

いて教師あり学習を行うことはできない.

UCBは局面ごとにこの探索を実行するが, 各局面を完全

に別の局面として扱うため他の局面の探索において得た情

報を利用することができない. そのため, 状態空間が大き
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い麻雀では, 単純な UCBでは高い性能を達成することは

難しい考えられる. そこで本研究では, 局面を特徴で表す

ことで, 対象とする局面が異なっても, それまで対象とした

局面の情報を利用できる Linear UCB (LinUCB) [5]を適

用することで性能向上を図る.

2. 関連研究

2.1 UCB1

UCB1は式 (1) で計算されるUCB1値が最大となるノー

ドに対してプレイアウトを行い, その結果により UCB1値

を更新するという手順を一定回数繰り返し, 最も平均報酬

が高い選択肢を選ぶアルゴリズムである.

UCB1 = xj + α

√
2 log n

nj
(1)

ただし xj は子ノード jの平均報酬, αは定数, nは親ノー

ドの探索回数, nj は子ノード j の探索回数である. 式 (1)

右辺の第 1項は平均報酬を, 第 2項は信頼度を示している.

信頼度はそのノードのプレイアウト回数が少ないと大きく,

多いと小さくなる. UCB1値を用いることで UCB1ではよ

り有望そうな手に対して多くのシミュレーションを行う事

ができる. UCB1は各局面ごとにこの手順を実行するが,

各局面を完全に異なる局面として扱うため, 他の局面の探

索において得られた情報を共有することができないという

欠点を持つ. この欠点を補うアルゴリズムとして期待され

ているのが LinUCBである.

2.2 LinUCB

LinUCB [5]は, UCBを局面を特徴で表すことができる

ように拡張したものであり, 牌譜の局面からの教師あり学

習や異なる探索の結果の共有ができる手法である. LinUCB

はプレイアウトを行う子ノードを選択する評価値の計算に,

重みベクトル, 特徴ベクトル, 特徴の頻度を表す相関行列を

用いる. 計算により求めた評価値が最大となる子ノードに

対してプレイアウトを行い, 共通で保持する重みベクトル

を更新する. 重みベクトルは,選択したノードの特徴ベクト

ルの各項にプレイアウト結果の報酬を乗じた値を, 重みベ

クトルの対応する項に足し込んで更新する. この更新によ

り, 高い報酬を得た特徴は大きな重みを, 低い報酬の特徴は

小さな重みを持つようになるため, 当該ノードだけでなく,

同様の特徴を持つ他のノードの評価値も更新される. これ

により異なる局面で得られた情報を共有し, 利用すること

ができる. また LinUCBは探索を行った結果を重みベクト

ルとして記録しておくことで, 事前学習の結果を用いる探

索として利用することも可能である.

LinUCBのアルゴリズムを Algorithm 1に示す. ただし

xt,at はプレイアウト回数が t回目の時の選択肢 aの特徴ベ

クトル, Aは特徴の共起を含めた頻度を表す相関行列, bは

Algorithm 1 Linear UCB (LinUCB) アルゴリズム
1: A← Id ▷ A は d 次元の正方行列
2: b← 0d ▷ b は d 次元のベクトル
3: for t = 1, 2, ..., T do

4: θt ← A−1b

5: Observe K features, xt,1,xt,2, ...,xt,K ∈ Rd

6: for a = 1, 2, ...,K do

7: pt,a ← θT
t xt,a + α

√
xT
t,aA

−1xt,a

8: end for

9: Choose action at = argmaxa pt,a

10: Observe payoff rt ∈ {0, 1}
11: A← A+ xt,atx

T
t,at

12: b← b+ xt,atrt

13: end for

各ノードごとの報酬の総和を表すベクトル, θt は重みベク

トル, pt,a は選択肢 aの評価値, αはバランスパラメータ,

rtは報酬を表している. rtはプレイアウトにより与えるか,

学習データにより与えるものとする. LinUCBは 4行目で

前回のプレイアウト結果を反映して重みベクトル θt を更

新する. 7行目で重みベクトル, 特徴ベクトル, 相関行列を

用いて各ノードの評価値を計算し, 9行目で評価値が最大

となるノードを選択する. 10行目でプレイアウトを行い報

酬を受け取り, 11行目, 12行目でAと bの更新を行う.

LinUCBはAlgorithm 1の 7行目に示したように, 式 (2)

により各ノードの評価値を求める.式 (2)の第 1項は各ノー

ドの平均報酬を計算しており, 第 2項で信頼度を計算して

いる.

pt,a = θT
t xt,a + α

√
xT
t,aA

−1xt,a (2)

また, UCBで用いている評価値も, 平均報酬と信頼度の和

で計算される. つまり LinUCBと UCBは本質的に等しい

計算をしていることが分かる. また, LinUCBの第 2項は

データ数の増加により十分速く小さくなることが保証され

ている [5]. 以上より, LinUCBは UCBと近い運用を行う

ことができると考えられる.

3. 提案手法

本稿では不完全情報ゲームである 1人麻雀へ LinUCBを

適用することを提案する. LinUCBは局面を特徴で表すこ

とでそれまでに対象としてきた局面の情報を利用できるた

め, 他の局面の情報を利用できない UCBよりも良い性能

を示すと期待される. また, LinUCBは事前学習の結果を

用いることで UCBより少ないプレイアウト回数で同等の

性能を示すこともできると考えられる. 本稿では以下に示

す 3種類の LinUCBを提案する.

• 独立 LinUCB

通常の LinUCBでは特徴ベクトルを用いて局面の抽象

化を行う. この LinUCBは UCB1との比較を行うた

めに, 局面の抽象化を行わないよう, 局面そのものを特

徴として持つように設計をした. 局面の抽象化を行わ
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図 1 捨てる牌と残る牌 1 牌の組合せ

図 2 残る牌の内 2 牌の組合せ

ないため, UCB1と近い結果になると考えられる.

• Plain LinUCB

以下に示す 3種類の特徴を合わせて用い, プレイアウ

トの結果を基に捨て牌の選択を行う.

– 捨てる牌と残る牌 1牌の組合せ

捨てる牌とその他 13牌の内 1牌の組合せを特徴とし

て用いた. 例えば 14牌の手牌を 1, 2, 3, …, 14とする

と 1を捨てるという動作の特徴ベクトルは 1-2, 1-3,

1-4, …, 1-14という 13個の特徴量を持つことになる．

実際の手牌での特徴量の例を図 1に示す. 牌は全部で

34種類あるため特徴空間の次元は 1,156 となる.

– 残る牌の内 2牌の組合せ

捨てる牌を除いた 13牌の内 2牌の組合せを特徴とし

て用いた. 1 を捨てるという動作の特徴ベクトルは

2-3, 2-4, 2-5, …, 12-13, 12-14, 13-14という 78個の

特徴量を持つことになる．実際の手牌での特徴量の

例を図 2に示す. 特徴空間の次元は 595となる.

– シャンテン数

その捨て牌があがりに近づく牌であるかどうかを特徴

として用いた. 麻雀においてあがりまでの距離をシャ

ンテン数と呼ぶ. 特徴空間の次元は 1となり, シャン

テン数が下がる牌は 1を, そうでない牌は 0を持つ.

• 事前学習+LinUCB

Plain LinUCBで用いた特徴を用い, 牌譜による学習

をさせた後の重みベクトルを初期値として, プレイア

ウトを行い, 捨て牌の選択を行う.

提案手法では報酬と逆行列の計算について変更を加えて

いる. W.Chuらは報酬 rt を 0または 1としている [5]が,

提案手法では-1または 1とした. また, 行列Aについては

対角成分のみを保存している. Algorithm 1を見ると, この

アルゴリズムは Aの逆行列を用いている事が分かる. A

を n次正方行列としたとき, Aの逆行列を求める計算量は

O(n3)となる. nは特徴空間の次元と一致するため特徴空

間が大きくなると計算量が急増する. しかしAの対角成分

のみを保存するだけでも精度に大きな影響がないことが経

験的に知られており [6], これにより逆行列を O(n)の計算

量で求めることができるので大きな特徴空間も扱うことが

可能である. また, バランスパラメータ αについては適宜

実験を行い設定をした.

4. 評価

4.1 実験概要

提案手法で提示した 3種類の LinUCBを 1人麻雀に適

用し, 性能を評価した. また, 比較対象として UCB1, 事前

学習を利用する手法を 1人麻雀に適用した. それぞれに対

して 100局のテストデータと 10,000局のテストデータを

与え, あがることができた局数を計測した. テストデータ

とは, 全ての牌をランダムに並べたものを 100セット用意

したデータである. このデータから 13牌を初期牌として

与え, その後牌を引いて切る動作を 27回行い, その中であ

がれたかどうかを確認した. 100局のテストデータで人間

のプレイヤとの比較を行い, 10,000局のテストデータで各

手法の性能の評価を行った.

プレイアウトを行う手法についてはプレイアウトの回数

は 1000回とした. プレイアウト時には次に引く牌は分か

らないため, まだ出現していない牌の中から無作為に選択

する. しかし, 捨てる牌については, シャンテン数を小さく

する牌があればその中から, なければシャンテン数を変え

ない牌から無作為に選択するようにした.

学習を行う手法については事前に 1,000,000局の牌譜を

学習させた. 学習に用いた牌譜は, インターネット上の麻雀

サイトである天鳳 [7]の上位のプレイヤのみが対局したも

のを用いた. ここでの上位のプレイヤは麻雀サイト天鳳 [7]

において鳳凰卓でプレイすることができるプレイヤのこと
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を指す. 鳳凰卓でプレイできるプレイヤは, 全プレイヤの

中でも 0.5%程度である. また, 元々の牌譜は 4人麻雀のも

のであったため学習に適したものを抽出している. 4人麻

雀は自分以外のプレイヤの動向, 点数などを考慮して最短

であがりを目指さなかったり, あがりを放棄したりするこ

とがある. しかし 1人麻雀では自分以外のプレイヤの要素

はなく, 最短でのあがりを目指すため, 4人麻雀の牌譜をそ

のまま学習に用いるのは不適切である. 麻雀ではあがりま

であと 1牌という状態でリーチと宣言することができる.

本実験では, 4人の中で一番早くリーチを宣言したプレイ

ヤは最短であがりを目指したプレイヤであるとして, この

ようなプレイヤの牌譜のみを抽出し, 1,000,000局分用意し

た. 学習は牌譜と同じ牌を捨てるかに応じて報酬を与える

ことで行った.

4.2 結果

実験結果を表 1, 表 2に示す. 表 1より今回適用したい

ずれの手法も人間の平均プレイヤにも及んでいないという

結果となった. 表 2を見ると UCB1と近い結果が期待さ

れた独立 LinUCBは UCB1よりも悪い結果となっている.

これは UCB1と LinUCBの評価値計算において信頼度の

計算式が異なることが原因であると考えられる. 式 (1)よ

り, UCB1では信頼度の計算に対数を用いている. 一方で

LinUCBでは式 (2)より信頼度は線形で変化する. このた

め LinUCBは UCBに比べて早く信頼度が小さくなる. 信

頼度が早く小さくなるので, UCB1と比べて有望そうな手

を早く絞ってしまうことになり, 結果に差が生じたと考え

られる. 表 2では事前学習のみの結果が UCB1にやや劣る

結果となった. しかし, 探索を行わず事前学習のみを用い

る手法で探索を行うUCB1と近い性能が出たということか

ら, 不完全情報ゲームに対して事前学習がある程度有効で

あるということが分かった. また, Plain LinUCB, 事前学

表 1 100 局でのあがった局数
手法 あがった局数 (%)

上級者 51

平均プレイヤ 34

UCB1 24

事前学習のみ 25

独立 LinUCB 22

Plain LinUCB 0

事前学習+LinUCB 9

表 2 10,000 局でのあがった局数
手法 あがった局数 (%)

UCB1 31.2

事前学習のみ 27.7

独立 LinUCB 25.5

Plain LinUCB 0.01

事前学習+LinUCB 0.20

習+LinUCBの結果は UCB1に劣っている. 原因として特

徴量の設計が不適切であったことが考えられる.

5. おわりに

本稿では, 牌譜の局面からの教師あり学習や異なる探索

の結果の共有ができる LinUCBを 1人麻雀に適用すること

を提案した. LinUCBと, 比較手法として UCB1と事前学

習を利用する手法を 1人麻雀に適用し, あがった局数を比

較することで評価を行った. その結果いずれの手法も人間

のプレイヤには及ばず, 3つの手法では UCB1が最も良い

あがり率を出す結果となった. しかし, UCB1と事前学習

のみを用いる手法の性能が近かったことから, 事前学習が

不完全情報ゲームに対してある程度有効であるということ

が分かった. また, Plain LinUCB, 事前学習+LinUCBの

結果から特徴量の設計が不適切であったことが考えられる.

今後は特徴量の見直して実験を行い, LinUCBの性能評

価を再度行いたい. 本実験では, LinUCBと事前学習を利用

する手法を分けて評価を行ったが, LinUCBで成果が出る

ようになれば, これらを組み合わせることで更に性能が向

上することが期待されるのでこれについても評価を行いた

い. また, UCBをモンテカルロ木探索に適用した UCT [8]

が成果をあげていることから LinUCBをモンテカルロ木探

索へ適用することも検討している.
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