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概要：順序回帰問題とは，多クラス分類問題のうち，クラス間に順序関係があるものである．順序回帰問

題への疎なアプローチの一つとして，automatic relevance determination (ARD)事前分布を用いたものが

Changらにより提案されている．これは Tippingにより 2001年に提案された，回帰問題と分類問題への

疎なアプローチである relevance vector machine (RVM)と類似のものである．RVMは 2003年に Tipping

らによってより高速なアルゴリズムが提案され，欠点の一つであった計算量の問題を大きく改善した．本

研究では，まず既存研究に比べて解析の容易なモデルを定義する．さらに，RVMに倣い，順序回帰問題の

高速な疎学習アルゴリズムを提案する．また，既存モデルと同等以上の性能を保ちつつ，計算量が劇的に

改善することを数値実験で示す．

キーワード：順序回帰，Bayes推定，automatic relevance determination事前分布，疎学習，Taylor近似

Fast Sparse Bayesian Learning Algorithm for Ordinal Regression

Nagashima Kazuhisa1,a) Inoue Masato1,b)

Abstract: Ordinal regression is a multiclass classification problem in which classes have an order relation.
One of the sparse approaches for ordinal regression has been proposed by Chang et al., which utilizes auto-
matic relevance determination (ARD) prior. This idea is similar to the one of the relevance vector machines
(RVMs) for regression and classification problems by Tipping, 2001. A fast algorithm for solving RVMs has
also been proposed by Tipping et al. in 2003. This algorithm greatly improves the computational complexity
of RVMs. In this manuscript, we introduce a new model for ordinal regression that is easy to handle and
propose a fast sparse learning method according to that of RVMs. We then illustrate that the proposed
method runs remarkably faster than existing methods with equivalent or better precision rates by numerical
experiments.

Keywords: ordinal regression, Bayesian estimation, automatic relevance determination prior, sparse learn-
ing, Taylor approximation

1. はじめに

近年，頑健な推定が可能であったり，アルゴリズムが高速

になるといった理由から，推定問題に対する疎なアプロー

チが注目されている．本研究では代表的な疎モデルの一つ

である，relevance vector machine (RVM)に注目した．こ

れは当初 2001年に Tippingが提案した回帰問題や分類問
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題への疎なアプローチであるが，2003年には疎性を利用す

ることで高速なアルゴリズムが導出できることが明らかに

なった．本研究のテーマである順序回帰問題に対しても，

RVMと同様の疎なアプローチは提案されているが，疎性

を利用した高速なアルゴリズムは存在しない．そこで本研

究では，より解析が容易なモデルと共に適切な近似を用い

ることで，RVMと同様に高速なアルゴリズムが導出でき

ることを示す．
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2. 順序回帰問題

2.1 表記

本稿では，確率関数・確率密度関数の条件付確率の条件

側の変数について，これが確率変数であれば，|を，確率
変数でない場合は ;を用いて表す．例えば aは確率変数，b

は確率変数でない変数の場合，

p(x | a; b)

などと表記する．また，確率変数でない変数，特に後述の

入力や基底関数の出力は，表記を省略する（一般に確率変

数の方は，省略すると意味が変わるため省略できない）．

確率変数 x ∈ RN が平均 µ,分散共分散行列 Σの多変量

正規分布に従う時，この確率密度関数を次のように表記

する．

N (x;µ,Σ) ≡ 1√
|2πΣ|

exp

(
−1

2
(x−µ)⊤Σ−1(x−µ)

)
但し，Rは実数体を，| • |は行列式を，•⊤ は転置を表す．
本稿ではベクトルは断りが無い場合は縦ベクトルを表すも

のとする．また，ロジスティックシグモイド関数，指示関

数を次のように表記する．

σ(x) ≡ 1

1 + e−x

1• ≡

1 (if • is true)

0 (otherwise)

また，σ′，σ′′ をそれぞれ σの一階微分，二階微分とする．

また，正の実数の集合を R+と表記する．0i,j は (i× j)の

零行列，Ii は (i× i)の単位行列とする．diagは与えられ

たベクトルを対角要素とする対角行列を返す．

2.2 順序回帰問題

クラス判別問題とは，入力 xに対してその出力であるク

ラスラベル t ∈ {0, 1, · · · ,K}を推定する問題である．通常
は教師あり学習の枠組みで，入力と正しいクラスラベルの

組N 個 {xn, tn}Nn=1が事前に与えられており，これを手掛

かりに推定する．xn，tn はそれぞれ n番目の入出力を表

す．また，クラスラベルを推定しなければならない入出力

を便宜上N +1番目とし，xN+1，tN+1と表記する．また，

t ≡ [t1, ..., tN ]⊤ とする．

順序回帰問題とは，クラスラベルが順序尺度となっている

ようなクラス判別問題である．即ち，クラスラベル間に，整数

や実数のような大小関係 class 0 < class 1 < · · · < class K

が存在する．また，任意の二つのクラスラベルについて，

大小関係が不明であったり，等しい関係にあったりしては

ならない．一方，間隔尺度ではないため，class 0と class 1

間の距離・類似度は class 1と class 2間のそれとは異なっ

ていても構わない．

2.3 基底関数

本稿では，入力の特徴を実数として出力するM 個の基

底関数 ϕm(x) ∈ R (m = 1, 2, ...,M)を用いる．入力 xは

全て基底関数を通して使われ，基底関数なしに直接使われ

ることはない．従って，適切な基底関数が用意できれば，

入力 xが整数であるか実数であるか，またはスカラーであ

るかベクトルであるか，などには制約が無い．また，便宜

上次の二つのベクトルをよく用いる．

ϕn ≡ [ϕ1(xn), ..., ϕM (xn)]
⊤ ∈ RM (1)

3. 既存手法

3.1 尤度関数

既存モデル [3]の概要を説明する．これは基底関数の線

形和に対して正規ノイズが加わったものが，K 個の閾値

b ≡ [b1, b2, ..., bK ]⊤ ∈ RK（但し b1 < b2 < ... < bK）を用

いて，クラス判別されるものである．本稿では，正規ノイ

ズの分散を 1とする．

p (tn | ϵn,w;b) ≡ 1btn≤ϕ⊤
n w+ϵn<btn+1

(2)

p(ϵn) ≡ N (ϵn; 0, 1) (3)

ここで，w ≡ [w1, ..., wM ]⊤ ∈ RM は線形和の重みベクト

ルである．また，便宜上 b0 ≡ −∞，bK+1 ≡ +∞を導入し
た．ノイズを周辺化除去すると，尤度関数

p(tn | w;b)

=

∫ +∞

−∞
p(tn | ϵn,w;b) p(ϵn)dϵn

= cum(btn+1−ϕ⊤
nw)− cum(btn−ϕ

⊤
nw) (4)

を得る．但し，cum は標準正規分布の累積分布関数であ

る．このモデルは，K = 1(クラス数 2)の時にプロビット

回帰と同等になる．

また異なるモデルとして，ロジスティックシグモイド関

数を組み合わせたモデルも存在する [4]．これは，入力 xn

に対応するクラスラベル tn の累積確率関数を

p(tn ≤ k | w;b) ≡ σ(bk+1−ϕ⊤
nw) (5)

と定義するものである．すると，尤度関数

p(tn | w;b) = σ(btn+1−ϕ⊤
nw)− σ(btn−ϕ

⊤
nw) (6)

を得る．これは (4)と同じ形になっており，先のモデルで

ノイズの分布をロジスティックシグモイド関数を累積密度

関数に持つような分布（平均 0，分散 π2

3 のロジスティック

分布）としたものと同等である．

p(ϵn) ≡
e−ϵn

(1 + e−ϵn)2
(7)
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3.2 事前分布

尤度 (4)や (6)において，重みwの事前分布を，精度パ

ラメータ α ≡ [α1, ..., αM ]⊤ ∈ (R+)M を用いて

p(w;α) ≡
M∏

m=1

N (wm; 0, α−1
m ) (8)

と定義する．これは automatic relevance determination

(ARD) 事前分布と呼ばれ，Tipping が relevance vector

machine (RVM)で用いたものと同じである [6]．

重みが与えられた下では，各入出力標本は独立であると

定義する．すると，全ての確率変数についての同時分布は

次式で与えられる．

p(tN+1, t,w;b,α) =

(
N+1∏
n=1

p (tn | w;b)

)
p(w;α) (9)

同時分布が分かれば，事後分布，予測分布などの全ての周

辺分布，条件付分布を導出することができる．

3.3 基準・推定量

ここからは，モデル (6)についての例を示す．(4)に対し

ては，σを cumに置き換えて考えれば良い．Bayes推定の

枠組みでは，推定すべきクラスラベル tN+1 の分布として

最良のものは予測分布である．

p(tN+1 | t;b⋆,α⋆) (10)

但し，分布を持たないパラメータは周辺化で消去すること

ができないため，第二種最尤推定により求める．

{b⋆,α⋆} ≡ argmax
b,α

p(t;b,α) (11)

本モデルについては，通常いくつかの α⋆
m が無限大に発散

する．このような場合，対応する重み wm の事前分布が

Diracのデルタ関数になることに相当し，wm = 0を意味

する．すると，対応する基底関数 ϕm(·)は存在しないこと
と同等になり，結果的に疎な解が得られる．

一方，最も適切な重み w を推定（点推定）したいこと

もある．この場合，最適性の基準は唯一ではないが，一般

によく用いられるものの一つに最大事後確率（maximum

a posteriori: MAP）推定が挙げられる．

w⋆ ≡ argmax
w

p(w | t;b⋆,α⋆) (12)

また，これを経由して tN+1の分布を推定する方法もある．

p(tN+1 | w⋆) (13)

この分布は予測分布に比べると不正確であるが，予測分布

より簡単な計算で求まることが多く，多用される．

tN+1を点推定したい場合は，上記の予測分布やw⋆を介

した分布をMAP推定する方法などがある．

t⋆N+1 ≡ argmax
tN+1

p(tN+1 | t;b⋆,α⋆) (14)

t⋆N+1 ≡ argmax
tN+1

p(tN+1 | w⋆) (15)

これの最適性も t⋆N+1を何に使うかによるため唯一でない．

しかし，一般に点推定したいものが離散確率変数の場合は，

確率質量を最大にするという意味で，MAP推定量は良い

推定量である．

3.4 最適化

ここでは，w⋆ を経由する方法に焦点を当て，近似的に

b⋆，α⋆，w⋆ を求める．本アルゴリズムは，適当な初期値

b(0)，α(0) を設定した後，以下の w(i) と {b(i),α(i)}の交
互最適化を i = 0, 1, ...と繰り返すことにより，これらが真

の最適解 b⋆，α⋆，w⋆へと収束することを期待するもので

ある．

まず，b，αの値を固定したうえで，wの値を最適化する．

w(i+1) ≡ argmax
w

p(w | t;b(i),α(i)) (16)

この最適化は解析的には困難であるため，実際には数値的な

最適化，例えばNewton-Raphson法を用いる．具体的には，

初期値を w(i,0) ≡ w(i) として，次の更新式を j = 0, 1, ...

と繰り返せばよい．

w(i,j+1) ≡ w −H(w;b,α)−1h(w;b,α)
∣∣
•

• : w = w(i,j),b = b(i),α = α(i) (17)

h(w;b,α) ≡ − ln p(t,w;b,α) (18)

h(w;b,α) ≡ ∂h(w;b,α)

∂w
=

N∑
n=1

s1
s0
ϕn +Aw (19)

H(w;b,α) ≡ ∂2h(w;b,α)

∂w∂w⊤ (20)

=

N∑
n=1

([
s1
s0

]2
− s2

s0

)
ϕnϕ

⊤
n +A (21)

s0 ≡ σ(btn+1−ϕ⊤
nw)− σ(btn−ϕ

⊤
nw) (22)

s1 ≡ σ′(btn+1−ϕ⊤
nw)− σ′(btn−ϕ

⊤
nw) (23)

s2 ≡ σ′′(btn+1−ϕ⊤
nw)− σ′′(btn−ϕ

⊤
nw) (24)

但し，目的関数を同等な式 (18)に置き換えた．先に定義し

た二つのノイズモデル（標準正規分布とロジスティック分

布）については，Hesse行列H(w;b,α)はwの全域に亘っ

て正定値であるため（但し，[ϕ1, ...,ϕN ]のランクがM 以

上という条件あり），比較的少ない繰り返し数により精度

よく w(i+1) を求めることができる．

次に，p(t;b,α)を Laplace法により近似した後，b，αを

最適化する．Laplace法とは，一般に関数 f(w), w ∈ RM

に関する次の積分を最小点周りの 2次の Taylor近似より

解くものである（ここで用いた変数名，関数名は他と関係

ない）．

3ⓒ 2013 Information Processing Society of Japan

情報処理学会研究報告 
IPSJ SIG Technical Report

Vol.2013-MPS-95 No.2
2013/9/26



∫
RM

e−f(w)dw ≃
∫
RM

e−f(µ)− 1
2 [w−µ]⊤F[w−µ]dw

=
e−f(µ)√∣∣ 1

2πF
∣∣

µ ≡ argmin
w

f(w), F ≡ ∂f(w)

∂w∂w⊤

∣∣∣∣
w=µ

具体的には次のように近似することで b，αを最適化する．

p(t;b,α) =

∫
RM

p(t,w;b,α)dw

≃ s(b,α) (25)

s(b,α) ≡ p(t,w(i+1);b,α)√∣∣ 1
2πH(w(i+1);b,α)

∣∣ (26)

ここで用いた近似は，標準的な Laplace法ではない．例え

ば，Taylor近似する際の基点は最大点とするのが本来の方

法であるが，近似的にw(i+1)で代用している．また，これ

により Taylor近似による 1次の項が一般に 0でなくなる

が，この項も無視している．ここで bと α最適化順など

については提案された論文では触れられていないため，下

記は本稿の比較実験で行った方法である．

α(i+1) ≡ argmax
α

s(b(i),α) (27)

b(i+1) ≡ argmax
b

s(b,α(i+1)) (28)

ここでの最適化も解析的には解けないため，αについて

は自己無撞着方程式による更新で近似する（自己無撞着方

程式の作り方は一意ではない）．

α(i+1)
m ≡ 1− α

(i)
m [H(w(i+1),b(i),α(i))−1]m,m

w2
m

(29)

bについては，勾配が求まるため勾配法を用いる．初期値

を b(i,0) ≡ b(i) として，次の更新式を j = 0, 1, ...と繰り返

せばよい．

b
(i,j+1)
k ≡ bk − η

N∑
n=1

(1tn+1=k − 1tn=k)σ
′(bk−ϕ⊤

nw)

σ(btn+1−ϕ⊤
nw)− σ(btn−ϕ

⊤
nw)

∣∣∣∣∣
•

• : w = w(t+1),b = b(i,j) (30)

η > 0は勾配法のステップ幅で，例えば 10−4 などとする．

4. 提案手法

4.1 尤度関数

既存モデルに比べて比較的解析が容易な尤度を定義する．

p(tn | w,b) ≡ 1

Zn

[
tn∏
k=1

yn,k

]
K∏

k=tn+1

(1− yn,k) (31)

Zn ≡
K∑

tn=0

[
tn∏
k=1

yn,k

]
K∏

k=tn+1

(1− yn,k) (32)

yn,k ≡ σ(ϕ⊤
nw+bk) (33)

ここで Zn は正規化定数を表す．Zn は重み w ≡
[w1, ..., wM ]⊤ ∈ RM やバイアス b ≡ [b1, ..., bK ]⊤ ∈ RK

に依存するが，バイアスの値 bk が互いに 3程度離れてい

ればほぼ 1となるため，以後常に 1と近似する．

4.2 事前分布

ここでは，[7]に倣い，ARD事前分布 (8)を導入する．重

みwに対する精度パラメータ α ≡ [α1, ..., αM ]⊤ ∈ (R+)M

のみならず，バイアス b についても精度パラメータ

β ≡ [β1, ..., βK ]⊤ ∈ (R+)K を導入する．

ω ≡ [w⊤,b⊤]⊤ ≡ [ω1, ..., ωM+K ]⊤ (34)

χ ≡ [α⊤,β⊤]⊤ ≡ [χ1, ..., χM+K ]⊤ (35)

p(ω;χ) ≡
M+K∏
m=1

N (ωm; 0, χ−1
m ) (36)

また，必要に応じて C ≡ diag(χ)を用いる．

重みが与えられたもとでは，各入出力標本は独立である

とモデル化する．すると，全ての確率変数についての同時

分布は

p(tN+1, t,ω;χ) =

(
N+1∏
n=1

p (tn | ω)

)
p(ω;χ) (37)

で与えられる．同時分布が分かれば，事後分布，予測分布

などの全ての周辺分布，条件付分布を導出することがで

きる．

4.3 基準・推定量

ここでは，ωのMAP推定を介した二段階最適化を行う．

具体的には，分布を持たないパラメータは第二種最尤推定

し，この値を用いて ωのMAP推定を行い，この結果を用

いて tN+1 のMAP推定を行う．

χ⋆ ≡ argmax
χ

p(t;χ) (38)

ω⋆ ≡ argmax
ω

p(ω | t;χ⋆) (39)

t⋆N+1 ≡ argmax
tN+1

p(tN+1 | ω⋆) (40)

4.4 最適化

本アルゴリズムは，適当な初期値 χ(0)を設定した後，以

下の ω(i) と χ(i) の交互最適化を i = 0, 1, ...と繰り返すこ

とにより，これらが真の最適解 χ⋆，ω⋆ へと収束すること
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を期待するものである．

まず，χの値を固定したうえで，ωの値を最適化する．

ω(i+1) ≡ argmax
ω

p(ω | t;χ(i)) (41)

この最適化は解析的には困難であるため，Newton-Raphson

法を用いる．具体的には，初期値を ω(i,0) ≡ ω(i) として，

次の更新式を j = 0, 1, ...と繰り返せばよい．

ω(i,j+1) ≡ ω −H(ω;χ)−1h(ω;χ)
∣∣
•

• : ω = ω(i,j),χ = χ(i) (42)

h(ω;χ) ≡ − ln p(t,ω;χ) (43)

h(ω;χ) ≡ ∂h(ω;χ)

∂ω
= Ψ⊤d+Cω (44)

H(ω;χ) ≡ ∂2h(ω;χ)

∂ω∂ω⊤ = Ψ⊤DΨ+C (45)

d ≡


[∑K

k=1 yn,k − tn

]N
n=1[∑N

n=1(yn,k − 1k≤tn)
]K
k=1

 (46)

Ψ ≡

(
Φ 0N,K

0K,M IK

)
, Φ ≡


ϕ⊤

1

...

ϕ⊤
N

 (47)

D ≡

(
DN DN,K

D⊤
N,K DK

)
(48)

[DN,K ]n,k ≡ y′n,k ≡ σ′(ϕ⊤
nw+bk) (49)

DN ≡ diag

[ K∑
k=1

y′n,k

]N
n=1

 (50)

DK ≡ diag

[ N∑
n=1

y′n,k

]K
k=1

 (51)

但し，目的関数を同等な式 (43)に置き換えた．また，ここ

に記載した勾配，Hesse行列の具体的な式は，yn,k がロジ

スティックシグモイド関数の時にのみ成立する表記になっ

ているため，これを別の関数に置き換える時は注意された

い．また，d，D，yn,k，y′n,k は ω に依存して変化するこ

とに注意されたい．

次に χを最適化する．具体的には，まず− ln p(t | ω)を
ωに関して ω(t+1) 周りで 2次の Taylor近似を行う．

g(ω) ≡ − ln p(t | ω) (52)

g(ω) ≡ ∂g(ω)

∂ω
= Ψ⊤d (53)

G(ω) ≡ ∂2g(ω)

∂ω∂ω⊤ = −Ψ⊤DΨ (54)

g(ω) ≃ g(ω̌) + [ω−ω̌]⊤g(ω̌)

+
1

2
[ω−ω̌]⊤G(ω̌)[ω−ω̌] (55)

= − lnN (τ̌ ;Ψω, Ď
−1

) + const (56)

τ̌ ≡ Ψω̌ − Ď
−1

ď (57)

ここで，•̌を付けた変数は，ωに ω(t+1) の値を使用するこ

とを表す．また，constは ω，χに関して定数．上記近似

式を用いて p(t;χ)を扱い易い形に変形する．

p(t;χ) =

∫
RM+K

p(t | ω)p(ω;χ)dω

≃
∫
RM+K

N (τ̌ ;Ψω, Ď
−1

)N (ω;0,C−1)dω

= N (τ̌ ;0, Ď
−1

+ΨC−1Ψ⊤) (58)

これを最大化する χを求める．χベクトル全体を一度に最

適化するのは困難であるので，各次元ごとに最適化するこ

とにする．

χ(i+1)
m ≡ argmax

χm

N (τ̌ ;0, Ď
−1

+ΨC−1Ψ⊤) (59)

これは解析的に解けて，次の更新式を得る．

χ(i+1)
m =

{
s2m

q2m−sm

(
q2m > sm

)
∞ (otherwise)

(60)

sm ≡ ψ⊤
mE−1ψm

1−
(
χ
(i)
m

)−1

ψ⊤
mE−1ψm

(61)

qm ≡ ψ⊤
mE−1τ

1−
(
χ
(i)
m

)−1

ψ⊤
mE−1ψm

(62)

E ≡ Ď
−1

+Ψ
(
C(i)

)−1

Ψ⊤ (63)

ここで，ψm は Ψの m番目の列ベクトルを表す．また，

(61)と (62)は Eの定義 (63)から，χ
(i)
m に依存するように

見えるが，展開すると消去されることに注意されたい．ま

た，D，Cがそれぞれ ω(i+1)，χ(i) に依存するため，更新

ステップ毎に Eを計算し直す必要がある．また，近似周辺

尤度 (58)は重み ωに依存して決まるため，χmが変化した

際は再び ωの更新を行う必要がある．

4.5 計算量

精度 αmが無限大のとき，対応する重み wmは 0となり，

基底 ϕm (·)はモデルに影響を与えない．従って，計算にも
影響を与えないことになる．各更新ステップにおいて，重

みが非零の基底番号の集合 S(i) を定義する．

S(i) ≡
{
m ∈ {1, · · · ,K +M} | χ(i)

m ̸= ∞
}

(64)

同様に，S(i) 番目の χから成る対角行列を CS，S 番目の
基底から成る基底行列をΨS，S 番目の重みから成るベク
トルを ωS，MS ≡

∣∣S(i)
∣∣とする．これらは全て S(i) に依

存するため，ステップごとに異なることに注意されたい．

パ ラ メ ー タ の 更 新 式 (42) は ，一 般 に

O
(
(M +K)

3
+ (M +K)N2

)
の 計 算 量 を 必 要 と す

るが，疎性を利用すると O
((

M
(i)
S

)3
+M

(i)
S N2

)
で十分

である．最終的に，(42)は，
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ω
(i,j+1)
S =

(
Ψ⊤

S ĎΨS +CS

)−1(
Ψ⊤

S ĎΨSω̌S +Ψ⊤
S ď
)

(65)

となる．ここで，•̌は j に応じて ω(i,j) と共に変化し，そ

れ以外は更新ステップ iに応じて変化することに注意され

たい．

ここまでに，各更新ステップにおいて，MS に応じて計

算量が変化することを示した．これは，既存手法 [4]にお

いても同様である．提案手法の既存手法に対する大きな違

いは，基底の追加が可能なことである．具体的には，既存

手法では一度発散した精度パラメータは有限に戻ることは

無いが，提案手法では起こり得る．これにより，少ない数

の基底のみ含む状態を初期値として，適宜追加していくア

ルゴリズムを用いることが可能になる．多くの場合，全て

の基底を含む状態を初期値とする場合に比べて，少ない計

算時間で済む．

5. 実験

ここでは，提案手法の精度と計算時間について，既存

手法と比較して評価する．比較手法として，モデル (4)に

対して等分散の重みを事前分布とした場合 (GPOR)[3]，

ARD事前分布を用いた既存モデル (ORSB)，クラス間の

順序関係を考慮せず，クラス毎に異なった重みを定義し，

ARD事前分布を利用して提案手法と類似の解き方をしたモ

デル (SoftMax)との比較を行った．比較は，10-fold cross

validationを行い，予測分布で最も確率の高かったクラス

が真のクラスと一致した割合を調べた．

5.1 人工データ

人工データの生成方法を説明する．まず，N 個のM 次

元ベクトルを標準正規分布に従い生成し入力データとす

る．そのうちMS 個の次元について重みを 0から 1の一様

分布で生成する．入力データの重み付き和を各入力のスコ

アとし，スコアの最小値から最大値までを K + 1等分し，

データが何番目に入ったかを所属クラスとした．

図 1に人工データについての結果を示す．汎化誤差（左

図），学習時間（右図）共に比較手法よりも良い結果と

なった．

5.2 ベンチマーク

順序回帰へのベンチマークとして，[3]で使用されてい

るデータを用いた．手法の比較であるため，単純に線形の

基底関数を用いることとし，そのために入力が実数である

データのみ比較を行った．また，データによっては比較手

法の計算が終了しなかった．ここでは，一定時間内に比較

手法のうち一つ以上が計算終了したデータについてのみ記

載する．各データの汎化誤差を表 1に示す．誤差の標準偏

差を含めると，提案手法が安定して既存手法を上回るとは

proposed GPOR ORSB SoftMax

0
.0

0
.2

0
.4

0
.6

0
.8

validation error

proposed GPOR ORSB SoftMax

0
.0

0
.5

1.
0

1.
5

2
.0

2
.5

3
.0

learning time(sec)

図 1 N = 100，M = 10，MS = 3，K = 3 のデータを 50 個生成

し，それぞれ 10-foldクロスバリデーションを行った結果．汎

化誤差 (左図) と学習時間 (右図)．

限らないが，大きく劣るケースは見られない．

Diabetes pyrimidines traiazines wisconsin

proposed 0.49±0.10 0.51±0.09 0.56±0.04 0.69±0.05

GPOR 0.86±0.19 0.60±0.23 0.81±0.26 0.68±0.05

ORSB 0.57±0.24 0.81±0.17 0.70±0.04 0.88±0.07

SoftMax 0.49±0.04 - - -

表 1 ベンチマークの汎化誤差

この中で，ORSBは全ての基底が除外される場合があっ

た．また，他のデータでは GPORと SoftMaxの計算が時

間内に終了しないことが多かった．

6. 議論

ほとんどの実験で，提案手法の実行時間は既存手法を大

きく下回る結果になった．この結果は特にデータが多い場

合に顕著に現れ，他の手法が数時間掛かるデータに対して

数秒程度で収束した．精度面でも比較手法に勝るか同等

程度で，実用に際しても十分に有用な手法であることが

解った．
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