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特徴抽出を目的とした文書クラスタからの
一貫性阻害要素除去

佐藤 進也1,a) 高橋 公海1,b) 松尾 真人1,c)

受付日 2012年12月20日,採録日 2013年4月5日

概要：クラスタリングにより文書集合を意味的に分類し，それぞれの特徴を表す情報（特徴語）を抽出す
るという目的のため，クラスタリング結果を改善する方法を考案した．本手法では，各クラスタから，い
わゆるノイズと呼ばれるような，クラスタを構成する文書集合の意味的一貫性を阻害する要素を除去する．
除去する文書を決定するためには，別のアルゴリズムで得たクラスタリング結果を利用する．これによ
り，従来埋もれていた特徴語の発見が可能になる．本手法の有効性を確認するため，Q&Aサイトのペー
ジを集めて文書集合を作成し，そのクラスタリング結果から特徴的な場所を抽出する（たとえば，バーベ
キューに関する質問のクラスタから「公園」といった場所を抽出する）実験を行った．10個の文書集合を
作成し，それぞれに対して提案手法を適用した結果，延べ百数十の場所が新たに得られた．また，本手法
は質問に対して意外な関連性のある場所を抽出する傾向があることが分かった．
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Abstract: For effectively extracting features from document clusters, we developed a technique for improv-
ing the quality of the clustering results, which purifies original clusters (i.e., eliminates unwanted elements
in each cluster) by using the outcome from another clustering algorithm. For verifying the effectiveness of
the proposed approach, we conducted an experiment to discover associations between document clusters and
their characteristic places using pages in a social Q&A site (e.g., associate “park” with a document cluster
of questions about barbecues). We obtained a hundred and several tens of places in total by applying the
proposed approach to 10 document sets. Futhermore, we observed a tendency that the approach discovered
unexpected associations.
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1. はじめに

クラスタリングは，データをその特徴の類似度からグ

ループ分けするデータ処理の一手法である [1]．その文書
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データへの適用についても長年にわたって研究され，実用

システムにも応用されてきた．その一例として，Web検

索結果を分類して提示するシステムをあげることができ

る [2]．文書データのクラスタリング（文書クラスタリン

グ）では，多くの場合，文書を内容の類似性に基づいて分

類することを目的にしている．別な言い方をすると，同一

クラスタ内は意味的に一貫性を有するような分類を目指し

ている．クラスタの意味的一貫性（厳密には「クラスタを

構成する文書の意味的一貫性」であるが，「クラスタの意味
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的一貫性」と略記する）が保証されれば，利用者は，情報

の取捨選択を文書単位ではなくクラスタ単位で行うことが

可能になり，情報検索・探索の効率化がもたらされる．各

クラスタの内容を端的に表現することを目的として特徴語

抽出などが行われるが，クラスタの意味的一貫性が高けれ

ば，この処理においてもより適切な結果が期待できる．す

なわち，クラスタリングを用いた情報探索や情報抽出の品

質は，クラスタリング結果の品質に依存する．

今までに様々なクラスタリングアルゴリズムが開発され

てきているが，一般に，高い意味的一貫性を持つようなク

ラスタリングを実現するのは容易ではない．まず，クラス

タリングのためには文書間の類似性を測る尺度を導入する

必要があるが，意味的な関連性を十分に反映した尺度を定

義することは難しい．さらに，クラスタリング結果にデー

タの特徴だけでなくクラスタリングアルゴリズムの性質ま

でもが反映されてしまうという問題や，データ量増加にと

もなう計算コストの問題などが指摘されている [1]．

本論文では，クラスタリングにより文書データを意味的

に分類しそれぞれの特徴を表す情報（特徴語）を抽出する

という処理の品質向上を目的として，クラスタリング結果

を改善する方法について議論する．確かに，クラスタリン

グアルゴリズムを精緻なものにすることにより，より適切

なクラスタリング結果が期待できる．しかし，特徴抽出と

いう目的のためにはそれが唯一の方法ではなく，クラスタ

から一貫性を阻害する要素を除去するという方法がある

（4.2 節）．本論文では，あるクラスタリングアルゴリズム

で得られたクラスタの一貫性阻害要素を，もう 1つのクラ

スタリングアルゴリズムの結果を用いて除去する手法を示

す．この手法によれば，既存のクラスタリングアルゴリズ

ムを組み合わせることで，単一のクラスタリング結果から

は得られなかった特徴語を抽出することができる．

以下，本論文の構成は以下のとおりである．まず，2 章

で特徴語抽出とクラスタリング結果の改善という 2 つの

概念の関係を明らかにした後，3 章で関連研究を紹介し本

研究の位置づけを明らかにする．4 章で一貫性を阻害する

要素の除去というアイデアと，その具体的方法について説

明する．提案手法の評価実験の内容と結果を 5 章で示し，

6 章で考察を加える．

2. クラスタからの特徴語抽出

特徴語の抽出を目的としたクラスタリング結果の改善手

法について議論するのにあたり，本章では，まず，特徴語

抽出とクラスタリング結果の改善という 2つの事柄の関係

を明らかにする．

2.1 想定しているタスク

まず，提案手法の効果が期待できる問題（タスク）の例

を示し，その中で，二者の関係を説明する．

一般には，対象（たとえば文書）の集合を部分集合に分

割する問題（以下，分割問題と呼ぶ）は，対象を帰属させ

るべきクラスが事前に決まっているか否かにより，クラス

分類とクラスタリングに大別されるが，分類クラスとして

想定している分類基準はあるものの，それを事前に把握し

尽くすことが難しい場合もある．その場合，クラスタリン

グ手法を用いることでボトムアップにクラスを把握してい

くという，いわば，クラスをクラスタで近似するアプロー

チが考えられる．

このようなアプローチによる問題解決の具体例として

は，文書中の人物の識別（人名の曖昧性解消）をあげるこ

とができる．人名の曖昧性解消の基本的なタスクとして，

ある人名を含む文書を，各クラスタがそれぞれ異なる（同

姓同名の）人物に対応するようにクラスタリングするとい

うものがある [3]．この場合，個々のクラスタがそれぞれ異

なる人物に対応していると考えられる．そして，クラスタ

から抽出された特徴語は，個々の人物を識別するための情

報（人物の属性，特徴）と考えることができる．クラスタ

が同一人物に関する文書で占められる割合が高くなれば，

その文書集合から得られる情報は当該人物に関するもので

ある確率も高くなり，その人物に関して適切な情報をより

多く，精度良く得られると考えられる．

このような，クラスタでクラスを近似するアプローチに

おいて，本論文で提案するクラスタリング結果の改善手法

は，近似の精度を上げる工夫として位置づけることができ

る．そして，近似精度を向上させた結果として，本来の目

的であるクラスの特徴をクラスタからより多く，正確に抽

出することを狙う．

2.2 クラスタリング結果改善により期待される効果

本節では，クラスタリング結果の改善が特徴語の抽出に

どのように影響するのかを具体例を通して説明する．ここ

では，語の固有性に基づいて特徴語としての採否を決定す

ることを考える．具体的には，文書集合全体とクラスタ内

とで語の出現確率を計算し，前者より後者が高い場合，そ

の語は当該クラスタにおける固有性が高いと見なし，特徴

語として採用する．

図 1 は，文書集合 Dをクラスタリングした結果，クラ

スタ Ci が得られたという状況をベン図と同様な方法で表

図 1 文書，クラスタ，文書の特徴の関係を表現した模式図

Fig. 1 Schematic diagram representing relationships among

documents, a cluster and a characteristic feature of doc-

uments.
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現したものである．この例を用いて，クラスタ Ci として

まとめられた内容（トピック）を表す特徴語を抽出する問

題を考える．©，�，�はそれぞれ文書であり，形はそれ
らの内容（トピック）を表している．つまり，©，�，�
がそれぞれがまとめられて分類されている状態が理想的な

クラスタリング結果である．また，文書を表す記号の中に

ある「a」は，それらの文書に語 aが出現することを示し

ている．�のトピックに属する文書の 75%に語 aが出現

しており，語 aはこのトピックと関連性があると考えられ

る．一方，Ciは 60%が�で構成されており，�の 75%が

Ci に含まれている．よって，Ci と�のトピックとの間に
対応関係があると見なすことができる．

図では文書とトピックとの対応関係が明らかにされてい

るが，これは人手で各文書の内容を調べた結果はじめて分

かるものである．以下に述べるデータ処理に際してはこの

情報は得られていないと仮定する．トピックと文書の対応

関係は未知なので，代わりにトピックに対応するクラスタ

を使ってトピックの特徴を把握すること，具体的には，ト

ピック�と語 aの関連性を，Ci と語 aとの関連性として

とらえることを考える．文書に aが出現する確率を調べる

と，D全体では 4/10 = 0.4である．トピック�に対応す
るクラスタ Ci 内ではこの確率が高くなり，それにより a

との関連性が示されることが期待される．しかし，実際に

は，Ci における aの出現確率は D 全体と変わらない 2/5

である．これは，Ciに他のトピックの文書が混在している

ためである．もし，これらを除去できれば，aの出現確率

は 2/3となり，0.4よりも大きい値が得られる．�と語 a

の関連性を導き出すという目的のためには，クラスタ内の

一貫性を阻害する要素（上記例では，Ciにおける©や �）

を除去することも有効であることをこの例は示している．

2.3 サブトピックに焦点をあてた特徴抽出

一般に，あるトピック全般に関する文書集合から特徴語

を抽出しようとすれば，出現頻度の高い，そのトピックを

概説するような特徴語が抽出される．一方，そのサブト

ピックに焦点をあてれば，サブトピック固有の視点からも

とのトピックをより詳細に説明する特徴語の発見が可能に

なる．ここで「焦点をあてる」とは，あるサブトピックを

選び，そのサブトピックに関連する文書からなる集合を構

成し，そこから特徴語を抽出することを指す．このとき，

サブトピックに固有な語の出現頻度がその文書集合中で相

対的に高くなり，特徴語として抽出される可能性が高くな

る．2.1 節で述べた人物の特徴を抽出する例でいえば，サ

ブトピックとしてはその人物の仕事や趣味などをあげるこ

とができる．サブトピックに焦点をあてて特徴抽出するこ

とにより詳細な人物の把握が期待できる．

一貫性阻害要素除去において，正確な処理，すなわち，

阻害要素のみを除去することは困難であり，多くの場合，

目標としているトピックに関連する文書も一部除去されて

しまうことが予想される．そして，結果的に，除去されず

に残った文書の集合がもともとのトピックのサブトピック

を形成している状況が起こりうる．このとき，前述の議論

から，新たな特徴語の発見が期待できる．実際，評価実験

の結果を調べてみると，サブトピックに焦点をあてた特徴

語抽出と同等な処理を提案手法でも（結果的に）行ってい

る可能性が示唆される（詳しくは 6 章参照）．

3. 関連研究

本章では，分割問題を解く手法（分割手法）を整理し，

提案手法の位置づけ，新規性を明らかにする．まず，分割

手法を機械学習の観点から，教師あり学習と教師なし学習

に分け，それぞれについて前章で示したタイプの問題を解

決する手段としての適否，計算量の観点からの実用性など

について議論する．

3.1 教師あり学習

分類問題に限らず，一般に，教師あり学習では訓練デー

タ作成コストの高さが問題として指摘されている．この問

題に対し，co-trainingを含む半教師あり学習（分割問題を

解くものとしては，たとえば文献 [4], [5], [6]など）では比

較的少数の訓練データから学習を進めていくことができる

ため，上記問題を部分的に解決している．しかし，2 章で

も述べた，文書中に記されている人物を識別するタスクの

ような学習対象が多数で全体数も未知であるような場合に

は，訓練データをあらかじめ用意することはやはり難しい．

3.2 教師なし学習

2 章で述べたような問題に対して教師なし学習の分割手

法であるクラスタリングを用い，クラス分類の近似として

用いる場合，それぞれのクラスタへのノイズの混入を防ぎ，

いかに目標とするクラスに近づけるかが問題となる．

3.2.1 クラスタリングアルゴリズムの高度化

1 章でも述べたように，単一のアルゴリズムで高い意味

的一貫性を持つようなクラスタリングを実現するのは容易

ではない．本項では，クラスタリングアルゴリズム高度化

の難しさを示す目的で，n次元空間内の点の集合をクラス

タリング対象とするという前提のもと，クラスタリングア

ルゴリズムの持つ問題点とその解消を目指して進められて

きた研究の例を簡単に紹介する．

k 平均方法 [7]は，現在でも広く用いられているクラス

タリング手法であるが，クラスタどうしが線形分離できな

い状況（n次元空間で入り組み合っているような状況）で

は適切な分類ができないことが知られている [16]．この問

題に対して，空間中の分布状況をもとに複雑な構造を持つ

データでもクラスタリング可能なDBSCAN [8]が考案され

た．また，カーネル関数により非線形構造を変換しクラス
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タリングを行う方法 [9]も開発されている．しかし，この方

法にも，複雑な構造を適切に扱うため人手によるパラメー

タ調整を要するという問題がある．

さらに，前章でも述べたように，クラスタリングアルゴ

リズム自体が高度化されても，それで文書分類という具体

的な問題のすべてが解決されるわけではない．実際に文書

分類の精度を向上させるためには，文書間の（意味的）類

似性を測る方法（たとえば，各文書を n次元空間の点に対

応させる方法）の高度化も必要である．

3.2.2 クラスタアンサンブル

クラスタアンサンブルは異なる複数のクラスタリング結

果（弱クラスタリング）をまとめて良いクラスタリング結

果（強クラスタリング）を得る手法の総称である [10]．強

クラスタリングを構成する方法としては，弱クラスタリン

グにおける共起性を利用するもの，すなわち，同一クラス

タに属する割合から推定されるデータ間の類似性を利用す

るものなどがある．

複数のクラスタリング結果ができる限り整合するような

最適なクラスタリングを見つけ出す処理は組合せ最適化問

題としてとらえることができ，その計算量は NP完全であ

ることが知られている [11]．そこで，実用性の観点から，

厳密解を求める代わりにメタヒューリスティックなどを

用いて近似解を見つけ出す方法などが開発されてきた（文

献 [12], [13]など）．たとえば，文献 [13]ではメタヒューリ

スティックとして遺伝的アルゴリズムを用いて最適解を探

している．N をクラスタリングの対象となっているすべて

の要素の数としたとき，その計算量は O(N2)である [15]．

クラスタアンサンブルは，ノイズ混入が少ないクラスタの

集合を得るための一手段となりうるが，一般に，すべてのク

ラスタリング（すなわち，データ集合を部分集合に分割す

るすべてのやり方）を探索空間とする探索のコスト（計算

量）は，メタヒューリスティックなどを用いてもなお高い．

クラスタアンサンブルと比較したとき，本論文で提案す

る手法は，探索方法を工夫したものではなく，探索空間を

別のものに置き換えたものと考えることができる．提案手

法は，与えられた各クラスタから関連性の低いデータを除

去することでノイズの少ないデータ集合の作成を目標とす

る．つまり，複数あるデータ除去のやり方の中から適切な

ものを選び出す探索であると考えられる．本論文で提案す

る手法では，この探索を，2つのクラスタリング結果の重

なり具合いを調べる（4.2.2 項の式 (2)）という，クラスタ

アンサンブルの探索に比べると簡単な処理（計算量として

は O(N)）で実現している．

4. 一貫性阻害要因除去

4.1 クラスタリング品質を評価する指標

一貫性阻害要素除去の方法を説明する前に，クラスタリ

ング結果の品質を評価するための指標について述べる．

まず，説明の出発点として，情報検索の場合，すなわち，

文書集合から検索要求を満たす文書を選び出す場合を考え

る．検索結果の文書集合を C，正解の文書集合を Aとする

と，precision，recallはそれぞれ

Precision(C, A) =
|C ∩ A|
|C| ,

Recall(C, A) =
|C ∩ A|
|A|

= Precision(A,C)

と定義される．また，F値はこれらの調和平均として定義

される．

これに対し，purity，inverse purity [17]はクラスタリン

グ結果の評価においてそれぞれ precision，recallに対応す

る指標の 1 つと考えられ，クラスタリングの結果得られ

た各クラスタを {Ci}，正解の分類を {Ai}としたときに，
precision/recallを使って次のように定義される．

Purity =
∑

i

|Ci|
N

max
j

Precision(Ci, Aj)

Inverse purity =
∑

i

|Ai|
N

max
j

Recall(Cj , Ai)

ここで N =
∑

i |Ci|である．purityはクラスタ内の一貫

性，すなわち，クラスタが単一の Ai で占められている度

合いを評価するものである．一方，inverse purityは，単

一の Ai が 1つのクラスタに集中している度合い（集中性）

を評価するものである．情報検索の F値同様，クラスタリ

ング結果を総合的に評価する指標として，purityと inverse

purityの調和平均である F値が広く用いられている [17]．

本論文でも，クラスタリング結果の品質を測る指標として，

purity，inverse purityと（こららの調和平均である）F値

を用いる．

なお，分類対象の文書ごとに Precision，Recall相当の数

量を計算し，その平均によりクラスタリング結果を評価す

る precision BCubed，recall BCubedという指標も提案さ

れている [17]．文書 dに対し，{Ci}のうち dが属している

クラスタを C(d)，{Ai}のうち dが属すべき正解文書集合

をA(d)と書くと，precision BCubed，recall BCubedはそ

れぞれ以下のように定義される．

Precision BCubed =
∑

d

1
N

Precision(C(d), A(d))

Recall BCubed =
∑

d

1
N

Recall(C(d), A(d))

ちなみに，5 章の実験で得られたクラスタリング結果

を使って purityと precision BCubedの関係を調べてみた

ところ，強い正の相関が認められた（Pearson相関係数が

0.995であった）ことを付け加えておく．
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4.2 一貫性阻害要素除去の方法

4.2.1 基本方針

いま，ある観点から次に示すような 4つのグループA1～

A4 に分類されるべき 18個の文書 d1, . . . , d18 からなる文

書集合があるとする（Aiへの帰属関係が分かりやすいよう

に dj に色を付けてある）．2つの文書が同一のグループに

属する場合，これらは同種であるということにする．

A1 = {d1, d2, d3, d4, d5}
A2 = {d6, d7, d8, d9, d10, d11}
A3 = {d12, d13, d14, d15, d16, d17}
A4 = {d18}

この文書集合に対して，前節で述べたような知識を得る

目的であるクラスタリング手法を適用した結果，以下のよ

うなクラスタ {Ci} を得たとする．

C1 = {d1, d2, d3, d9, d10, d15},
C2 = {d4, d6, d7, d8, d16, d17},
C3 = {d5, d11, d12, d13, d14, d18}

それぞれのクラスタにおいて，そのほぼ半分は同種の文

書で占められており（たとえば，C1 では，その半分が A1

の文書である），残りの半分によりクラスタ内の一貫性が

阻害されている．この阻害要素を除去することで一貫性を

向上させるというのが本手法のポイントである．一貫性阻

害要素を除去する方法としては，たとえば，Ĉi を

Ĉi = Ci ∩ Ak, k = argmax
j

|Ci ∩ Aj | (1)

と定義すれば，

Ĉ1 = {d1, d2, d3}, Ĉ2 = {d6, d7, d8}, Ĉ3 = {d12, d13, d14}

という一貫性の高いクラスタを得ることができる．

4.2.2 補助的クラスタリング手法の利用

式 (1)には Ai が使われているが，実際にはこれをあら

かじめ知ることはできない（既知であればクラスタリング

の必要がない）．そこで，本手法では，{Ci}を導き出した
クラスタリング手法とは異なる，もう 1 つのクラスタリ

ング手法（補助的クラスタリング手法）により別なクラス

タ {Qi}を作り出し，これを {Ai}の代わりに用いる．す
なわち，次の式により一貫性の高いクラスタ {Ii}の導出を
狙う．

Ii = Ci ∩ Qk, k = argmax
j

|Ci ∩ Qj | (2)

なお，上式は，クラスタリング結果 {Ci}を {Qi}を利用
して改善する方法を与えるものであるので，{Ci}と {Qi}
に関して対称でないことに注意を促しておきたい．

ここで，この方法の効果を具体的に示すため，以下に示

す例を用いて一貫性阻害要因の除去を実際に行ってみる．

いま，ある補助的クラスタリング手法により次のような

{Qi}が得られたとする．
Q1 = {d1, d2, d3, d9}, Q2 = {d4, d5},　
Q3 = {d10, d12, d13, d14}, Q4 = {d6, d7, d8, d16, d18},
Q5 = {d11, d15}, Q6 = {d17}
このとき，式 (2)に基づいて Ii を計算すると次のように

なり，各クラスタの一貫性が向上しているのが分かる．定

量的に比較すると，{Ci}では P，IP，F の値がそれぞれ

0.5，0.56，0.53であったのに対し，{Ii}ではそれらの値は
等しく 0.82となっている．

I1 = C1 ∩ Q1 = {d1, d2, d3, d9}
I2 = C2 ∩ Q4 = {d6, d7, d8, d16}
I3 = C3 ∩ Q3 = {d12, d13, d14}

なお，どのような補助的クラスタリング手法でも必ず一

貫性を向上させられるわけではない（F (I(C,Q)) ≤ F (C)

となってしまう可能性もある）．よって，一般に，それぞ

れのクラスタリングの結果に対して，一貫性を改善するた

めに適切な補助的クラスタリング手法を選ぶ必要がある．

ただし，通常クラスタリングによく用いられる手法につい

ては，おおむね補助的クラスタリング手法として有用であ

ることは，実データを用いた実験により確認している．ま

た，本項ではもっぱら purityを基準とする一貫性の向上に

ついて議論したが，後に示すように，本手法により inverse

purityで評価される集中性も改善され，その結果として F

値が向上することが分かっている．

5. 評価実験

5.1 実験内容

一貫性阻害要素除去の効果を調べるため，クラスタリン

グにより文書集合を分類しそれぞれから特徴的な情報を抽

出するタスクを行った．具体的には，文書集合としてQ&A

サイトのページを選び，そのクラスタリング結果から特徴

的な場所の抽出を試みた．Q&Aサイトとは，ユーザ同士

がお互いの質問に答え，疑問を解決するウェブサイトのこ

とであり，それぞれの質問に対する（多くの場合複数の）

回答が 1つのページにまとめられている（これを QAペー

ジと呼ぶことにする）．QAページをクラスタリングする

ことは，質問，あるいは質問の背景にある問題を分類する

ことであると考えられる．そして，場所の情報を抽出する

ことは，それぞれの問題に関わる場所（問題が発生しやす

い場所，解決策を見つけられる可能性が高い場所，など）

を発見することに対応すると考えられる．

実際の実験に際しては，処理にかかるコストも考慮し上

記の課題を次のように具体化した．まず，Q&Aサイトに

は数多くの様々な質問が投稿されており，それを 1度にま
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とめて分類するのは計算コストと評価作業コストの双方の

観点から困難である．よって，語 xを選び，その語に関連

する QAページの集合Dをクラスタリングの対象とした．

たとえば，xとして「かぼちゃ」を選んだ場合，QAページ

が家庭における調理に関わる問題，栽培関係の問題などに

分類され，それぞれに「台所」や「畑」などが対応付けら

れることが期待される．Dの要素を収集する手段として検

索エンジンを利用した．具体的には，xとともに検索対象

とするサイトを指定するオプション（たとえば，“site:”）

をクエリに用いて指定 Q&Aサイト内で xに関連するペー

ジを検索した．

場所に関する情報の抽出については，場所を表す語の集

合 Lをあらかじめ用意しておき，その中から適切なものを

選び出す方法を選んだ．Lを作成するため，公園，交差点

といった場所，学校や劇場といった建造物，書店や肉屋と

いった店舗，それに居間や台所といった部屋の種類を，辞

書やWebページ中の表などから抽出した．その結果，99

語からなるリストを得た．Lの要素 y を文書集合 S ⊂ D

の特徴語として採用するか否かは，χ2 検定により判断し

た．具体的には，「語 yの出現」と「S への帰属」という 2

つの条件に関するDの分割表（条件への適合/不適合の組

合せに該当するものの数を示した表）

y ¬y

S a b

¬S c d

を作成し，χ2値とその p値を計算する．p値が有意水準を

下回るとき，yを S の特徴語として採用する．本実験では

有意水準を 0.05とした．なお，χ2 検定の p値の代わりに

相互情報量を基準にした実験も行った．その内容と結果に

ついては 5.4.2 項で述べる．

特徴語抽出の方法としては，tf・idf [14]のような指標に

よりクラスタに属する文書に含まれるすべての語を順位付

けし，その上位 n語を採用するというアプローチも考えら

れる．この場合，採否の基準となる nを決めるための妥当

な方法（根拠）が必要である．さらに，処理結果（抽出し

た特徴語）を比較する際，語間の意味的関連性も考慮しな

ければならない（たとえば，「バーベキュー」というトピッ

クに関する文書集合から「炭」が抽出された場合と「木炭」

が抽出された場合とを同等な結果と判断する，など）．こ

れらの問題を回避するため，本論文では，意味的な独立性

が比較的高い語の集合 Lをあらかじめ用意し，各語の特徴

語としての適否を判定するという方法をとった．

改めて評価実験の手順をまとめると以下のようになる．

(1) xに関連するQAページを収集する（これをDとする）．

(2) 既存のクラスタリングアルゴリズムにより D を分類

し，クラスタ {Ci}を得る．
(3) 各 Ci から一貫性阻害要素を除去したクラスタ Ii を作

成する．

(4) Lの中から Ci，Ii それぞれの特徴語を選出し，比較

する．

上記 (4)において，一貫性阻害要素除去の効果を確認す

ることが本実験の最終的な目的であるが，その途中の段階

においてクラスタリング品質の改善状況も確認した．具体

的には，(2) で得たクラスタリング結果の品質を評価し，

(3)の一貫性阻害要素除去後の結果と比較した．それぞれ

の結果を 5.2 節と 5.3 節で，特徴語抽出における効果の評

価を 5.4 節で示す．

5.2 クラスタリング品質の評価

本節では，上記手順の (2)で得られたクラスタリングの

品質の評価結果を示す．これは，（質問者が問うている）問

題の分類という観点から，既存のアルゴリズムが QAペー

ジをどれだけ適切に分類できているかを評価したものであ

る．評価の結果について述べる前に，評価対象としたアル

ゴリズムの概要を説明する．

5.2.1 既存のクラスタリングアルゴリズム

凝集型階層的手法

凝集型階層的手法は，広く使われている基本的なクラス

タリング手法の 1つである [1]．この手法では，まず個々の

データだけからなるクラスタを生成して初期状態とし，逐

次，最も距離の近いクラスタを併合していく．クラスタ間

の距離はデータ間の距離（非類似度）を使って定義される．

たとえば，単連結法や群平均法におけるクラスタ間距離は

次のように定義される：

�s(C1, C2) = min
d1∈C1,d2∈C2

dist(d1, d2),

�a(C1, C2) =
1

|C1||C2|
∑

d1∈C1

∑

d2∈C2

dist(d1, d2),

ここで，dist(d1, d2)はデータ d1 と d2 の距離である．

凝集型階層的手法では，クラスタを併合していく時点

（ステップ）ごとにそれぞれクラスタの集合が得られる．単

連結法および群平均法で kステップまで併合したときに得

られるクラスタの集合をそれぞれ ACS(k)，ACA(k)と書

くことにする．

分割最適化手法

分割最適化手法では，データ分割の適切さを評価する関

数を定め，その最適解を探索する．本手法の代表的な例で

ある k平均法では，各クラスタに属するデータとクラスタ

の重心との距離の平方和を評価関数とし，それが最小とな

るようにデータを k個のクラスタに分割する．k平均法で

得られたクラスタ集合を KM(k)と書くことにする．

生成モデルベースの手法

生成モデルベースの手法では，データ生成に関する確率

モデルを仮定し，観測値であるデータを当該モデルにあて

はめて分類を行う．その一例として，ここでは，潜在ディリ
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クレ配分法（latent Dirichlet allocation; LDA）[18]を使っ

た方法を示す．

LDAでは，各文書を複数の潜在トピックの確率分布とし

てとらえ，各潜在トピックを単語の確率分布としてとらえ

る．つまり，文書における語の出現は，これらの分布の組

合せにより確率的に起きると考える．この仮定のもと，文

書における単語の出現頻度から，それぞれの確率分布を推

定する．なお，LDAでは潜在トピック数 k をあらかじめ

決めておく必要がある．LDAにより推定される確率分布

をもとに，文書とその主たる潜在トピックを対応付けるこ

とができ，その結果として文書の分類が得られる．文書 dj

に i番目の潜在トピックが現れる確率を θji としたとき，i

番目の潜在トピックに対応する文書クラスタは次のように

して得られる：

Ci = {dj |θji ≥ θjm for m �= i}

この結果得られるクラスタ集合を LDA(k)と書く．

なお，LDAを用いたクラスタリングにおいては，次に示

すように，トピックと文書の関係を一貫性阻害要素除去に

利用することも考えられる．まず，クラスタ Ci に属する

文書をトピック分布に基づいて順序づける：

Ci = {dj1 , dj2 , . . . , djn
}, θj1i ≥ θj2i ≥ · · · ≥ θjni

ここで θjki は i 番目の潜在トピックが文書 djk
に生起す

る確率である．このシーケンスの前方にある文書ほどト

ピックとの関連性が高いと考えられるので，後方にある文

書を一貫性阻害要素と見なし除去する．より具体的には，

0 ≤ p ≤ 1である pに対して上記シーケンスを p : (1 − p)

に分け，後方を除去する．除去の結果得られた文書クラス

タを LDAp(k)と表記する．

ネットワークのコミュニティ抽出を利用した手法

データにネットワーク構造を定義できる場合，すなわち，

個々のデータをノードとしデータ間の関係を示すリンクが

定義できる場合には，コミュニティ分割アルゴリズムを利

用してデータを分類することができる [20]．ネットワーク

におけるコミュニティとは，内部のつながりが密であり，

その外部とのつながりが疎であるようなノードの集合とし

て定義される [19]．つながりの疎密を定量的に測る方法は

今までに複数提案されており，コミュニティ分割も様々な

手法が開発されている [21]．手法間の性能比較も行われて

おり，walktrap法 [22]がデータへの依存性が低く他のもの

より良い性能を示すという結果が得られている [23]．

文書集合に対しては様々なネットワーク構造が定義でき

るが，ここでは，以下に示す手順で構成される語の共有関

係を表すネットワークを考える．すなわち，(1)各文書か

ら（たかだか）k個の特徴語を抽出し (2) m個の特徴語を

共有する文書間に重さ mの無向リンクを生成する．この

ネットワークに対して walktrap法を適用して得られたク

ラスタリング結果を CD(k)と書く．

5.2.2 既存アルゴリズムのクラスタリング品質

上記アルゴリズムによるクラスタリング品質を評価する

ため，xとして 1つの語を選んでDを作成し，実際にクラ

スタリングを行い，purity，inverse purity，F値を測った．

なお，LDAなどの確率的アルゴリズムについては，乱数生

成シードを含む初期値を変えて複数回クラスタリングを実

行して評価指標を計算し，その平均をもって当該アルゴリ

ズムを評価した．

今回の実験では xとして「かぼちゃ」を選び，728文書か

らなる D を作成した．D の各文書の内容を人手で調べた

結果，ハロウィンや冬至などのイベントに加え，離乳食や

ダイエットなど食品としての利用に関するもの，かぼちゃ

の切り方などの調理方法に関するもの，農作物として栽培

に関するもの，小動物の飼育に関するもの（種が餌になる）

など 43種類の問題に分類することができた．問題の分類

にあたっては，その状況の属性（時間，場所），特徴的な構

成要素（人，もの），人の行為，その目的，構成要素間の相

互関係の違いを基準とした．たとえば，ダイエット食と離

乳食に関する質問は，双方ともかぼちゃの食べ方に関する

ものであるが，食事の主体者や目的が異なるため異なるも

のとして区別した．本実験では，この人手による分類を正

解とし，クラスタリングの品質を評価した．この正解の客

観性には議論の余地があると思われるが，本実験の目的は

一貫性除去による改善の効果を確認すること，言い換える

と除去前後の比較評価することであるので，多少の恣意性

は許容できると判断した．人手により得られた問題のクラ

スのうち，いくつかを表 1 に示す．

図 2 は，ACS(k)，KM(k)，LDA(k)，CD(k)それぞれ

のクラスタリング品質を示したものである．いずれも，パ

ラメータ k に対して定まるクラスタリング結果の purity，

inverse purityおよび F値をプロットしたものである．4者

中，LDAが最も安定して（パラメータへの依存性が低く）

高い分類品質を示している．しかし，その LDAにおいて

も purityが 0.6を超えることはなかった．すなわち，この

表 1 「かぼちゃ」に関連する状況の例

Table 1 Examples of situations related to “pumpkins”.

問題の内容・状況 状況におけるかぼちゃの役割/特徴

あがり症の克服 「人をかぼちゃと思う」という対策

かぼちゃの栽培 農作物としてのかぼちゃ

かぼちゃの切断 硬くて切り難いかぼちゃの皮

健康食 食物繊維が多く栄養価の高い食材

しみの除去 頑固なかぼちゃのしみ

小動物の飼育 小動物の餌（種子）

シンデレラ 物語に登場するかぼちゃの馬車

バーベキュー バーベキューの材料

ハロウィン ランタンの材料

離乳食 離乳食の材料
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図 2 ACS(k)，KM(k)，LDA(k)，CD(k) のクラスタリング品質

Fig. 2 Clustering qualities of ACS(k), KM(k), LDA(k) and

CD(k).

結果は，おおむねクラスタの 4割強が一貫性阻害要素で占

められていることを示している．

5.3 クラスタの一貫性向上における効果

既存アルゴリズムのクラスタリング品質を確認したとこ

ろで，本節では一貫性阻害要素除去手法を実際に適用した

結果を示し，その効果を確認する．具体的には，他のクラ

スタリングアルゴリズムに比べ安定して高い F値を示して

いた LDAによるクラスタリング結果から，その他のアル

ゴリズムを利用して一貫性阻害要素を除去する．

まず，LDA(m)によるクラスタリング結果をACA(k)を

補助的クラスタリング手法として用いて一貫性阻害要素除

図 3 ACA による一貫性阻害要素除去の効果

Fig. 3 Effects of cluster purification using ACA.

図 4 一貫性阻害要素除去の効果

Fig. 4 Effects of cluster purification techniques.

去を試みた．ここでは，m = 400の場合を示す．図 3 は

除去後の purity，F値（縦軸左目盛り），それに文書数（縦

軸右目盛り）を kごとにプロットしたものである．本手法

は，クラスタ内の一貫性を損なう要素を除去するという点

が特徴的であった．いわば，データの量を犠牲にして質の

向上を狙う手法であるといえる．図 3 では実際に，kの値

が小さくなるのに従い，文書数は減少し purityは増加し

ていることが見て取れる．LDAによるクラスタリングで

は purityはおよそ 0.5であったが，一貫性阻害要素除去に

よりその値が増加している．たとえば，補助的クラスタリ

ング手法として ACA(500)を採用すると，purityの値がお

よそ 0.8である約 200文書からなるデータが得られる．ま

た，purityの増加にともない F値も増加しているのが分か

る．これは，本手法により一貫性と集中性が総合的に改善

されていることを示している．

さらに，ACS(k)，CD(k)，KM(k)を補助的クラスタリ

ング手法に用いた場合の効果，さらに LDAのトピック分

布を利用した手法である LDAp(k) による効果を調べた．

LDAp(k)については，LDA(k)の purityが 0.5程度であっ

たことから，p = 0.5とした．図 4 は，それぞれの手法を

用い kを変化させて一貫性阻害要素除去を行い，得られた

結果ごとに F値と除去後残った文書の数をプロットしたも

のである．ACSと ACAに関しては，kの変化にともなっ

て F値，文書数はそれぞれ単調に減少/増加する．この変

化傾向を示すため，プロットした点を線で結んで示した．

図中，LDA(400)のクラスタリング結果に対応する点は

c© 2013 Information Processing Society of Japan 8
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左上に位置している．もし，文書を取りこぼしなくより正

確に分類する理想的なクラスタリングがあるとすれば，図

の右上の部分に位置することになる．一方，提案手法によ

る結果は，左上から右下にかけて分布している．これは，

データの量を犠牲にして質を向上させているということで

あり，いずれの一貫性阻害要素除去手法においても期待さ

れる効果が得られていることを示している．

さらに，この結果をもとに手法どうしを比較することが

できる．先にも述べたように，プロットされた点がより右

上方向に分布していることが望ましい．この観点からする

と，LDAp(k)あるいは KM(k)は補助的クラスタリング手

法として他の手法より劣っているといえる．

5.4 特徴抽出における効果

最後に，実験のステップ (4)の結果を示す．具体的には，

LDA(k)で得られた各クラスタ Ci から抽出された特徴と，

Ci より一貫性阻害要素を除去して得られた Ii から抽出さ

れた特徴の違いを明らかにする．本節でも 5.3 節と同様に

k = 400の場合を示す．なお，本実験では，抽出すべき特

徴として「場所」を選んだ（5.1 節）ことを思い出してほし

い．Ci とその内容的一貫性を向上させた Ii は，質問ある

いは質問の背景にある問題を状況の類似性に基づいてまと

めた問題のクラスに対応しており，場所の情報を抽出する

ことは，それぞれの問題に関わる場所を発見することに対

応すると考えられることを，ここで改めて言及しておく．

5.4.1 実験内容と評価方法

Ci から一貫性阻害要素を除去するための補助的クラス

タリング手法として CD(m)を用いた．実際の実験ではm

として様々な値を試したが，本論文ではその中からm = 5,

13の結果を示す．

一貫性阻害要素除去の効果を評価する方法としては，Ci

から抽出した場所の集合と，Ii から抽出した場所の集合と

を比較し，前者になく後者でのみ得られた場所について，

その量と質（適/不適）を調べるという方法をとった．質の

評価のため，抽出された場所は，問題に直接関係するもの，

直接関連しないが間接的な関連性が認められるもの，関連

性が認められないもの，のいずれかに主観により分類した．

関係が直接的であるか否かは，その場所で問題が発生して

いるか，あるいは問題を解決するためにその場所が使われ

ているか否かで判断した．たとえば，「家計のやりくり」と

いう問題に対して「駐車場」が抽出されたが，これは間接

的に関係する場所に分類した．なぜなら，駐車場（を借り

ること）にかかる費用は家計に関係する（実際，質問に対

する回答の中でそういった内容のコメントが寄せられてい

る）が，駐車場でその問題が発生しているわけではなく，

駐車場でその問題が解決されるわけでもないからである．

また，この実験ではステップ (1)の xとして「かぼちゃ」

以外の語も試した．その語を選ぶ手段として，Web上にあ

るピクトグラムに関する情報を利用した．ピクトグラムは

（日常で関わることの多い）事物を指し示す絵文字である．

そのキャプションを集め，その中から無作為に 10語を選

んで実験に用いた．

5.4.2 評価結果

まず，抽出された場所の数をクラスタ単位で集計した．

その結果を表 2 に示す．本表は，語 xごとに，何らかの場

所が抽出された Ci の数 #C と Ii の数 #I，問題と直接的

関係のある場所が抽出された Ii の数 #I+ を示したもので

ある．表中の a，bそして abはそれぞれ，補助的クラスタ

リング手法として CD(5)，CD(13)を用いた場合と，それ

らの結果をマージした場合の数を示している．たとえば，

「灯り」に関する文書集合の場合，23個の Ciから何らかの

場所が抽出され，CD(5)で一貫性阻害要素除去した場合に

は，8個の Ii から適切な場所が抽出できている．一貫性阻

害要素除去のおおまかな効果は #I/#C と #I+/#I で把

握できる．これらはそれぞれ，何らかの場所と関連付けら

れている Ci のうち一貫性阻害要素除去により新たな場所

との関連性が見い出されたものの割合と，そのうち適切な

場所が抽出されたものの割合である．a，b，abそれぞれに

ついて計算した結果を表 3 に示す．表から，たとえば ab

の場合，何らかの場所と関連付けられている Ci の 4割強

から一貫性阻害要素除去により新たな場所との関連性が見

い出され，そのうち 8割弱が妥当なものであったことが分

かる．

表 2 場所が抽出されたクラスタの数

Table 2 The number of clusters from which places were ex-

tracted.

x #C #I #I+

a b ab a b ab

灯り 23 9 5 11 8 5 10

お皿 52 16 19 27 15 14 22

かぼちゃ 17 7 4 9 7 3 9

きのこ 29 8 7 11 8 4 9

小包 31 5 8 11 1 4 5

シャワー 65 24 18 28 17 14 21

台所 76 23 17 31 17 13 23

時計 72 25 19 32 21 15 27

封筒 67 16 13 21 10 10 14

ローソク 17 1 4 4 1 4 4

449 134 114 185 105 86 144

表 3 クラスタ数で評価した一貫性阻害要素除去の特徴抽出におけ

る効果

Table 3 Effect of the cluster purification technique on feature

extraction evaluated on the basis of the number of

clusters.

a b ab

#I/#C 0.2873 0.2561 0.4120

#I+/#I 0.7519 0.7565 0.7784
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表 4 抽出された場所の数

Table 4 The number of extracted places.

x L+ L± L−

a b ab a b ab a b ab

灯り 11 7 16 2 0 2 1 0 1

お皿 21 15 30 3 4 7 2 5 7

かぼちゃ 9 4 14 4 1 5 0 1 1

きのこ 10 5 13 1 1 2 2 3 4

小包 1 5 6 2 3 4 2 2 4

シャワー 28 22 47 5 3 7 9 4 11

台所 22 18 39 10 5 14 5 3 7

時計 34 22 52 7 3 10 4 5 8

封筒 14 15 25 7 5 11 6 2 6

ローソク 3 6 9 1 0 1 0 1 1

153 119 251 42 25 63 31 26 50

表 5 特徴の数で評価した一貫性阻害要素除去の特徴抽出における

効果

Table 5 Effect of the cluster purification technique on feature

extraction evaluated on the basis of the number of

features.

a b ab

L+/L∗ 0.6770 0.7000 0.6896

(L+ + L±)/L∗ 0.8628 0.8471 0.8626

次に，抽出された場所の数を集計した結果を表 4 に示

す．L+，L±，L− はそれぞれ問題に直接的関係のある場

所，間接的関係のある場所，関係のない場所（つまり誤抽

出）の数であり，a，b，abは表 2 と同じく補助的クラス

タリング手法を表している．この結果をもとに，補助的ク

ラスタリング手法ごとに，抽出されたすべての場所の数

L∗ = L+ + L± + L− に対して問題と直接的関係ある場所

占める割合 L+/L∗，直接あるいは間接的関係のあるものの

割合 (L+ + L±)/L∗ を計算し，表 5 にまとめた．前者は，

問題と直接関係ある場所を特徴抽出の正解としたときの精

度であり，後者は間接的関係のあるものまで正解に含めた

場合の精度である．間接的関係まで含めれば，補助的クラ

スタリング手法の選択にかかわらず 85%前後の精度が得ら

れている．

さらに，誤抽出の原因を把握するため，実際のQ&Aペー

ジを参照し，それぞれの場所が言及されている文脈を調べ

た．その結果，誤抽出は 5種類に大別できることが分かっ

た．以下，それらを多い順に列挙する（括弧内は誤抽出全

体に占める割合）：問題に関連して語られているエピソー

ドの中に出現するもの（0.32），語の多義性に起因し，同一

の表記だが異なった意味で使われているもの（0.26），商

品や芸術作品など，ものの名前の中に出現しているもの

（0.16），「～に比べて」など修飾（説明）のために使われて

いるもの（0.14），そもそも，問題の主旨と関連しない文書

に含まれていたため関連性が認められないもの（0.12）．

表 6 質問内容（問題）に対応付けられた場所の例

Table 6 Examples of places associated with the questions

(problems).

x 質問内容 対応付けられた場所

灯り 天体観測 空，田舎，パチンコ屋

お皿 TVアンテナ ベランダ，屋根，電気屋

かぼちゃ バーベキュー 公園，肉屋，100 円ショップ

きのこ がん治療 病院，薬局，温泉

小包 宅配便 会社，玄関，酒屋

シャワー 結婚式 教会，ホテル，階段

台所 下水処理 市役所，道路，風呂

時計 身だしなみ レストラン，百貨店，クリーニング店

封筒 銀杏の処理 100 円ショップ，川，ベランダ

ローソク 誕生祝い レストラン，花屋，遊園地

表 7 質問内容（問題）に対応付けられた場所の例（相互情報量を用

いた場合）

Table 7 Examples of places associated with the questions

(problems) on the basis of mutual information.

x 質問内容 対応付けられた場所

灯り 結婚式での撮影 レストラン

お皿 膝のトラブル 電車

きのこ 原発事故（食材の汚染） 台所

小包 荷物の発送 コンビニエンスストア

シャワー 髪と頭皮のトラブル 美容院

台所 介護施設（住宅） 風呂

本実験で実際に抽出された場所の例を表 6 に示す．下線

は一貫性阻害要素除去により得られた場所であることを表

している．全体的に，一貫性阻害要素除去により得られた

場所は，一見すると問題に無関係のようだが実際には関係

がある「意外な場所」である傾向が見て取れる．

最後に，χ2 検定の p値の代わりに相互情報量 [24]を基

準にした場合でも提案手法が有効であることを確認した結

果を示す．一般に，文書集合Dにおいて，d ∈ Dにおける

語 yの出現と，dが S ⊂ Dに帰属するという 2つの事象の

相互情報量MI(y, S)は

MI(y, S) = log
Pr(y, S)

Pr(S) · Pr(y)

で与えられる．ここで，Pr(y)，Pr(S)はそれぞれの事象

の生起確率であり，Pr(y, S)は同時確率である．2事象が

独立であればこの値は 0になる．y を Ci の特徴語として

採用する条件をMI(y, Ci) > 0とし（Ii についても同様），

χ2 検定の場合と同じデータを用いて実験を行った．その

結果，やはり，一貫性阻害要素除去により関連性のある場

所を発見できることを確認した．新たに発見された場所の

例を表 7 に示す．

6. 評価結果のまとめと考察

5.4.2 項で示した結果をもとに，特徴抽出における一貫

性阻害要素除去手法の量・質的効果をまとめる．まず，量
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について，CD(5)を補助的クラスタリング手法に使った場

合（表 2～5 における aの場合）を例にとると，関係のある

場所が新たに抽出されたクラスタの数は合計で 105個であ

り，抽出された場所の数は 153カ所であった．つまり，一

貫性阻害要素除去の手法を用いた結果，1文書集合あたり

平均して 10.5個のクラスタからそれぞれに特徴的な場所

を 1.5 個程度新たに発見できたことになる．CD(13)を利

用した場合も同程度な結果が得られている．一方，抽出の

質（精度）に関しては 5.4.2 項の繰返しになるが，一貫性阻

害要素除去により新たに得られたすべての場所のうち 7割

程度が直接的関係を持つものであった．さらに，間接的関

係を持つものを合算するとその全体に占める割合は 8割を

超えた．今回の実験の目的は，一貫性阻害要素除去手法に

より妥当な特徴（場所）を新たに発見できることの確認で

あったが，これらの結果はその期待に応えるものである．

実際に抽出された場所（表 6）のうち一貫性阻害要素除

去により得られたものは問題と意外な関連性を有する傾向

にあることを指摘したが，ここに提案手法の 1つの特徴が

現れていると考えられる．一貫性阻害要素除去のそもそも

の目的は，目標とする文脈に合致しない文書を除去するこ

とでクラスタの一貫性を向上させることであった．これに

対し，提案手法では，2つのクラスタリング結果の共通部分

をとることにより，もともとの文脈を特化（サブトピック

を抽出）し，その結果として一貫性を向上させていると考

えられる．たとえば，「灯り」に関連する「天体観測」の話

題では，提案手法により「パチンコ屋」が抽出されたが，こ

れは異なるクラスタリング手法による結果の共通部分をと

ることにより，天体観測を難しくしている光害という話題

に焦点をあてたクラスタが生成された結果である．提案手

法において異なる補助的クラスタリング手法を用いれば異

なるサブトピックが得られ，その結果として抽出される特

徴も変わると考えられる．実際，実験ではこの考えを支持

する結果が得られている．表 5の L+の欄に a，bとして示

した異なる補助的クラスタリング手法による結果を比較す

ると，a，bに共通するものの総数 21（= 153 + 119− 251）

は，これらをマージしたものの総数 251の 1 割にも達して

おらず，二者の共通性が低いことが分かる．

7. むすび

本論文では，クラスタリングにより文書データを意味的

に分類しそれぞれの特徴を表す情報（特徴語）を抽出する

という目的のため，各クラスタから一貫性阻害要素を除去

するいうクラスタリング結果の改善方法を提案し，実験に

よりその効果を確認した．提案手法は，いわば，データの

量を犠牲にして質の向上を狙う手法であるといえる．ただ

し，実際に特徴を抽出する際には，データ量もある程度確

保する必要がある．よって，本手法の効果的な適用のため

には，データ量とクラスタリング品質のバランスを調整す

る必要がある．調整の指針など，適用方法について今後検

討を進めていく．

参考文献

[1] Jain, A.K., Murty, M.N. and Flynn, P.J.: Data cluster-
ing: A review, ACM Computing Surveys, Vol.31, No.3,
pp.264–323 (1999).

[2] Clusty, available from 〈http://clusty.com〉.
[3] Artiles, J., Borthwick, A., Gonzalo, J., Sekine, S. and
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