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ディープニューラルネットワークを用いた
物体表面の光沢感認識

重川 裕和1,a) 岡谷 貴之1,b)

概要：本研究は, 1枚の画像から物体表面の反射特性を推定する問題を扱う．これまでにいくつかの関連
研究が行われてきたものの, 人と同等の水準で, この課題を達成することはできていない．鍵となるのは,

画像からどのような特徴を抽出すべきかであり, この観点から, 学習によって, より適切な特徴の獲得が期
待できる, ディープニューラルネットワーク (DNN) を用いた．具体的には, 物体形状が既知, 周囲の照明
環境が未知である条件における, 異なる反射特性クラスの識別課題を考えた．実験結果から, 2段以上の畳
込みニューラルネットワーク (CNN)を用いた場合, 人の視覚に匹敵する識別性能が得られることが分かっ
た．また, 同心円状で中心が明るく（暗く）周囲が暗い（明るい）という特異な特徴が学習された．

1. はじめに

本研究では, 単一の画像からそこに写る物体表面の質感
を画像認識の枠組みで推定する問題を考える．質感とは,

光沢感, 透明感, 滑らかさ, 温かみ等の, 人間が視覚や触覚
を用いて物体表面から知覚する一連の感覚を指す．質感は
物体の材質に最も関わりが深いが, 視覚的な知覚に限れば,

表面反射特性から得られる情報がより重要である．故に問
題は, 表面反射特性そのもの, あるいはそれに関する何らか
の情報を画像から推定することと定義できる．
物体の見えは, 物体の表面反射特性のみならず, 形状や照

明条件に大きく影響を受けるため, 表面反射特性を認識す
ることは, 他の要因についての事前知識を持たない限り, 大
変難しい問題であるように見える．それでも人は, 視覚情
報のみを用いても, かなり正確に物体表面の質感を推定す
ることが可能である．
そのため, 単一画像のみを用いて表面反射特性を推
定するための研究がこれまでにいくつか行われてき
た [1], [6], [7], [12], [13]. コンピュータビジョンにおい
て重要なのは, 如何に良い特徴量を画像から抽出するかで
ある．これまで手で設計した特徴量を用いた研究が行われ
てきたが [8], [10], [17], それらを用いた認識性能はどれも
人間には遠く及ばないものであり, 特徴を設計しては試す
というやり方には限界がある．また, 心理物理や神経科学
の分野では, 生物の視覚でなされている処理を解明しよう
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とする研究がなされており, [13]のような興味深い成果も
幾つか得られているが, これらの研究で全てを解明できた
とは言えない．
本研究では, ディープニューラルネットワーク (DNN)を
反射特性認識に適用した．近年, DNNが一般物体認識をは
じめ, 音声認識や自然言語処理などの様々な分野で従来手
法を圧倒する性能を示すことが報告されている [3]．高い
性能を示す鍵は, DNNが与えられた課題に応じた適切な特
徴量を自動的に学習で得ることができる点にあると考えら
れ, このことは, 画像からどういった特徴を取り出せば良い
のか分からない質感の認識には特に魅力的である．我々の
知る限り, DNNを反射特性認識に適用したとの報告は未だ
無かった．
本研究では, 数ある質感の中から光沢感を選び, 物体形

状が既知でかつ周囲の照明環境が未知の条件でこれを認
識する問題を考える．実験のために, 球の物体の様々な照
明条件下における画像を市販のレンダラーを用いて生成
した．識別対象とするクラスは, 画像をレンダリングする
過程で, 表面反射特性に関する幾つかのパラメータを変化
させることで作り出し, テスト用の画像各々が, 用意した
クラスのどれに属するかを識別できるよう, 生成した学習
用データセットを用いて DNN を訓練した．本研究では,

幾つかの DNNの候補の中から, 画像認識分野でこれまで
数々の良い成果をあげている畳込みニューラルネットワー
ク (CNN)[4], [9]を用いることにした．
以下の問に答えるため, 幾つかの実験を行った．

(i) CNNを用いて, 照明未知の条件下で生成された 1枚の
画像から表面反射特性を認識することは可能か．
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(ii) CNNにより学習される特徴はどのようなものか．
(iii)CNNの構造や層の数は認識精度にどう影響するか．

2. 関連研究

視覚に関する心理物理学や神経科学では, 人の視覚がど
のように物体表面の質感を捉えているのかを解明するため
の研究 [7], [12], [13]が行われている．最も大きな成果に，
Motoyoshiらの研究 [13]がある．彼らは, 人の光沢感知覚
は, 画像の輝度ヒストグラムの歪度に強い相関があること
を示し, さらに, 輝度ヒストグラムの歪度を計算する生体視
覚モデルを提案した．
また, コンピュータビジョンの分野では, 本問題に対して

2種類の方法が研究されている．1つは物理ベースの手法
であり, 問題を照明と反射特性の同時推定とみなし, 単一の
画像からこれを行おうとするものである [11], [16]．この手
法の鍵は, 照明と反射特性に関する事前知識を最大限活用
することにあり, これらの方法の成否は，事前知識の精度
に依存する．
もう 1つは, 機械学習をベースとした手法であり, 本研究
もこの枠組みに属する．Drorら [6]は, 画像から幾つかの
単純な特徴を抽出し, SVMを用いて, それらの特徴と, 反
射特性との間の相関を学習する手法を提案している．彼ら
の手法は, 照明未知, 形状既知の条件下で, ある程度正確な
反射特性クラスの推定を行えた．また, [15]に示される枠
組みを用いて, Abeら [1]は物体表面の質感属性に関する比
較情報を基にしたランキング学習を用いた自然画像の質感
推定法を示している．
本研究が扱う問題は,材質認識とも強い関連性がある．例
えば Liuら [10]は, ベイズ推定の枠組みを適用し, 多くの特
徴の候補の中から,材質認識に有効な特徴を選択することを
考えた．彼らは, SIFTと色ヒストグラム, Edge-sliceが最
も良い組み合わせであると報告している．また, Huら [8]は
エッジ方向の輝度値の分散を特徴に用いて，Large Margin

Nearest Neighborによる次元削減と分類を行う手法を提案
し，Liuらを超える性能を示した．さらに, Timofteと van

Goolは, [5]で提案された BIF(Basic Image Features)と呼
ばれる特徴と, 新しいプーリング手法とをあわせて用いる
ことで, さらに高い性能を実現した [17]．
上述の研究により, ある程度高い性能を実現することは
できたが, それらの認識精度は, 人の視覚には大きく劣って
おり, 人と機械の視覚能力には, 依然大きな隔たりがある．

3. 手法

3.1 データセット作成
実験では, 様々な自然照明の下でレンダリングした CG

画像を用いた．それらの画像を生成するため, Autodesk社
の Mayaを用いた. より具体的には, レンダラーに Maya

の内部レンダラーでありフォトリアルな画像が生成可能な

図 1 レンダリングに用いた自然照明画像の例. 上段: Interior. 下
段: Nature.

mental rayを, シェーダとして, mental rayと相性が良い
mia materialを使用した．後述するように, mia material

内に実装されている反射特性に関する数個のパラメータを
変化させることで, 反射特性クラスを生成した．また, 生成
する画像のサイズは, 128× 128ピクセルとした．
3.1.1 照明
照明用画像には, Dosch Design社が有償で提供している

ものの中から Interiorと NatureV1の 2種類のデータセッ
トを用いた．それぞれテーマに沿った様々なシーンのHDR

画像のセットとなっている．この 2つのデータセットから
40枚のシーン画像を選び, 合計 80枚を照明用画像とした．
図 1に画像例を示す．以降, これら 2種類の照明用データ
セットを, それぞれ Interior, Natureと呼ぶ．我々は, DNN

の学習に必要となる大規模な画像セットを作るため, レン
ダリングする際, 生成画像の座標系から見て照明を, y軸周
りに 0, 72, 144, 216, 288度, また, x, z軸周りに−30, −15,

0, 15, 30度回転させることで, 異なる照明条件の画像の数
を増やした．ここで, x, z軸周りに関しては, 自然画像の上
の方が明るい傾向があるという自然統計を崩さないように
するため, 変化は小さなものとした．この処理によって, 1

つの照明画像につき, 5× 5× 5＝ 125枚の画像を生成す
ることができる．
3.1.2 光沢感
mia material中の 2つのパラメータを変化させることで,

光沢感に関するパラメータの違いによるクラスを 5種類用
意した．1つは, 鏡面反射と拡散反射の割合 (refl_gloss),

もう 1つは, 入射光に対する反射光の角度依存性である. 後
者は, 90度におけるその割合 (brdf_90_degree_refl)を
1.0に固定し, 0度における割合 (brdf_0_degree_refl)を,

0.0から 1.0まで変化させた. この値が 1.0に近いほど, よ
り金属らしい光沢感を実現することができる. 我々は, 光
沢感に関する 5つのクラスに対応するパラメータの組とし
て, (0.2,0.8), (0.8,0.8), (0.5,0.5), (0.8,0.2), (0.2,0.2)を選ん
だ. 図 2に, レンダリングした画像の例を示す.
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図 2 異なる光沢感パラメータを持つ 5 クラスの画像例. 各クラス
ID を画像下に示す. 上段は Interior を, 下段は Nature の照
明画像を基にレンダリングした画像である.

3.2 識別課題
未知の照明を基にレンダリングした画像に対し, 光沢感
に関するクラス分類を行う. そのため, 照明画像セットを,

学習用とテスト用に分ける. 光沢感に関しては, Interiorと
Natureからそれぞれ 32枚を学習用, 残りの 8枚をテスト
用とした. つまり, 各クラス中に含まれる画像は, 学習用
が 8000(＝ 32× 2× 125)枚, テスト用が 2000(＝ 8× 2×
125)枚となる.

3.3 畳み込みニューラルネットワーク
実験では, cuda-convnet*1を用いて CNN による学習及
びテストを行った. 本稿では,ネットワークを簡潔に記述す
るため, 以下の表記を用いる. まず, 層の種類に関して, 畳
込み層を C, プーリング層を P（本実験では, 最大プーリン
グを使用する）, 同一マップ内における正規化層をN , マッ
プ全体にわたっての正規化層を N̄ とする. これらの層は,

全て局所受容野を持っており, そのサイズと隣接局所受容
野との間隔を示すために, それぞれ下付き, 上付き文字を用
いる. 例えば, C2

17 は, x, y軸それぞれの方向に 2ピクセル
間隔をとって, 入力層に適用される 17× 17ピクセルの大き
さのフィルタを持つ畳込み層であることを示している. 以
降の実験では, 全ての畳込み層で, フィルタの数を 32個に,

また, 1段目の畳込み層のフィルタサイズは, 17 × 17ピク
セルとした.

活性化関数に一般的なシグモイド関数ではなく, 修正線
形関数 f(x) = max(0, x)を用いることで NNの学習をよ
り高速に行うことができるとの報告がある [9]. この活性
化関数を用いた場合, 続く処理で正規化を行う層を介す必
要があり, これに従い, 用いる全ての畳込み層の活性化関
数にこの関数を採用し, 正規化層を畳込み層とあわせて使
用した. 図 3に, 2つの畳込み層を持つ CNNの例として,

C2
17P

2
5N

1
4C

1
3P

2
3N

1
2 の模式図を示す.

CNNの最上位層は, 5つのユニットから成り（後述する
シーンについての 2クラス分類実験の場合は 2つ）, この
層と 1つ手前の層との間は全結合により結ばれている. こ
*1 http://code.google.com/p/cuda-convnet/でソースコードが公
開されている．詳細は, [9] を参照.

図 3 実験で用いる CNN の一例.

の層の出力は, 入力画像が, 各クラスに属する事後確率を算
出するため, softmax関数によって正規化される. CNNの
学習は, 正しいラベルと予測されたラベルとの間で定めら
れる交差エントロピー誤差関数を, 逆誤差伝播法によって
最小化を図ることで進む. つまり, 学習が進むにつれて, 初
期値をランダムとして始めた各畳み込み層のフィルタや,

最上位層の全結合層の重みパラメータが, 次第に各識別課
題に最適化されていくことになる. 性能比較を容易にする
ため, 各 CNNの学習は, 学習用画像セットを 150回反復さ
せたところで打ち切った.

3.4 比較実験
3.4.1 SIFT-BoF

CNNと比較するため, 物体認識分野においてもベース
ラインとして採用されている bag-of-featuresベースの手法
を採用した．具体的には, 画像をグリッドに区切り密にサ
ンプリング（サンプリング幅は, 3ピクセルに設定）した
SIFT特徴量を抽出（各キーポイントにつき, 17× 17サイ
ズの近傍領域から抽出）し, それら抽出された SIFT特徴量
を 2000個の visual wordsに量子化する（これらの visual

wordsは, k-meansクラスタリングにより前もって用意す
る）．このようにして, 1枚の画像を BoF特徴表現に変換
し, これに対し, 線形 SVMを用いてクラス分類を行う．
データセット中の画像は, 照明に使用されたシーンの一
部が, 球体の背景となっている．この部分は, 物体の光沢
感と関係無いため, BoFベースの手法の認識精度に悪影響
を及ぼすことが考えられる．実際に, 背景でない部分のみ
から SIFT-BoFを行った場合の方が, 画像全体を用いた場
合の認識精度よりも高い性能を示した．そのため, 後述す
る結果には, 前者の性能を示している．一方, CNNに関し
ては, 両者の認識精度における明確な違いが見受けられな
かったので, 画像全体を用いている．
3.4.2 人間の視覚
もう 1つの比較対象として, 人間の視覚による光沢感認

識に関する同様の実験を行った．被験者は, 20から 25歳ま
での 4名の男性である．実験を開始する前に, テストセッ
トの各クラスの画像から, Interior, Nature各々について 8

枚ずつ, つまり, 計 80(= 5× 2× 8)枚ランダムに選択する．
本実験では, この 80枚の画像をテストセットとして用い
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図 4 光沢感認識に関する 5クラス分類の各手法の誤認識率. CNN-

single, -double and -triple は, 各々 1,2,3 段の CNN を指す.

る．実験は, 初めに被験者に 3分間学習用画像セットを自
由に閲覧させることで, 5クラスの違いを十分に理解させ
た後, 事前に用意した 80枚のテストセットをランダムに
1枚ずつ見せ, それがどのクラスに属する画像であるかを
答えさせる手順で行った．回答時間は無制限とし, 被験者
には, 回答中も自由に学習用セットを閲覧することを許可
した．なお実験では画像を提示するのに, EIZO FlexScan

SX2762W LCDを用いた．

4. 結果

4.1 認識精度
図 4 に, 光沢感認識に対する異なる手法の誤認識率を

示す．比較する手法は, 人間の視覚, SIFT-BoF(SVM), ま
た, 1, 2, 3 段の CNN（各々, 用いられている畳込み層の
数が 1, 2, 3 個の CNN を指す）の 5 種類である．なお,

CNN に関しては, 各段の CNN ごとに, 最も低い誤認識
率を示したネットワーク構造のみについてその値を示
している．各々の構造は, C1
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8
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2
3 である．結果から, 1段のCNN

は, SIFT-BoF(SVM)に匹敵する性能を示したものの, 人の
視覚には及ばないことが分かる．また, 3段の CNNは, 本
実験中最高の認識精度を達成した．2段の CNNもこれに
並ぶ性能であり, これら 2つは, 人の視覚の性能より優れて
いる．
図 5は, 人の視覚及び, 各 CNNによる識別結果の混同行
列を示したものである．この図から分かることは, 1段の
CNNでは, クラス 1とクラス 5, クラス 3と 4間の区別を
行う事が困難である一方, CNNを 2段, 3段とすると, 人間
と同じ用にどのクラスも高い水準で識別できていることが
分かる．

4.2 学習された特徴
図 6は, 各段の CNNを用いて光沢感認識課題を行った
際に, 1層目の畳込み層におけるフィルタを示したものであ
る．各フィルタ画像は, 輝度の範囲が [0:255]となるように
正規化している．これらから, CNNの段数に依らず, 同心
円状でかつ, その中心が明るく周囲が暗いものと, 反対に,

中心が暗く, 周囲が明るい 2種類のフィルタが学習されて
いるのが分かる．これらのフィルタは, 各々異なるスケー
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図 5 各手法で光沢感認識を行った際の混同行列. (a) 人の視覚. (b)

CNN(1 段). (c) CNN(2 段). (d) CNN(3 段).

図 7 Motoyoshi らが提案した人間の視覚における光沢感知覚モデ
ル [13]. はじめに, オン中心細胞とオフ中心細胞を用いて入力
画像をフィルタリングし, それらの出力を非線形関数にかけた
後, プーリング処理を行う. 最終的に, これら 2 つのチャンネ
ルからの出力を統合することで, 物体表面の光沢度を知ること
ができる.

ルに最適化されたフィルタのようにも見える．
これらのフィルタは, 生体視覚システムにおける初期段

階で用いられている受容野に類似している．それらは, 中
心が明るい方がオン中心, もう一方がオフ中心細胞と呼ば
れており, 入力画像のコントラスト検出に用いられている
と考えられている．これらのオン中心, オフ中心細胞は,

Motoyoshiらが提案した, 人の視覚における光沢感認識の
ための神経モデル [13]においても重要な役割を果たしてい
る．彼らのモデルは, 人が感じる光沢感と画像の輝度ヒス
トグラムの歪度が高い相関を示したとの心理物理実験の結
果を基に作成したものであり, このことは, 人は, 光沢感知
覚にその歪度を利用していることを示唆している．図 7は,

画像の各局所領域の輝度ヒストグラムの歪度を求める彼ら
のモデルの模式図である．
我々の知る限り, 上述したようなオン中心, オフ中心細胞
と同様の同心円状のフィルタが NNによって学習されたと
の報告はこれまでにない. これらのフィルタは, CNNによ
り物体認識を行った場合 [9]や, 自然画像に対してスパース
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CNN(1 段) CNN(2 段) CNN(3 段)

図 6 光沢感認識を行った際に 1層目の畳み込み層で学習されたフィルタ. CNNの段数を問わ
ず, 同心円状で, 中心が明るく周囲が暗いものと, 反対に, 中心が暗く周囲が明るいものが
学習されている.

コーディングを用いた場合 [14]に学習されることが知られ
ているガボールフィルタのようなものとは大きく異なって
いる．
CNNにより, オン中心, オフ中心細胞に似たフィルタが
なぜ学習されたのかを調べるために, 追加実験を行った．
先に述べたように, mia materialの 2つのパラメータ（1つ
は鏡面反射と拡散反射の比率, もう 1つは, “金属らしさ”

に影響するパラメータ）を変化させることで, 光沢感の 5

つのクラスを定めている．この追加実験では, これら 2つ
のパラメータ各々に関する 2クラス分類を行った．具体的
には, クラス 1, 2間（鏡面反射と拡散反射の比率）と, クラ
ス 2, 4間（“金属らしさ”）についてである．図 8は, 5ク
ラス分類を行った際と同じ 2段の CNNによってこれら 2

つの分類課題を行った際に学習されたフィルタである．誤
認識率は, 各々 12.1%と 6.95%であった．他の構造を持つ
CNNを用いた場合にも各々の識別課題において, 同様な
フィルタが学習されたこと, また, 他のクラス対に関する
識別課題, 則ち, クラス 4, 5間（鏡面反射と拡散反射の比
率）と 1, 5間（“金属らしさ”）各々について 2クラス分類
を行った際も図 8と同様の傾向が得られたことを述べる．
この結果から, 鏡面反射と拡散反射の比率に関して 2クラ
ス分類を行うと, オン中心, オフ中心細胞に似たフィルタが
学習される一方, “金属らしさ”に関して分類を行った場合
は, オフ中心細胞に似たフィルタのみが学習されることが
分かる. このことから, 図 6に見られるオン中心細胞に似
たフィルタは, 鏡面反射と拡散反射との比率に関して区別
する際に, また, オフ中心細胞に似たフィルタは, 2つのパ
ラメータに関する分類両方にとって重要な役割を果たして
いると考えられる．
更に比較のため, 同じ 2段の CNNにより, 光沢感に関す
る 5クラス分類を行ったときと同じデータセットを用いて,

照明に関する 2クラス分類, すなわち, 画像が Interirorと
Natureどちらの照明を基に合成されたものであるかの分類
実験を行った．この 2クラス分類課題においては, 1段の
CNNでも 95％以上の認識精度を示した．学習されたフィ
ルタは, 図 8に示した通り, エッジのようなフィルタのみで
あり, 同心円状のものは全く学習されなかった．
以上の結果から, CNNが, オン中心, オフ中心細胞に似

たフィルタを学習するのは, 光沢感認識特有であると考え
られる. 光沢感に関する認識を行った際, これらのフィル
タが, CNNの構造や様々なパラメータを変えても安定して
学習されたことは注目すべきである．この傾向は, 畳込み
層における活性化関数に修正線形関数の代わりに, シグモ
イド関数を用いた場合にも当てはまることが確認できた．
しかし, この場合, 物体認識認識における報告 [9]と同様に
学習速度が著しく減少し, また, 認識精度も落ちる結果と
なった．

5. 結論

形状既知, 周囲の照明環境未知の条件下における単一画
像からの光沢感の認識に CNNを適用する実験を行った．
その結果, CNNを用いて人間の視覚に匹敵する精度で, 光
沢感の認識を行うことができた．また, 高い認識率を達成
するには, 2段以上の深い構造を持つ CNNである必要が
あることが分かった．さらに, 光沢感認識を CNNにより
行った場合, 生体視覚システムや, Motoyoshiらが提案した
人の光沢感知覚モデルで重要な役割を担っているオン中心,

オフ中心細胞に似た同心円状のフィルタが学習されること
を発見した．
以上のフィルタに関する考察は, 1層目の畳込み層に関

してのみについてのものである．2段以上の構造が人の視
覚に匹敵する高い認識精度の達成に必要であることから, 2

段目以降の畳込み層で得られた特徴についての解析が重要
である．Motoyoshiらが提案したモデルは, 制限付きの条
件下でのみ適用出来るものであり, 人の光沢感認識に関す
る全ての振る舞いを説明するまでには至っていないことが
指摘 [2]されている．従って, CNNのより上層に学習され
ている特徴の解析を行うことが, こうした隔たりを埋める
ことに繋がると考えられ, 今後の課題である．
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