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行動範囲と興味の同時推定モデルによる地域情報推薦
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概要：ユーザの過去の行動履歴から次の行動を予測し推薦するためのジオトピックモデルを提案する．提
案モデルは，ユーザの行き先が，1) 家，勤務地，学校などが存在するユーザの行動範囲からの近さと，
2)ユーザ自身の興味情報によって決まるという仮定に基づく確率的行動モデルである．ユーザの行動範囲
が場所の選択に与える影響を明示的にモデリングすることで，位置情報（緯度，経度）以外の潜在的な場
所特徴とそれに対するユーザの興味を効果的に学習することができる．評価実験においては，ユーザの興
味情報を推定することでユーザの行動を高精度に予測できることを，レストランとランドマークの訪問履
歴を用いて示す．さらに，人々のランドマーク選択を説明するためのユーザの興味対象が “アート”，“自
然”，“建築物”，“知名度”，“眺めの良さ”などの潜在的なランドマーク特徴であることを明らかにした．
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Abstract: This paper proposes a method that analyzes the location log data of multiple users to recommend
locations to be visited. The method uses our new topic model, called Geo Topic Model, that can jointly
estimate both the user’s interests and activity area hosting the user’s home, office and other personal places.
By explicitly modeling geographical features of locations and users, the user’s interests in other features of lo-
cations, which we call latent topics, can be inferred effectively. Experiments are conducted using Flickr-based
and Tabelog-based location logs to evaluate the recommendation performance of the proposed method in
terms of the accuracy of predicting visit selections. We also show that our model can estimate latent features
of locations such as art, nature, construction, popularity and great views from location logs of landmark
visits, and describe each user’s preference based on them.
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1. はじめに

近年，写真共有サイト（Flickr [7]，Google Picasa [8]），

ソーシャルネットワーキングサービス（foursquare [1]，

Facebook [2]），旅行サイト（TripAdvisor [3]），レストラン

レビューサイト（食べログ [4]，yelp [5]，ZAGAT.com [6]）

などで，多くの人々が自らの実世界での経験を発信するよ

うになった．情報推薦技術に代表される，他人の経験を自

らの行動決定に反映させるための技術は，人間の賢い意志

決定において欠かせないものとなっている．

本稿では，行き先に関するユーザの意志決定プロセスを
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表現するジオトピックモデルに基づく場所推薦手法を提案

する．ここで，ランドマークや建物，寺社，店舗など，人々

の行動の目的地となる実世界の対象を “場所”と定義する．

ジオトピックモデルは，ユーザの行き先は，1)行動範囲か

らの近さと，2)個人的な興味とに基づいて決定するという

人間行動に関する仮定に基づく確率的行動モデルである．

我々は，2つの基準を設けて場所推薦手法を設計した．

まず，ユーザにとって興味深い場所を推薦することは重

要である．たとえば，ユーザがアートに興味を持っている

のであれば，ミュージアムやアートギャラリなどのアー

トに関連する場所が推薦されることが望ましい．近年，購

買履歴やWeb閲覧履歴に対してトピックモデルを適用す

ることにより，このような，興味に基づく推薦を実現しよ

うとする研究がさかんである．トピックモデルは，各ユー

ザ（文書）はユーザ（文書）固有のトピック比率に基づい

て潜在トピックを選択し，各潜在トピックは潜在トピック

固有の選択確率によってアイテム（単語）を選択するとし

たモデルである．実世界の行動履歴に対して適用すること

で，“アート”や “自然”などのユーザの興味対象が潜在ト

ピックとして推定されることが期待できる．しかし，ユー

ザの行き先は，ユーザ自身の位置情報に大きく依存すると

いう，実世界の行動履歴を扱う場合に特有な問題により，

それが難しいことが分かった．ある場所を訪れるか決定す

るうえで，移動コストは考慮すべき重要な要素の 1つであ

り，ユーザは物理的に近い場所ほど訪れやすい傾向がある．

近い場所を選択する傾向が色濃く反映された行動履歴集合

に対してトピックモデルを適用すると，位置が近い場所ど

うしをまとめるものとして潜在トピックが抽出され，同時

に，各ユーザの行動範囲を表すものとして，ユーザ固有の

トピック比率が学習されてしまう．つまり，ユーザの興味

情報を既存のトピックモデルで推定することはできない．

次に，推薦リストと同時に，推薦のベースとなったユー

ザ自身の興味表現をユーザに提示することは重要である．

最初に提示した推薦リストにユーザが満足しなかった場合，

ユーザは推薦システムが自動推定した自身の興味表現を確

認し修正する．ユーザフィードバックが得られれば，シス

テムは推薦リストを再構築することができる．このような

ユーザインタラクションを通じて，ユーザはより満足する

推薦結果にたどり着くことができると考える．ユーザ ∗ア
イテム行列に基づく既存の協調フィルタリング技術におい

ては，推薦理由の説明となる情報を付加的に提示すること

ができないというデメリットがある．

本稿で提案するジオトピックモデルはこれらの基準を満

たしている．行動履歴からユーザの興味情報を推定するた

めのキーとなるアイディアは，ユーザの行動範囲が場所の

選択に与える影響を明示的にモデリングすることである．

これにより，ユーザの興味対象を表現するものとして潜在

トピックを学習することが可能となる．より直感的には，

ユーザ自身の行動範囲から近い場所の選択は，“アクセスの

しやすさ”が理由で引き起こされたものとして説明し，逆

に，ユーザ自身の行動範囲から離れた場所の選択は，“ユー

ザ固有の興味”によって引き起こされたものとして潜在ト

ピックを用いて説明するモデルである．提案モデルに基づ

く推薦システムは，ユーザの行動範囲から近く，ユーザ自

身の興味に合致した場所を推薦することができる．また，

ユーザの現在地情報を行動範囲の代わりに用いて，ユーザ

自身の興味に合致した周辺情報を推薦するといったことも

可能である．さらに，各場所のメタデータ（テキストタグ）

を用いて，潜在トピックに意味付け（タギング）を行うこ

とで，“言語的解釈を与えた潜在トピックへの確率的重み”

の形でユーザの興味を表現できる．ユーザは自身の興味情

報を直感的に理解することができる．

評価実験において，ランドマークとレストランの訪問履

歴を用い，行動予測の観点で提案法の有効性を定量的に示

す．また，ユーザが過去に訪れたことのある地域（行動範

囲近辺）に存在する場所を推薦する場合と，旅行先に存在

する場所を推薦する場合とで手法の有効性を検証した．提

案法が，場所に非依存な形式でユーザの興味情報を推定

するため，ふだんの行動範囲内だけでなく，旅行先の行動

も高精度に予測できることを示す．さらに，ユーザのラン

ドマーク選択を説明するためのユーザの興味対象として，

“アート”，“自然”，“建築物”，“知名度”，“眺めの良さ”な

どが抽出されたことを報告する．

本稿の構成を以下に示す．次章では関連研究を述べる．

3 章では問題定義，モデル，推薦手法について述べる．4 章

では提案法の有効性を実際に観測された行動履歴に基づい

て検証した結果を，5 章で結論を述べる．

2. 関連研究

2.1 情報推薦のための行動モデリング

協調フィルタリング技術は，類似ユーザの行動履歴に基

づく（user-based collaborative filtering），もしくは類似ア

イテム集合に基づく（item-based collaborative filtering）

行動推薦手法である．協調フィルタリングの一種である

latent factor models，その中でも matrix factorization が

高い行動予測精度を示すことが知られている [29]．Matrix

factorization はユーザとアイテムをそれぞれ低次元ベク

トル表現し，2つのベクトルの内積をとることでユーザが

あるアイテムを好きか否かを決定する．しかし，Matrix

factorization に代表される latent factor model の欠点は，

低次元のベクトル表現の直感的な理解が人間には困難で，

ユーザがアイテムを選択する理由が不明瞭なことである．

その一方，トピックモデルはアイテムの生成プロセス，

本稿においては，場所の選択プロセスに関する，より直感

的な理解と説明を可能とする．トピックモデルは，複数

ユーザの行動履歴をもとに，アイテム（場所）に関する潜
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在的な特徴（潜在トピック）を学習する．各潜在トピック

は，該当する潜在的な特徴を持つアイテムを確率的に選択

する箱のようなものである．それと同時に，ユーザがどの

ような特徴を好むかの興味情報を，潜在トピックに対する

確率的な重みとして学習することができる．トピックモデ

ルを用いて分析することで，“ユーザがある特徴に対して

興味を持っており，その特徴を持つものとしてあるアイテ

ム（場所）を選択した”といった，ユーザの行動決定プロ

セスの説明が可能となる．

最も一般的なトピックモデルは Probabilistic Latent Se-

mantic Analysis（PLSA）[14], [15] と，Latent Dirichlet

Allocation（LDA）[11]であり，情報検索，言語モデルから

ユーザの興味，行動モデリングまで，広範な分野で用いら

れている．たとえば，Dasらは Google Newsのパーソナ

ライゼーションのために，PLSAを含む複数の推薦モデル

を線形結合する手法を提案した [12]．また，我々もユーザ

興味を表現する潜在トピックの時系列的な分析を可能とす

る Topic Tracking Model を提案した [16]．Web閲覧行動

を PLSAを用いて分析した手法も存在する [17]．さらに，

我々は，Flickrのジオタグ情報から生成した実世界の行動

履歴をもとに PLSAを用いた場所推薦を提案した [18]．し

かし，1章で述べたように，位置的に近い場所どうしで 1

つの潜在トピックが形成され，それに対する重みとして個

人のプロファイルが学習されてしまう傾向にあり，ユーザ

の行動範囲に近い場所は推薦できても，ユーザの興味に基

づく推薦は難しかった．本稿では，位置が近い場所どうし

が選択されやすいという実空間の行動履歴を扱う場合に特

有な問題に対処し，ユーザ興味に基づく推薦を実現する．

2.2 GPS軌跡のマイニング

GPS機能を搭載した携帯端末が一定間隔で取得した緯

度，経度情報に基づき，ユーザの GPS軌跡を分析する研

究が存在する．その多くが，ユーザが次の時刻にどこに

存在するかを予測する研究である．Ashbrookらは，マル

コフモデルを用いて行動予測している [10]．Zhengらは，

107ユーザの GPS軌跡をグラフマイニング手法を用いて

分析し，主要な観光地や典型的なトラベルルートを抽出し

提示する手法を示した [20], [21]．Leungらは，ユーザ–行

動–場所からなる三部グラフに基づくCLM graph を提案し

た [27]．“学校に行く”，“出社する”といったある特定の行

動に起因し，時系列的に連続して観測される場所集合を行

動情報と呼んでいる．これらの関連手法が，時空間的な連

続性を扱うことで短期的な行動予測を得意とするのに対し

て，提案手法は個人的な興味を扱い，旅行先や週末の訪問

先など，長期的な目的地予測を得意とする．

2.3 ローカル推薦システム

現在，個人に特化した旅行計画を推薦するシステムが数

多く存在する．Yahoo Travelは，空き時間と場所に対する

レイティングを入力すると，行き先を推薦してくれるサー

ビスである [9]．COMPASS はユーザプロファイル，スケ

ジュール，ショッピングリスト，交通状況や天候を考慮し

て行き先を推薦する [24]．MobyRecはユーザの状況と興味

情報とに基づいて推薦する [25]．これらの推薦システムは，

最初に，検索クエリや興味情報をシステムに明示的に伝え

る必要があるが，我々は，ユーザの行動履歴のみから自動

でユーザ興味を推定するシステムを実現する．

Bellottiらは，大規模なフィールドワークを東京都内で

実施し，ユーザの行動（食べる，ショッピングなど）と興味

に基づく推薦システムを提案した [23]．行動履歴からユー

ザの暗黙的な興味を推定する試みであるという点で我々の

試みと類似しているが，彼らの推薦手法は，既存の推薦モ

デルをアドホックに組み合わせたものであり，新たな推薦

モデルを提案したわけではない．

3. 提案モデル

問題定義，提案するジオトピックモデル，ジオトピック

モデルに基づく推薦手法を本章で述べる．

3.1 ジオトピックモデル

N 人のユーザ集合を U = {u}N
u=1，I 個の推薦対象と

なる場所を I = {i}I
i=1 と表現する．また，各場所は位置

座標 ri（緯度，経度情報）を持ち，各ユーザは行動履歴

xu = {xu1, . . . , xuMu
} を持つ．ここで，xum はユーザ u

がm番目に訪れた場所であり，xum ∈ I である．我々は，

ユーザの行動履歴 xu が与えられたもとで，ユーザが次に

高確率で訪れる場所を推薦したい．本稿の中で用いる記号

を表 1 にまとめた．

ユーザ行動をモデリングするために，我々は人間の行動

に関する以下の仮定を設けた．

( 1 ) ユーザが訪れる場所はユーザ自身の行動範囲によって

決まる．たとえば，勤務先が東京駅にある人は東京駅

近辺の場所を訪れやすい．

( 2 ) ユーザが訪れる場所はユーザ個人の興味によって決ま

る．たとえば，アートに興味がある人は東京ドームよ

りも東京国立近代美術館を訪れやすい．

これらの仮定を場所生成プロセスに反映させる．各ユー

ザは，ユーザ自身の興味を表すユーザ依存の潜在トピック

分布 θu = {θuz}Z
z=1を持つ．

∑
z θuz = 1，θuz ≥ 0であり，

Z は潜在トピック数である．ユーザは θu に従ってある潜

在トピックを選択した後，潜在トピック依存のパラメー

タ φz = {φzi}I
i=1 と，過去に訪れた場所の位置座標集合

Ru = {rxum
}Mu

m=1とに基づいてある場所を選択する．ここ

で，φzi は場所 iの潜在トピック z からの選ばれやすさを

表すパラメータである．提案モデルのグラフィカルモデル

を図 1 に示す．塗潰し円が観測変数を，中抜き円が潜在変
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表 1 本稿で用いる記号

Table 1 Notation.

記号 説明

U ユーザ集合

u ユーザ，u ∈ U

I 場所集合

i 場所，i ∈ I

z 潜在トピック

Mu ユーザ u の行動履歴に含まれる場所数

xum ユーザ u の m 番目の場所，xum ∈ I

xu ユーザ u の行動履歴，xu = {xu1, . . . , xuMu
}

ri 場所 i の位置座標（緯度，経度）

Ru ユーザ u の場所集合の位置座標集合，Ru = {rxum}Mu
m=1

θuz ユーザ u の潜在トピック z の選択確率

θu ユーザ u の潜在トピック選択確率集合，θu = {θuz}Z
z=1

φzi 場所 i が潜在トピック z から選択される確率

φz 潜在トピック z の場所選択確率集合，φz = {φzi}I
i=1

N ユーザ数

I 場所数

Z 潜在トピック数

β 行動範囲を調整する bandwidth パラメータ

図 1 ジオトピックモデルのグラフィカル表現

Fig. 1 Graphic model representation of Geo Topic Model.

数を表している．

位置座標集合Ru を持つユーザ uが場所 iを選択する確

率は，

P (i|u,Ru,Θ,Φ) =
Z∑

z=1

P (z|u,Θ)P (i|z,Ru,Φ), (1)

となる．なお，Θ = {θu}N
u=1，Φ = {φz}Z

z=1，P (z|u,Θ) =

θuzである．P (i|z,Ru,Φ)は，ユーザの位置座標集合Ruを

加味したうえで，場所 iが潜在トピック zから選択される確

率である．我々は，過去に訪れた場所に地理的に近い他の場

所もまた選ばれやすいと仮定している．P (i|z,Ru,Φ)は，

P (i|z,Ru,Φ) =
1
C

exp(φzi)
∑

r∈Ru

exp
(
−β

2
‖ri − r‖2

)
,

(2)

となる．なお，‖·‖は位置座標空間におけるユークリッド距
離，C =

∑
i′∈I exp(φzi′)

∑
r∈Ru

exp
(
−β

2 ‖ri′ − r‖2
)
は正

規化項である．β は行動範囲の広さを決定する bandwidth

パラメータであり，βの値を小さく設定するほど，行動範囲

をより広くとらえることができる．exp(φzi)がユーザの興

味が場所の選択に及ぼす影響を決定する項である．第 1項

φzi は，場所 iが潜在トピック z から選択される確率であ

り，PLSAなどの既存のトピックモデルも同様のパラメー

タを含んでいる．もし，潜在トピック z がアートを表現す

るものとして推定されれば，場所 iとして，ミュージアムや

美術館などのアートに関する場所が選択されやすくなる．

第 2項
∑

r∈Ru
exp

(
−β

2 ‖ri − r‖2
)
はユーザの行動範囲が

場所の選択に及ぼす影響を表現しており，ユーザの行動履

歴 xu に含まれる場所の近くに存在する他の場所は選択さ

れやすくなる．たとえば，ユーザがある駅の周辺に存在す

るレストランをよく利用する場合，その駅の周辺に存在す

る他のレストランも選択されやすくなる．場所（とユーザ）

に関する地理的な特徴を明示的にモデリングすることによ

り，地理的な特徴以外の潜在的特徴（とそれに対するユー

ザの興味）を扱うものとして潜在トピックを推定する．よ

り直感的に提案モデルを述べると，ユーザ自身の行動範囲

から近い場所の選択はアクセスのしやすさが理由で引き起

こされたものとして説明し，逆に，ユーザ自身の行動範囲

から離れた場所の選択は，ユーザ固有の興味によって引き

起こされたものとして潜在トピックを用いて説明する．

このように，提案モデルは既存のトピックモデル（PLSA）

をベースにしている．協調フィルタリング手法ではなくト

ピックモデルベースで解析する 1つの利点として，潜在ト

ピックを用いた低次元表現により，本来であればN ∗Iの要

素からなるユーザ ∗場所行列を，より少ないパラメータ数で
表現し保持できる点があげられる．提案手法はN ∗Iの確率

値をパラメータ数N(Z−1)+ZI（Z � N かつ Z � I）で

表現可能であり，これはパラメータ数N(Z − 1)+Z(I − 1)

の PLSAと同じオーダである．また，PLSAが多くの推薦

システムに採用されていることをふまえると，計算量の面

においても提案法は実用的であると考える．

3.2 パラメータ推定

最尤法を用いて提案モデルのパラメータを推定する．未

知パラメータは潜在トピック選択確率集合Θと，場所選択

確率集合Φであり，全未知パラメータ集合をΨ = {Θ,Φ}
で表現する．ユーザの行動履歴集合 X = {xu}N

u=1 が与え

られたときのパラメータ集合Ψの対数尤度は

L(Ψ|X) =
N∑

u=1

Mu∑
m=1

log
Z∑

z=1

θuzP (xum|z,Ru,Φ), (3)

となる．事後確率を EMアルゴリズム [13]を用いて最大化

することにより，未知パラメータ Ψを推定する．事前確

率を含む完全対数尤度は，

Q(Ψ|Ψ̂)

=
N∑

u=1

Mu∑
m=1

Z∑
z=1

P (z|u,m; Ψ̂) log θuzP (xum|z,Ru,Φ),

(4)
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となる．ここで，Ψ̂は現在の推定値，P (z|u,m; Ψ̂)は現在

の推定値が与えられたときの，ユーザ uの m番目の場所

のトピック事後確率を表す．Eステップでは，ベイズ則に

従い，トピック事後確率を計算する．

P (z|u,m; Ψ̂)

=
P (z|u,Θ)P (xum|z,Ru,Φ)∑Z

z′=1 P (z′|u,Θ)P (xum|z′,Ru,Φ)
, (5)

ここで，P (xnm|z,Ru,Φ)は式 (2)により計算する．Mス

テップでは，
∑Z

z=1 θuz = 1という制約のもと，Q(Ψ|Ψ̂)を

θuz に関して最大化することにより，トピック選択確率の

推定値 θ̂uz を求める．

θ̂uz =
∑Mu

m=1 P (z|u,m; Ψ̂)∑Z
z′=1

∑Mu

m=1 P (z′|u, m; Ψ̂)
, (6)

φz の推定値は閉形式で書くことができない．そのため，準

ニュートン法 [19]などの最適化法を用いて Q(Ψ|Ψ̂)を最

大化することにより推定する．準ニュートン法で必要とな

る Q(Ψ|Ψ̂)の φz に関する勾配ベクトルは，

∂Q

∂φz
=

N∑
u=1

Mu∑
m=1

P (z|u,m; Ψ̂)

−
N∑

u=1

Mu∑
m=1

P (z|u,m; Ψ̂)P (xum|z,Ru,Φ), (7)

となる．収束するまで EステップとMステップを交互に

繰り返すことにより，Ψの最適解を推定することができ

る．なお，潜在トピック数と行動範囲の bandwidthパラ

メータ β は交差検定を用いて推定する．

3.3 モバイルユーザのための推薦

3.1節で，ユーザの場所選択プロセスを説明するジオト

ピックモデルについて述べた．提案モデルは，ユーザが過

去に訪れたことのある地域近辺で，次に訪れる可能性が高

い場所を推定し，推薦することができる．ここでは，その

応用として，モバイル環境におかれたユーザを想定し，現

在地に基づく場所推薦手法を示す．携帯電話などのモバイ

ル端末の多くは GPS機能を搭載しており，現在地を検索

要求の一部として用いることが比較的容易になってきてい

る．特に，旅行やビジネス出張など，精通していない地域

を訪問した際に，現在地周辺の情報を推薦してほしい状況

が起こる．このようなユーザに対して，1) 現在地からすぐ

にアクセスでき，2) 個人の興味に合致した場所を推薦した

い．前者は，ジオトピックモデルの行動範囲情報の代わり

に現在地情報を用いることで，後者は，ジオトピックモデ

ルで推定したΦとΘを利用することで実現できる．

ユーザの現在地の緯度，経度情報を cとする．ユーザの

過去の行動履歴 xu と現在地 cが与えられたときに，ユー

ザが訪れそうな場所を推定し推薦することがタスクであ

る．cにいるユーザ uが場所 iに訪れる確率値を

P (i|u, c,Θ,Φ) =
Z∑

z=1

P (z|u,Θ)P (i|z, c,Φ), (8)

で求める．潜在トピック z と現在地 cが与えられたときの

場所 iの選択確率は，

P (i|z, c,Φ) =
exp(φzi) exp

(
−β

2 ‖ri − c‖2
)

∑
i′∈I exp(φzi′) exp

(
−β

2 ‖ri′ − c‖2
) ,

(9)

である．ある場所の選択確率は，現在地からのユークリッ

ド距離（緯度，経度座標空間における距離）に依存して決

まる．

3.1節で述べたジオトピックモデルが扱う潜在トピック

は，アートや建築物といった，位置とは独立した興味の対

象を表現するものとして推定できる．したがって，1度，

ユーザ依存の潜在トピック出現確率 θu（と場所出現確率

Φ）を行動履歴から学習すれば，初めて訪れた地域に関する

場所を，位置とは独立した形式で保持したユーザ興味をも

とに推薦することが可能である．たとえば，居住地である

東京で，アートに関する場所をよく訪問するユーザに対し

て，旅行先である京都の京都国立近代美術館や京都市美術

館を推薦することができる．また，確率値 P (i|u, c,Θ,Φ)

は，式 (8)と式 (9)を用いてパラメータ推定なしに求めるこ

とができるため計算コストが低い．現在地に応じてリアル

タイムに推薦リストを生成できるため，モバイル推薦シス

テムにおいて重要な計算コストの問題をクリアしている．

4. 評価実験

本章では，ランドマークとレストランの訪問履歴を用い

て提案法の有効性を定量的に示す．また，ユーザが過去

に訪れたことのある地域に存在する場所を推薦する場合

（4.1 節）と，旅行で初めて訪れる地域に存在する場所を推

薦する場合（4.2 節）とで提案法の有効性を示す．最後に，

場所に付与されたメタデータを用いて提案法が推定する潜

在トピックに対して意味付けを行い，既存のトピックモデ

ルと異なる観点で場所の特徴（とそれに対するユーザの興

味情報）を推定可能なことを示す（4.3 節）．

4.1 実験 1：行動範囲での推薦

4.1.1 データセット

食べログに投稿されたレビュー情報をもとに 4種類の行

動履歴データを作成した．東京都，大阪府，東日本（東京

都，神奈川県，埼玉県），西日本（大阪府，京都府，兵庫

県）に存在する店舗の訪問履歴（レビュー履歴）である．

同時に，各地域に存在する店舗の位置座標も収集した．ま

た，写真共有サイト Flickrに投稿された写真に付与された

ジオタグ（緯度，経度）情報を Flickr APIを利用して収集

した．ユーザ単位にジオタグ情報を集約することで，個人
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表 2 実験 1 に用いた行動履歴

Table 2 Location log data used in the first experiment.

地域 ユーザ数 場所数 行動履歴の平均長

東京 6,257 910 14.872

大阪 2,304 763 15.995

東日本 7,326 1,067 14.871

西日本 3,531 956 15.245

ニューヨーク 3,363 967 9.778

サンフランシスコ 4,433 1,030 12.231

ロサンジェルス 2,848 943 11.686

の行動履歴を再現することができる．収集した Flickrデー

タから，ニューヨーク，サンフランシスコ，そしてロサン

ジェルスに関する 3種類の行動履歴データを作成した．最

初に，Flickr APIを利用して各都市の中心部から 50 km以

内で撮影されたジオタグ情報を取得した．次に，得られた

ジオタグ集合から多くの人々が撮影したランドマークを抽

出する．ランドマークとは，観光地，店舗，建物，橋，ア

ウトレットなどである．ランドマーク抽出問題に関して，

すでに，Crandallらが Mean-shift法の有効性を示してい

る [26]．そのため，我々もMean-shift法でランドマーク抽

出を行った．Mean-shift法は，ランドマーク（の緯度，経

度情報）集合と，観測された各ジオタグ情報がどのランド

マークに属するかの推定値を出力する．この出力と，ユー

ザ単位に集約したジオタグ情報をもとに，各ユーザのラン

ドマーク訪問履歴を生成した．実験に用いる計 7種類の行

動履歴について表 2 にまとめた．なお，観測データの少な

いユーザ（訪問場所数が 5未満のユーザ）は削除している．

また，推薦対象となる場所数が各データセットで均一とな

るように，訪問ユーザ数が 100，40，100，50，10未満の

場所を東京，大阪，東日本，西日本，Flickrデータセット

からそれぞれ削除した．

4.1.2 モデル比較

推薦研究の最も一般的な評価指標は予測精度であると

サーベイ論文 [22]に述べられているため，行動予測精度で

提案モデルの妥当性を示す．我々は提案モデルを以下の 4

つの確率モデルと比較した．

多項分布モデル： 人気度に基づく推薦．人気度は場所に

関する多項分布 P (i)で計算する．

カーネルモデル： ユーザの行動範囲に基づく推薦．過去

に訪れた場所の近辺に存在する他の場所を推薦する．

PK(i|u) =

∑
r∈Ru

exp
(
−β

2 ‖ri − r‖2
)

∑
i′∈I

∑
r∈Ru

exp
(
−β

2 ‖ri′ − r‖2
) .

(10)

トピックモデル： PLSAが推定したユーザの興味情報に

基づく推薦．

PT (i|u) =
∑
z∈Z

P (z|u)P (i|z). (11)

図 2 ユーザの行動範囲近辺での行動予測精度（5-best prediction

accuracy）の比較．X 軸にデータセットをプロット

Fig. 2 Comparisons of 5-best prediction accuracy of daily-life

behavior. X-axis plots the datasets.

カーネル–トピックモデル： ユーザの行動範囲と（PLSA

が推定した）興味情報とに基づく推薦．カーネルモデ

ルとトピックモデルの線形結合，

PKT (i|u) = αPK(i|u) + (1 − α)PT (i|u), (12)

で計算する．αは 2つのモデルの影響をコントロール

するパラメータである．

各ユーザが最後に訪れた場所を予測する．最初に，全ユー

ザの行動履歴から最後に訪れた場所を除いたデータを学習

データとして用いてモデルを学習する．その後，各ユーザ

が最後に訪れた場所の予測テストを，全ユーザに対して行

う．したがって，テスト回数は表 2 に示したユーザ数と等

しくなる．評価指標は 5-best prediction accuracyを用い

た．各ユーザに対して 5つの場所を出力し，正解データが

含まれた場合に 1，含まれない場合に 0とする指標である．

最終的に，1を出力したユーザの全テストユーザに対する

割合で各モデルを比較する．その比較結果を図 2 に示す．

X 軸はデータセット，Y 軸は 5-best prediction accuracy

をプロットしている．すべてのデータセットにおいて提案

法が最も高精度であり，符号検定の結果，その差が有意で

あることが認められた（両側検定：p値 < 0.05）．提案法

とカーネル–トピックモデルは，ユーザの行動範囲と興味

情報とに基づく推薦を行うモデルである．それぞれ，潜在

トピックとして扱う情報が異なることが，予測精度におけ

る優位性につながったといえる．トピックモデルとジオト

ピックモデルがそれぞれ推定する潜在トピックについての

定性的な考察は実験 3の中で行う．

なお，各手法のベストパラメータを 5 分割交差検定で

決定した．提案法は潜在トピック数 Z と bandwidthパラ

メータ β，カーネルモデルは bandwidthパラメータ β，ト

ピックモデルは潜在トピック数Z，カーネル–トピックモデ

ルは潜在トピック数 Z，bandwidthパラメータ βと線形結
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表 3 実験 1で用いた各手法のパラメータ．β は 10，102，103，104，

105，106，107，108 の中から，Z は 3 から 50 の中から選択

Table 3 Best parameter values as identified in the first exper-

iment. β was chosen from 10, 102, 103, 104, 105, 106,

107 and 108. Z was set in the range of 3 to 50.

モデル 地域 β Z α

東京 105 22 0.2

大阪 106 13 0.1

東日本 105 15 0.3

カーネル–トピックモデル 西日本 106 19 0.1

ニューヨーク 102 5 0.9

サンフランシスコ 103 20 0.5

ロサンジェルス 102 16 0.7

東京 104 8 -

大阪 104 7 -

東日本 103 9 -

提案モデル 西日本 103 10 -

ニューヨーク 103 9 -

サンフランシスコ 102 7 -

ロサンジェルス 103 6 -

合パラメータ αを持つ．提案法と他の比較手法とに共通す

るパラメータとして Z と βがあるが，各手法でその最適な

値は異なると考える．たとえば，提案法の Z は人々の興味

対象の数を表現するために用意された変数である．既存の

トピックモデルの Z も同様の目的のために用意された変数

だが，実際は，位置が近い場所どうしのまとまりの数を表

現するものとして用いられる．つまり，トピックモデルは，

カーネルモデルと同様，ユーザの行動範囲に基づいて場所

を推薦する．その組合せであるカーネル–トピックモデル

は，双方のモデルがユーザの行動範囲を補完的に説明する

ように，最適な Z と β と αの組合せを求めている．この

ように，各手法においてパラメータの用いられ方が異なり，

最適な値も異なるため，各手法にとってのベストパラメー

タを求めた後に精度比較している．各手法に関して得られ

たベストパラメータを表 3 にまとめた．βに大きな値を設

定するほど，推定するユーザの行動範囲が狭くなる．東京

都（大阪府）の行動履歴に関して推定した βが，より広い範

囲である東日本（西日本）よりも大きな値をとるのはその

ためである．また，領域が広いほど，より多くの種類の場

所が存在するようになるため，東京都（大阪府）よりも東日

本（西日本）のほうが，潜在トピック数が大きな値となる．

4.2 実験 2：旅行先での推薦

提案法は，位置に非依存な形式でユーザ興味を推定可能

なため，特に，初めて訪れた地域に関する情報を高精度に

推薦できるという特徴がある．本節では，3.3節で述べたモ

バイルユーザのための推薦手法を用いて旅行先で周辺情報

を推薦するという状況における提案手法の有効性を示す．

本実験に用いたのは食べログのレビューデータから生成し

表 4 実験 2 で用いた行動履歴

Table 4 Location log data used in the second experiment.

居住地–旅行先 場所数 ユーザ数 行動履歴の平均長

（居住地/旅行先）

東日本–西日本 1,424 (1,103/321) 1,558 24.335

西日本–東日本 1,424 (321/1,103) 820 19.162

た行動履歴である．最初に，食べログユーザ自身が記述し

たユーザプロファイルに基づき東日本に居住しているユー

ザを収集し，各ユーザの東日本での行動履歴と，旅行先で

ある西日本での行動履歴を収集する．ただし，居住地，旅

行先の行動履歴がともに存在するユーザに限定した，つま

り，各ユーザの行動履歴には，必ず東日本，西日本，両方

の店舗が含まれている．また，その逆のデータセット（居

住地が西日本，旅行先が東日本）も生成した．本実験では，

居住地域の行動履歴に基づき，旅行先での店舗選択を予測

する．なお，多くの人々にとっての旅のスタート地点であ

るという理由から，旅行先が西日本の場合は現在地を大阪

駅に，東日本の場合は東京駅を各ユーザの現在地と見なし

た．実験 2で用いる行動履歴の詳細を表 4 に示す．なお，

観測データが少ない，訪問数が 5未満のユーザ，訪問ユー

ザ数が 100未満の場所は各データセットから削除している．

我々は，ユーザの現在地情報をモデルに組み込むことが

できるカーネルモデル，カーネル–トピックモデル，そして

提案法を比較した．カーネルモデルは現在地から近い場所

から順に推薦する．カーネル–トピックモデルは，現在地か

らの近さに加え，PLSAで推定したユーザ興味に基づいて

推薦する．実験 1と同様，5-best prediction accuracyを評

価指標として用いた．ただし，今回の実験は Leave-one-out

交差検定を用いて行った．つまり，あるユーザの行動履歴

だけを抜き出してテストデータとし，残りを学習データと

して用いる．これを全ユーザが 1 回ずつテストされるよ

うに繰り返した．つまり，表 4 に示したユーザ数と同じ

回数のテストを行う．5-best prediction accuracyを全テス

トユーザに関して平均した結果を図 3 に示す．すべての

データセットにおいて提案法が最も高精度であり，符号検

定の結果，その差が有意であることが認められた（両側検

定：p値 < 0.01）．この結果は，潜在トピック（とそれに

対するユーザ興味）が位置に非依存な情報として推定でき

るため，初めて訪れた地域，旅行先に関する情報を提案手

法が高精度に推薦可能なことを示すものである．

数時間，数十分で今すぐに行ける場所を探したいときな

ど，即時的な推薦をしてほしい状況においては，ユーザの

興味よりも現在地からの近さが支配的に行動決定に影響し

てくると考える．今回の実験においては，東京駅（大阪駅）

にいるユーザに対する周辺情報として，広範囲な東日本

（西日本）に存在する店舗を推薦する状況を想定して行っ

た．つまり，半日，1日といったある程度の移動時間を許
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図 3 旅行先での行動予測精度（5-best prediction accuracy）の比

較．X 軸にデータセットを，Y 軸に全テストを通じた 5-best

prediction accuracy の平均値をプロット

Fig. 3 Comparisons of 5-best prediction accuracy of travel be-

havior. The X-axis plots datasets and the Y-axis plots

the 5-best prediction accuracy averaged across all runs.

表 5 実験 2で用いた各手法のパラメータ．β は 10，102，103，104，

105，106，107，108 の中から，Z は 5から 50まで 5刻みの

中から，α は 0.1 から 0.9 まで 0.1 刻みの中から選択

Table 5 Best parameter values in the second experiment. β

was chosen from 10, 102, 103, 104, 105, 106, 107 and

108. Z was set from 5 to 50 with interval of 5. α was

chosen from 0.1 to 0.9 with interval of 0.1.

モデル 居住地–目的地 β Z α

カーネル–トピックモデル 東日本–西日本 102 5 0.9

カーネル–トピックモデル 西日本–東日本 102 10 0.7

提案モデル 東日本–西日本 103 10 -

提案モデル 西日本–東日本 103 10 -

容し，個人の興味が行動決定に与える影響が高い状況の中

で，提案手法が推定した興味が目的地予測に寄与すること

を示したといえる．提案手法の βは推薦してほしい店舗の

地理的な範囲に関するパラメータであり，ユーザの空き時

間，考慮する範囲に応じて最適に設定する必要がある．な

お，今回の実験では，各手法のベストパラメータを 5分割

交差検定で決定した．各手法ごとに求めたベストパラメー

タを表 5 にまとめた．提案法については，Z と β のすべ

ての組合せ，カーネル–トピックモデルは，Z と β と αの

すべての組合せの中から最適なパラメータを選択した．

4.3 実験 3：トピック抽出

本節では，既存のトピックモデルである PLSAとの比較

により，提案モデルで推定可能な潜在トピックの特徴を定

性的に示す．まず，提案法，PLSAがそれぞれ推定した潜在

トピックにおいて選択確率が高かった場所を地図上にマッ

ピングした結果を図 4 に示す．データセットは Flickrのジ

オタグ情報に基づくニューヨークとサンフランシスコのラ

ンドマーク訪問履歴である（実験 1で用いたものと同じ）．

また，アイコンの色が潜在トピックの種類を表し，各潜在

トピックから選択確率が高かった上位 30件のランドマー

クをマッピングしている．提案法と比較し，同色のアイコ

ンが近い位置に配置されていることから，既存のトピック

モデル（PLSA）は位置が近い場所をまとめるものとして

潜在トピックが推定されていることが分かる．一方で，提

案法は，同色のアイコンが比較的離れた位置に配置されて

いる．位置とは異なる何らかの場所特徴を扱うものとして

潜在トピックが推定できていることが分かる．次に，地図

上にマッピングされた 30件のランドマークについて位置

座標空間における平均地点を求め，各ランドマークと平均

地点との分散を求めた結果を図 5 に示す．ニューヨーク，

サンフランシスコの各エリアについて，PLSAが提案法よ

りも分散の平均値が小さいことから，PLSAが地理的な性

質が近い場所をまとめるものとして潜在トピックを推定し

ていることが定量的にも分かる．

それでは，提案法の潜在トピックはどのような場所特徴

を扱っているのだろうか．この疑問に答えるために，Flickr

にアップロードされた写真に付与されたテキストタグ情報

を用いて潜在トピックに意味付けを行った．テキストタグ

は，地名，被写体，行動内容など，様々な観点でユーザに

よって付与されたものであるが，この中から各潜在トピッ

クを代表するタグ集合を自動で取得する．

代表タグ抽出方法は以下のとおりである．タグを g，タ

グ集合をGとする．各潜在トピックに特徴的に出現するタ

グを取得するために，潜在トピック z が与えられたときの

タグ gの lift値を，

Liftz(g) =
P (g|z)∑

z′∈Z P (g|z′)P (z′)
, (13)

で計算する．Liftは相関ルール抽出や頻出パターン抽出

において用いられる指標であり，P (g|z)と，全トピックに

おけるタグ gの出現確率との比である [28]．全トピックに

共通して出現する “nyc”や “sf”などのタグに対して低い

値を与え，潜在トピック z に相対的に多く出現するタグ g

に対して高い値を与える．潜在トピック zが与えられた場

合のタグ gの出現確率 P (g|z)は，

P (g|z) =
1
C

∑
i∈I

exp(φzi)P (g|i), (14)

で求めることができる．C =
∑

i′∈I exp(φzi′)は正規化項

である．P (g|i)はランドマーク iが与えられた場合のタグ

gの出現確率であり，

P (g|i) =
H(g, i)
H(i)

, (15)

で求める．H(i)はランドマーク iを訪問したユーザ数であ

り，H(g, i)はランドマーク iにタグ gを付与したユーザ数

である．

提案法，PLSAの各潜在トピックをテキストでラベリン

グした結果を，図 4 中の各地図の下に示す．各モデルの

P (z) =
∑

u∈U P (z|u)P (u) の降順で潜在トピック 1 から
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topic 1 topic 2 topic 3 topic 4 topic 5 topic 6 topic 7 topic 8 topic 9 topic 10

centralpark ferry construction art yankeestadium cityscape garden livemusic beach spring
guggenheim bird architecture bar coneyisland liberty flowers graffiti zoo bike

met sunset chelsea streetart baseball batterypark prospectpark music vacation bicycle
fifthavenue lake show soho summer panorama green party animals color
rockefeller boat urban dumbo mets skyline nature waterfront garden library

Geo Topic Model - New York City

topic 1 topic 2 topic 3 topic 4 topic 5 topic 6 topic 7 topic 8 topic 9 topic 10

goldengate woods ship store landscape graffiti concert sausalito bike coast
palaceoffinearts goldengatepark alcatraz hotel marin art live urban bicycle sailing

downtown trees sunrise house sunrise color fireworks cafe bus summer
presidio muirwoods sea dinner sea mural show bar ship bakerbeach

chinatown park bridge marketstreet coast haightashbury livemusic restaurant birds bike

Geo Topic Model - San Francisco

topic 1 topic 2 topic 3 topic 4 topic 5 topic 6 topic 7 topic 8 topic 9 topic 10

met parkslope greenwichvillage newark coneyisland yankees jerseycity libertyisland harlem jerseycity
guggenheim prospectpark soho ice neon mets airport ellisisland upperwestside bridge

columbuscircle astoria eastvillage jersey beach bronx statenisland statueofliberty library statenisland
centralpark williamsburg jfk nature island queens ferry statenisland broadway astoria
fifthavenue eastvillage lowereastside tree parade eastriver newark batterypark centralpark trees

PLSA - New York City

topic 1 topic 2 topic 3 topic 4 topic 5 topic 6 topic 7 topic 8 topic 9 topic 10

prison palaceoffinearts alameda giants goldengatepark airport muirwoods oceanbeach marinheadlands mission
alcatraz presidio oakland embarcadero castro sfo sausalito pacificocean coast mural

island marina eastbay soma museum berkley marincounty museum marin hill
pier39 fishermanswharf berkeley baseball oceanbeach baybridge marin soma marincounty house

presidio pier39 train baybridge garden baseball marinheadlands alameda pacificocean bart

PLSA - San Francisco

図 4 提案モデルと PLSA が推定した潜在トピックの代表タグ抽出結果．β の値は実験 1 と同じ，潜在トピック数は 10 とした．潜在トピッ

クごとにタグを Liftz(g) でソート

Fig. 4 The top five representative tags for topics estimated by our model and PLSA. Bandwidth parameter β of proposed model

is set to the best parameter as estimated in the first experiment. The number of topics is 10. For each topic, z, tags are

ordered according to Liftz(g).
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表 6 提案モデルが推定した潜在トピックの代表タグ抽出結果．食べログデータの東京に関す

る行動履歴を利用．β の値は実験 1 と同じ，潜在トピック数は 10 とした

Table 6 The top five representative tags for topics estimated by our model. We use the

location logs of Tokyo. The number of topics is 10, and bandwidth parameter

β of proposed model is set to the best parameter as estimated in the first

experiment.

topic 1 topic 2 topic 3 topic 4 topic 5 topic 6 topic 7 topic 8 topic 9 topic 10

ラーメン そば カフェ イタリアン フレンチ 焼き肉 ダイニングバー ハンバーガー インドカレー 魚介料理

つけ麺 うなぎ 洋菓子 フレンチ うなぎ もつ鍋 焼酎 サンドイッチ インド料理 スペイン料理

餃子 うどん チョコレート ワインバー 天ぷら 焼き鳥 日本酒 ステーキ カレー ベトナム料理

担々麺 もつ鍋 パン パスタ 寿司 鳥料理 居酒屋 ピザ タイ料理 洋食

中華麺 天ぷら ベーグル ピザ そば 串焼き ワインバー 洋食 タイカレー タイ料理

表 7 PLSA が推定した潜在トピックの代表タグ抽出結果．食べログデータの東京に関する行

動履歴を利用．潜在トピック数は 10 とした

Table 7 The top five representative tags for topics estimated by PLSA. We use the

location logs of Tokyo. The number of topics is 10.

topic 1 topic 2 topic 3 topic 4 topic 5 topic 6 topic 7 topic 8 topic 9 topic 10

カフェ ラーメン フレンチ ラーメン 焼き肉 カフェ ラーメン ラーメン そば フレンチ

洋菓子 冷麺 イタリアン 洋食 イタリアン 洋菓子 イタリアン 冷麺 うどん 洋食

パン インドカレー 寿司 冷麺 フレンチ イタリアン フレンチ うどん カレー カフェ

チョコレート インド料理 ワインバー カレー 中華料理 ハンバーガー 冷麺 餃子 洋食 鳥料理

ベーグル カレー 中華料理 餃子 カフェ フレンチ ピザ インドカレー カフェ ハンバーガー

図 5 提案モデルと PLSA が推定した潜在トピックに含まれる場所

集合の地理的な分散

Fig. 5 Variances of locations contained in each topic estimated

by our model and PLSA.

10とした．2つの都市において，提案法が抽出した最も影

響力の大きい潜在トピックは有名な観光地をまとめるもの

であった（トピック 1）．このトピックに含まれる場所集合

は，観光客にとって興味深いものである．トピック 2から

10は，自然，アート，エンターテイメント，スポーツ，眺

めの良さなどの特徴を扱い，これらの特徴を持つ場所をま

とめる役割を果たしていることが分かる．一方で，PLSA

は地名を多く含んでおり，場所の位置的特徴しか扱えてい

ないことが分かる．

このように，提案手法は場所の潜在的な特徴を潜在ト

ピックとして抽出し，潜在トピックに対して言語的な意味

解釈を与えることができる（図 4）．さらに，各潜在トピッ

クは，自動で推定した θu に基づき個人ごとに並べ替え，

推薦する場所情報とともに，ユーザに提示することもでき

る．提示情報はユーザインタラクションを発生させ，推薦

の満足度を全体として向上させることが期待できる．たと

えば，最初に推薦された場所情報にユーザが満足しなかっ

た場合，ユーザはシステムが自動で推定した自身のユーザ

プロファイルを確認し，明示的に自らの興味に合致した特

定の潜在トピックを選択する．選択された潜在トピック z

依存の場所選択確率 φz に基づき，システムが推薦リスト

を再提示するため，ユーザは最終的に満足のいく推薦結果

をインタラクティブに引き出すことができる．

Flickrでつけられているタグには地名が含まれやすいた

め，特に，PLSAの潜在トピックのラベリング結果に出現

しやすい傾向にあった．そこで，食べログデータの料理カ

テゴリに関するタグを用いた実験により，地理的性質とは

独立した場所の特徴，ここでは料理カテゴリが近い店舗を

まとめるものとして潜在トピックが推定できることを示

す．具体的には，食べログデータから生成した東京都に関

する店舗訪問履歴から，各潜在トピックを代表するタグ集

合を取得した．提案法，PLSAの各潜在トピックのラベリ

ング結果を表 6 と表 7 に示す．タグのスコアリング方法
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はランドマーク訪問履歴のものと同様である．表 7 に示す

ように，PLSAに関する各潜在トピックのラベリング結果

は類似している．たとえば，トピック 2，4，7，8は上位に

タグ “ラーメン”を含んでいる．その一方，表 6 に示すよ

うに，提案法は味覚，食材，雰囲気などを表現するものと

してトピックが推定できている．たとえば，トピック 3は

甘い味付けが好みの人々の，トピック 1や 9は塩辛い味付

けが好みの人々の興味対象である．トピック 4，5，7は雰

囲気が良い店舗を含むトピックである．トピック 2や 6は

日本に固有の料理を提供する店舗が含まれる傾向にある一

方で，トピック 8や 10は他の国の料理を提供する店舗が

含まれる．

5. 結論

ユーザの行動範囲と興味情報を同時推定するジオトピッ

クモデルを提案した．地理的に記述できるユーザの行動特

徴を明示的にモデリングすることで，地理的な特徴以外

の潜在的な場所特徴（とそれに対するユーザの興味）を扱

うものとして潜在トピックを推定できる．提案モデルは，

ユーザの行動範囲から近く，ユーザの興味に合致する場所

を推薦することもできれば，ユーザの現在地情報を行動範

囲の代わりに用いることで，ユーザ自身の興味に合致した

周辺情報を推薦することも可能である．

提案するジオトピックモデルに基づく推薦手法は，ユー

ザの興味に合致した場所を推薦できる点，推定した興味情

報をユーザにカスタマイズしてもらうために提示できる点

で実用的な推薦システムが満たすべき要件を満たしてい

る．評価実験においては，ユーザの興味を効果的に推定す

ることで，他の確率モデルと比較して提案モデルが予測精

度の観点で優れていることを示した．また，人々のランド

マーク選択を説明するための潜在的なランドマーク特徴を

明らかにした．

本稿では，ランドマーク推薦とレストラン推薦という主

要な推薦サービスを念頭に提案モデルの妥当性を評価し

た．今後は，他の推薦対象，データセットへの適用可能性

も検討したい．また，今回のような過去の行動履歴を用い

たオフラインの評価も重要であるが，実フィールドでの検

証実験を通して提案法の真の有効性を検証していきたい．
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