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概要：ルールの単純さと難易度の高さから，Ms. Pac-Manがデジタルゲーム AIの研究対象として注目を

集めている．Ms. Pac-Manプレイヤでは，ルールベースを用いたプレイヤよりモンテカルロ木探索，特に

UCT (Upper Confidence Bounds applied to Trees) を用いたプレイヤが優秀な成績を収めている．本研究

では TD(λ)法で学習した評価関数を用いた UCTの改善について提案する．UCTにおける評価関数の利

用には，Progressive biasを用いた．Progressive biasでは UCTの序盤の展開を評価関数に従うようにし

て有利な局面の探索を増やす．評価実験ではシミュレータ上で既存手法の UCTを大幅に上回る得点を獲

得した．
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Improvement of Monte Carlo Tree Search AI
using TD(λ) in Ms. Pac-Man
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Abstract: Due to its simplicity of the rules and high degree of difficulty, Ms. Pac-Man has become an at-
tractive subject of research on digital game AI. In Ms. Mac-Man, Monte Carlo Tree Search-based, especially
UCT-based players tend to give better performance than rule-based systems. In this study, we propose the
improvement of Monte-Carlo tree search using the evaluation function that have been learned in TD (λ). At
the use of the evaluation function in Monte Carlo tree search, we adopt the Progressive bias. Progressive bias
makes the selection follow the evaluate function in opening phase of Monte-Carlo Tree Search and increase
the search of favorable states. Experimental results obtained on a simulator show that the proposed method
gives better scores than an existing UCT-based method.
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1. はじめに

ゲーム AIの分野においてボードゲームやカードゲーム

における研究が成熟してきており，より現実に近い設定で

の研究が求められてきている．そうした中で，環境が動的

でありリアルタイムな判断が求められるビデオゲームを
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題材にした研究が増えてきている．リアルタイム性の強い

ゲームで強力な AIを作ることは，瞬時に適切な判断を下

せる AIの開発に貢献できると期待できる．

このようなリアルタイムゲームの中でMs. Pac-Manを

題材にした研究が注目を集めている．Ms. Pac-Manが AI

研究に向いているのはルールの単純さと難易度の高さが程

よくバランスがとれているためである．

まず，ルールの単純さについては，Ms. Pac-Manはルー

ル自体はオリジナルの Pac-Manに準拠したもので，オブ

ジェクトが少なく操作も単純なためシンプルでゲームの

ルールに関する実装が容易である．他のビデオゲームと比

較すると，例えばマリオを AIに操作させてステージ攻略
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を目指す研究 [1]があるが，マリオはステージに存在する

オブジェクトの種類が多く，ステージ構造も複雑で可能な

行動の種類も状況によって逐次変化する．そのため優秀な

AIを作成するには情報の入出力にも十分な工夫が必要と

なる [2]．

また，難易度の高さという点においては，Pac-Manや

Ms. Pac-Manはボードゲームやカードゲームと違い，思

考時間が短くリアルタイムで入力する必要がある．また

Ms. Pac-ManはPac-Manと比較して難易度が高く，敵ゴー

ストの動きにランダム性がありそのアルゴリズムが公開さ

れていないため，状況ごとに様々な可能性を予測してその

中で適切な判断が求められる．よって，Ms. Pac-Manで高

得点を獲得するためにはリアルタイムで入力を行うための

素早い処理や，状況ごとに適切な判断を行うための高度な

戦略と幅広い先読みが必要とされる．

IEEEでは毎年様々なゲーム AIの競技会を開催してい

る．その中に Ms. Pac-Manの AIを競う部門 [3]もあり，

プログラム同士に得点を競わせることで AI技術全体の向

上を図っている．2011年のコンペティションでは UCT[4]

を用いたプログラム [5]が優勝し，そのプログラムが出し

た 58,990点がMs. Pac-Man上で AIプレイヤが出した世

界記録となった．しかし，人間の出したMs. Pac-Manの

世界記録 921,360点とはまだ大きく差があり，AIはまだ人

間プレイヤには敵わないがそれだけ改良の余地があるとも

言える．

本研究ではより高い得点を獲得できる強力な Ms. Pac-

Manの AIプレイヤを作成を目的とする．特に，ヒューリ

スティックな調整での改良ではなく，強化学習により適切

な評価関数を学習し，それによって適切な判断を下せるよ

うにする．また，TD(λ)や Progressive biasといった今ま

でMs. Pac-Manに使われなかった手法が有効であると示

すことで，それらの手法がリアルタイムゲームにも有効で

あることを示す．

2. Ms. Pac-Man

Pac-Manは 1980年にナムコ (現，バンダイナムコゲーム

ス) より発売されたアーケードゲームである．Pac-Manは

日本で発売された後に瞬く間に人気となり，多くのクロー

ンゲームが開発された．その中で特に有名なのがMs. Pac-

Manである．Ms. Pac-Manはゼネラルコンピュータ社に

よって 1981年に開発された Pac-Manのクローンゲームで

あったが，その内容が Pac-Manの強化版であったために

Pac-Manをアメリカで扱っていたバリー=ミッドウェイか

ら正式に発売されることとなった．図 1は Ms. Pac-Man

のゲームのスクリーンショットである．

Ms. Pac-Manはキャラクターが女性になっていたり迷路

の種類が増えていたりなどオリジナルの Pac-Manと異な

る点は多いが，最も特徴的なのは敵であるゴーストの動き

図 1 Ms. Pac-Man のスクリーンショット

の違いである．オリジナルの Pac-Manではゴーストは規

則的な動きをしていたためにゲームを攻略するにあたって

パターン化や記憶の能力が問われた．一方，Ms. Pac-Man

ではゴーストはランダム性の高い動きをするためにパター

ン化することができなため，ゴーストの動きを先読みして

適切な選択をする能力や，ゴーストの動きに的確に反応す

る能力が問われることとなった．

2.1 Ms. Pac-Manのルール

プレイヤは四方向レバーを操作して壁に囲まれた迷路

の中でパックマンを動かす．迷路の中には四匹のゴース

ト (赤が Blinky，ピンクが Pinky，シアンが Inky，黄色が

Sue) が存在して，散策したりパックマンを追いかけてきた

りする．パックマンはいつでも上下左右自由に動いたり立

ち止まったりできるが，ゴーストは後戻りや立ち止まるこ

とはできず，曲がり角でのみ進行方向を変えることができ

る．ただし，後述するパワー餌をパックマンが獲得したと

きのみ，ゴーストは方向転換することができる．迷路内に

配置されている餌とパワー餌を全て獲得するとステージク

リアとなり，次のステージに進める．迷路は四種類あり，

迷路ごとに構造や餌の配置が異なる．プレイヤは迷路Aか

ら開始して，ステージクリアするごとに迷路A，A，B，B，

C，C，D，D，A，A．．．と進める．プレイヤはゲーム開始

時に 3つのライフを所持して，10,000点ごとに 1ライフ回

復する．パックマンがゴーストに触れるとミスとなり残数

が 1つ減る．残数が 0になるとゲームオーバーになり終了

する．

プレイヤの目的はステージクリアをしつつ高得点を出す

ことであり，ゲームオーバーをなった時点での得点を競う．

得点を獲得するには三つの方法がある．

( 1 ) 餌の獲得

迷路に配置されている餌に触れることで 10点獲得す

ることができる．また，迷路に四つだけ配置されてい

るパワー餌を獲得したときは 50点獲得できる．

( 2 ) ゴーストの撃退

パワー餌を獲得すると，一定時間ゴーストが「いじけ
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状態」となる．なお図 1右のゴーストが「いじけ状態」

である．本来ゴーストはパックマンを追う側である

が，ゴーストが「いじけ状態」となっている間はゴー

ストはパックマンから逃げ，パックマンがゴーストに

触れるとゴーストを倒すことができる．そのときに得

点を獲得でき，それが二つ目の方法である．一つのパ

ワー餌の効果継続中にゴーストを連続で倒すごとに，

200点，400点，800点，1,600点と得点が上昇してい

く．他のパワー餌を獲得してしまうと得点は 200 点

に戻る．なお，倒されたゴーストは一旦迷路の中央に

戻り，「いじけ状態」から復帰して登場してくる．こ

のパワー餌は得点を獲得する手段としてだけでなく，

ゴーストを回避する手段としても重要である．なお，

ステージクリアをするごとにパワー餌の効果時間は短

くなっていく．

( 3 ) ボーナスアイテム

迷路内を移動するボーナスアイテムを獲得すれば得点

を獲得できる．ボーナスアイテムアイテムはステージ

クリアするごとに変化し，ステージ 1から 7まではさ

くらんぼ (100点) ，苺 (200点) ，オレンジ (500点) ，

クッキー (700点) ，林檎 (1,000点) ，洋梨 (2,000点)

，バナナ (5,000点) が出現し，それ以降はランダムで

出現する．

その他のMs. Pac-Manの細かい特徴について述べてお

くと，パックマンはゴーストより曲がり角を速く進むこと

ができる．よってゴーストから追われている際には曲がり

角を活用することが望ましい．また，迷路には画面の左端

と右端が繋がっているトンネルがあるが，このトンネル内

ではゴーストの動きが遅くなる．これも曲がり角と同様に

ゴーストから追われている際に活用できる．

3. 関連研究

本章ではこれまでMs. Pac-Manに対して行われてきた

先行研究を紹介する．Ms. Pac-Manの研究はシミュレー

タを使ったものや，実際にMs. Pac-Manを動かしてスク

リーンキャプチャから得たデータからパックマンを制御す

る入力を行うものなどゲームの仕様が全て同じではない．

例えば，シミュレータ上では 40,000点を獲得したプログラ

ムがMs. Pac-Man上では 15,000点しか獲得できなかった

こともある [6]．そのため AIの性能の比較が完全にできる

わけではない．

3.1 UCT

3.1.1 UCT

当たる確率がそれぞれ異なる複数のアームがついたス

ロットマシンでお金を稼ぎたいときに，どのアームにど

れだけお金をつぎ込むのが効率が良いかという多腕バン

ディッド問題がある．UCTは，その多腕バンディッド問

図 2 UCT 探索

題における効率的な方策をゲーム木探索に応用したもので

あり，2006年に Kocsisら [4]によって提案された．UCT

のアルゴリズムについて簡単に説明する．UCTは図 2の

ように四つの段階がある．

( 1 ) 子ノードの選択

未探索の子ノードがある場合はそれを優先して選択

し，子ノードが全て探索済みの場合はゲーム木の各

ノードにおいて式 (1)で求められるUpper Confidence

Bounds (UCB) 値が最大になる子ノードを探索する．

X̄i + C

√
lnT

Ti
(1)

ただし，X̄i は子ノード iの平均報酬，Ti は子ノード i

の探索回数，T は親ノードの探索回数，C はバランス

パラメータである．つまり，基本的には X̄i の平均報

酬が高いノードが探索されやすいが，探索回数が少な

くてまだ高い報酬が得られる可能性のあるノードも第

二項が大きくなり探索されやすくなる．

( 2 ) 子ノードの生成

子ノードが存在しない場合には合法手を生成して，そ

れに伴って発生する状態を生成して新たな子ノードと

して追加する．

( 3 ) プレイアウト

未探索ノードに到達した場合にはシミュレーションを

行う．シミュレーション自体は選択肢に対して等確率

にランダムに行うことも可能だが，ヒューリスティッ

クや評価関数を用いてシミュレーションの質を向上さ

せることもできる．このシミュレーションを，プレイ

アウトと呼ぶ．なおシミュレーションは通常のゲーム

では終局まで行うが，Ms. Pac-man では終局までの

手数が決まっておらず無限に続く可能性もあるのでシ

ミュレーションの終了条件を設定することが多い．

( 4 ) 更新

プレイアウトで得られたゲームの結果を報酬として数

値化し，探索経路上のノードの平均報酬を更新する．

UCTではこれら四つの段階を時間や探索回数などの終

了条件を満たすまで繰り返し，最終的に最良とされる子

ノードを次の手として選択する．子ノードを選択する基準

としては，最も平均報酬が高い子ノードや，最も探索をし
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た子ノードなどがある．

3.1.2 Progressive bias

Chaslotら [7]は，UCT探索においてまだあまり探索さ

れていない子ノードの選択をより正しくするために Pro-

gressive Strategiesを考案した．その中の Progressive bias

は，UCTの UCB値を式 (2) にすることで，子ノードの選

択をヒューリスティックな知識に近づくようにした．

X̄i + C

√
lnT

Ti
+ f(Ti) (2)

Guilllaume らが製作したコンピュータ囲碁プログラ

ム MANGO では Hi をヒューリスティックな値として，

f(Ti) = Hi

Ti+1 とした．これによって，探索回数が少ない

ノードではヒューリスティックな知識に従い，探索回数が

増えるにつれてシミュレーションの平均報酬に従うように

なる．結果，この Progressive biasによって UCT探索を

効率よくすることに成功し，囲碁プログラムの性能を上げ

ることに成功した．

3.1.3 UCTを用いたMs. Pac-Manプレイヤ

Roblesと Lucasは単純なゲーム木探索を用いて一定距

離でパックマンが移動可能な全ての経路を評価し，その経

路上にゴーストがいるかなどの条件から安全な経路と危険

な経路を分類することを試みた [6]．安全な経路の中で最

高得点を獲得できる経路を選択することで，ミスする可能

性を下げながら高得点を獲得できるような判断する AIを

実現した．彼らの作成したプログラムはMs. Pac-Man上

で最高で 15,640点を獲得した．

Ikehataと Ito [5]は迷路の曲がり角を探索のノードに設

定し，世界で初めてMs. Pac-Manに UCT探索を用いた．

UCTのプレイアウトでは独自の敵ゴーストのアルゴリズ

ムを採用し，挟み撃ちを避けやすいように設定した．ま

た，迷路の中で危険度を設定し，ステージの序盤で危険度

の高い餌を優先して獲得することにより効率の良いステー

ジ攻略をすることを目指した．Ikehataらのプログラムは

Ms. Pac-Man上で 58,990点を記録した．

3.2 強化学習

3.2.1 局面評価関数

一般的にゲームの局面数は膨大であり，常に終局面まで

探索をすることは困難である．そのため，終局面まで探索

をせずに一定の深さで探索を打ち切り，その時点でのリー

フノードに対して評価値をつけるという方法がある．この

ときにリーフノードの局面に対して評価値をつけるために

用いるのが局面評価関数である．局面の評価値とは，その

局面で自分がどれくらい有利なのかを数値化したものであ

る．強化学習は，これを学習することが多い．

3.2.2 方策関数

方策関数とはある状態が与えられた時にとる行動を返す

関数である．強化学習中は，この方策関数に従って行動を

V (s) を任意に初期化する

1 ゲームごとに繰り返し:

すべての局面 s に対して e(s) = 0 とする

s を初期化

各ステップに対して繰り返し:

a← s に対して π で与えられる行動

行動 a を取り，報酬 r と次状態 s′ を観測する

δ ← r + γV (s′)− V (s)

e(s)← e(s) + 1

すべての s に対して:

V (s)← V (s) + αδe(s)

e(s)← γλe(s)

s← s′

s が終端状態ならば繰り返しを終了

図 3 TD(λ) アルゴリズム

選択する．

方策関数の方策に，ϵ-greedy方策というものがある．ϵ-

greedy方策は，基本的には次の局面ノードの中でもっとも

評価値の高い局面に遷移する行動を選択するが，一定の確

率 ϵでランダムな行動を選択する方策である．これによっ

て学習が一部の局所最適解に陥ってしまうのをある程度防

ぐことが出来る．

3.2.3 TD(λ)学習とは

TD(λ)学習において，各局面に対して適格度トレースと

いう値を考える．適格度トレースは，強化すべき事象が発

生したときに各局面が学習における変化を受けるのかどれ

くらい適格であるかを表している．前方観測的な見方にお

ける先の局面の評価値や報酬の観測を代行すると考えれば

良い．時刻 t，局面 sにおける適格度トレース et(s)を式

(3) に示す．

et(s) =

{
γλet−1(s) (s ̸= st)

γλet−1(s) + 1 (s = st)
(3)

γ (0 ≤ γ ≤ 1)は割引率を表す．割引率 γ は将来得られ

る報酬が現在における価値に与える影響を表すパラメータ

である．λ (0 ≤ λ ≤ 1)はトレース減衰パラメータである．

ここで強化すべき事象は式 (4) に示す 1ステップ TD誤

差である．

δt = rt+1 + γVt(st+1)− Vt(st) (4)

Vt(st)は時刻 t，局面 sにおける状態価値関数である．

式 (3) ，(4) を用いると，状態価値関数の更新式は式 (5)

のようになる．

∆Vt(s) = αδtet(s) (5)

ここで，α(0 ≤ α ≤ 1)は学習率である．図 3に，以上の

TD(λ)のアルゴリズムを示す．ここでの πとは 3.2.2項で

説明した方策関数である．
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3.2.4 評価関数のパラメータによる表現

大抵のゲームでは局面 sが膨大であるため，全ての V (s)

を局面 sに一対一で用意するのは困難である．よって，何

らかのパラメータによって局面を近似表現する必要があ

る．評価関数の表現の一つに線形関数近似があり，本研究

ではそれを採用する．

線形関数近似の評価関数は，評価要素とその重みの線形

和で表され，式 (6) の様になる．

V (s) = θ · ϕ(s) (6)

ここで sは評価対象の局面，ϕ(s)は評価要素ベクトル，

θは重みベクトルである．

評価要素はゲーム内の様々な特徴要素から選択される．

ボードゲームならば盤面の配置や持ち駒の数などで，Ms.

Pac-Manならばパックマンとゴーストの距離や餌の配置な

どが考えられる．ゲームによってどのような特徴要素を評

価要素として選択するかが重要となる．

重みはそれぞれの評価要素が評価関数に対してどれほど

の影響を持つかを表す．局面で有利な状態に多く現れるよ

うな要素であれば重みは正になり，不利な状態に多く現れ

るような重みは負になると考えられる．またそれぞれおの

影響の大きさにより値が変わってくる．

線形関数近似を応用したものとして，それをシグモイド

関数で正規化したものがあり式 (7) に示す．

V (s) =
1

1 + e−aθ·ϕ(s)
(7)

aは定数である．このように正規化をすることで，評価

関数の値が 0 ≤ V (s) ≤ 1となり出力が扱いやすい．本研

究ではこれを用いる．

3.2.5 パラメータの学習

評価関数にパラメータによる近似表現を用いる場合は，

学習による調整は評価関数の値そのものではなくパラメー

タに対して行う．線形関数近似の場合では重みベクトルの

パラメータを調整する主な方法として最急降下法がある．

これは TD 誤差が最も小さくなるように各重みパラメー

タを増減させる方法である．最急降下法 TD(λ)学習の具

体的なアルゴリズムは図 4に示す．線形関数近似ならば，

∇θV (s)は式 (8) のようになり，アルゴリズムは非常にシ

ンプルな計算で実装が可能である．

∇θV (s) = ϕ(s) (8)

線形関数近似をシグモイド関数で正規化した場合は，

∇θV (s)は式 (9) となり，こちらでも簡単な計算で実装で

きる．

∇θV (s) = V (s)(1− V (s))ϕ(s) (9)

3.2.6 強化学習を用いたMs. Pac-Manプレイヤ

強化学習を用いたMs. Pac-Manプレイヤの例としては，

θ を任意に初期化する

1 ゲームごとに繰り返し:

e = 0 とする

s を初期化

各ステップに対して繰り返し:

a← s に対して π で与えられる行動

行動 a を取り，報酬 r と次状態 s′ を観測する

δ ← r + γV (s′)− V (s)

e← γλe+∇θV (s)

θ ← θ + αδe

e(s)← γλe(s)

s← s′

s が終端状態ならば繰り返しを終了

図 4 最急降下法 TD(λ) アルゴリズム

Lucas[8]がニューラルネットワークを用いて，(µ,λ)-進化

戦略系アルゴリズムを用いて強化学習を行ったものがある．

Lucasは 13種類のパラメータを用いた局面評価関数の学

習を試みて，Ms. Pac-Man上にて 9200点を獲得した．

3.3 過去のMs. Pac-Man プレイヤ

Pac-Man AIに関する初期の研究として，Koza [9]が挙

げられる．彼の手法は「最も近い餌のある方向に最短経路

で進め」や「ゴーストが近づいたら逆方向に逃げろ」といっ

た単純な行動の集合を予め定義し，状況に応じてそれらを

使い分けるものである．彼のプログラムは Pac-Manを簡

略化したシミュレータ上で実行され，最高で 5000点を獲

得した．

その後，他にも Pac-Manの AIを研究した者はいるが，

最初にMs. Pac-Manに注目したのは Szitaと Lorincz [10]

である．彼らは Ms. Pac-Man のシミュレータを用いて，

ルールベースの AIを強化することを試みた．ルールはク

ロスエントロピー法 [11]を利用して最適化され，最も良い

成果を上げた AIは平均して 8186点を獲得した．

Matsumotoら [12]はゲームのプレイ中に生ずる様々な

状況の組み合わせに対する行動のリスト (例えば，「付近に

少なくともひとつの餌が存在し，かつ最も近いゴーストが

一定距離離れているならば，最も近い餌に最短経路で移動

する」) を定義することで，それぞれの局面に応じた高速

な判断を実現した．また，ゴーストをパワー餌の傍で接近

するまで待ち伏せすることで，同時に多くのゴーストを撃

退して高得点を獲得することに成功した．Matsumotoら

のプログラムは 2009年度のMs. Pac-Manの CIGのコン

ペティションで優勝しており，最高で 30,100点を記録して

いる．

4. 提案手法

従来のMs. Pac-Manプレイヤはモンテカルロ木探索が

強力だが，それらの性能の改善策は人間が手動で調整した
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表 1 評価要素

番号 評価要素

1 -1/いじけ状態でない Blinky との距離

2 -1/いじけ状態でない Inky との距離

3 -1/いじけ状態でない Sue との距離

4 -1/いじけ状態でない Pinky との距離

5 1/いじけ状態の Blinky との距離

6 1/いじけ状態の Inky との距離

7 1/いじけ状態の Sue との距離

8 1/いじけ状態の Pinky との距離

9 最も近い餌との距離

値が多かった．しかしそれでは他のゲームへの応用が難し

い．その一方で機械学習を用いた研究も多かったが木探索

と組み合わせたものはなかった．そこで本研究では強化

学習で自動的に学習された値をモンテカルロ木探索に用

いて，探索を改善することを図った．具体的には，TD(λ)

で学習した局面評価関数を用いた Progressive biasをMs.

Pac-Manに適用して，既存手法のモンテカルロ木探索を改

善する．

4.1 TD(λ)による評価関数の学習

学習アルゴリズムは図 4の最急降下法 TD(λ)アルゴリ

ズムを用いた．学習中の局面と局面の差は 1F (フレーム)

とした．1Fとはゲームの進行の最小単位で一回入力する

ごとに 1Fゲームが進む．方策関数は ϵ-greedyとした．こ

の ϵ-greedyはパックマンが進行可能な方向それぞれに対し

て一定距離進んだ局面を予測し，その中で評価関数の値が

もっとも高い方向に進む．1ゲームの終了条件はパックマ

ンがゴーストに触れて死亡したときかステージの餌を全て

獲得したときとした．各局面の報酬は，ステージをクリア

した場合は 5，パックマンが死亡した場合は-1，それ以外

の場合はその局面で獲得した得点/100とした．学習回数は

10000ゲームとした．

評価ベクトルの評価要素は，表 1のように設定した．こ

れらは Lucusがニューラルネットワークを用いた強化学習

で扱った評価要素 [8]を参考に作った．

4.2 UCTへの評価関数の利用

4.2.1 ゲーム木のノード

リアルタイムゲームではカードゲームやボードゲームの

ようにターン制ではなく常にゲームが進行するために木探

索のノードを設定する必要がある．候補としては，1Fご

とに 1ノードとする方法や，パックマンが一定距離進むご

とに 1ノードとする方法，パックマンが分岐まで進むごと

に 1ノードとする方法などが考えられる．本研究では，図

5のように予め各ステージごとに約 100箇所のポイントを

設定し，パックマンがそれらの地点に進むごとに 1ノード

とした．これは，ノードの間隔が細か過ぎると探索の効率

図 5 ゲーム木のノード

が悪くなる点や，ノードごとの距離が違い過ぎるとそれら

の価値を比較しにくくなる点を防ぐためである．

4.2.2 Progressive bias

前述した通り，本研究では Progressive biasのヒューリ

スティック関数に TD(λ)で学習した評価関数を用いる．

ただし，評価関数を有効に使うために補正をかける．学

習した評価関数が出力する値を観測し，その値をシグモイ

ド関数が程よく出力するように設定するためシグモイド関

数を式 (10) とする．a, bは補正のための値である．

1

1 + e−a(θ·ϕ(si)−b)
(10)

よって Progressive biasの式は式 (11) のようになる．

X̄i + C

√
lnT

Ti
+

1

1 + e−a(θ·ϕ(si)−b)

D

Ti + 1
(11)

ここでの Xi, T, Ti, C は 3.1.1 項と同様である．また，

θ,ϕ(si)は 3.3.2項と同様である．ただし si は子ノードの

状態を表す．Dは Cと同様に係数である．

4.2.3 シミュレーションと報酬

シミュレーション中は，パックマンをランダムに動かす．

ただしパックマンも反転はさせない．その間のゴーストの

動きは，8割の確率でパックマンへの最短距離の方向に向

かってきて，2割の確率でランダムで動くものとしている．

シミュレーションはパックマンが餌を全て獲得してス

テージクリアした場合，ゴーストに触れて死亡した場合，

シミュレーションを開始してから一定の深さを超えた場合

の三つの条件で終了する．

報酬は，パックマンが生存したかどうかの二値と，獲得

した得点が与えられる．但しパックマンが死亡した場合は

獲得した得点は 0とする．

4.2.4 最終決定

最終的な入力は，ルートノードの子ノードの中からUCT

の評価をもとに獲得した得点の平均が最も高いノード選択

し，そのノードの地点に向かう方向を返す．

5. 実験・評価

5.1 実験環境

Ms. Pac-Man AI，学習プログラムの実装には C#言語
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図 6 迷路の評価要素の学習

を用いた．実験は CPU Core i5 2.5Hz，メモリ 8GBのマ

シン環境で行った．

5.2 シミュレータ

本研究では，実際の Ms. Pac-Man のゲームではなく

Flensbankと Yannakakisが作成したシミュレータ [13]を

用いている．このシミュレータはゲームのルールは同じで

あるが，ゴーストの行動のアルゴリズムは実際のものとは

違う．また，ボーナスアイテムが出ないことやゲーム内の

細かい数値などの違いがある．

5.3 各種パラメータ

本研究では，各種パラメータを以下のように設定した．

TD(λ)において，学習係数 αは，式 (11) のようにゲー

ム数の増加にしたがって減衰させた．

α = α0
N0 + 1

N0 +Games
(12)

Geramifardらの研究 [14]で，このような学習係数を用いる

と学習結果が収束することが証明されている．α0とN0は

定数で，本研究では α0 = 0.1，N0 = 10, 000とした．なお

Gamesはゲーム数を表す．割引率 γ は 1とした．トレー

ス減衰パラメータ λは事前実験より 0.9とした．ϵは 0.03

とした．

モンテカルロ木探索において，Progressive biasの式では

C =
√
2，D = 3とした．また，評価関数の補正のために

学習した評価関数を用いた深さ 1の探索をするプレイヤに

100回ゲームをさせ評価関数の出力を観測したところ，最

低値が 1.17，最高値が 37.8，平均値が 14.6であった．よっ

て補正のための値 a, bは，a = 0.2，b = 14.6とした．

一サイクルの UCTのシミュレーション回数は 40回，そ

のシミュレーション中の深さ制限は 15とした．

5.4 TD(λ)の評価

TD(λ)で学習中の評価要素の重みの変化を図 6に示す．

評価要素の番号は表 1に基づく．最初は全て 0だったにも

関わらず，ゲーム数 500の時点で重みは一定の水準まで学

図 7 評価関数の性能の変化

習されていることが分かる．興味深いのは，評価要素 1か

ら 4の中で評価要素 3の重みが小さくなっていることであ

る．評価要素 1から 4はいじけ状態でない各ゴーストとの

距離に関するものであるが，評価要素の重みが大きくなる

ほどそのゴーストに近づくのは危険ということになってい

る．評価要素 3，つまり Sueに関する重みだけ小さくなっ

ていることから，Sueは他のゴーストと比較してパックマ

ンを追いかけてくる確率が低く設定されてあると予測でき

る．このようなゴーストごとの違いを評価関数に取り入れ

られるのは強化学習ならではの強みである．

またそれらを評価するために，学習中の評価関数を用い

た深さ 1の探索をするプレイヤに 1,00回ゲームをさせる評

価実験を学習回数 1,000回ごとに行った結果を図 7に示す．

学習ゲーム数が 0の時点では全く得点できなかったが，学

習するにつれて平均得点，最高得点はともに上昇して学習

ゲーム数 5,000を超えたあたりで安定している．この結果

より，学習によって評価関数の性能が上がっていることが

分かる．なお最低得点がそこまで上昇しなかったのは，評

価関数がどれだけ優秀になっても深さ 1の探索では先の展

開の予測をほとんどしてないために，どうしても早い段階

でゴーストに挟み撃ちされてしまう状況が出来てしまうた

めと考えられる．

5.5 提案手法の性能評価

提案手法の性能を評価するために，提案手法のMs. Pac-

Manプレイヤにシミュレータ上で 100回プレイさせた．そ

の結果を図 8に示す．

また，既存手法と比較するために，参考としてProgressive

biasと TD(λ)による評価関数を用いないUCTプレイヤを

作成して，同じシミュレータ上で各種パラメータは提案手

法と同じ設定で 100回プレイさせた．提案手法と比較用の

UCTプレイヤ，そして図 7の評価関数のみを用いたプレ

イヤが獲得した最高得点，最低得点，平均得点を比較した

ものを表 2に示す．

この結果より，提案手法は UCT単体のプレイヤ，評価

関数のみを用いたプレイヤと比較して最高得点，最低得点，
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図 8 提案手法が獲得した得点の分布

表 2 提案手法と UCT の結果

Max Min Mean

提案手法 83410 8250 30785

UCT 27550 2250 10324

評価関数 15570 1880 7448

平均得点においてどれも大きく上回っている．これは学習

によって得られた評価関数に基づき，Progressive biasに

よってよりパックマンに有利な局面を優先して探索するこ

とができた結果だと考えられる．このことから，提案手法

である TD(λ)で得られた評価関数を Progressive biasに用

いる手法はMs. Pac-Manに有効であると言える．

6. おわりに

6.1 まとめ

本研究では，コンピュータMs. Pac-Manプレイヤのモン

テカルロ木探索にProgressive biasを取り入れ，そのヒュー

リスティック関数に TD(λ)で学習した評価関数を使うこ

とにより改善を図った．

TD(λ)では得点と評価要素の推移から評価関数が十分学

習されたことが読み取れた．性能評価実験では既存手法で

あるUCTと比較して，提案手法は最高得点，最低得点，平

均得点においてどれも大幅に上回った．これらから，提案

手法である TD(λ)で得られた評価関数を Progressive bias

に用いる手法はMs. Pac-Manに有効であることを示した．

6.2 今後の課題

現状のプログラムでのMs. Pac-Manプレイヤの動きを

観察すると，人間がする動きに比べて餌の獲得順序やパ

ワー餌を獲得するタイミングが効率が悪いことがわかっ

た．これらの課題を解決すれば更なるプログラムの改善が

考えられる．餌の獲得順序やパワー餌を獲得するタイミン

グについては他の研究で扱われている項目ではあるが手動

による調整が多い．これらを最適化するために上手く特徴

量を作り，強化学習で最適化した上で評価関数に取り入れ

ていくことが今後の課題として考えられる．
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