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ディープラーニング
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概要：ディープラーニングは，多層のニューラルネットワーク（以下 NN）を用いる機械学習の方法論であ

る．最近，これに基づく方法群が，画像認識のベンチマークテストで従来の記録を次々に塗り替えた他，

音声認識やその他の学習・認識の問題に応用されて同様に高い性能を示すに至り，幅広い関心を集めつつ

ある．本稿では，このディープラーニングについて，画像認識への応用を念頭に，現時点で知られている

様々な方法をなるべく網羅的に説明する．具体的には，NNの基本構成から，Convolutional NN，プーリ

ング，局所コントラスト正規化，教師なし学習であるプレトレーニング，オートエンコーダ，スパースな

特徴表現を可能にする複数の方法，Restricted Boltzmann Machineや Deep Belief Networkなどの生成モ

デルに基づくディープラーニングの各手法を，それぞれ説明する．またディープラーニングのためのソフ

トウェアライブラリにも触れる．

1. はじめに

1.1 ディープラーニングの隆盛

ディープラーニングとは，多層のニューラルネットワー

ク（以下 NN）を用いた機械学習の方法論である．最近，

画像認識や音声認識の分野で，ディープラーニングの方法

が従来の方法を上回る高い性能を見せることが分かり，大

きな関心を集めている．

その関心の高さは研究者の間にとどまらず，例えば 2012

年 6月開催の International Conference on Machine Learn-

ing（ICML）で発表された Leらの研究 [32]は，一般各紙

にも取り上げられた*1．この研究は，YouTubeからランダ

ムに切り出した大量の画像を使い，大規模な NNを教師な

し学習で訓練した結果，霊長類の脳に見られるのと同様の

人や猫の顔などに選択的に反応するニューロンが，自動的

に生成されたというものである．

画像認識の研究者にとっては，2012年 11月開催の一般物

体認識のコンテスト Imagenet Large Scale Visual Recog-

nition Challenge（ILSVRC）*2 で，ディープラーニングの

方法が，従来の方法に大きな差をつけて優勝したことは

大きなインパクトがあった*3．従来の方法とは，画像か
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*1 例えばNew York Times，2012年 6月 25日付記事, “How Many

Computers to Identify a Cat? 16,000.”
*2 http://www.image-net.org/challenges/LSVRC/2012/
*3 ディープラーニングの方法で，画像認識のベンチマークテストで

過去の記録を大幅に塗り替えたという報告はそれ以前にもあっ

ら SIFT に代表される局所特徴を多数取り出し，これを

Bag-of-featuresや Fisherベクトルなどの方法で 1枚の画

像全体を表す特徴に変換するものである．この方法論に基

づく参加チームの認識性能はほぼ同じであったのに対し，

優勝チームのそれは群を抜いていた．このことは，従来方

法の限界を明確に示すと同時に，ディープラーニングの大

きな可能性を象徴的に示している．

ディープラーニングを用いた（画像）認識の方法の特徴

は，上述のような手動設計した特徴を用いないということ

である．多層 NN の教師あり，あるいは教師なし学習に

よって，認識に有効な特徴を自動的に発見できるというの

が，上述のような高い性能の秘密であり，また研究者から

の期待が高まっている理由でもある．

静止画像からの物体認識だけでなく，動画像を用いた

認識へのディープラーニングの応用も既に始まってい

る [30], [59]．音声認識では，既に画像認識以上の成功を収

めている（最新の評論が [20]にある）他，自然言語処理へ

の応用も最近活発化している．その他にも，新薬開発のた

めの化合物活性予測のコンテスト*4で優勝するなど，性能

だけでなく応用先も広がりを見せ始めている．少なくとも

現状を見る限り，近い将来，コンピュータを用いた認識の

あらゆる問題に対し，ディープラーニング以外の方法では

トップレベルの性能を達成できない可能性すら想像される．

1.2 現在に至る研究の経緯

（人工）ニューラルネットワーク自体の研究はかなり以

た [9], [10]．
*4 https://www.kaggle.com/c/MerckActivity
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前からあり，1940年代にさかのぼる [17], [42], [49]．それ

以来，現在までに何度か研究のブームとその終焉を繰り返

してきた．そのうち最近のものに，80年代半ば以降の，NN

の学習方法であるバックプロパゲーションの「発見」[50]

を契機にするブームがある．このブームは 90年代後半こ

ろには終焉し，最近に至るまで NNの研究は冬の時代を経

験する*5．

この 80年代半ばのブームが終焉した背景には，3つほど

の理由を挙げることができる．第一に，バックプロパゲー

ションによるNNの学習は，3層（隠れ層 1層）程度のNN

ではうまく行くが，それ以上の多層の NN ではあまりう

まくいかない*6ことである．第二に，層の数や隠れ層のユ

ニット数，その他学習時のパラメータが，最終的な性能と

どのように結びつくかの議論が，他の機械学習の方法と比

べて難しいことである．したがって，これらをどのように

選ぶかの明確な指針がなく，高い性能を引き出すための知

識はノウハウの領域だと見なされた [58]．第三に，90年代

当時の計算機の処理能力が，現実的な問題を扱い得る十分

な規模のネットワークを扱えなかったことである [10]．

ただし同時に，最初に挙げた理由（多層の NN の学習

困難さ）には，当時ひとつの例外があったことは指摘す

る必要がある．確かに層間のユニットを全結合した多層

NNの学習は困難だったが*7，入力（2次元画像）にフィ

ルタを畳込む計算を各層で実行する Convolutional Neural

Network（以降 CNN）は，80年代後半に 5層（隠れ層 3

層）の学習に成功していた [33]．CNNは，Fukushimaらの

Neocognitron[15]にルーツを持ち，Lecunらが完成させた

もので，手書き文字認識において高い性能を達成した [35]．

この成果にもかかわらず，恐らく上述の他の理由もあって，

他の NN同様，CNNは最近まであまり注目されなかった．

このような NNに対する低い関心を覆す契機になったの

が，Hintonらの Deep Belief Network（DBN）の研究 [13]

である．DBNは，その振る舞いが確率的に記述される点で

通常の NNとは異なるモデルだが，ネットワークの構造自

体は多層 NNとほぼ同じであり，しかもその学習が困難で

あった点も同じであった．この研究で Hintonらは，DBN

の多層構造の中で部分的な層ごとに教師なし学習を実行し，

これを層の数だけ繰り返すプレトレーニング（pretraining）

という方法を行えば，学習がうまく行えることを示した．

そうして得たパラメータを初期値に，全体のネットワーク

のパラメータの微調整（fine tune）を教師ありあるいは教

師なし学習のいずれかで行えば，良い結果を得ることがで

*5 2000 年の NIPS では，タイトルにニューラルネットワークとい
う言葉を含む投稿は採択率と負の相関があり，逆に SVMやベイ
ジアンネットワークなどをタイトルに含む投稿は正の相関があっ

たという話がある [58].
*6 学習がうまくできないとは，汎化能力が期待を下回るような学習

しかできないという意味である．
*7 NNのパラメータをランダムに初期化した状態から学習を始めた
場合を指す．

きた．

この直後には，このプレトレーニング＋微調整という方

法論が，オートエンコーダ（autoencoder）でも同じように

使えることが分かる [3]．オートエンコーダは，NNへの入

力に対し，順伝播と（仮想的な）逆伝播を順に行ってこれ

を再現したとき，その再現誤差をなるべく小さくするよう

に学習を行う方法である．Hintonらの DBN同様，2層ず

つ分離した NNそれぞれを下から順番に，オートエンコー

ダの方法で教師なし学習を行い，その後に全体の NNを例

えば誤差逆伝播法によって教師あり学習を行う．以上の結

果を要約すると，多層 NNはランダムな初期化から開始す

ると学習は困難だが，教師なし学習を層ごとに行って得た

ものを初期値にすればうまく行くということである．

以上の方法論による多層 NNの学習方法は，以前からよ

く対象とされた文字認識を始め，画像認識，音声認識，自

然言語処理の各問題に次々に適用されてきた．画像認識，

特に一般物体認識への適用を眺めてみると，2010年ころま

での数年間は，少なくともCaltech-101やNORBに代表さ

れるメジャーなデータセットを使ったベンチマークテスト

で，非 NNの既存手法を上回るような性能は達成できてい

なかった．それよりもむしろ，多層の NNによっていかな

る画像特徴が学習されるのかということへの関心が高かっ

た．代表的な例が，スタンフォード大の Ngらのグループ

による，自然画像を使った NNの教師なし学習により，霊

長類の視覚野の V2領域に見られる特徴 [25]が得られたと

いう報告 [37]や，Caltech-101を対象に多層 NNを教師な

しで学習することで，入力層からの層の高さに対応した階

層性を持つ特徴が得られたという報告 [38]である．これら

は冒頭に述べた Leらの研究 [32]につながる．

2010年以降になると，ベンチマークテストでもディー

プラーニングの方法は次々に過去の記録を書き換えること

になる．最新の状況は冒頭に述べた通りである．なおベン

チマークテストで良い成績を残している方法の多くが，上

述のプレトレーニングを使う方法よりもむしろ，CNNを

使ってプレトレーニングを行わず，最初から教師あり学習

を行うものであることは，興味深い．

このように近年急に，多層 NNが非 NNの既存手法を上

回る性能を達成できるようになった理由はいくつか考えら

れる．まずひとつには，CNNも含め，一般的な NNの研

究ではメジャーな存在とは言えなかったプーリングやコン

トラスト正規化といった処理が，画像認識にとって重要な

構成要素であると認識されたことである [6], [7], [26], [52]．

少し長い期間で見れば，GPUを始めとする計算機の処理

能力の向上も要因に挙げられる．また以前は多層 NNに対

する期待値が低く，試してみる研究者が少なかったという

のが案外真相かもしれない．
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図 1 順伝播型の多層ニューラルネットワーク．

1.3 本稿の構成

本稿では，ディープラーニングの方法論を構成する各要

素について，なるべく網羅的に，かつ簡潔に説明することを

試みた．第 2節では，ネットワークの構成要素，すなわち

多層 NNの基本形，Convolutional Neural Network，プー

リング，局所コントラスト正規化についてそれぞれ述べる．

第 3節では，多層 NNの教師なし学習の方法を述べる．具

体的には，多層 NNのプレトレーニングの方法，そのため

の部品として機能するオートエンコーダ，そして高い認識

性能のためのエッセンスとも考えられる特徴のスパースな

表現について，それぞれ述べる．第 4節では，ボルツマン

マシンを主体とする生成モデルをまとめて説明する．第 5

節では，ディープラーニングのためのいくつかのライブラ

リを短く紹介する．

2. ネットワークのアーキテクチャ

2.1 多層ニューラルネットワーク

2.1.1 基本構造

ディープラーニングが対象とするのは，図 1のような有

効グラフ構造を持つ多層のニューラルネットワーク（NN）

である*8．入力が各層を順番に伝搬し出力に至り，同じ層

の間では結合はないものとする．隣接層のユニット間の結

合は，図のようにすべてが結合する場合を考えることもあ

れば，後述の CNNのように部分的にしか結合しないもの

を考えることもある．

最も一般的な隣接層間の計算を，図の最下層から第 1層

への計算を例に示す．入力を x = h0 とする．図の有向グ

ラフ構造に従い，第 k層の各ユニット hk = [hk
1 , . . . , h

k
i , . . .]

への入力は，第 k − 1層のユニットへの入力 hk−1 を元に

hk
i = f(bki +wk⊤

i hk−1) (1)

のように計算される．以降これを簡単に

hk = f(bk +Wkhk−1)

と書く（W = [w1, . . . , ]
⊤）．通常，関数 f には何らかの非

線形性を持つものが用いられる．

*8 多層パーセプトロン（multi-layered perceptron）と呼ぶ場合も
ある．

この関数 f にはシグモイド関数を用いるのが一般的で，

例えば

f(x) = tanh(x) (2)

（f(x) ∈ [−1 : 1]）やロジスティック（シグモイド）関数

f(x) =
1

1 + exp(−x)
(3)

（f(x) ∈ [0 : 1]）がある．なお ILSVRC2012で優勝したグ

ループの NNでは，シグモイド関数よりも学習スピードが

優れるとして

f(x) = max(0, x) (4)

を選んでいる [28]．

NNは，入力 xから最上位層の状態（あるいは出力）h(k)

に至るひとつの関数を実現する．各層間の結合の重みWk

およびバイアス bk がパラメータとなり，これらは多数の

訓練データを用いた学習により決定する．学習の目的は，

（訓練データがその一部を表現する）未知の関数を NNに

再現させることにある．なお後述するプーリングやコント

ラスト正規化のように，Wk（およびバイアス bk）を固定

とし，学習の対象としない層や，あるいはそもそも式 (1)

では表現できない写像 hk−1 → hk を計算する層を，普通

の層の上に積み上げる場合もある．

多層NNの教師あり学習は，確率的勾配降下法（Stochastic

Gradient Descent, SGD）によって行うことが多い [5], [34]．

誤差逆伝播（Back Propagation）法とも呼ばれる．最近の

学習最適化の方法については [29]を参照されたい．

最近，学習の方法として dropoutと呼ばれるものが提案

され [21]，本稿冒頭に述べた ILSVRC2012で優勝したシス

テム [28]で使用されている．これは，学習時にサンプルご

とにランダムに隠れ層の 50%程度を使わないようにしてし

まうというもので，これによって NNの高すぎる自由度を

故意に制約し，過学習を防ごうとするものである．操作の

ランダム性は，複数の異なるモデルを使って学習し，それ

らモデルの平均を使うのと同様の効果があるとされる．

2.1.2 多層NNの学習困難さ

層間のユニットがすべて結合する NN の学習を，パラ

メータをランダムに初期化した状態から開始する場合を考

える．浅い（隠れ層の数が１かせいぜい２個）NNの学習

はさほど難しくない一方で，それ以上の深い NNの学習は

困難であることが良く知られている [2]．ここで学習が難

しいとは，訓練誤差は順当に小さくなるが，汎化誤差が大

きくなってしまうという意味で，過学習とも表現できる．

では，なぜ多層 NNの学習は難しいのか？実験的に観察

される現象は，下位層ほど学習がうまくできない傾向であ

る [2]．その一つの解釈は，上位層でユニット数が十分あっ

て自由度がたっぷりあれば，そこでのパラメータ調整のみ
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で，与えられた学習サンプルをうまく表現できてしまうこ

とによるというものである．また，学習時の誤差逆伝播の

計算について考えると，出力層での誤差勾配が，最初の何

層かはよいが層を経るにしたがって「分散」し，深い下位

層にまで伝わらないからであるとも言われる．これらの解

釈は，各層間の結合が局在的で疎な CNNであれば，構造

が多層であっても学習できることと整合性がある．CNN

は次節で詳しく述べる．

2.2 Convolutional Neural Network

2.2.1 歴史

畳込み（convolutional）ニューラルネットワーク（以

下 CNN）とは，特定の構造を持つ多層 NNで，Hubelと

Wieselの研究 [22]にルーツがある．この研究で Hubelら

は，ネコの初期視覚野 (V1)に，特定の傾きを持つ線分に

選択的に反応する単純細胞（simple cells）と，同様の選択

性を持ちつつ一定の並進移動不変性（線分と直交する方向

に提示位置をずらしても同様に反応する）を持つ複雑細

胞（complex cells）があることを発見した．Fukushimaら

は，この数理的モデルとなる Neocognitronを発表してい

る [15]．Neocognitronは，ある層において同一の結合重み

をもつユニットを複数並べ，その出力をさらに上位層で集

積する（後述するプーリング）ことで，入力パタンの並進

移動に対する不変性を実現している．後に LeCunらは，ほ

ぼ同じ構造を持つ NNを CNNと呼び，その学習に誤差逆

伝播法（勾配法）を用いることで，いくつかのパタン認識

の問題で当時最高の性能を達成した [33]．特に手書き文字

認識を対象とした CNNの LeNet-5[35]は，その高い性能

から，同タスクに対するベンチマークとしての役割を長期

にわたって果たした．

2.2.2 基本構造

画素数 nx × nx の画像 xに対する，画素数 nw × nw の

フィルタ w の畳込みを考える．この畳込みを h = x ∗ w

と書くと，一般に出力 h は nh ≡ nx − nw + 1 のサイズ

の画像になる．CNNは通常，このようなフィルタを複数

個 w1, . . . ,wL 持ち，フィルタごとに異なる出力のセット

（マップと呼ぶことが多い）h1, . . . ,hL を持つ．

CNNは，この xから hへの計算に対応する配線を基本

構造として持つ．具体的には図 2 のように，入力画像の

画素と 1 対 1 でユニットが対応する入力層に対し，その

nw × nw の部分集合と第 1層のユニットが対応付けられ，

両者が結合される．その結合重みは，畳込むフィルタ w

そのものである．このように CNNは，層間の結合が位置

ごとに局所的になされ*9，その結合重みが（上位層の全ユ

ニット間で）共有されている（=フィルタの係数wlがマッ

プごとに同じ）ことを特徴とする．

*9 上位層のユニットの「受容野 (receptive field)」が局所的である
とも表現される

v

h2

p1

p2

h1

図 2 畳込み NN（Convolutional Neural Network，CNN）．

これに加えて CNNでは，その次の層でプーリング（あ

るいはサブサンプリング）と呼ばれる処理が行われる．

LeNet-5[35]では，フィルタの出力層の隣接 2 × 2ブロッ

クの平均値（を定数倍しバイアスを加算した後シグモイ

ド関数を通したもの）が次の層の 1 ユニットの状態とな

る．この 2× 2 ブロックはフィルタ出力層で重複せず，し

たがってプーリング層のサイズはフィルタ出力層のサイ

ズ（nh × hh）の半分，すなわち nh/2 × nh/2となる．こ

の処理によって，フィルタ出力層の隣接ブロック内ユニッ

トのどれがアクティブとなっても，そのブロックを集積し

たプーリング層のユニットがアクティブとなるため，冒頭

に述べた微小な並進移動に対する不変性が実現される．畳

込み層が単純細胞に，プーリング層が複雑細胞にそれぞれ

対応する．なおプーリングのやり方は，ここで述べた平均

値を求める方法の他にもいくつかあり，それぞれ異なる性

質を持つ．これについては 2.3節で述べる．

CNNはこのフィルタの畳み込みとプーリングをこの順で

何度か繰り返す構造をとる．つまりフィルタ出力層，プー

リング層の 2層を，プーリング層を次の層の入力層とする

形で積み重ねる．通常，プーリングはユニット数を減少さ

せるので，上にいくほど層のユニット数が小さくなる．最

終層には，タスクに応じた数のユニットを持つ出力層を置

き*10，そこに至る何層かはプーリングを挟まない全結合と

することが多い [9], [10], [35], [58]．CNNは教師あり学習

を前提としており，SGDを用いた誤差逆伝播により，パラ

メータを修正する．

2.2.3 多層 CNNの学習が可能な理由

なお一般の多層 NNと異なり，CNNはプレトレーニン

グを行わず，ランダムな初期値から学習を開始しても十分

な性能を発揮することが知られている [2], [10], [35], [58]．

Bengio[2]によれば，これには 2つの解釈が考えられる．1

つは CNNではネットワークの結合が疎であるため，仮に

多層になっても逆伝播する勾配が拡散せず，上位層から下

位層に伝わる過程で無意味なものとならずに済むという理

解である．（ただし，疎なだけではだめで，その位置依存の

分布，すなわち上位層のユニットはその直下にある下位層

*10 問題が N クラス分類であれば N 個のユニットを持つ．
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のユニットの集合と結合していることが必要だとも述べて

いる．）もう一つの説明は，CNNの配線の仕方が，特に視

覚・パタン認識のタスクに向いているというものである．

これは CNNのフィルタをランダムとしても，抽出される

特徴に基づく認識を行うと一定の性能を示したと言う結果

とも整合する [26], [47], [52]．

2.3 プーリング（pooling）

2.3.1 目的

プーリングとは，最も一般的には抽出した特徴から認識

に余分な情報を捨て，認識に必要な情報を保った新たな表

現に変換することである [7]．例えば，パタンの幾何学的変

動（位置や回転）を始め，照明条件，背景のクラッタ等に

対して不変な特徴を取り出すのが目的である．

プーリングは手動設計した特徴抽出でも不可欠な要素で

ある．局所特徴量の SIFT[40]を例にとれば，特徴記述子

（デスクリプタ）は，ある小領域内で最も強い濃淡勾配方

向を選び，この小領域をいくつかまとめた領域内で各小領

域ごとの勾配方向をまとめてヒストグラムを作った後，さ

らに大きな領域内でそれらをつなげて出来ている．ひとつ

めの濃淡勾配の選択は後述するマックスプーリングにあた

り，2つ目のヒストグラムの生成は平均プーリング（ある

いは sum pooling）にあたる．非 NNの一般物体認識手法

で，この局所特徴の出現頻度をエンコードして画像 1枚の

特徴（mid-level featureとも呼ばれる）を得るのに使われ

た古典的な BOF（Bag-of-features）表現は，画像全体を対

象（受容野）とした平均プーリングである．

これらは共通して，取り出した特徴の位置情報をある

程度無視することで，位置変動に対する一定の不変性を

実現している．Lezebnik らの Pyramid Matching Kernel

（PMK）は，完全に位置の情報を捨てる BOFに対し，画

像を部分ブロックに分け，位置の情報をある程度残すよう

にすることで，認識性能を向上できたと言える．

2.3.2 プーリングの各方法

上述のように CNNでは，入力層からフィルタ出力層，

プーリング層に至る情報の伝播過程で，同じフィルタが画

像の異なる位置 iで返す異なる応答 hiを，プーリング層の

ユニット iは直下の小領域 Pi 内のフィルタの応答をまと

めて（どこで応答が強いかの情報を捨て）h′
i とし，これに

より微小な位置変化に対する不変性を実現していた．フィ

ルタ出力層の小領域 Pi(i = 1, . . .)を互いに重複を許さずに

とれば，プーリング層のユニット数はフィルタ出力層のそ

れより減少することになる．

プーリングにはいくつものバリエーションがある．平均

プーリング（average pooling）とは，

h′
i =

1

|Pi|
∑
j∈Pi

hj (5)

のように k − 1 層での小領域 Pi での応答の平均を k 層

のニューロン i の値とする．マックスプーリング（max

pooling）とは，

h′
i = max

j∈Pi

hj (6)

のように，k− 1層での領域 Pi 内の応答の最大値を k層の

値とする．

また，平均とマックスプーリングの中間的存在として Lp

プーリング

h′
i =

 1

|Pi|
∑
j∈Pi

hP
j

 1
P

(7)

がある（ただし，形式的に両者を連続的につなぐ表現は他

にもあり得る）[7]．この他には，平均プーリングで hj をそ

の絶対値 |hj |で置き換えた絶対値プーリングもある [26]．

2.3.3 プーリング方法の比較

平均プーリングは，Fukushima らの Neocognitron[15],

LeCunらの CNN[33], [35]，Pintoらの低次元特徴量で採

用されている．一方マックスプーリングは，Serre らの

HMAXモデル [57]，Ranzatoらの [46]らが初期の採用例

と言える．また，局所特徴の出現頻度をエンコードする非

NNの一般物体認識手法を対象に，マックスプーリングが

より優れた性能を示すことが示された [7], [64]こともあり，

最近の研究では主流である [9], [10], [28]．ただし本稿冒頭

に紹介した Leら [32]の研究では，L2プーリングが採用さ

れている（後述のように，このプーリングは Topographic

ICA[23]にルーツを持つ）．また，情景中の文字認識におい

て，Lpプーリングの P をチューニングして認識率が向上

するという報告がある [55]．

また，プーリングの違いに焦点を当てた研究はいくつ

かあり，実験評価に [6], [26], [53]が，理論的比較に [7]が

ある．

2.4 局所コントラスト正規化

2.4.1 処理の詳細

CNNのように，画像に複数のフィルタを畳込んで得ら

れる出力（マップ）を考える．入力画像 xjk（j, kは画像座

標とする）に，あるフィルタ (i = 1, · · · )を畳み込んで得ら
れる出力の集合を hijk と書く．このとき，i番目のフィル

タ出力の画素 (j, k)の出力 hijk に対し，その近傍における

全フィルタ出力 iにわたる平均を求め，これを差し引く処

理を減算正規化（subtractive normalization）と呼び，

すなわち

h̄ijk = hijk −
∑
ipq

wpqhi,j+p,k+q (8)

である．ただし wpq は
∑

ipq wpq = 1となる重みである．

この操作は，同近傍および全フィルタ出力 iにわたる h̄ijk
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の平均を 0 にする．画像空間での近傍サイズおよび重み

wpq は，Jarrettらは (j, k)をピークに減衰する（画像平面

での）ガウス関数とし [26]，Pintoらは近傍を 3× 3画素の

小領域とし wpq = 1の単純平均としている [45]．

さらに，平均を求めたのと同じ領域における hijk の標準

偏差

σjk =

√∑
ipq

wpqh̄2
i,j+p,k+q, (9)

を求め，h̄ijk をこれで割る：

h′
ijk = h̄ijk/max(c, σjk). (10)

この処理は除算正規化（divisive normalization）と呼ば

れる．分母の max関数を無視すれば，h′
ijk は（画像上で

の近傍および全フィルタ出力にわたる）平均が 0で分散が

1に正規化されたことになる．分散は画像のコントラスト

に相当するから，コントラスト正規化と呼ばれる．ただし

max関数があるので，定数 cの値に応じてコントラストが

小さいときにはこの正規化が行われない．cの値は，[26]

では σjk の平均が，[45]では入力画像自体を事前に正規化

（グレースケールで平均 0，分散 1となる）しており，その

理由もあって c = 1としている．

なお式 (10)の代わりに，次のような計算を考えることも

ある．

h′
ijk = h̄ijk/

√
c+ σ2

jk. (11)

コントラスト σjk が十分大きいとき，h′
ijk は分散 1 に正

規化されるが，逆に非常に小さければ何もされないという

振る舞いは式 (10)と同じだが， σjk がその中間の値をと

る場合に，両者の切り替えがスムーズに行われる点が異な

る．*11

一連の処理 hijk → h̄ijk → h′
ijk 全体を局所コントラスト

正規化（Local Contrast Normalization）と呼ぶ．同じ

ものを除算正規化と呼ぶこともある [41], [54], [60]．

2.4.2 処理の意味

元々，局所コントラスト正規化ないし除算正規化は，哺

乳類の初期視覚野のニューロンが示す振る舞いを説明する

モデルとして考案された [60], [63]．*12これが何を意味する

かは，式 (8), (9)の平均と分散を求める対象が画像平面上

の小領域ならば，直観的に理解できる．しかしこれらの式

にあるように，一般にはフィルタ空間（全フィルタ）にわ

たる平均および分散が計算される．

Simoncelliらは，フィルタの集合がスケールと方向の異

*11 式 (11) と (10) の関係は，ちょうど NN のユニットの非線形入
出力に，シグモイド関数とステップ関数のどちらを使うかと相似

である．
*12 具体的には，特定周期・方向の縞模様に選択的に反応するニュー

ロンについて，その反応の強さはパタンのコントラストに依存す

るが，その選択性は依存しないというもの [16]．

なるガボールフィルタバンクのとき，この処理には自然画像

の統計に関連した特別な意味があることを示した [41], [54]．

自然画像（あるいは写真）は統計的に偏った性質を持ち，

例えばホワイトノイズとは全く異なっていることは良く知

られる [24]．例えば，ガボールフィルタバンク（あるいは

類似の計算処理）に入力して得られる出力には，顕著な性

質がある．つまり，各フィルタの出力の統計分布は，0付

近に鋭いピークを持つとともに分布の裾が長く，Student

の t分布でよく表される．また，特にパラメータの近い 2

つのフィルタ出力を h1, h2 とするとき，これらの間には

依存関係があり，具体的には，条件付き分布 p(h1 | h2)が

蝶ネクタイ（bow-tie）のような形状をとる．式 (9), (11)

は，この依存関係をキャンセルするように働いているとさ

れる [41], [54]．

3. 多層NNの教師なし学習

3.1 プレトレーニング：貪欲法による各層の局所最適化

2.1.2節に述べたように，多層 NNの誤差逆伝播法によ

る学習は，ランダムに初期値をセットした場合はほとんど

うまく行かない．この問題にひとつの解決を与えたのが，

ディープラーニングの研究が現在のように隆盛する契機と

もなった，Hintonらの Deep Belief Network（DBN）の研

究 [13]である．

この研究を要約すれば，目的とする多層ネットワークを

連続 2層に分離し，それぞれを教師なしで学習し，これを

層の数だけ実行するというものである．手順は入力層を含

む最も下の 2層から開始し，その結果得られる隠れ層の状

態をその上の 2 層の入力に読み替えて教師なし学習を行

い，これを繰り返す．

この教師なし学習をプレトレーニング（pretraining）

と呼ぶ．その後，そこで得たネットワークのパラメータを

初期値として，ネットワーク全体の微調整（fine-tune）を

行う．微調整には教師あり，あるいは教師なしの学習があ

り得る．例えば，得られたネットワークをそのまま順方向

伝播型の NNに読み換えて，教師あり学習を誤差逆伝播法

を行う．その場合，ランダム初期値ではうまくいかない場

合でも，プレトレーニングで得た初期値から始めることで，

よい局所最適解を見つけられる．

なお，DBNはボルツマンマシンに基礎を置き，ネット

ワークの振る舞いは確率的に記述され，生成モデルに分

類される．上の教師なし学習の最小単位となる 2 層は，

Restricted Boltzmann Machine(RBM)が与え，実際の学

習は Contrastive Divergence法により行われる．これらは

4で改めて説明する．

一方，同じ方法論—2層ごとの局所的な教師なし学習を

下の層から繰り返すプレトレーニング—は，オートエン

コーダにも適用することができ，その理解はずっと簡単で

ある．そこで以下ではオートエンコーダを軸に，多層 NN
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のプレトレーニングの方法を述べる．

3.2 オートエンコーダ（Autoencoder）

オートエンコーダは NN に対する教師なし学習の一手

法で，ディープラーニングの根幹をなす一要素として，後

述する RBMと双璧をなす．なお，オートエンコーダには

確率的な概念はないが，RBMとの類似性が指摘されてい

る [62]．

3.2.1 2層NNのオートエンコーダ

入力層（x）と隠れ層（h）の 2層からなる NNを考え，

順方向の伝播

h = f(Wx+ b) (12)

を，入力 xから符号 hを得るエンコーダ（encoder）と見

なす．これと逆向きの同様の計算

y = f ′(W′h+ b′) (13)

を（仮想的に）考え，これをデコーダ（decoder）と見な

す．オートエンコーダとは，与えられた入力 xをエンコー

ダで符号化した hを，今度はデコーダで復号化し xを再現

する yを得たとき，yが元の xに近くなるようにパラメー

タW, b, W′ および b′ を決定する方法である*13．すなわ

ち，与えられたサンプルの集合 {x1, . . .}に対し，

min
W,b,W′,b′

∑
i

∥xi − f ′(W′f(Wxi + b) + b′)∥22 (14)

の最小化によってパラメータを決定する．

オートエンコーダの振る舞いは，f および f ′に何を選ぶ

かと，xと yの近さを測る損失関数L(x,y)の選択によって

変わる．またWとW′ は一般には異なるが，W′ = W⊤

と制約することもある．

f および f ′ には，シグモイド関数や恒等写像*14を用い

る．例えばエンコーダ，デコーダともにアフィン変換とし

た場合，上述の学習は実質的に PCAと等価になることが

知られている [1]．（f ないし f ′にシグモイド関数を利用す

ると，その限りでない．詳しい振る舞いは [8]．）

式 (14) は，損失関数として最も一般的な 2 乗誤差

L(x,y) = ∥x− y∥22 を選んだ場合の式である．xが 2値の

場合には，f ′ にシグモイド関数を使う前提で

L(x,y) = −
∑
i

xi log yi + (1− xi) log(1− yi) (15)

をよく用いる [2], [62]．

式 (14)の最小化によって期待しているのは，このNNが

与えられた学習サンプルの構造をうまく捉えた表現 hを得

ることと，さらに学習サンプル以外の入力にも当てはまる

汎化能力をもつことである．W′および b′ は，学習時に入

*13 文献によっては Autoassociator とも書かれる．
*14 このとき x → h ないし h → y は，アフィン変換になる．

力を再現するためだけに用いられ，入力からその特徴を求

める順方向の計算では使用しない．

行列Wのサイズを d′ × dとするとき，d′ ≥ dであれば，

最適解は x → yの写像が恒等写像になる（つまり入力は

いつも 100%再現できる）というトリビアルなものになっ

てしまう．d′ < dの制約を課すか，あるいは hがなるべく

スパースに（＝ベクトルの非零成分の数が少なく）なるよ

うなスパース正則化を行うのが一般的である．

ただし d′ < dとした場合，NNの表現力はそうでない場

合に比べて低下し，多様な特徴を表現する能力は制限され

ると考えられる．一方スパース正則化は，陰に d < d′の制

約を課すことで，d′ > dのままでトリビアルな解を回避で

き，特徴の過完備性（overcompleteness）により高い性能

を実現できる [11]．これについては 3.3節で述べる．この

他にもトリビアルでない解を得る方法として，デノイジン

グオートエンコーダ [62]が提案されている．

3.2.2 オートエンコーダによるプレトレーニングと微調整

3.1節に述べたように，オートエンコーダを用いること

で多層 NNのプレトレーニングが行える [3]．具体的な手

順は次のようなものである．

1. 入力層を含む最初の 2層を，上述のオートエンコーダ

の方法で，学習サンプルを用いて訓練する．

2. 学習結果を用いて計算される，学習サンプルに対する

隠れ層の状態を，次の 2層への入力と見なし，同じく

オートエンコーダの方法で訓練する．

3. 2を層の数だけ繰り返す．

この後は微調整のステップになるが，2通りのやり方が考え

られる．一つは，最上位層のさらに上に，最上位層の出力

を入力とする（一般には小さく，浅い）NNを接続し，全体

を一つのNNと見なし，教師あり学習を行う．もう一つは，

上で訓練した多層 NNを大きなオートエンコーダ（ディー

プオートエンコーダ）と見なし，教師なしでパラメータの

微調整を行う．その場合，最下層への入力サンプル xに対

し，ここから順方向の伝搬によって最上層のユニットの状

態 hk を計算し，逆にここから xを再現した yを求め，そ

の差が小さくなるように学習を行うことになる．パラメー

タをランダム初期値から始めた場合には，多層 NNの学習

困難さと同じ理由でこの方法はうまくいかないが，プレト

レーニングのおかげで，学習がうまく行えると期待される．

3.3 特徴のスパースな表現

3.3.1 スパースコーディング

特徴の表現をスパースにすることで，認識系の性能を向

上させられることが分かってきた．その端緒となったス

パースコーディング [43]は，

J(x,h,W) = ∥x−Wh∥22 + λg(h) (16)

なる関数を考え，与えられたサンプル {x1, . . .}に対するそ
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の和を次のように最小化する．

min
W,{hi}

∑
i

J(xi,hi,W) (17)

ただし実際の最小化は，Wの各列ベクトルの L2ノルムが

ある定数以下であるという不等式制約の下で行う．Wは辞

書と呼ばれ，その各列に基底ベクトル（厳密には基底ではな

いが便宜上そう呼ぶ）を格納した行列である．hはサンプル

xを符号化したコードと考え，Wを定めた後は，入力され

た xに対しWを固定して J を最小化（ minh J(x,h,W)）

し，コード hを計算する．

与えられた xに対する hを計算するとき，J の第 1項を

小さくすることで入力 xを規定の線形和Whでなるべく

正確に表現しようとし，J の第 2項を小さくすることで h

をなるべくスパースに，つまり非零成分の数を少なくしよ

うとする．この 2つの一般には相反する要請を満たす解と

して，Wのなるべく少ない数の基底の組み合わせで xが

表現される結果になる．

関数 g(·)は hをスパースにする効果のあるものが使用さ

れ，圧縮センシング（compressed sensing）でポピュラー

な g(h) =
∑

j |hj |を始め，g(h) =
∑

j −e−h2
j [43]，g(h) =∑

j log(1 + h2
j )[43], [46]や， g(h) =

∑
j log(cosh(hj))[24],

[30]がある．これらの g(h)はいずれも，hの各成分のうち

非零となるものの数が少ないほど小さい効果を持ち（count-

ing normの ∥h∥0 を近似する効果があるため），使用する
基底の数を減らす方向に作用する．

xを自然画像からランダムに切り出した小さなパッチと

し，その集合に対し上の J を最小化したときに得られるW

の各基底は，霊長類の脳の初期視覚野に発見されているも

の—空間周波数および方向を変化させて得られるガボール

ウェーブレット—と酷似したものとなることが知られてい

る [43]．またその後，スパースコーディングは多様な工学

的問題，例えば画像のデノイジング，画像復元等に応用さ

れ，良い結果が得られている．

スパースコーディングは，過完備（overcomplete）な辞

書Wを考えたときに，その真価を現すと考えられる．こ

の場合，過完備とはWを横長（サイズを d× d′ としたと

き，d < d′）を指し，いわば辞書が冗長であるときである．

上述のいずれの場合でも，この辞書の冗長性を武器に，自

然画像のもつ統計的性質（偏り）をうまく表現できている

ことが要因であると考えられる．

3.3.2 Topographic ICA

CNNの特徴の一つは，入力層とフィルタ出力層間の結

合が局所的であることと，結合のウェイト（フィルタ）が

フィルタ出力層の全ユニットで同一であることである．こ

の性質と上述のプーリングが合わさって，CNNは入力パタ

ンの並進移動に対する不変性を実現している．（正確には，

フィルタのサイズ以下の小パタンが入力層（画像）内で並

進移動する場合の不変性．）この不変性は，CNNのネット

ワークの構成によって最初から実現されているもので，並

進不変性以外の不変性，例えば（同じく小パタンの）回転

やスケーリング，その他のより一般的な変形への不変性は，

少なくともフィルタ層とプーリング層の 2層では実現でき

ない．

このような多様な変形への不変性を，学習によって獲

得したい．その試みが，Hyvärinenらの Topographic ICA

（トポグラフィック独立成分分析，以下TICA）[23], [24]，お

よびそこから派生した「局所受容野」NN[27], [30], [31], [32]

である．

Hyvärinenらの TICAは，Olshausenらのスパースコー

ディング（式 (16)参照）に関する研究 [43]をさらに発展

させたものである．Olshausenらは，スパースコーディン

グによって自然画像を対象に基底を学習すると，霊長類の

初期視覚野に見られるのと同様のガボールフィルタ様の特

徴が得られることを見出した．そこで学習される複数の基

底（特徴）の順序には意味はない（基底の順序の入れ替え

は全く自由である）．しかるに，霊長類の初期視覚野での

特徴の分布は，ガボールフィルタのパラメータ（スケール

と回転）の近さが物理的な距離に対応する形になっている

ことが分かっている．つまり，パラメータの近いフィルタ

（特徴）が近くにあるということである．

TICAは，スパースコーディングにはできないこの性質

を再現する．図 3 の 3 層 NN を考える．最初の入力層と

第 1層間は全結合で，ここで特徴を抽出し，次の第 1，2

層間の結合は局在的なもので，ここでプーリングを行う．

CNNと異なり，入力，第 1層間の結合は全結合であるの

で，入力層から抽出される特徴は第 1層のユニットごとに

一般に異なるものになる．プーリングの結合は，第 2層の

各ユニット (i)が第 1層での直下のユニットを中心とする

N ×N のユニット群 j ∈ Pi のみと結合をもち（この結合

を w′
ij と書く），かつ Pi どうしがある程度重なるようにす

る．プーリングの結合重み（w′
ij）は固定である．以上の

ネットワーク構造に対し，

J(x,h,W) = ∥x−Wh∥22 + λ
K∑
i=1

√∑
j∈Pi

w′
ijh

2
j (18)

なる目的関数を考える．これをスパースコーディング同

様，自然画像から学習サンプルを作り，これを対象に上

の目的関数を最小化すると，上述の霊長類の初期視覚野

に見られるのと同様の特徴の分布が第 1 層上に出来上が

る．すなわち，ガボールフィルタのパラメータの近さが第

1層上のユニット間の物理的な近さに対応するような分布

(topographic map)が得られる．

なぜそのようなことが上の目的関数によって達成される

かは次のように理解される [27]．まず，iに関する和は，第

2層のユニットはなるべく少数だけが活性化するように作
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図 3 Topographic ICA[24] のネットワーク構造．

用する．活性化するユニットが多数であるよりも少数であ

るほうが目的関数は小さくなるからである（スパースコー

ディングの L1 ノルムと同じ働き）．次に j に関する和は，

iのユニットがプールする範囲 Piにある第 1層の複数のユ

ニットが，なるべく均等に活性化するように作用する．な

ぜなら反応の 2乗（h2
j）であることから，少数のユニット

が大なる反応をとるよりもその逆の方が総和が小さくなる

からである．このことは間接的に，Piの範囲に類似した特

徴が集まるように作用する．以上のようにして，上述の特

徴の分布が実現される．

第 1 層で近いユニット間で抽出する特徴は類似するか

ら，入力層から取り出した特徴量をプーリングした第 2層

の出力は，一定の不変性を実現することになる．CNNで

は，第 1層のユニットが抽出する特徴はすべて同じであり

（同一フィルタ＝マップ内での話），それによって並進移動

不変性を実現していた．近接するユニットが近い特徴を取

り出す今の場合，より柔軟で自由度の高い変換（変形）に

対する不変性を実現できる可能性があると言える．本稿冒

頭に紹介した Leらの研究 [32]でも，この考え方が取り入

れられている．

3.3.3 スパースオートエンコーダ

先述のようにオートエンコーダは，Wに何らの制約が

なければ恒等写像を学習してしまう．d′ < dとする以外に

意味のある解を得るもう一つの方法がスパース正則化を行

うことである．いわゆるスパース正則化付オートエンコー

ダの最も単純なものは

min
W,b,b′

∑
i

∥xi − f ′(W⊤f(Wxi + b) + b′)∥22

+
∑
i

g(f(Wxi + b)) (19)

という最小化で，デコーダの重みをエンコーダのそれと同

じにしている（W′ = W⊤）[30]．

一方，スパース正則化をオートエンコーダに取り込んだ

のは Ranzatoらの研究 [46], [47]が最初だが，そこでは

αe∥h− (Wx+ b)∥22 + ∥x− (Wf(h) + b)∥22
+ αsg(f(h)) + αr∥W∥1 (20)

なる形の目的関数がパラメータ（W, b, b′）について最

小化された．hは潜在変数として，最小化の反復過程でパ

ラメータと交互に推定される．g(·)には，当初 sparsifying

logistic関数 [47], [48]が，後に
∑

i log(1 + z2i )が用いられ

た [46]．

式 (16)と (19)を見比べれば分かるように，両者には一

定の類似性がある [30]．スパースコーディングには，オー

トエンコーダにあるエンコーダが陽には存在せず，最適化

の計算を通じて陰にエンコードが行われていると見なせ

る．このためスパースコーディングでは，コード hを得る

のに最適化計算を要するが，オートエンコーダではそれは

ネットワークの順伝播の計算のみで得られるのが違いと言

える．

4. 生成モデルに対するディープラーニング

本節では，Ristricted Boltzmann Machine（RBM）や

Deep Belief Network（DBM）などの生成モデルに対する，

ディープラーニングの学習手法を説明する．

これら生成モデルでは，前節までの NN における入力

（あるいは入力層の状態）v，および隠れ層の状態 hはすべ

て確率変数として扱われる．そして，それらの同時確率密

度関数 p(v,h; θ)によってネットワークの振る舞いを表現

し，これに基づいて推論や学習を行う．θはネットワーク

の振る舞いを規定するパラメータの集合で，ユニット間結

合の重みやバイアスである．また，ネットワークにサンプ

ル vが入力されたときの隠れ層の状態 h（あるいは特徴）

は，条件付き確率 p(h|v; θ)によって表される．生成モデル
では，このように隠れ層の状態 hをその分布によって表現

する．

生成モデルにはいくつかの利点がある．一つは，入力自

体をモデルから生成できることである．つまり，学習後に

ネットワークがどんな特徴を学習したのかを可視化するこ

とができる．また，学習や推論がすべて統計的な枠組みで

取り扱えるため，最適性がはっきりすることである．例え

ば，層ごとに学習最適化を繰り返すプレトレーニングの方

法の妥当性を，DBNでは示すことができる．

以下では，まず基本となるボルツマンマシンの説明をし

た後，ディープラーニングで主要な役割を果たす RBMを

説明し，その後プレトレーニングの考え方を広めるきっ

かけになった DBNについて述べる．またこれを発展させ

たDeep Boltzmann Machine（DBM），CNN同様のネット

ワーク構造を取り入れた Convolutional DBNについても

述べる．
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4.1 ボルツマンマシン

ボルツマンマシン (Boltzmann machine)は，連想記憶の

モデルとしても知られるホップフィールドネットワークを

発展させ，統計物理のイジングモデルに基づいて，ネット

ワークの振る舞いを確率的に記述したもので，Hintonと

Sejnowskiによって提案された [18]．

ボルツマンマシンは，複数のユニットを多数，双方向に

結び付けたグラフィカルモデルによって定義される．ユ

ニットは，データが入力される可視ユニット (visible unit)

と，それ以外の隠れユニット (hidden unit)の 2つに分け

られる．可視ユニットの数をNV，隠れユニットの数を VH

とするとき，各ユニットは 2値の値を取り得るとし，その

状態を変数 v = (v1, · · · , vNV
)および h = (h1, · · · , hNH

)

によって表す（vi ∈ {0, 1}，hj ∈ {0, 1}）．これらのユニッ
トは，一般にそのすべてが相互に結合され，NNのように

重みWとバイアス bによってその結合は記述される．以

下これらネットワークのパラメータを θと書く．

ボルツマンマシンの挙動は，変数 vと hの関数であるエ

ネルギー関数 E(v,h; θ)を指定し，それによって決まる次

の確率構造によって記述される（ボルツマン分布）．

p(v,h; θ) =
1

Z(θ)
exp(−E(v,h; θ)) (21)

ここで，Z(θ)は正規化定数または分配関数 (partition func-

tion)と呼ばれる定数で，次のように与えられる

Z(θ) =
∑
v

∑
h

exp(−E(v,h; θ)) (22)

可視ユニットにデータを入力したとき，上の確率モデルに

従って定まる隠れユニットの状態を，ボルツマンマシンの

出力と考えることができる．以降，いくつかの特定のボル

ツマンマシンについて述べるが，それぞれ対応するエネル

ギー関数があり，それが与える式 (21)のボルツマン分布に

基づいて，パラメータの学習や各種の推論が行われる．

ボルツマンマシンでも，通常の NN同様にネットワーク

のパラメータ θを学習によって定める．もし，可視ユニッ

トと隠れユニットの状態のペアが学習サンプルとして（多

数）与えられたとすると，学習は尤度
∏

n p(vn,hn; θ)を

使った最尤推定により行える．

ボルツマンマシンの学習のハイライトは，教師なし学習

にある．つまり，可視ユニットの状態 vの集合のみを元に

パラメータを推定する．そのため，p(v,h; θ)を隠れユニッ

トの状態 h について周辺化：p(v; θ) =
∑

h p(v,h; θ) し，

この周辺分布を用いてパラメータ θを最尤推定する．vの

学習サンプルが N 個 {v1, · · · ,vN}得られているとき，

θ∗ = argmax
θ

L(θ) (23)

のようにパラメータを推定する．ただしL(θ)は対数尤度で

L(θ) =
N∑

n=1

ln p(vn; θ) =

N∑
n=1

ln
∑
h

p(vn,h; θ) (24)

のように定められる．

この対数尤度の最大化は，KL情報量の最小化の観点か

らも解釈できる．まず，与えられた学習サンプルの集合は，

次の式で定義される観測分布 p0 によって生成されたもの

と考える．

p0(v) ≡
1

N

N∑
n=1

NV∏
i=1

δ(vi, v
n
i ) (25)

ここで，δ(x, y)はクロネッカーのデルタ関数である．この

分布 p0 を用いると，式 (23)，(24)は

θ∗ = argmin
θ

D [p0(v)∥p(v; θ)] (26)

のように書き直せる．ここで D[p∥q] は Kullback-Leibler

情報量，もしくは相対エントロピーと呼ばれ，

D[p∥q] =
∑
x

p(x) ln
p(x)

q(x)
(27)

のように定義される．KL情報量は p(x) = q(x)の場合に 0

の値をとり，そうでない場合は非負の値をとるので， KL

情報量は 2つの確率分布間の近さを表す一種の距離（のよ

うなもの）と見なせる．以上より，対数尤度を最大化する

戦略は， p0(v)と p(v; θ)間の距離 D [p0(v)∥p(v; θ)]を最
小化するのと等しいと分かる．この Dは非凸であるので，
主に勾配降下法を用いて局所解を探索する．

D [p0(v)∥p(v; θ)]をパラメータ θについて微分すると

∂D
∂θ

=
∑
v

∑
h

∂E

∂θ
p(h|v; θ)p0(v)

−
∑
v

∑
h

∂E

∂θ
p(v,h; θ)

=

⟨
∂E

∂θ

⟩
data

−
⟨
∂E

∂θ

⟩
model

(28)

を得る．式 (28)の第一項，第二項をそれぞれ正項（posi-

tive phase），負項（negative phase）と呼ぶ．また，⟨·⟩data,
⟨·⟩model はそれぞれ確率分布 pdata(v,h) = p(h|v; θ)p0(v)，
pmodel(v,h) = p(v,h; θ) についての期待値を表す．パラ

メータの推定は，式 (28)の 2つの項の勾配をそれぞれ計算

し，パラメータの値を逐次的に更新して求めることになる．

4.2 Restricted Boltzmann Machine

制約付きボルツマンマシン (Restricted Boltzmann Ma-

chine, 以下 RBM)は，図 4のように，可視ユニット同士，

隠れユニット同士の間に結合がなく，可視ユニットと隠れ

ユニットの間のみ結合があるボルツマンマシンである [19]．

RBM は，後述する DBM(Deep Boltzmann Machine) や

DBN(Deep Belief Network)の構成要素でもある．
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h

v

図 4 Restricted Boltzmann Machine のネットワーク

RBMでは，式 (21)のエネルギー分布を以下のように定

める．

E(v,h; θ) = −
NV∑
i=1

bivi −
NH∑
j=1

cjhj −
∑
i,j

viWijhj (29)

RBMのパラメータは，θ = (b, c,W)である．b, cはそれ

ぞれ可視ユニット，隠れユニットの持つバイアス，Wは可

視ユニットと隠れユニット間の結合の重みである．

RBMには可視ユニット同士，隠れユニット同士での結

合がないので，hが与えられたときの vの条件付き確率，

ならびに vが与えられたときの hの条件付き確率を次のよ

うに解析的に計算できる．

p(vi = 1|h; θ) = σ

bi +
∑
j

Wijhj

 (30)

p(hj = 1|v; θ) = σ

(
cj +

∑
i

viWij

)
(31)

ここで σ(x) = 1/(1+ exp(−x))で，これは（ロジスティッ

ク）シグモイド関数である．これらの結果から，条件付き

確率 p(h|v; θ)（特徴ベクトル）が計算できるとともに，式
(28)の正項を解析的に計算することが可能になる．式 (25),

(30), (31)の関係を式 (28)の正項に代入し，整理すると

−
⟨

∂E

∂Wij

⟩
data

=
1

N

∑
n

vni σ(cj +
∑
i′

vni′Wi′j) (32a)

−
⟨
∂E

∂bi

⟩
data

=
1

N

∑
n

vni (32b)

−
⟨
∂E

∂cj

⟩
data

=
1

N

∑
n

σ(cj +
∑
i′

vni′Wi′j) (32c)

を得る．

4.2.1 ギブスサンプリング

上のように RBMでは，式 (28)の正項を解析的に導出

できる一方で，負項は期待値を求めるための状態数が爆発

してしまうため，その限りでない．後述する Contrastive

Divergence（CD）法が登場するまで，負項の計算は，マル

コフ連鎖モンテカルロ法の一種である古典的なギブスサン

プリングを用いるより他，なかった．CD法の説明のため，

そのやり方をまず説明する．

負項は pmodel に関する期待値である．pmodel を，RBM

の状態（可視ユニット (NV 個)と隠れユニット（NH 個））

を，学習サンプルの数と同じ N 個のサンプルで表し，こ

れらサンプルを用いた離散近似によって近似的に表現する

ことを考える．ギブスサンプリングによって，これらのサ

v0 v1 v2 vT

h0 h1 h2 hT

図 5 ギブスサンプリングによる反復図

ンプルを以降の手順に従って T 回反復的に更新し，真の

pmodel に近い分布 pT を生成することが目的である．

まず，反復計算での各サンプルの初期値は次のように生

成する．可視ユニットについては，N 個の学習サンプル

(v1, · · · ,vN ) をそのまま初期値 (v1
0, · · · ,vN

0 ) とする．隠

れユニットについては，vn
0 が与えられたとしたときの hn

0

の条件付き確率 p(hn
0 |vn

0 ; θ)（式 (31)から評価可能）に従っ

てサンプリングし，初期値 (h1
0, · · · ,hN

0 )を生成する．

反復における各回の更新は以下のように行う．可視ユ

ニットのサンプル vn
t は，条件付き確率 p(vn

t+1|ht; θ)に従っ

て vn
t+1 をサンプリングし，これを更新値とする．隠れユ

ニットのサンプル hn
t は，条件付き確率 p(hn

t+1|vt+1; θ)に

従って hn
t+1 をサンプリングし，これを更新値とする．こ

の更新を T 回繰り返す．ただし，隠れユニットのサンプル

の最後の更新ではサンプリングを行わずに，条件付き確率

p(hn
t+1|vt+1; θ)を求めた後，次のように p = pmodelを推定

する．

p(v,h; θ) ≈ pT (v)p(h|v; θ)

=
1

N

N∑
n=1

NV∏
i=1

δ(vi, v̂
n
i )

NH∏
j=1

σ(cj +
∑
i′

vi′Wi′j) (33)

ここで，v̂ni は，T 回更新後の可視ユニットのサンプルであ

る．これを用いると，式 (28)の負項は次のように評価で

きる．

−
⟨

∂E

∂Wij

⟩
model

=
1

N

∑
n

v̂ni σ(cj +
∑
i′

v̂ni′Wi′j) (34)

−
⟨
∂E

∂bi

⟩
model

=
1

N

∑
n

v̂ni (35)

−
⟨
∂E

∂cj

⟩
model

=
1

N

∑
n

σ(cj +
∑
i′

v̂ni′Wi′j) (36)

4.2.2 Contrastive Divergence

90年代までは，ギブスサンプリングを用いた上のよう

な計算を行うのが一般的であった．近似の精度を十分なも

のとするには多くのサンプルの生成を必要とし，それには

膨大な計算コストを要するから，大規模なネットワーク

の学習は現実的でなかった．Contrastive Divergence(CD)

法は，この計算コストの問題を大きく改善できる方法で，

Hintonによって提案された [19]．

ギブスサンプリングの繰り返し数 T に対するContrastive

Divergence（T -CD）とは

D[p0(v)∥p(v; θ)]−D[pT (v)∥p(v; θ)] (37)
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のように定義される．CD法では，前述のD [p0(v)∥p(v; θ)]
の代わりに，これを勾配降下法で最小化する．その際，少

なくとも RBMの学習では小さな T，具体的には T = 1，

すなわちたった一度の反復だけでも，十分よい精度を実現

できることが知られている．なぜ小さい T で十分精度の高

いパラメータが得られるかの理由の説明は，[2], [12], [19]

を参照されたい．

その後，CD法よりも精度の高い Persistent Contrastive

Divergence(PCD)がTielemanにより提案されている [61]．

CDは勾配降下法によるパラメータの更新のたびに，学習サ

ンプルを初期値とする T 回のギブスサンプリングを行う．

一方，PCDでは初期値として，前回更新時に用いたギブスサ

ンプリングの結果を用いる．現在，多くのRBMの学習では

CDではなくこの PCDを用いることが多い [14], [36], [51]．

4.2.3 スパースRBM

RBMの可視ユニットに学習サンプルを入力したとき，

活性化する（hj = 1）隠れユニットの数を少なくする（＝

スパースにする）方法が提案されている．その意図は 3.3

節で述べたものと同じである．

ここでは，最も一般的だと思われる Leeらの手法 [39]を

説明する．上で説明した RBMの学習は，元をたどれば負

の対数尤度 L(θ)を θについて最小化することに相当する．

スパース RBMでは，この目的関数−L(θ)に，活性化する
隠れノードの数を制限するための項を新たに加えた，

− L(θ) + λ
∑
j

(
ρ− ⟨hj⟩p0(v)p(hj |v)

)2
(38)

を考え，これを最小化する（p0 は式 (25)で定義）．ここで

λはスパース性をどの程度重視するかの重みであり，ρは

hj = 1となる条件付き確率の平均を表す．通常，ρは十分

に小さい正の値を設定する．

実際の最適化の計算は，式 (38)全体の最小化を勾配法で

行わず，対数尤度の最小化とスパース項の最小化を，それ

ぞれ交互にかつ独立に勾配法で行う*15．

4.2.4 可視ノードが連続値をとる場合

上では，可視ユニットの状態 viは {0, 1}の離散的な値を
取るものとした．問題によっては，vi は連続値をとるとし

たい (例えばグレースケールの画像の各ピクセルの値を可

視ユニットに入力するなど)．その場合，次のエネルギー関

数を考えればよい [2]．

E(v,h; θ) =

NV∑
i=1

(vi − bi)
2

2σ2
i

−
NH∑
j=1

cjhj −
∑
i,j

vi
σi

Wijhj (39)

RBMの学習に必要となる条件付き確率 p(v|h; θ), p(h|v; θ)
*15 そうする理由は不明で，単に便宜的な理由によると思われる．

v

h1

h2

h3

図 6 Deep Belief Network.

は，

p(vi|h; θ) = N

vi; bi +
∑
j

Wijhj , σ
2
i

 (40a)

p(hj = 1|v; θ) = σ

(
cj +

∑
i

viWij

)
(40b)

のように計算される．ここで，N (x;µ, σ2)は 1次元正規

分布を表す．実際の学習最適化は，ギブスサンプリングに

よって vを生成する際，離散値の場合に用いた式 (30)を

式 (40a)に置き換えれば済む．

なお，正規分布の分散 σ2
i を，学習時，他のパラメータと

同様に勾配法で決定することは理論的には可能だが，良い

結果を得ることは比較的難しい．そのため，予め入力ベク

トルの各成分を平均が 0，分散が 1の正規化されたベクト

ルに変換し，かつ式 (39)の σi を 1に固定した上で残りの

パラメータの学習を行っている [12]．

4.3 Deep Belief Network

Deep Belief Network（DBN）[13]は，図 6に示すよう

に，最上層は無向の 2部グラフからなり，それ以外の層は

有向グラフとなっていて，高次から低次の層に向かって情

報が伝搬する構造を持つ．この構造から，L個の隠れ層を

持つ DBNの同時確率分布は，次のように与えられる．

p(v,h; θ) =

(
L−2∏
l=0

p(hl|hl+1)

)
p(hL−1,hL) (41)

ただし，h0 = vとおいた．式 (41)の p(hl|hl+1)は，次の

式によって表される．

p(hl
i|hl+1) = σ

cli +
∑
j

W l+1
ij hl+1

j

 (42)

また，式 (41)の p(hL−1,hL)は，RBMのそれ（式 (29)）

と同じものになる．

このDBNに対し，4.1節に述べた勾配降下法を使って全

体のパラメータを決定しようとしても，良好な結果は得ら

れない [13]．それはちょうど，ディープオートエンコーダ

（多層 NNに対するオートエンコーダ）がランダムな初期

値からでは学習がうまくできないのに似ている．そこで，
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v

h1

h2

h3

図 7 Deep Boltzmann Machine のネットワーク．

まず部分的な層の学習を可視層（最下層）から上位層へと

順番に行うプレトレーニングを実行する．そしてこれらの

パラメータを初期値に用いて，全体の学習を行う．以下で

は，DBNを使った推論，プレトレーニングについて順に

述べる．

4.3.1 推論

DBNは上位層から下位層へ情報が伝搬する構造を持つ

ため，RBMと異なり，条件付き確率 p(h|v)の周辺分布を
解析的に計算できない．

そこで，近似ではあるものの RBMの条件付き確率の式

(式 (31))を参考に，p(h|v)を次式の分布 qで近似する [13]．

q(hl
j |hl−1) = σ

(
clj +

∑
i

hl−1
i W l

ij

)
(43)

ただし，h0 = vとおいた．これにより，上位層の状態の条

件付き確率 q(hL|v)を，可視層から上位層に向って再帰的
に計算することで評価できる．

4.3.2 プレトレーニング

プレトレーニングでは，下位層から上位層へ順番に，部

分的な 2層間のパラメータの学習を順番に行う（貪欲法）．

すなわち，最初に可視層と第 1の隠れ層間のパラメータを

学習し，次に第 1,第 2の隠れ層間のパラメータを学習する

という具合である．可視層と第 1の隠れ層間，つまり vと

h1 間では，vと h1 で構成される RBMを用いる．こうし

て得た v, h1間のパラメータを固定し，次に h1と h2間の

パラメータを学習する．そこでは，h1 と h2 で構成される

RBMを用いる．このとき h1 の学習サンプルが必要とな

るが，これは q(hl
j |hl−1)によって生成する．あとはこの手

順を層の数だけ繰り返し，すべてのパラメータを決める．

4.4 Deep Boltzmann Machine

Deep Boltzmann Machine(DBM)は，RBMをそのまま

何層か積み重ね，下の RBM の隠れユニットの層が上の

RBMの可視ユニットの層と一致するようにしたもので（図

7），Salakhutdinovらによって提案された [51]．

DBMは，すべての可視ユニットと隠れユニットの状態

を変数とする単一のエネルギー分布E(v,h)で表現される．

隠れユニットの層が 2層（RBMが 2層）である DBMを

例にとると，式 (21)のエネルギー関数は

E(v,h; θ) = −
NV∑
i=1

bivi −
N1

H∑
j=1

c1jh
1
j −

∑
i,j

viW
1
ijh

1
j

−
N2

H∑
k=1

c2kh
2
k −

∑
j,k

h1
jW

2
jkh

2
k (44)

となる．ここで，N1
H , N2

H はそれぞれ第 1，第 2の隠れユ

ニット層でのユニット数を表す．

4.4.1 推論

RBMの場合，隠れユニット間の結合が存在しないこと

から，可視ユニットが与えられた時の隠れユニットの条件

付き確率を厳密に求めることができた．一方 DBMにはそ

のような性質はなく，特徴ベクトルを厳密に計算すること

はできない．

そのため DBMでは，平均場近似 (Mean Field Approxi-

mation)[44]を用いて条件付き確率 p(h|v; θ)を計算（ある
いは推定）するのが一般的である．平均場近似とは，系の

中で本来，互いに依存関係のある変数の独立性を仮定した

上で，目的の分布を近似計算する方法である．今の場合，

各ユニットの状態 hl
j がそれぞれ独立であることを仮定し，

p(h|v; θ)を次の分布

q(h|v) ≡
∏
l

∏
j

qlj(h
l
j |v) (45)

で近似する．この独立性の仮定は，元の DBMでは一般に

成り立たないが（その分だけ近似精度が悪くなる），目的

とする hl
j の条件付き確率を用意に計算できるのが利点で

ある．

このように表現できる q のうち，pに最も近いものを p

の近似分布とし，そこから条件付分布を計算する．具体的

には，次の KL情報量 D[q∥p]を最小化する q

q∗(h|v) = argmin
q

D[q(h|v)∥p(h|v; θ)] (46)

を求める．右辺の汎関数は一般に，qについて非凸の関数で

あるので，反復計算で局所解を求める．µl
j ≡ qlj(h

l
j = 1|v)

と定義する．式 (46)に式 (29), (45)を代入し，µl
j の停留点

を求める方程式を導出すると，次（固定点方程式）を得る．

µl
j = σ

(
clj +

∑
i

µl−1
i W l

ij +
∑
k

W l+1
jk µl+1

k

)
(47)

ここで，µ0
i = vi とした．この式に従って，µl

j を収束する

まで更新する．得られる µl
j は，p(hl

j |v)の推定値となる．
4.4.2 プレトレーニング

DBMのプレトレーニングは，他の多層ネットワーク同

様，層ごとの教師なし学習を最下層から上へ向けて順番に

繰り返すやり方で行う [13], [51]．しかし，このプレトレー

ニングの方法は，DBNのそれとは多少異なる．ここでは，

DBMの隠れユニットの層が 2層の場合について説明する．

まず，v–h1間のプレトレーニングについて説明する．v
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の層に注目すると， vは h1についての影響だけを受ける．

一方，h1 の層は，vと h2 両方からの影響を受ける．この

2層間の影響力の差異を擬似的に再現するため， DBMで

は，v–h1 間のプレトレーニング時における条件付き確率

を次式で定める．

p(h1
j = 1|v) = σ

(∑
i

viW
1
ij +

∑
i

viW
1
ij

)
(48)

p(vi = 1|h1) = σ

∑
j

W 1
ijhj

 (49)

パラメータの更新は，上の 2つの式を用いて正項，負項を

計算することで行う．

次に，h1–h2 間のプレトレーニングについて説明する．

ここで使用する学習サンプルには，式 (48)の条件付き確率

の値を用いる．h1の層は vと h2両方からの影響を受ける

一方，h2の層は，h1だけしか影響を受けない．そのため，

DBMは h1–h2 間のプレトレーニング時における条件付き

確率を次の式で定める．

p(h2
k = 1|h1) = σ

∑
j

h1
jW

2
jk

 (50)

p(h1
j = 1|h2) = σ

(∑
k

W 2
jkh

2
k +

∑
k

W 2
jkh

2
k

)
(51)

パラメータの更新は，この 2つの式に基づいて正項，負項

を計算して行う．

最後に，上のプレトレーニングで得たパラメータW1,W2

を用いて，DBMの初期パラメータを構成する．

4.4.3 微調整

上のプレトレーニングで得た DBMは，プレトレーニン

グで得たパラメータを初期値に，4.1節の方法で微調整す

ることができる．

4.1節で述べたように，学習は式 (28)に基づく勾配降下

法によって行う．式 (28)の正項，負項の計算が必要になる

が，正項は平均場近似を用いて条件付き確率を近似計算す

る．µln
j ≡ p(hl

j = 1|vn)と定義すると，DBMの正項は次

のように計算できる．

−

⟨
∂E

∂W l
ij

⟩
data

=
1

N

∑
n

vni µ
ln
j (52)

−
⟨
∂E

∂bi

⟩
data

=
1

N

∑
n

vni (53)

−

⟨
∂E

∂clj

⟩
data

=
1

N

∑
n

µln
j (54)

一方負項は，RBMと同様に CD法を用いて近似計算する．

ただし，RBMとは異なりDBMは隠れ素子同士が結合して

いることを踏まえ，ギブスサンプリングの回数 T を RBM

より多めにとる必要があるとされる（[51]では，L = 2, 3

層の DBMに対し，CD法の遷移回数を T = 5と設定して

いる）．

4.5 Convolutional DBN

CNN の基本要素であるプーリングは，フィードフォ

ワードのアーキテクチャを前提としている．Leeらはこの

プーリング，特にマックスプーリングを RBM に基づく

生成モデルに組み込む方法（確率的マックスプーリング

（probabilistic max pooling）と呼んだ）を示し，CNNと同

様の構造を持つ RBM/DBN（convolutional-RBM/DBN）

を提案した [38]．

まず，通常の RBMのネットワークを CNNと同様の構

造に変更し，これに伴ってエネルギー関数を次のように決

める．

E(v,h) = −
∑
k

∑
i,j

(
hk
i,j(W

k ∗ v)i,j + ckh
k
i,j

)
− b

∑
i,j

vi,j (55)

ここで，(i, j)は各層のユニットのインデックス，k は各

フィルタのインデックスであり，Wk がフィルタを表し，

W k ∗ vは，フィルタと入力層 vの畳み込みを表す．隠れ

層はフィルタの数だけ並列に存在し，それぞれはフィルタ

W k とバイアス ck を共有するというモデルである．

隠れ層のさらに一つ上にプーリング層を考える．プーリ

ング層のユニット pα は，隠れ層の C × C のサイズのユ

ニット（集合を Bα で表す）に接続されているとする．こ

こで，Bα の C2 個のユニットのうち高々 1つだけがオン

となることができ，どれか一つオンになるものがあれば上

位層のユニットも自動的にオンになるという制約を導入す

る．このようにすると，これら C2 + 1個のユニットの状

態は，ちょうど C2 + 1個*16で表せることになる．この制

約の下で RBMのエネルギー関数は次のように表せる．

E(v,h) = −
∑
k

∑
i,j

(
hk
i,j(W

k ∗ v)i,j + ckh
k
i,j

)
− b

∑
i,j

vi,j

subject to
∑

(i,j)∈Bα

hk
i,j ≤ 1, ∀k, α (56)

このエネルギー関数を用いて，入力層が与えられたときの

隠れ層 hk
i,j およびプーリング層 pαの条件付き確率および，

隠れ層が与えられたときの出力層の条件付き確率を計算

し，認識および学習に用いた．

*16 つまり，下位層 C2 個のユニットのどれがオンであるか＋どれも

オンでないの場合の数．上位層のユニットは前者でオン，後者で

オフ．
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5. ソフトウェア

5.1 Theano

Theano*17はMontreal大学の LISA (Laboratoire d’In-

formatique des Systémes Adaptatifs)で開発された，大規

模な数式計算を効率的に行うための Pythonライブラリで

ある [4]．Theano自身はディープラーニングだけでなくそ

の他の汎用的な大規模計算に対しても応用できるよう開発

されているが，現状では主にディープラーニングのために

用いられていると思われる．

Theanoは関数型言語の概念を取り入れており，比較的小

さなコードを与えれば，高度に最適化がなされたCPU/GPU

コードが自動的に生成される．自動的に BLASや CUDA

を用いた並列化がなされ，その上，数式の簡約や不要な計

算の除去などのより高度な処理も自動的に行われる．ま

た，GPUを使うか使わないかを簡単に選択できる．

反面，Theanoは関数型言語の考え方を取り入れている

ため，事前知識がなければ使い始めるのに一定の努力が必

要である．また，並列化を行いやすい処理に重点を置いて

おり，従来の手続き型言語と比較して，書ける処理の範囲

に制約がある（例えば，Theanoでは再帰関数による処理

をサポートしていない)．そのため，記述が困難なアルゴリ

ズムもある．

5.2 EBlearn

EBlearn*18は，主に CNNによる学習・推論を行うため

のライブラリで，C++で書かれている [56]．簡単に使える

インタフェースが用意されており，CNNの構成を記述し

た設定ファイルとデータセットを与えるだけで，EBlearn

は自動的にこれらのデータから各パラメータを学習し，推

論結果を返してくれる．

5.3 cuda-convnet

cuda-convnet*19は，CNNの学習・推論のためのライブラ

リで，ILSVRC2012で優勝したシステム [28]を実装するの

にも使われたということである．基本的な機能は EBlearn

と同じだが，プーリングの種類が豊富で，使用する色空間

を変更でき，また局所コントラスト正規化なども実装され

ているなど，いくつかの違いがある．

6. おわりに

本稿では，ディープラーニングの各方法について，なる

べく網羅的に述べたつもりである．本稿冒頭に述べたよう

に，ディープラーニングの方法は，各種のベンチマークテ

ストやコンテストで著しい成果を挙げているものの，そこ

*17 http://deeplearning.net/software/theano/
*18 http://eblearn.cs.nyu.edu:21991/
*19 http://code.google.com/p/cuda-convnet/

では様々な方法が個別に試されている段階であると言え，

それらの複数の要素の中で何が本質的に重要であるのか

は，まだ明確ではない．例えば，現在のディープラーニン

グのブームのきっかけを作ったのは，間違いなく多層 NN

の学習を可能にするプレトレーニングの方法が発見された

ことであり，その重要性を説く論文はいくつもある [2]．し

かしながら少なくとも画像認識においては，プレトレーニ

ングを一切行わない CNNがベンチマークで最良の結果を

残している [9]．一体プレトレーニングは必要なのだろう

か？あるいは，過完備な特徴セットによるスパース表現こ

そが本質であるという研究（例えば [11]）がある一方，そ

うではないという主張もある．これらの他にも矛盾する主

張はいくつか見られる．今後の研究が進むにつれ，今の混

沌とした状況は徐々に整理されていくと予想される．これ

を進める研究が日本の研究コミュニティから生み出される

ことを期待して，本稿の結びとする．
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